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RESUMO

Diagndstico e mensuracao de severidade de falhas combinadas formadas por

desbalanceamento e desalinhamento em maquinas rotativas

Maquinas rotativas, como turbinas, bombas, ventiladores e compressores, sao
amplamente empregadas em ambientes industriais. Estas sdo submetidas a uma ampla
gama de condigdes operacionais severas, as quais acarretam falhas mecanicas.

Esta tese apresenta propostas de sistemas baseados em técnicas de proces-
samento digital de sinais e aprendizado de maquina visando prover o reconhecimento
de falhas em maquinas rotativas e a mensuracao de suas severidades. A primeira
contribuicdo desta pesquisa foi a gravacao de duas bases de dados de sinais de vibracao,
as quais apresentam falhas simples e combinadas constituidas por condi¢coes de desali-
nhamento paralelo e desbalanceamento, considerando diversas velocidades de rotagao.

Um sistema supervisério para o diagnostico e mensuragao da severidade de falhas
foi desenvolvido. Para isso, foram avaliados os desempenhos de 3 classificadores e foram
analisados os perfis de severidade das falhas.

Além disso, foi proposto um método hibrido para aumento de dados. Esta aborda-
gem combina as técnicas Synthetic Minority Oversampling Technique (SMOTE) e Additive
White Gaussian Noise (AWGN) para superar o problema de diagnéstico em classes
com instancias desbalanceadas. A técnica hibrida possibilitou a criagao de modelos de
classificacao com maior capacidade de generalizagdo. Dentre estes o que apresentou
o melhor desempenho foi classificador Stacked Sparse Autoencoder (SSAE) com uma
acuracia de 100% na identificagao de 4 cenarios diferentes de operagao da maquina.

Ademais, a analise senoidal foi aplicada com a finalidade de extrair caracteristicas
em sinais de vibragao. A fim de avaliar a efetividade desta técnica foram usados 4
classificadores em conjunto com as técnicas de selecao de caracteristicas. O classificador
mais efetivo foi o random forest (RF) usado em conjunto com a técnica Out Of Bag
Feature Importance (OOBFI). Esta combinagao alcangou uma acuracia de 86,35% para
classificacao de 7 cenarios distintos de funcionamento do equipamento.

Também foi proposto um método de decomposicao de falhas combinadas para
ser usado em falhas compostas por desbalanceamento associadas a desalinhamento
paralelo horizontal e vertical. A técnica Improved Variational Mode Decomposition (IVMD)
apresentada nesta tese apresentou melhor desempenho do que as técnicas Empirical
Mode Decomposition (EMD) e Variational Mode Decomposition (VMD), apresentando
um erro nas severidades de 11,34 mm/s para desbalanceamento e 3,48 mm/s para
desalinhamento vertical. Ademais, foram analisadas as efetividades de classificagao de
4 algoritmos distintos. O emprego de caracteristicas extraidas no dominio do tempo/-
frequéncia junto com o classificador maquina de vetores de suporte (SVM) alcangou
95,43% de acuracia para classificacdo de 7 cenarios de funcionamento da maquina.

Palavras-chave: Deteccao de falhas combinadas; Sistema supervisério; Aumento de
dados; Andlise senoidal e Decomposicao de falhas combinadas.



ABSTRACT

Diagnosis and measurement of severity of combined faults formed by

imbalance and misalignment in rotating machines

Rotating machines such as turbines, pumps, fans and compressors are widely
used in industrial environments. These experience a extensive severe operating conditions
which lead to mechanical failures.

This thesis presents proposals for systems based on digital signal processing
techniques and machine learning aiming to recognize faults and measure their severities in
rotating machines. The first research contribution was the recording of two vibration signals
datasets, which present single and combined faults constituted by parallel misalignment
and imbalance considering different rotation speeds.

A supervisory system for diagnosing and measuring the severity of failures was
then developed. In order to do so, the performance of 3 classifiers were evaluated and the
fault severity profiles were analyzed.

Furthermore, a hybrid method for data augmentation was also proposed. This
approach combines the Synthetic Minority Oversampling Technique (SMOTE) and Additive
White Gaussian Noise (AWGN) technique to overcome the problem of diagnosis in imba-
lanced classes elements. The hybrid method allowed for the development of classification
models with greater generalization capability. Amongst the models developed the one
that exhibited the best performance was the Stacked Sparse Autoencoder (SSAE), which
was able to achieve 100% accuracy in the identification of 4 different machine operation
scenarios.

In addition, a novel sinusoidal analysis was also applied to perform feature ex-
traction in vibration signals. In order to evaluate the effectiveness of this technique, 4
classifiers were used together with two feature selection techniques. The most effective
classifier was the random forest (RF) when used alongside with the Out Of Bag Feature
Importance (OOBFI) technique. This combination was able to reach an 86.35% accuracy
when classifying 7 different scenarios of equipment operation.

A combined fault decomposition method, respectively Improved Variational Mode
Decomposition (IVMD), was also proposed to be used in faults composed of imbalance
associated with horizontal and vertical parallel misalignment. This technique demonstra-
ted better performance than the Empirical Mode Decomposition (EMD) and Variational
Mode Decomposition (VMD) techniques, showing an error in severities of 11.34 mm/s for
imbalance and 3.48 mm/s for vertical misalignment. Furthermore, the classification effecti-
veness of 4 algorithms was analyzed. The use of features extracted in the time/frequency
domain together in conjunction with the support vector machine classifier (SVM) was able
to reach a 95.43% accuracy for classifying 7 scenarios of machine operation.

Keywords: Combined fault detection; Supervisory system; Data augmentation; Sinu-
soidal Analysis and Combined Fault Decomposition.
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Introducao

A 42 revolucao industrial € impulsionada por um novo paradigma produtivo que
otimiza a execugao de modelos de negocios (RAFAEL et al., 2020). Devido ao fato das
maquinas rotativas serem amplamente empregadas na indistria moderna, seu diagndstico
de falhas tem sido um tema relevante na atualidade em diversas pesquisas (ZHANG, T.
et al., 2022; ZHOU; WANG, 2022; YU et al., 2021).

Maquinas rotativas, como bombas, compressores, turbinas, dentre outras, estao
frequentemente sujeitas a diferentes condi¢des adversas, as quais podem acarretar falhas
mecanicas e diminuicao do desempenho dos equipamentos (JIANG; CHANG; LIU, 2021;
LI, P. et al., 2020). Portanto é de suma importancia o monitoramento das condi¢des
desses equipamentos, pois este monitoramento permite a identificacio de falhas em seus
estagios iniciais, possibilitando assim estabelecer o momento adequado para realizar a
manutenc¢ao nos equipamentos, economizando custos e proporcionando maior seguranga
aos operadores (YU et al., 2019).

O acompanhamento das condigoes dessas maquinas pode ser feito a partir da
utilizacao de sensores com a finalidade de monitorar o funcionamento dinamico dos
equipamentos (GOYAL; PABLA; DHAMI et al., 2019). Com esta finalidade podem ser
empregados sensores para monitorar temperatura, corrente elétrica, campo magnético e
vibragcdo mecanica, dentre outras grandezas (DJAGAROV et al., 2019; PEETERS et al.,
2019). A monitoragao de vibragdao mecanica em maquinas rotativas tem se mostrado
uma forma efetiva para a realizagao de diagndstico nestes equipamentos de maneira
nao invasiva, ou seja, nao exigindo que uma pega seja desmontada ou retirada de sua
posicao na maquina para verificar se ela apresenta algum defeito (ALOTAIBI; HONARVAR
SHAKIBAEI ASLI; KHAN, 2021).

Ao longo dos ultimos anos, técnicas automaticas de estimativa do estado de
funcionamento de maquinas rotativas vém sendo pesquisadas. Neste propdsito, sao
costumeiramente mobilizadas técnicas de processamento de sinais conjugadas a técnicas
de aprendizado de maquina. Uma das principais vertentes destas técnicas reside na
possibilidade de identificar diferentes tipos de falhas através da analise dos sinais de
vibracdo (CERRADA et al., 2018; CUlI et al., 2019; LUO; HUANG; LI, 2021).
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Na maioria dos casos, especialistas humanos nao sao capazes de processar de
forma eficiente e eficaz grandes volumes de dados adquiridos dos sensores instalados
em maquinas rotativas. Desta forma, sistemas de monitoramento inteligentes baseados
em dados tém sido empregados (TAYYAB et al., 2020). A fim de que o aprendizado de
maquina seja efetivo na identificagao de falhas operacionais em maquinas rotativas, sao
necessarios conjuntos de dados que apresentem uma ampla variedade de tipos de falhas
e niveis de severidade. A obtencao de tais conjuntos de dados, no entanto, pode levar
muito tempo. Ademais, nem sempre € viavel registrar as condigées operacionais mais
criticas sem causar danos ao equipamento ou causar perdas de producdo. Logo, uma
das estratégias utilizadas € o emprego de bancadas experimentais que sao capazes de
reproduzir o funcionamento dinamico de falhas em maquinas rotativas em um ambiente
controlado (VILLA et al., 2012).

As falhas de desbalanceamento e desalinhamento ocorrem frequentemente em
maquinas rotativas, acarretando a diminuicao do tempo de vida Gtil destes equipamen-
tos (BAl; GANERIWALA; SAWALHI, 2019; GUAN et al., 2017). As falhas podem ocorrer
de forma isolada ou simultaneamente, produzindo falhas combinadas, também denomina-
das de compostas (DESOUKI et al., 2020; XUE; DOU; YANG, 2020).

Problemas associados a instalacao de motores (tais como desbalanceamento
e/ou desalinhamento) nao raro se aliam a falta de manutengao preventiva (ou seja, falta
de verificagcao da lubrificacao, a nao prevengao de um eventual acimulo de poeira e a
corrosao). Isto provoca problemas nos rolamentos de motores, 0s quais sao responsaveis
por causar, aproximadamente, 40% das falhas em motores elétricos (MITRA; KOLEY,
2016; DJAGAROV et al., 2019).

Falhas de desbalanceamento e desalinhamento ocorrem com frequéncia em
maquinas rotativas industriais correspondendo juntas a cerca de 60% das falhas que
ocorrem nestes equipamentos (HUJARE; KARNIK, 2018; DESOUKI et al., 2020). As
causas do desalinhamento podem ser /) instalagdo do motor de forma indevida; ii) falta
de simetria nas cargas aplicadas e iii) grande variacao térmica nos motores (MITRA;
KOLEY, 2016). O desalinhamento, além de reduzir a eficiéncia do motor, pode nele
provocar diversas disfungoes, como desgaste precoce de acoplamentos mecanicos e/ou
rolamentos, ocasionando interrupcdes ndo programadas na producdo (HUJARE; KARNIK,
2018).

Tais paradas produzem perdas significativas no processo produtivo. Devido a
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crescente competitividade no ramo industrial, cumpre evitar a ocorréncia de frequentes
paradas inesperadas na produgao por auséncia de um programa de manutengao ade-
quado (GLOWACZ; GLOWACZ, 2018).

A fim de realizar a implantacao de um programa de manutencao preditiva, €
necessario um investimento na aquisicao de equipamentos para medigao e monitoramento
de diversos parametros ou sinais egressos da maquina em funcionamento. Tal modalidade
de manutencao costuma se revelar benéfica, ja que ao reduzir a quantidade de paradas
inesperadas das maquinas, sua implementacgao resulta em aumento de produtividade e
reducéo de custos de servico (DJAGARQV et al., 2019).

Uma das principais formas de realizacdo da manutencao preditiva para manter o
alto grau de confiabilidade de funcionamento das maquinas rotativas reside numa judiciosa
anadlise de vibragdes, por meio da qual é possivel aplicar métodos de antecipacao a falha
e de realizagao de diagnéstico nos equipamentos (PESTANA-VIANA et al., 2016).

Embora diversas pesquisas tenham sido realizadas abordando a analise de
vibragdes para diagnéstico de falhas, ainda existem lacunas a serem preenchidas nesta

area de conhecimento, justificando a escolha deste tema para esta tese.

Objetivo da tese

O objetivo geral desta tese concentra-se em prover um diagnostico acurado de
um simulador de maquinas rotativas que apresente falhas simples e combinadas. Tal
diagnostico € subsidiado por técnicas de processamento digital de sinais e aprendizado
de maquina.

Os objetivos especificos deste trabalho estao elencados a seguir:

« gravacao de duas bases de dados de referéncia de sinais de vibragdes a partir de
uma bancada experimental de maquina rotativa, considerando diversos cenarios de

seu funcionamento;

« aplicagao de algoritmos de aprendizado de maquina para efetuar um diagnéstico

eficaz do estado de uma maquina rotativa em operagao;

* mensurar as severidades de falhas em diversos cenérios de desbalanceamento,
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desalinhamento horizontal, desalinhamento vertical e em combinag¢oes destas falhas
duas a duas. Permitindo assim fornecer um parametro confiavel para escolha do
momento mais adequado para a realizacdo do reparo do equipamento por meio da

manutencgao preditiva;

« analise e proposicao de técnicas para lidar com o problema de classes desbalance-

adas referente a cenarios de maquinas rotativas;

» avaliacao de técnicas de processamento digital de sinais para realizacao de extracao

de caracteristicas de sinais de vibracao;

« avaliacado de técnicas de selecao de caracteristicas com a finalidade de escolher os

atributos com maior capacidade de discriminagao;

+ analise e proposicao de técnicas para decomposicao de falhas combinadas com
objetivo de estimar a severidade das falhas simples que as compdem, permitindo

assim, verificar a falha com maior severidade.

Metodologia

A primeira etapa desta pesquisa foi a realizagao de uma revisao bibliografica a
respeito do tema proposto, contemplando, principalmente, artigos que abordam os seguin-
tes temas: manutencao preditiva baseada na analise de sinais de vibracao, diagndstico
de falhas combinadas, extragao de caracteristicas, técnicas de classificagao de padrdes,
desbalanceamentos de dados, analise senoidal e decomposicao de falhas combinadas,
com objetivo de apresentar o estado da arte sobre estes assuntos.

A segunda etapa consistiu na gravacao de uma base de dados preliminar de sinais
de vibragao, a qual apresenta 4 cenarios distintos, contendo tanto falhas simples quanto
falhas combinadas.

Posteriormente, foram realizados experimentos com algoritmos classificadores na
base de dados preliminar com 353 sinais e foram analisados os perfis de severidade de
4 cenarios distintos a saber: operacao normal, desbalanceamento, desbalanceamento
combinado com desalinhamento horizontal e desbalanceamento combinado com desali-

nhamento vertical.
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Visando aprimorar os resultados na etapa anterior, a quarta etapa consistiu em
propor a aplicagao de técnicas para contornar a dificuldade de realizar diagnéstico
empregando algoritmos de classificacao para classes desbalanceadas.

Uma vez verificada a viabilidade da identificagao de falhas combinadas através do
uso de classificadores aplicados a base de dados preliminar com 4 classes. A proxima
etapa consistiu na gravagao de uma base de dados contendo 7 cenarios diferentes de fun-
cionamento da maquina rotativa: operagcao normal, desbalanceamento, desalinhamento
horizontal, desalinhamento vertical, desbalanceamento combinado com desalinhamento
horizontal, desbalanceamento combinado com desalinhamento vertical e desalinhamento
horizontal combinado com desalinhamento vertical, totalizando 2162 sinais.

Apoés a gravagao da base de dados com 7 classes, a sexta etapa consistiu na
avaliacdo da técnica de analise senoidal para realizagao de extragao de caracteristicas
nos sinais de vibracgao.

Com objetivo de melhorar o desempenho apresentado pelos classificadores na
etapa pregressa, foi proposto um sistema capaz de fornecer o diagnéstico do estado
de funcionamento do simulador de maquinas rotativas e de fornecer uma estimativa de
severidade de falhas simples que formam falhas combinadas. Para isso, foram utilizadas
caracteristicas extraidas nos dominios do tempo/frequéncia em conjunto com técnicas de
decomposicao de sinais.

A Figura 1 ilustra o que foi descrito nos paragrafos acima, mostrando as etapas de

producao desta tese e os artigos publicados.

Figura 1 — Etapas de producao da tese.
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Organizacgao da tese

Os paragrafos a seguir mostram como esta tese esta organizada. A elaboragao dos
experimentos realizados nesta tese tiveram como motivacdo a realizacdo de publicacées
de artigos de congresso e revistas. Sendo assim, os Capitulos 4, 5 e 6 representam
assuntos que geraram respectivamente as publicagcdes (MARTINS et al., 2021b, 2022,
2021a). Além disso, ressalta-se que o Capitulo 7 esta sendo preparado para ser submetido
a uma revista internacional da area.

O Capitulo 1 aborda conceitos fundamentais para compreensao desta tese, sendo
discutidos o0s seguintes conteidos: conceitos de instrumentagao para analise de vibragao,
a extracao e normalizacao de caracteristicas, validagao cruzada, principio de funciona-
mento dos acelerémetros piezoelétricos e capacitivos. Além disso, este capitulo contempla
o principio de funcionamento dos 4 algoritmos de classificacdo empregados nesta tese.

No Capitulo 2, é feito um levantamento bibliografico a respeito das técnicas de
processamento digital de sinais e de aprendizado de maquina que tém sido utilizadas no
estado da arte para diagnéstico de falhas em maquinas rotativas.

No Capitulo 3, sdo explicados os tipos de defeitos produzidos a partir da bancada
de experimental: as falhas de desbalanceamento, o desalinhamento horizontal e o
desalinhamento vertical. Este capitulo mostra como estas falhas foram inseridas na
bancada experimental e detalha os procedimentos empregados na gravacao dos dados.

No Capitulo 4 é proposto um sistema supervisoério para lidar com a base de dados
preliminar. Nele é descrito o critério de mensuragao de falhas utilizado, assim como
sao feitas a aquisicao e a filtragem dos sinais de vibracao. Nele também é abordada a
extracao de caracteristicas dos sinais de vibragao e a avaliagao do desempenho dos 3
classificadores utilizados. Neste capitulo também é descrito como foi realizada a interface
com o Arduino, bem como o envio de comunicagao de forma remota.

O Capitulo 5 apresenta a proposta de um método hibrido de aumento de da-
dos com o objetivo de aumentar a quantidade de exemplos das classes minoritarias e
consequentemente melhorar o desempenho dos classificadores avaliados. Ademais,
sao apreciadas a utilizacao de técnicas de pré-processamento como: normalizagcao de
caracteristicas, subamostragem do conjunto de dados e aumento de dados.

No Capitulo 6, € mostrado como a técnica de analise senoidal foi empregada para
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efetuar a extragao de caracteristicas de sinais de vibragao. Nele também foi aferido o
desempenho de técnicas de selecao de atributos em conjunto com a utilizagao de 4 tipos
de algoritmos classificadores para a identificagao de 7 cenarios distintos de funcionamento
da maquina.

O Capitulo 7 aborda a proposicao de um método de decomposigao de falhas
combinadas, com o objetivo de estimar a severidade das falhas simples que constituem
uma falha combinada. Além disso, neste capitulo foram avaliados os desempenhos
de classificagcao de 4 algoritmos distintos em conjunto com caracteristicas extraidas
nos dominios do tempo/frequéncia para o reconhecimento de 7 cenarios diferentes de
operacao da maquina.

No Capitulo 8, sdo apresentadas as consideragdes finais desta tese, assim como
sugestdes para trabalhos futuros. Também é apresentada neste capitulo, a producao

cientifica produzida até o momento como resultado desta pesquisa.
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1- Fundamentacao Teodrica

Neste capitulo sdo apresentados assuntos que servem de base tedrica para os
demais capitulos desta tese. Sao abordados a andlise de vibragbes para maquinas rotati-
vas, conceitos de instrumentacao para analise de vibracao, a extracao e normalizagao de
caracteristicas, validacao cruzada, além do principio de funcionamento dos 4 algoritmos

de classificagdo empregados nesta pesquisa.

1.1- Analise de vibracoes

A vibragao de um corpo pode ser definida como movimentos oscilatérios em torno
de um ponto de equilibrio. Um sinal de vibragao € caracterizado a partir dos parametros
de amplitude, frequéncia e fase (GOLDMAN, 1999).

Maquinas rotativas, quando em funcionamento, sao submetidas a um regime
vibratério (NEPOMUCENO, 2014). A afericao da magnitude de vibragdo em determina-
das frequéncias é capaz de fornecer informacdes Uteis no que diz respeito ao estado
dos mancais de rolamento, engrenagens, desalinhamento de eixo e desbalanceamento
(SCHEFFER; GIRDHAR, 2004). As vibragdes no sistema ocorrem tanto sob operagao
normal como em operacdo com falhas (configuracdo na qual algumas caracteristicas
vibratérias costumam se alterar), o que motiva a adogao de técnicas de analise de
vibragdo (GONZALEZ-MUNIZ; DIAZ; CUADRADO, 2020).

Os sinais de vibragao provenientes de uma maquina rotativa sao sinais de sig-
nificativa complexidade que podem apresentar caracteristicas importantes de cicloes-
tacionariedade e mesmo impulsividade (JIANG et al., 2019). Normalmente, tais sinais
sao modelados como uma mistura de diferentes senoides com frequéncias, amplitudes e
fases distintas, com tais caracteristicas sendo relacionadas a velocidade de rotacao da
maquina (RAO, B. K. N., 1996).

Os primeiros pesquisadores na area de vibragdes se preocuparam, principalmente,

em entender os fendmenos naturais e elaborar teorias matematicas capazes de repre-
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sentar a vibragao em sistemas fisicos (RAQO, S. S., 2008). Com o passar do tempo, as
pesquisas nesta area passaram a se valer de técnicas das areas de sistemas de controle,
estruturas, motores, turbinas, projeto de maquinas, dentre outros (RAO, S. S., 2008;
MEDINA et al., 2019; KOUKOURA et al., 2018; CUl et al., 2019).

A saida de um sistema vibratério depende tanto da excitagao externa quanto de
suas condicoes iniciais. Desafortunadamente, grande parte dos sistemas vibratérios
encontrados na pratica sdo um tanto complexos, necessitando de uma modelagem
simplificada para tornar a matematica tratavel. Esta simplificacao consiste em detectar
as caracteristicas mais importantes do sistema para estimar qual seria a resposta dele a
uma determinada excitacao (RAO, S. S., 2008).

O monitoramento de vibragoes é parte importante de um programa de manutengao
preditiva, ja que grande parte dos sistemas produtivos apresentam equipamentos eletro-
mecanicos e, portanto, nao estaticos. O processo de monitoramento de vibracao exige
que uma grande quantidade de dados seja adquirida e temporariamente guardada, a
fim de que, posteriormente, seja analisada (MOBLEY, 2002). Este monitoramento pode
ser feito para observar o funcionamento de motores, bombas, turbinas, laminadoras e
compressores (SCHEFFER; GIRDHAR, 2004).

O acompanhamento dos sinais de vibragao permite encontrar praticas produtivas
inapropriadas, as quais ocorrem quando a maquina funciona de modo inadequado com
suas especificagées, como no caso de carga acima do permitido, velocidade de rotagao
acima da permitida ou mesmo sob altas temperaturas (SCHEFFER; GIRDHAR, 2004).

Ao apresentar um defeito, uma peca de uma maquina pode ocasionar falhas
em cadeia, ja que uma anormalidade numa peca afeta outras pecas que estao a ela
interligadas, o que concorre para uma redugao do tempo de vida util do equipamento
como um todo. Neste caso, deve-se realizar a parada da maquina para manutencao,
impedindo assim que haja dano permanente a outras pecas, ou mesmo do proprio
equipamento como um todo (NEPOMUCENO, 2014). Outra motivagao para a adogao
da andlise de vibragdes reside no fato de que vibragdes de intensidade excessiva em
sistemas mecanicos podem causar a deterioracao precoce de elementos das maquinas.
Ademais, tal problema pode provocar um alto nivel de ruido sonoro e, adicionalmente,
tem o potencial de desprender ou afrouxar porcas e parafusos (RAO, S. S., 2008).

Existem defeitos que apresentam uma evolugao lenta e em alguns casos previsivel,

possibilitando assim que se estime a vida util residual da peca que apresenta a falha;
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como exemplos, podem-se elencar: fissuras, trincas de fadiga e corrosao. Por outro lado,
ha defeitos cuja evolugao é acelerada. Para estes casos, um monitoramento permanente
em pontos criticos do equipamento por meio de sensores é primordial para que a acao
de manutencgao seja realizada no momento adequado (NEPOMUCENO, 2014).

As falhas de desbalanceamento e desalinhamento sdo tradicionalmente identi-
ficadas em maquinas rotativas através da verificacado das amplitudes do espectro de
frequéncia dos sinais de vibracao obtidas através da transformada rapida de Fourier
(FFT) (XU; MARANGONI, 1994; MOGAL; LALWANI, 2015). Além disso, técnicas base-
adas na analise de Cepstrum também tém sido aplicadas aos sinais de vibragao para
esta finalidade (SANDOVAL-RODRIGUEZ et al., 2020). Técnicas utilizando significancia
estatistica também tém sido empregadas para identificacao destas falhas (VILLA et al.,
2012). Ademais, a transformada Wavelet tem sido usada com sucesso para identificacao
de falhas de desbalanceamento e desalinhamento (YANPING et al., 2006; LU; XIAO;
MALIK, 2015).

1.2- Instrumentacao para analise de vibracao

A instrumentacao de maquinas e processos tem grande aplicagao em ambientes
industriais, pois possibilita medir e controlar grandezas fisicas de interesse, consequen-
temente, possibilitando um maior controle da producao, seguranca dos operadores,
diminuicao do custo total com a manutengao das maquinas e reducao de acidentes que
causem impactos negativos ao meio ambiente. Industrias de diversos segmentos empre-
gam maquinas rotativas em seus processos de producao tais como: grafica, petrolifera,
téxtil, alimenticia dentre outras. Esses equipamentos necessitam de monitoramento cons-
tante, sendo para isso empregados sensores (EGIDIO et al., 2011; LI; WANG; WANG,
2017).

Portanto é de suma importancia a mensuragao e o0 acompanhamento do nivel de
vibragao de uma maquina. Esses dados sao coletados, armazenados e analisados com a
finalidade de observar se a maquina esta apresentando alguma anormalidade (STEWART,
2018).

Por isso sao empregados sensores de vibracao, os quais tém a finalidade de
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captar e transformar as grandezas fisicas medidas como deslocamento, velocidade e
aceleragao em variaveis de interesse. Usualmente as grandezas fisicas adquiridas sao
transformadas em medidas de tensio ou corrente elétrica, a fim de facilitar o tratamento
dos sinais. Além disso, a utilizacao da corrente elétrica possibilita a transmissao de
informacao em longas distancias com menor perda de energia (DE MORAES; LAURO
CASTRUCCI, 2012).

A verificacao do nivel de vibracdo de uma dada maquina rotativa ou de uma
estrutura pode ser realizada através de diversos tipos de sensores como: sensor de
deslocamento, sensor de velocidade, acelerdmetros e vibrometros baseados no efeito
Doppler (GOYAL; PABLA, 2016). A partir da avaliagao dos dados provenientes dos
sensores € possivel identificar, com antecedéncia, falhas em equipamentos. Depois da
analise dos dados, basicamente sao realizadas duas acdes: i) diagnosticar o equipamento
e ii) estimar por quanto tempo a maquina pode continuar funcionando com algum defeito
detectado (DE ALMEIDA, 2018).

Dentre os sensores empregados para medir vibragao, os acelerdbmetros sao os
mais comumente usados, devido a eficacia na medicao de sinais de vibracdo. Eles
apresentam como vantagens a robustez e o volume reduzido, podendo ser aplicados em
uma grande faixa de frequéncias (RAO, B. K. N., 1996). Existem diversas maneiras de
se realizar montagens de acelerdbmetros para o monitoramento de vibracoes, as quais
dependem da sensibilidade dos sensores em relagao a faixa de frequéncia de vibragao.
Podem-se citar como formas de fixagdo: montagem com cera de abelha, montagem
eletricamente isolada, estojo roscado, montagem colada, fixacdo com fita dupla face,
haste apalpadora e fixagdo com base magnética (NETO, 2007). Para esta pesquisa,
os acelerdbmetros foram fixados através de uma base magnética, juntamente com a
utilizagao de uma fina camada de cola instantéanea a fim de permitir a medicao de niveis
de vibracao de alta magnitude. A seguir, apresentaremos os dois tipos de acelerémetros
mais empregados na pratica, isto é, os acelerobmetros piezoelétricos e os capacitivos,

assim como seus respectivos modelos matematicos mais disseminados.
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1.2.1 Acelerometros piezoelétricos

O principio de funcionamento de um acelerémetro piezoelétrico baseia-se no
efeito de piezoeletricidade no cristal que integra o sensor. O cristal piezoelétrico, quando
submetido a um esforgo mecanico, gera um sinal de tensao proporcional a este esforgo.
Ou, de forma dual, quando submetido a uma diferenga de tensdo, o material experimenta
uma vibragao. Isso ocorre, pois quando € aplicado um esforgco sobre o material, ocorre
uma mudanga na estrutura cristalina do mesmo, de sorte que os atomos que o compdem
mudam de posicao, provocando assim uma mudanca na polaridade elétrica do material
(GHEMARI; SALAH; BOURENANE, 2018).

Ja as vantagens do acelerometro piezoelétrico sao a linearidade (na faixa de
frequéncia de operacao) e o fato do seu processo de fabricagao ser mais simples do que
o de acelerébmetros capacitivos. Por outro lado, suas desvantagens concentram-se no fato
de que sua resposta em corrente continua nao é boa (devido ao fenémeno de leakage que
ocorre nos materiais piezoelétricos) e a necessidade de requererem involucros volumosos
(MOHAMMED; ELFADEL; RASRAS, 2018).

Modelo matematico de um acelerometro piezoelétrico

O acelerbmetro pode ser modelado matematicamente a partir da dinamica de
um sistema massa, mola e amortecedor (GHEMARI; SALAH; BOURENANE, 2018).
Considerando que o sistema tem uma massa m, a mola apresenta uma constante elastica
k.; € 0 amortecedor apresenta um coeficiente de amortecimento c¢,,,, podemos, aplicando

a segunda lei de Newton neste sistema, obter:

mz () + Cam#? (t) + keyz (t) = —mij (1), (1)
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sendo z(t) o valor de deslocamento da massa e j(t) a aceleragao resultante do sistema.

Aplicando a transformada de Laplace em (1), obtém-se:

(2)

(m52 + Cams + ket) Z1(s) = *m52gL(S) = [QFL(S)] —ms’

?/?/L(S) - ms? + cams + kel’

onde Z7(s) € a transformada de Laplace de z(t) e #;,(s) € a transformada de Laplace de

y(t).
Sabendo que a frequéncia natural de oscilagao do sistema w,, é

k 1/2
an=(24)", @)
m
e que a taxa de amortecimento do sistema ¢ é

Cam
€= G, @)

temos, por substituicao em (2):

21.(s) . —s2
{%(s)} T2+ 2lws + Wl (5)

Fazendo-se a substituicao s = jw, obtém-se:

wg@L(jWO)
—w2 + 2jwown + w2’

21 (Jwo) = (6)

onde se verifica que Z7,(jw,) depende da frequéncia de oscilagao w,, da frequéncia de

oscilagao natural do sistema w,, e da taxa de amortecimento &.

1.2.2 Acelerometros capacitivos

Um acelerémetro capacitivo € composto basicamente por uma placa fixa, a qual é
presa a carcaca do componente, e por uma placa movel, a qual contém a massa inercial.
Estas placas sao posicionadas paralelamente. Vibragdes no corpo alteram a capacitancia
do sensor, a qual modifica o sinal elétrico egresso do sensor (FRADEN, 2010).

As vantagens de se utilizar um acelerébmetro capacitivo residem no seu baixo
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custo, estabilidade térmica e baixa producao de ruido. Ja as suas desvantagens sao sua
sensibilidade a interferéncia eletromagnética e a sua baixa precisao, quando comparados
a acelerémetros piezoelétricos industriais (MOHAMMED; ELFADEL; RASRAS, 2018).

Modelo matematico de um acelerometro capacitivo

A Figura 2 representa um diagrama de um aceler6metro capacitivo do tipo Micro-
ElectroMechanical Systems (MEMS), onde Mg representa uma placa de massa movel,
F, e F» dizem respeito as placas fixas e By e B> sdo chamados de feixes do dispositivo
(BENMESSAOUD; NASREDDINE, 2013). A placa movel Mg é presa ao substrato através
dos feixes flexiveis B e B,, formando assim capacitancias diferenciais C;; € Cyo com as

placas superior e inferior.

—
d C

0

dl

B4 B>

do Caz

s,

Figura 2 — Diagrama de um acelerémetro capacitivo MEMS. Adaptada de (BENMESSA-
OUD; NASREDDINE, 2013).

Se for considerado, inicialmente, que a placa Ms esta localizada no centro entre

as placas F4 e F», entao:
5()Sp
do ’

Cay1 =Cap = (7)

onde ¢ € a constante dielétrica do ar e S, € a area de sobreposi¢ao entre Mg, Fy e F.
Ja dj é a distancia entre a placa fixa Mg e as placas méveis F; e Fa.

Quando o sensor € submetido a aceleracao, ocorre uma deflexdo dos feixes e um
determinado deslocamento da placa mével Mg na diregao vertical. Considerando que a
massa central se move para cima com deslocamento d,, os valores de Cy; e Cyo sao
dados por:

6()Sp 6()Sp (d() + dz) o Sospdo + 605pdm

Cao1 = = =

(do—de)  (do —do) (do + do) do? — d,2 (8)
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Cr — €()Sp N 8()Sp (do — dx) N EQSde — {:‘ospdx (9)
P ot dy)  (do+de) (do—dy)  d’ —d®

assumindo-se que (d, < dp) os valores aproximados de Cy; e Cgo sdo dados por:

Car (10)

N €USpd0 + EoSpdx _ {:‘oSp <1 + dx>

do 2 dO dfo

Ca2 (11)

- E()Spd() — EoSpdx N e’;‘osp <1 _ d;,;)
- d02 B dO dO ’

de modo que ao deslocamento d, da placa movel Mg correspondera uma modulagao
de tensdo V1 aplicada a F1 e uma modulacao de tensao V; aplicada a F,, tensbes que

podem ser descritas como

Vi = Vo (wot)?, (12)

Vo= Vo (wot)?, (13)

onde V; corresponde a amplitude da tensao modulada, w, é a frequéncia de modulacao
da tensao e t € o tempo de operacao. Aplicando a lei da conservacgao de cargas, Cy; €

Cg4o precisam ser iguais; logo:
Cyt (Vi — V) = Caz (Vir — V2), (14)

aplicando as Equacdes (8), (9), (12), (13) na Equacéao (14), encontra-se o valor de tensao

Vs aplicado na placa movel, cuja expressao € especificada por

xm:(%)%wm? (15)
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1.3- Extracao de caracteristicas

Uma das principais etapas de pré-processamento no diagnostico de falhas € a
extracdo de caracteristicas dos sinais de vibracdo (KANDE et al., 2017; XU, Q. et al., 2020).
Tais caracteristicas podem facilitar a discriminacao das classes, que nesta pesquisa
correspondem aos diferentes tipos de falhas que possam acontecer numa maquina
rotativa. A extragao das caracteristicas dos sinais pode ser feita utilizando técnicas no
dominio do tempo, no dominio da frequéncia ou mesmo técnicas que combinem ambos
os dominios (DHAMANDE; CHAUDHARI, 2018).

A extracao de caracteristicas pode facilitar a observacao de padroes de falha
para um determinado defeito, possibilitando assim treinar algoritmos de aprendizado de
maquina capazes de classificar estas falhas de forma automatica (CERRADA et al., 2018).

A saber, a assinatura de uma falha pode ser entendida como um conjunto de
sintomas associados a um determinado defeito, os quais estao diretamente relacionados
a extragao de determinadas caracteristicas dos sinais de vibragdo. Estes sinais de
vibragao costumam apresentar partes estacionarias, nao estacionarias e peculiaridades
nao lineares (CERRADA et al., 2018).

A extracao de caracteristicas também pode ser usada para reduzir a quantidade
de informages a serem processadas na entrada do classificador (BRAMER, 2016). Para
contextualizacao, nesta pesquisa, se esta etapa de pré-processamento nao fosse usada,
o classificador receberia 250000 amostras referentes a cada um dos sensores usados,
considerando uma taxa de amostragem de 50 kHz e um tempo de aquisi¢céo de 5 s. Isso
aumentaria, desnecessariamente, o custo computacional da tarefa de classificacao, além
de afetar a capacidade de aprendizado do algoritmo.

Nesta pesquisa, foram usados diversos parametros estatisticos nos dominios do
tempo e da frequéncia como caracteristicas, além disso também foi utilizada a analise
senoidal como uma técnica de extragao de atributos dos sinais de vibracdo. Nesta tese,
foram empregados diferentes conjuntos de caracteristicas os quais serao propriamente

discriminados ao longo dos préximos capitulos.
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1.4- Transformada de Fourier

A transformada de Fourier € bastante utilizada para extrair caracteristicas de sinais
de vibracdes ou sinais elétricos para a identificacao de falhas em motores elétricos (LIU, Y.
et al., 2010; YANG, T. et al., 2016). Esta técnica é eficaz na analise de caracteristicas
estacionarias do sinal, tendo sido muito utilizada para realizar o diagndstico de falhas em
maquinas rotativas (FU, S. et al., 2016; SIKDER et al., 2019; SHARI; ALI; ALMUDHAFFER,
2019).

A transformada de Fourier de tempo curto (STFT) divide, primeiramente, o sinal
em diversos quadros a serem processados e entdo é realizada a transformada de Fourier
de tempo discreto (DFT) em cada quadro. A seguir os resultados sdo agrupados para
produzir o resultado final. A expressao que calcula a DFT de um sinal z(n) é dada por:

N-1
XM (k) = a(n)e™ ¥, (16)
n=0
onde z(n) é o sinal amostrado e N € a quantidade de amostras do sinal.

A transformada de Fourier é capaz de transformar os sinais de vibragao proveni-
entes dos acelerbmetros, que estao no dominio do tempo, para o dominio da frequéncia,
conforme mostra a Figura 3. Nesta figura, € mostrado o espectro de frequéncia da
condi¢ao normal do motor na velocidade de 40 Hz. Para isso foi usada a transformada
rapida de Fourier (FFT), ja que este algoritmo calcula a DFT com maior eficiéncia, pois
o custo computacional para realizagao da DFT em um sinal de N amostras é dada por
O(N?), enquanto que para processar o0 mesmo sinal por meio da FFT o custo computaci-
onal é dado por ¢(N log, N) (COOLEY; TUKEY, 1965; COOLEY, 1987; SIKDER et al.,
2019).

1.5- Normalizacao de caracteristicas

Em estudos estatisticos, a normalizagao é usada para padronizar dados e otimizar
0 seu processamento de dados (SUAREZ-ALVAREZ et al., 2012). No aprendizado de
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Figura 3 — Espectro de frequéncia.

maquina, a normalizacdo desempenha um papel significativo quando as caracteristicas
apresentam faixas de valores discrepantes, o que pode prejudicar 0 desempenho de
algoritmos de classificagao diminuindo as taxas de acertos (CANBAZ; POLAT, 2019).
A normalizacao € uma forma de padronizar e minimizar os problemas que se originam
de tais dispersdes ou redundancias. Este procedimento permite que o processamento
dos dados seja feito de forma eficaz, além de aumentar a robustez a dados inconsisten-
tes (WALPOLE; MYERS, 2012).

Sendo assim, nesta pesquisa, foi aplicada a normalizagdo min-max, representada
pela Equagao (17). Este tipo de normalizagao foi escolhida por ser capaz de preservar
a relacdo com as caracteristicas originais de entrada (SINGH; SINGH, 2020) e por
apresentar bom desempenho quando empregada em conjunto com os classificadores
SVM, K-NN e Redes neurais artificiais (NURAISHA; FAJAR SHIDIK, 2018; CANBAZ;
POLAT, 2019).

Esta técnica normaliza os valores de cada caracteristica através da utilizagao dos
seus valores minimos e maximos de cada atributo, separando-os em intervalos fixos para
fornecer um processamento mais eficaz (POLAT, 2020). Esta normalizacao é realizada
no conjunto de treinamento e posteriormente aplicada no conjunto de teste com base nas
informagdes obtidas no treinamento. Nesta pesquisa, foi escolhido como valor de intervalo

[0,1] para as caracteristicas normalizadas. A equacéo abaixo representa a normalizacao
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usando a técnica min-max:

¢ —min (c) (17)

C =
M ™ max (¢) — min (c)’

onde c € o vetor de caracteristicas original, min (c) € o menor valor do vetor ¢, max (c) €

0 maior valor de c e cnorm € 0 vetor normalizado de c.

1.6- Validacao cruzada

No aprendizado supervisionado o conjunto de dados precisa ser dividido em dois
subconjuntos: treinamento e teste. Para isso € recomendada a utilizagao do método hold
out ou do método de validacao cruzada (DINOV, 2018; RODRIGUEZ; PEREZ; LOZANO,
2009).

No método hold out, o conjunto de dados a ser analisado € dividido em dois
subconjuntos disjuntos denominados conjunto de treinamento e conjunto de teste. Geral-
mente, a proporcao das particdes escolhidas sdo 70% para o conjunto de treinamento
e 30% para o conjunto de teste ou de 60% para treinamento e 40% de teste (YADAV;
SHUKLA, 2016; BRAMER, 2016). Nos casos em que o conjunto de dados tem uma
grande quantidade de exemplos, este método é recomendado devido ao seu baixo custo
computacional, isto é, através dele consegue-se treinar um modelo de forma rapida (KU-
BAT, 2017). Por outro lado, quando o conjunto de dados apresenta baixa cardinalidade,
isto &, quando a base de dados apresenta uma quantidade de instancias reduzida, que é
o caso dos dados desta pesquisa, 0 uso deste método gera o problema de sobreajuste no
treinamento do classificador, podendo assim provocar um viés no resultado (AGGARWAL,
2018). O sobreajuste ocorre, pois quando ¢ feita a divisao dos dados desta forma dificil-
mente se consegue particionar os exemplos de todas as classes de forma proporcional
nos conjuntos de treinamento e teste (KUBAT, 2017).

A fim de reduzir o viés no resultado do classificador sdo usados métodos de
validacao cruzada. Estes métodos particionam os dados de treinamento e teste de forma
estocastica, proporcionando assim a selecao de um modelo de predicdo mais robusto e
acurado (DINQV, 2018).

O K-fold € um método de validagio cruzada para separagdo do conjunto de
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dados para aplicagao em problemas de aprendizado de maquina. O uso da validagao
cruzada tem como objetivo gerar um classificador que tenha alto poder de generalizagao.
Esta técnica também pode ser utilizada para comparar o desempenho de algoritmos de
classificacao diferentes, a fim de escolher o melhor dentre eles para classificar o conjunto
de dados em analise (YADAV; SHUKLA, 2016).

O K-fold funciona da seguinte forma: o conjunto de dados a ser analisado é
fracionado em uma quantidade de K grupos disjuntos com tamanhos semelhantes.
Depois de separados, uma particao é usada para formar o conjunto de teste, ao passo
que as K — 1 particdes remanescentes compdem o conjunto de treinamento. A acuracia
do classificador é dada pela média obtida apds efetuarmos um rodizio de K rodadas,
de sorte que em cada uma delas uma partigcao especifica é utilizada como conjunto de
teste (AGGARWAL, 2018; BAZAN et al., 2019). Esta técnica de validacao cruzada é
bastante utilizada para realizacao de diagndstico e progndstico em maquinas rotativas,
pois geralmente o conjunto de dados a ser analisado apresenta cardinalidade reduzida
(KOUKOURA et al., 2018; EREN; INCE; KIRANYAZ, 2019).

A utilizacdo do método de validagao cruzada faz com que os algoritmos de classifi-
cagao sejam mais robustos ao sobreajuste, desta forma tendo maior capacidade de
generalizagao para classificar os dados (MEDINA et al., 2019; NAKATSU, 2020).

O sobreajuste ocorre quando o modelo do classificador € treinado em um subcon-
junto de dados o qual ndao tem capacidade de representacao generalista do conjunto de
dados em estudo. Isso faz com que este modelo tenha um 6timo desempenho na predigao
do conjunto de treinamento, apresentando todavia baixo desempenho quando aplicado a
exemplos novos (BRAMER, 2016; SARDA-ESPINOSA; SUBBIAH; BARTZ-BEIELSTEIN,
2017). O sobreajuste pode ser entendido como uma relagao de compromisso entre as
magnitudes do viés e da variancia (AGGARWAL, 2018). O sobreajuste depende da quan-
tidade de exemplos da base de dados e da complexidade do modelo do classificador. Em
geral, bases de dados com pequena cardinalidade e classificadores de alta complexidade
sdo afetados por este problema (AGGARWAL, 2018). E inviavel reduzir a zero o nivel de
sobreajuste de um classificador, pois por maior que seja a base de dados, dificilmente ela
consegue apresentar todos os exemplos que representem de fato os dados do mundo real
de uma determinada aplicacao, sendo necessario o concurso de técnicas para minorar
este problema (BRAMER, 2016; SARDA-ESPINOSA; SUBBIAH; BARTZ-BEIELSTEIN,
2017).
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Visto que o viés e a variancia sao os dois principais parametros para verificacao
do impacto de aleatoriedade do K-fold, o viés pode ser definido como o erro sistematico
do modelo, ja a variancia representa o quanto a acuracia do classificador muda de acordo
com as alteragoes no conjunto de teste (WONG, 2015).

Com o objetivo de reduzir a influéncia do viés no resultado da classificagao, foi
usado um K-fold com 5 particdes. Tal particionamento é representado pela Figura 4, onde
as particées de cores brancas representam o conjunto de treinamento e a particao de cor
laranja representa o conjunto de teste. Em (HASTIE; TIBSHIRANI; FRIEDMAN, 2009;
RODRIGUEZ; PEREZ; LOZANO, 2009) sao recomendados como valores de particao
K =5 e K = 10 para este método de validagdo cruzada, ja que sdo capazes de diminuir
0 viés e a variancia dos resultados de classificacao (LJUMOVIC; KLAR, 2015). Devido &

reduzida quantidade de dados nesta etapa da pesquisa, foi escolhido o valor K = 5.

L1 [ [ [ ]~ Rodada 1
o | L] [ | |~ Rodada?2
{{ [ [ ]—Rodada 3
~ | [T ]—Rodada 4
| [ I | '~ Rodada 5

[ ] Fold de treinamento
] Fold de teste

Figura 4 — K-fold com 5 partigcdes.

1.7- Classificadores

E fundamental na industria que o diagnéstico de falhas em maquinas seja feito
de forma rapida e precisa, com o objetivo de melhorar a eficacia e confiabilidade do
sistema. Com esta finalidade tém sido empregados métodos de aprendizado de maquina
para identificacao de falhas em maquinas rotativas com base em reconhecimento de
padrdes (YU et al., 2019; CERRADA et al., 2018).

Nesta pesquisa, sao utilizados classificadores supervisionados. Estes tipos de

classificadores precisam de exemplos identificados para realizar a sua fase de treinamento,
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ou seja, para poder obter informagdes do conjunto de dados que permitam diferenciar
classes diferentes obtendo assim um modelo de classificacdo (GOYAL et al., 2020). Nesta
pesquisa as classes em questao correspondem aos tipos de falhas da maquina rotativa.

Nesta tese foram empregados 4 algoritmos diferentes de classificagcao: Maquina de
vetores de suporte, K-vizinhos mais proximos, random forest e autoencoder (OUADAH,;
ZEMMOUCHI-GHOMARI; SALHI, 2022).

1.7.1 Maquina de vetores de suporte

E sabido que Support Vector Machines (SVM) é um dos métodos mais utilizados
para resolver problemas de classificagao. O algoritmo apresenta bom desempenho para
a identificagao de problemas em maquinas rotativas com base na analise de vibragao
(XU, J. et al., 2018). Tem sido aplicado efetivamente em muitos ramos da engenharia,
como diagnostico de falhas e mineragao de dados (ZHENG; PAN; CHENG, 2017).

Para o processo de classificacdo, esse algoritmo separa os dados analisados,
escolhendo um hiperplano capaz de diferenciar os dados de duas classes distintas. O
melhor hiperplano para SVMs € dado pela maior margem entre as duas classes. A
margem é definida como a largura maxima da area que nao possui dados e é paralela
ao hiperplano (MALLA et al., 2019). As vantagens deste algoritmo sao: i) eficacia
na classificacao de padroes nao linearmente separaveis (AHMAD; KHAN; KIM, 2017),
i) robustez em relacdo ao desbalanceamento de classes e iij) bom desempenho na
generalizagao para criagado de modelos (AWAD; KHANNA, 2015). Por outro lado, esse
algoritmo tem algumas desvantagens: i) o seu aprendizado é lento para uma grande
quantidade de dados de treinamento e ii) esse algoritmo foi desenvolvido inicialmente
para classificar apenas duas classes, portanto, para problemas com varias classes, uma
combinacao de classificadores deve ser usada (ZHENG; PAN; CHENG, 2017).

Para tarefa de separacao de multiplas classes foi usada a abordagem um-contra-
um, em que é construido um classificador SVM para cada par de classes e a resposta
final do classificador é feita pela votagao da maioria (CHAUHAN; DAHIYA; SHARMA,
2019).

Os vetores de suporte podem ser definidos como subconjuntos de tamanho
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reduzido retirados do conjunto de treinamento. As maquinas de vetores de suporte
sao capazes de construir fronteiras de decisdo de padrdes linearmente separaveis e
nao linearmente separaveis (HAYKIN, 2007). A seguir serdao descritas as formas de

classificacao para padrdes linearmente separaveis e para 0s nao linearmente separaveis.

Hiperplanos para classificacao de padroes linearmente separaveis

Seja um exemplo pertencente ao conjunto de treinamento {(X,-,y,-)}f\fl, onde x;
corresponde ao padrao de entrada da i-ésima amostra e y; é o valor esperado da saida
e My € a quantidade de instancias do conjunto de treinamento. Para iniciar a analise,
considera-se que as classes representadas através dos subconjuntos y; = +1 e y; = —1
sao linearmente separaveis (HAYKIN, 2007). Desta forma, pode-se empregar a seguinte
equagao como fronteira de decisao na forma de um hiperplano com o objetivo de separar

estas duas classes:

wlix+b=0, (18)

onde w € um vetor de pesos que pode ser variado, x corresponde a um vetor de entrada

e b representa um viés. Desta forma:

wlx;+b>0paray = +1, (19)

wlx;+b<0paray; = —1,
com as inequagdes acima podendo ser escritas sinteticamente como:
yi[(wlx;) +b] > 1 parai = 1,....Mp. (20)

Considerando-se um determinado vetor peso w e um viés b, a distancia entre o
hiperplano estabelecido pela Equagao (18) e a amostra mais proxima € definida como
margem de separacado. A finalidade do algoritmo é determinar o hiperplano em que a

margem de separagao alcanga seu valor maximo. Obedecendo este requisito, a fronteira
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de decisao é denominada de hiperplano étimo (HAYKIN, 2007). A Figura 5 exemplifica a

separagao de duas classes que apresentam vetores de caracteristicas bidimensionais.

x1 .
s | Vetores
S de
=
.~ suporte
.\s / (clagse B)
“,
\s~~
® o s\
/’ S ) -
\~ \‘
Vetores [ o “'\ S .
de —h .
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» x

2

Figura 5 — Maquina de vetores de suporte.

A distancia formada pelas margens dos hiperplanos das duas classes é dada por:

Dy = —. (1)

A fim de obter o maior valor possivel para D,,, deve-se minimizar o valor de ||w]||

(VAPNIK, 2013), para isso, deve-se realizar a otimizagao da seguinte expressao:

1,
i 22
min 2 |w] (22)

considerando y;[(w!x;) +b] > 1 parai = 1,....Mrp.

A fim de otimizar a expressao acima, emprega-se a seguinte fungao Lagrangiana:

Mt

L(w.b,a) = f||w\| =Y ailyi(wxi +b) — 1), (23)
=1

onde «; corresponde ao multiplicador de Lagrange. Resolvendo o problema de otimizacao
da Equagao (23) através da minimizacao das variaveis w e b e, da maximizagao dos

valores de «; encontra-se a funcao do classificador:
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My

f((L‘) = sgn Z aiyi(xi.xj) +b s (24)

ij=1
onde sgn representa a funcao sinal. Maiores detalhes sobre a resolugcao da Equacao (23)
sao encontrados em (VAPNIK, 2013; SLOUKIA et al., 2013).

Hiperplanos para classificacao de padroes nao linearmente separaveis

Nesta secao é abordada a formacao de hiperplanos para separagao de classes
nao linearmente separaveis. Para isso, € necessario construir um hiperplano 6timo capaz
de minimizar a probabilidade de erro de classificacao, que é calculada a partir da média
em relagao ao conjunto de treinamento (HAYKIN, 2007).

A margem de separacao de classes sera chamada de suave no caso em que um
determinado ponto (x;,y;), ndo obedecer a restricdo da Equacao (20). Isso ocorre em
dois casos: i) quando o ponto (x;,y;) esta localizado dentro da regido de separagao e do
lado da classe a que pertence e ij) quando o ponto (x;,y;) esta localizado dentro da regido
de separacao, todavia esta do lado da fronteira que nao pertence a sua classe (HAYKIN,
2007). Para abranger estes casos € necessaria a insergao de um conjunto de variaveis
escalares nao negativas p; na definicao da construgao do hiperplano de separagao, como

pode ser observado a seguir:

yil(wlx;) + 6] > 1 — o; parai = 1,....My. (25)

Os vetores de suporte sao constituidos pelas amostras que obedecem a condigao
da Equacao (25) (HAYKIN, 2007). As variaveis p; tém a finalidade de aferir o desvio
de uma amostra em relacao a posicao ideal para realizar a classificacao dos padroes.
Valores 0 < p; < 1 ocorrem quando a amostra esta localizada dentro da regiao de
separagao e do lado da classe a qual pertence, enquanto que valores de p; > 1 surgem
quando a amostra esta localizada dentro da regido de separagao, entretanto esta do lado
da fronteira que nao pertence a sua classe.

Seguindo a ideia do caso de separacao linear de padroes, deve-se também, no

caso da separacao de padrdes néo lineares, encontrar o hiperplano em que a margem de
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separacgao atinge o seu maior valor (VAPNIK, 2013). Para isso, é necessario encontrar o

valor ||w|| que realize a otimizagao da expressao a seguir:

] My
: 2

min — ||w|" 4+ C 0i,

w21 Z; Z (26)

considerando y;[(wlx;) +b] > 1 — g;, para g; > 0,7 = 1,...,My.

onde C' > 0 representa a constante de regularizagao, cuja tarefa é reduzir o erro de
classificacao sem aumentar demais a complexidade do modelo (VAPNIK, 2013). O termo
C vem de custo, estabelece a harmonia entre os erros de treinamento e as margens de
classificacao a fim de permitir maior flexibilidade na distingao de classes (KOU; ZHANG;
ZHENG, 2010).

Para resolver o problema de otimizacao quadratica da Equacgao (26) é necessario
aplicar uma fungao Lagrangiana assim como foi feito no caso da classificagao de padroes
linearmente separaveis. Ao realizar este procedimento encontra-se como resultado o

seguinte problema:

My 1 My
H}laxzai ~ 35 Z Yiyi oy (XiX;), (27)
b=l i,j=1
obedecendo as seguintes restricoes:
0<a;<Cparai=1,. My, (28)

My
Z a;y; = 0.
i=1

Resolvendo o problema de otimizacao representado pela Equacao (27), chega-se a

seguinte funcao para o classificador de padrdes nao linearmente separaveis:

Mt

f(z) =sgn Z a;yi(xi.x5) +b |, (29)

t,j=1

com maiores detalhes sobre a resolu¢ao sendo encontrados em (VAPNIK, 2013).
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Hiperplanos construidos com funcoes kernel

Uma outra abordagem que pode ser empregada para constru¢ao de hiperplanos
€ o truque de kernel. Esta abordagem aumenta a dimensao do espaco de caracteristicas
para fazer com que os dados que nao sao linearmente separaveis no espago original se
tornem separaveis em um espago com maior dimensao (DINOV, 2018).

Com a insercao das fungdes kernel, ndo ha grandes alteracoes em relacao a
forma de como encontrar o hiperplano 6timo, comparado com o que foi explanado na

secao anterior. Neste caso é necessario resolver o seguinte problema de otimizagao:

max Z a; — Z yiyjoiog Ke(x5.%5), (30)

=1 2,7=1

obedecendo as seguintes restrigoes:

0<aq; <Cparai=1,..,Mrp, (31)
M
Zaiyi = 07
i=1

através da resolucao do problema de otimizacao representado pela Equagao (30) chega-

se a seguinte fungao para o classificador de padrées empregando fungdes de kernel:

) = sgn Za,yl (xi.%;) +b |, (32)

7,7=1
onde K. representa a funcio kernel e maiores detalhes sobre a resolucao sendo encon-
trados em (VAPNIK, 2013).

Funcoes kernel

Um conjunto de operacgdes integrais estudadas por Hilbert deu origem ao termo
kernel (MERCER, 1909; HOFMANN; SCHOLKOPF; SMOLA, 2008). O kernel pode ser
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representado através de um produto interno. A desigualdade de Cauchy-Schwarz é
uma propriedade de produtos internos que apresenta uma generalizagao para kernels
(XU, J.-W. et al., 2008). A desigualdade de Cauchy-Schwarz é representada da seguinte
maneira: dado que K. & um kernel definido positivo, sendo z, 2’ pertencente a X,

conforme mostra a equagao a seguir:

K, (;U,a:')2 < Ke(w,x). Ko (2 2'). (33)

Para que exista um espaco de Hilbert, seja .% um espaco em que os componentes
sejam fungdes reais. Considere um conjunto de fungdes de avaliagao lineares I, : f; €
F — fi(z) € R, indexadas por x se toda funcao linear é continua, entao existe uma
funcao especial K, associada com .#, também indexada por = e chamada reprodutora
de kernel, em (f,K,) = f(x) para todo .#, estes espacos formados sdo denominados
espaco de Hilbert reproduzidos por kernel (EHRK) (BURGES, 2010). Considerando que
a funcdo K, avaliada no ponto z; € definida como K.(z1,z2) = K.x1(x2), aplicando a
propriedade reprodutora em K, é obtida a relagao (K,,,K,,) = K.(z1,22) (BURGES,
2010).

Os Espacos de Hilbert Reproduzidos por kernel podem ser definidos como
espacos lineares de fungdes em que seus produtos internos sao gerados por kernels

(ARONSZAJN, 1950; GUNN et al., 1998), consoante a seguinte equagao:

Ke(l',$l) = <¢($),¢(1‘/)> (34)

para isso K. precisa ser uma funcio positiva definida que satisfaca as condicbes de
Mercer (ARONSZAJN, 1950) dadas por:

Ko(z,2') = Z aidi(z)o(x), paraa; > 0 (35)

// Ke(z,2') f(z) f(2')dzda' > 0, para f € Lo,

obedecendo estas condigbes a fungao kernel de fato representa o produto interno no
espaco de caracteristicas (GUNN et al., 1998). Na Tabela 1 sdo mostradas algumas
das funcoes kernel existentes, onde v, d e ¢y sdo hiperparametros de sintonizagao do

algoritmo.
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A Equacgao (34) é chamada de truque de kernel. Através dessa estratégia, as
andlises feitas em um espacgo de dados nao linear podem ser manipuladas no espago
de Hilbert utilizando ferramentas de algebra linear, tornando mais simples os calculos
a serem realizados. A aplicacao do truque de kernel viabilizou o0 desenvolvimento de
algoritmos utilizados na classificagao de dados e etapas de pré-processamento (KWAK,
2013).

Tabela 1 — Exemplos de fungao kernel.

Nome Funcao kernel
Linear Ke(z,2') =2T2 + ¢,
Polinomial Ko (z,2') = (y(2T2') + co)d

Base radial gaussiana | K,(z,z’) = exp (—7 |z — x’HQ>

Base radial laplaciana | K.(z,2') = exp (—v||z — 2/||)

Tangente hiperbdlica | K.(z,2’) = tanh (y(z72’) + ¢,)

1.7.2 K-vizinhos mais préoximos

O algoritmo K-vizinhos mais proximos € um classificador do tipo ndo paramétrico,
inspirado no algoritmo do vizinho mais proximo. Este algoritmo realiza o calculo da
distancia levando em consideragao apenas 1 vizinho do conjunto de treinamento que
esteja mais perto da amostra a ser classificada, enquanto que o classificador K-vizinhos
mais préximo calcula as distancias dos K -vizinhos mais proximos em relagao ao exemplo
de teste, permitindo a possibilidade da constru¢ao de um numero maior de modelos
com este classificador, ja que K passa a ser um hiperparametro de sintonizacao do
classificador (PALACIOS et al., 2015). Este classificador é um tipo de algoritmo preguicoso,
porque um modelo de predigao somente € construido no momento em que um exemplo
teste € apresentado ao classificador para predicao, ou seja, ele nao cria um modelo na

etapa de treinamento por isso cada vez que se deseja realizar uma classificacao de uma
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nova observagao o algoritmo procura os vizinhos mais proximos a esta instancia em todo
0 conjunto de treinamento.

O classificador K-vizinhos mais proximos € um algoritmo que apresenta alta
eficacia em problemas de classificacao de falhas em motores a partir de sinais de vibragao
(PALACIOS et al., 2015; SAFIZADEH; LATIFI, 2014; PANDYA; UPADHYAY; HARSHA,
2013). Este classificador € do tipo supervisionado. Ele funciona por meio da realizacao
de comparacao de instancias da base de dados que sao representadas através de um
determinado numero de caracteristicas (LIU, R. et al., 2018).

A Figura 6 exemplifica o funcionamento deste algoritmo considerando a utilizagao
de um vetor com duas caracteristicas e escolhendo K = 5. Através desta figura, em
que o losango em amarelo corresponde a amostra de teste e o circulo laranja engloba
3 exemplos da classe dos circulos verdes enquanto que sdo englobados somente 2
quadrados azuis, a amostra de teste sera classificada como uma amostra da classe dos

circulos verdes.

X, A

: . ..®l. . ] ]

Figura 6 — K-vizinhos mais préximos.

Desta forma, uma instancia € representada como um ponto em um espaco de n
dimensdes de acordo com o valor de suas caracteristicas. E produzido um modelo capaz
de classificar um sinal desconhecido calculando a distancia deste exemplo em relagao aos
exemplos ja conhecidos e verifica as K instancias que estao mais perto deste exemplo.
Por fim a classificacao é dada em relacao a classe mais frequente destes vizinhos (LIU, R.

et al., 2018; LEI; ZUO, 2009). Existem diversos tipos de distancia que podem ser usadas
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no calculo, dentre elas a mais comum é a distancia euclidiana representada por:

n=1

Ne
D, = \J Z (TEn - TRm7n)27n =12...,Ne;m=1.2,....Mrp (36)

onde TE,, representa a amostra de teste, TR, ,, € a m-ésima amostra de treinamento,
N, é a quantidade de caracteristicas e My é a quantidade de amostras do conjunto de
treinamento (GAZALBA; REZA et al., 2017; LEI; ZUO, 2009). Nao raro, as caracteristicas
analisadas apresentam variacdes de faixa bastante diferentes, o que pode prejudicar o
desempenho deste classificador. Para minimizar este problema, utiliza-se a distancia

euclidiana padronizada representada pela seguinte equagao:

N
Dep = \l > pen (TEy — TRyp)? n=12...Neym = 1,2,...,Mr, (37)

n=1
onde pe,, corresponde ao peso para n-ésima caracteristica, este peso esta relacionado
ao desvio padrdao do modelo criado (LEI; ZUO, 2009).

Desta maneira as vantagens de utilizacao deste algoritmo sdo i) robustez a ruido
na etapa de treinamento (PANDYA; UPADHYAY; HARSHA, 2013; PARVIN; ALIZADEH;
MINAEI-BIDGOLI, 2008) e ii) facilidade de implementagao (GAZALBA; REZA et al., 2017).
Por outro lado, as suas desvantagens séo: i) apresenta baixo desempenho de predicao
quando exemplos de classes distintas se sobrepdem no espaco de caracteristicas (LEI;
ZUOQ, 2009), ii) precisa que as caracteristicas sejam normalizadas (LEI; ZUO, 2009) e
iii) tem alto custo computacional para base de dados de alta cardinalidade, pois precisa
armazenar e acessar todos os exemplos de treinamento para calcular a distancia em
relagdo a uma amostra de teste (KUBAT, 2017; PARVIN; ALIZADEH; MINAEI-BIDGOLI,
2008).

1.7.3 Random forest

O random forest é uma técnica de aprendizado de maquina usada para problemas
de classificagao de conjuntos. Ela combina a decisdo de um conjunto de classificadores

por meio de um processo de votacio para classificar um exemplo desconhecido (ROKACH,
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2016).

O random forest € um conjunto de arvores de decisao formado por vetores
aleatérios independentes e distribuidos de forma idéntica. Cada arvore da um unico voto
em relagdo a um determinado exemplo apresentado ao classificador (BREIMAN, 2001).
Um classificador ensemble geralmente é mais eficaz do que qualquer um dos individuos
que o formam (BREIMAN, 1996; OZA; TUMER, 2008).

As arvores de decisao podem ser consideradas classificadores instaveis, ou seja,
aqueles nos quais pequenas mudangas no conjunto de treinamento causam mudangas
significativas na saida do classificador. O método bagging consiste em gerar subconjuntos
de exemplos através de sorteio simples com reposicao, sobre o conjunto de treinamento
original. Este método é usado para minimizar esse efeito, por meio do qual varios
classificadores podem compensar o viés de um Unico classificador (ACUNA; ROJAS,
2001). No random forest a utilizagao da técnica de bagging permite criar modelos de
predicao independentes, possibilitando assim uma maior cobertura da area do espago de
caracteristicas. Neste classificador é feita uma escolha de atributos diferentes para cada
modelo, possibilitando uma melhora consideravel na acuracia do classificador, ja que a
utilizacao dos mesmos atributos em cada modelo prejudica a independéncia dos mesmos
(BREIMAN, 2001). A Figura 7 exemplifica um problema de classificacdo de duas classes

utilizando uma arvore de decisao.
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Figura 7 — Arvore de decisao.

As vantagens da utilizacao de algoritmos formados por arvores de decisao sao: i)
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versatilidade para aplicagao em diversas categorias de dados, ii) consistem em métodos
nao paramétricos, a saber, nao guardam suposi¢oes sobre a disposi¢cao espacial dos
dados e Jii) a eficacia em tarefas com grandes quantidades de dados. Em contrapartida,
estes métodos também apresentam algumas desvantagens: i) problema de replicacao
que ocorre quando sao formadas subarvores replicadas devido a diversos atributos dos
dados apresentarem alta correlacao, ii) instabilidade, pois pequenas variacées no conjunto
de treinamento, como inser¢ao de ruido ou de caracteristicas irrelevantes, podem causar
diferentes formas de particdes nas arvores, provocando assim mudangas em relacao a
classificacao e (iii) o problema da utilizacdo de grandes quantidades de dados, uma vez
que se os dados forem particionados, aproximadamente, de maneira igual em cada divisao
da arvore, o custo computacional para classificacao de exemplos sera alto (ROKACH,
2016).

Metodologia CART

O classificador random forest tem origem na metodologia Classification and Re-
gression Tree (CART). O CART é uma das metodologias de algoritmos de arvores de
decisao mais empregadas (BREIMAN et al., 1984) devido a sua eficacia para evitar o so-
breajuste durante o processo de formagao das arvores (SCHAFFER, 1993). Empregando
a metodologia CART, a formacao da arvore ocorre da seguinte maneira: um né pai da
origem a dois nos filhos; o processo pode ser repetido, considerando cada no filho como
um né pai (BREIMAN et al., 1984).

O procedimento de formacao das arvores binarias comega particionando um né
em néds binarios, usando o seguinte procedimento: primeiro, todas as observacoes sao
feitas no no raiz e depois as observagoes posteriores sao realizadas através dos nos
filhos.

A metodologia CART realiza a implementagcao de algoritmos que fazem busca
exaustiva procurando a reparticao étima para todos os pontos, 0s quais tém a possibilidade
de ser particionados para cada variavel analisada.

Assim sendo o critério de diversidade Gini € empregado como norma para particao

dos nds no algoritmo random forest. A sua equagao € dada por:
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Lgr

Gi(N)=1- Y p*(Iz|Nr), (38)

Ip=1

onde Ly corresponde a quantidade de categorias da variavel nominal, p(Ir|Ng) repre-
senta a probabilidade a priori da classe Ir de ser gerada no n6 Ni. O critério de
diversidade Gini diz respeito a fragao da variavel dependente presente em cada uma
das classes localizadas num dado né comparada ao n6 raiz. No momento, em que
um no o qual representa a particao da variavel dependente tenha apenas observagoes
pertencentes a uma Unica classe, o critério de diversidade de Gini apresenta o seu valor
minimo (BREIMAN et al., 1984).

A seguir sao descritas as etapas de formacgao das arvores:

+ Para iniciar, a primeira variavel é dividida, através do CART, em quaisquer pontos
viaveis de particao. A variavel é repartida em dois nos filhos em todo ponto que

possibilita uma divisao.

 Posteriormente, emprega-se o critério de particao de né mais apropriado em cada

ponto e em seguida realiza-se a avaliacao da diminuicdo de impureza por meio de:
Aig (sr,Nr) =ir (Nr) — pelir (Nry)] — pp [ir (Nrp)], (39)

onde si corresponde a um determinado ponto de particao, pp € a parte de
observacdes presentes no n6 Ny que € direcionada ao no filho da esquerda Ng,,,
enquanto Ny, € a fracao de observagdes do né Ni que € enviada para o no filho
da direita Nr,. As impurezas que correspondem aos nés da direita séo represen-
tadas por ir(Ng,, ), enquanto que as dos nds da esquerda sdo representadas por

» Depois o CART seleciona a melhor maneira de dividir a variavel como aquela que

mostra o nivel mais elevado de diminuigdo de impureza.

« O quarto passo consiste em repetir os trés passos citados acima para todas as

variaveis pertencentes a base de dados em andlise.

» Nesta etapa, o CART realiza a organizagao de todas as divisdes para cada uma das

variaveis, levando em consideracao a diminuigao da impureza alcangada a partir
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de cada divisdao. Posteriormente escolhe-se a variavel associada ao seu ponto de

particdo que provocou a maior minoragao da impureza do n6 pai (né raiz).

« A etapa final do método consiste em vincular as classes aos nds seguindo a norma

que leva o custo do erro de classificacdo ao seu menor valor.

Sendo assim a interrupcao da formacao das arvores acontece nas seguintes
circunstancias: restricdo da quantidade de niveis por arvores feita pelo programador,
no momento em que ha apenas uma observagcdao em cada um dos nos filhos ou no
instante em que todas as observacoes nos nos filhos tém distribuicao igual a das variaveis
preditas, inviabilizando uma nova particao (BREIMAN et al., 1984). A Figura 8 ilustra o
procedimento de formagao do classificador. Nesta figura observa-se que o conjunto de
treinamento é dividido em subconjuntos 0s quais por sua vez servem de entrada para

diferentes arvores de decisao, as quais em conjunto formam o classificador random forest.

Conjunto de
Treinamento

Subconjunto 1 Subconjunto 2 Subconjunto n

Figura 8 — Random forest.

1.7.4 Autoencoder

O autoencoder é um algoritmo de aprendizado profundo constituido por redes
neurais cujo objetivo é codificar e reconstruir, com o0 menor erro possivel, a prépria entrada
na saida. O autoencoder pode ser definido como uma rede neural feed-forward que
seus neurdnios conectados entre si, cujos parametros da rede podem ser estimados a
partir do algoritmo de retropropagacgao. Para o seu treinamento, primeiro sao calculadas

as ativagdes em toda a rede, incluindo o valor de saida da hipétese. Para cada né na
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parte intermediaria da rede é obtido um termo de erro que mede o quanto esse no foi
responsavel pelos erros obtidos na saida. Nos nds de saida calcula-se a diferenga entre
o valor inserido na ativagdo da rede e os valores alvos, estes valores sdo usados para
atualizar o termo de erro (DONG et al., 2018; WU, X. et al., 2021).

O autoencoder é formado, basicamente, por duas partes: um codificador e um
decodificador, como mostra a Figura 9. O codificador é responsavel por compactar o
espaco de dados original em um novo espaco de representagdo, chamado espaco latente.
A funcao do decodificador € reconstruir os dados de entrada a partir da representagao
dos dados no espaco latente (SHAO et al., 2017).

Camada Camada
de entrada de saida

Camada
oculta

| [
Codificador Decodificador

Figura 9 — Autoencoder.

O autoencoder realiza 0 mapeamento da primeira camada ¢, para a camada
oculta da rede c,, utilizando uma matriz de pesos M, um vetor de viés b., e uma fungdo
de ativacao ¢ (.), conforme descrito a seguir:

Coc = ¢ (Mpca + bca) s (40)
posteriormente, o vetor que representa 0 mapeamento na camada oculta ¢, € transfor-

mado em um vetor z,,, pelo decodificador, consoante a equagao a seguir:

zm = ¥ (Me,Coc + be, ) , (41)
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onde M., € uma matriz de pesos, b., € um vetor de viés referente a camada oculta. A
fase de treinamento do autoencoder busca otimizar os parametros { My, b,,, M., , bc, }
em funcdo da minimizagéo do erro de reconstrucio da saida em relacio a entrada (SHAO
et al., 2017). Considerando um determinado conjunto de I,, instancias de entrada
{Ca1,Cay,Caz,*+ + Cay, }» @S Matrizes de peso M, e M,,, assim como os vetores de
viés b., e b., sao ajustados por meio da retropropagagcao para minimizar o erro de

reconstrucao representado por:

In
Er :Z”Cai _ZmiHQ' (42)
i=1

Além disso, é adicionado um termo de regularizacao que tem a funcao de penalizar
um desvio da ativacao esperada nas unidades das camadas ocultas que apresentem
um nivel abaixo de um determinado valor constante p, denominado nivel de esparsidade,
que restringe a ativacao de alguns neurdnios da camada oculta. Desta forma, torna-se

necessario solucionar a seguinte expressao de otimizagao:

N,
. oc 1 _
min eT+(Z<plogAp—|—(1—p)log ?) ) (43)
= Pj L—pj

onde ¢ é uma constante que regula o peso do termo de penalizacdo esparsa, N,
quantidade de neur6nios na camada oculta e 5; € o valor da ativagdo média dos neur6nios
na camada oculta j no conjunto de treinamento. No caso em que a quantidade de
neurdnios na camada oculta for menor que a quantidade de entrada, entao o algoritmo é
forcado a realizar o aprendizado por meio de uma representacdo comprimida e esparsa
da entrada (DENG et al., 2013).

O autoencoder pode ser usado de diversas maneiras, a saber: i) na reducao de
caracteristicas; /i) retirada de ruido dos dados; iii) realizar o aumento de dados; iv) ou no
reconhecimento de padroes quando acoplado a uma camada de classificagdo, como é o
caso desta pesquisa (FU, X. et al., 2019).

O stacked autoencoder é uma estrutura complexa composta por uma série de
camadas concatenadas. A saida de cada camada é conectada como entrada para a
proxima camada. Nesta estrutura, cada uma das camadas é treinada com o objetivo de
reduzir o erro. Depois que todas as camadas sao treinadas, uma etapa de ajuste fino

€ executada. Para a etapa de classificagao, a camada do decodificador é removida e
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uma camada softmax € adicionada, cuja finalidade é fornecer a resposta do algoritmo.
Devido ao grande nimero de neur6nios nas camadas ocultas, a restricao esparsa € usada
para capturar representacdes de alto nivel dos dados, dai seu nome, Stacked Sparse
Autoencoder (SSAE) (AOUEDI; PIAMRAT; BAGADTHEY, 2020).

1.8- Comentarios finais

Neste capitulo, foram explicados conceitos sobre a area de analise de vibracoes,
foram apresentados os principios de funcionamento dos acelerdmetros piezoelétrico e
capacitivo, extracdo e normalizacao de caracteristicas, validacao cruzada, bem como o

principio de funcionamento dos classificadores usados nos proximos capitulos da tese.
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2- Trabalhos relacionados

Neste capitulo, alguns conceitos importantes serao revisitados e expandidos, de
sorte a delimitar mais claramente o foco e a relevancia deste trabalho, em termos da
literatura pertinente.

Falhas inesperadas em maquinas sao capazes de causar perdas significativas
em termos de tempo e produgdo. Maquinas rotativas sao suscetiveis a falhas que,
dependendo da gravidade, podem: i) causar paradas inesperadas na produgao; /i) colocar
em risco o pessoal operacional; iii) produzir impactos ambientais negativos e iv) levar a
prejuizos econémicos (GLOWACZ; GLOWACZ, 2018).

Técnicas de processamento digital de sinais e algoritmos de aprendizado de
maquina tém sido aplicados na afericdo do estado de funcionamento de maquinas
rotativas (CERRADA et al., 2018; WANG; SI; LI, 2022; SHINDE; DESAVALE, 2022). Uma
hip6tese subjacente a literatura € a de que a vida Util de um componente de uma maquina
pode ser estimada através da analise do sinal de vibracao. O processamento efetuado
para identificacdo e mensuracao de falhas em geral obedece a algumas etapas, tais como
aquisigao de sinais, extragao de caracteristicas, identificagao de falhas e mensuragéao da
severidade da falha.

As falhas mais frequentes sdo: desbalanceamento, desalinhamento, excentrici-
dade, folga mecanica, problemas de acionamento da correia, defeitos de engrenagem,
defeitos de mancal, falhas elétricas, forcas hidraulicas e aerodinamicas, cavitacao, trincas
no eixo, friccao e ressonancia do rotor (SCHEFFER; GIRDHAR, 2004).

Falhas de desbalanceamento e desalinhamento ocorrem frequentemente nos
motores elétricos (HUJARE; KARNIK, 2018). O desalinhamento é causado por instalacao
inadequada, falta de simetria nas cargas aplicadas e grande variagao térmica no local.
Esse problema induz varios tipos de complicagoes, como desgaste precoce de acopla-
mentos e rolamentos mecénicos. Como normalmente ocorre com outros defeitos, um dos
métodos mais eficazes e confiaveis para identificar o desalinhamento de uma maquina
rotativa durante a sua operacao € a analise de vibragdes (PEETERS et al., 2019; DIAS
et al., 2021).
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2.1- Trabalhos relacionados ao diagndstico de falhas

A identificagdo e mensuracgao de falhas combinadas e de falhas multiplas em
maquinas rotativas tém sido assunto de pesquisa nos ultimos anos. Para este fim tém
sido utilizados métodos baseados em modelos matematicos dos sistemas mecanicos de
bancadas experimentais (WANG; JIANG, 2018; SRINIVAS; TIWARI; KANNABABU, 2019).
Abordagens utilizando métodos baseados em aprendizado de maquina para este tipo de
problema também sao empregadas (LI, H. et al., 2017; DEKHANE et al., 2020; LEE et al.,
2021; RODRIGUES; JUNIOR; RADE, 2022). Em termos mais concretos, o processo de
deteccao de falhas em maquinas empregando técnicas de aprendizado de maquina &
normalmente realizado em trés etapas, na seguinte ordem: aquisicao dos sinais, extracao
de caracteristicas e reconhecimento de falhas (LU; HE; WANG, 2019).

O prognéstico de maquinas rotativas a partir de métodos estatisticos e de métodos
baseados em aprendizado de maquina tem sido objeto de pesquisa de varios pesquisado-
res (YANG, F. et al., 2016; SINGLETON; STRANGAS; AVIYENTE, 2016; AHMAD; KHAN;
KIM, 2017; YAN et al., 2019; XIA et al., 2019; CHEN et al., 2020). Entretanto, ainda
existem melhorias a serem feitas na area de monitoramento de condi¢cdes de equipamen-
tos, pois muitas das analises realizadas dependem muito do dominio de conhecimento
especifico sobre o tipo de equipamento que esta sendo monitorado (PEETERS et al.,
2019). A seguir, serdo apresentadas com maiores detalhes referéncias bibliograficas rela-
cionadas ao diagndstico de falhas em maquinas rotativas, para situar de modo apropriado
a presente tese no escopo da literatura cientifica correlata.

O artigo (MITRA; KOLEY, 2016) teve como finalidade identificar falhas em um
motor elétrico trifasico de inducao utilizado em uma operacao industrial para misturar
materiais numa camara. A rotacao deste motor era controlada por um Controlador Logico
Programavel (CLP), com a velocidade do motor sendo modificada de acordo com o tipo
de material a ser misturado na camara. O CLP e o Labview™ foram utilizados para
coletar e processar os dados de vibragao. Neste trabalho, foram analisadas trés tipos de
falhas: falhas na pista interna, na pista externa e na esfera de rolamento. Estas falhas
foram provocadas através de descargas elétricas, as quais engendraram falhas com 5
profundidades distintas. As analises do estado dos mancais de rolamento foram feitas

através da analise de vibracoes utilizando sinais num horizonte de gravacao de 5 s. Foi
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utilizada uma técnica de deteccao de envoltéria para os sinais de vibragao, associada
a filtragem do sinal. Neste trabalho, obteve-se como resultado curvas de severidade
de amplitude de vibracdo em funcao da velocidade de rotacdo para cada tipo de falha,
caracterizando assim o funcionamento do motor nestas condicdes.

Em (DJAGAROV et al., 2019), sdo explicadas técnicas de manutengao baseadas
no sistema Supervisory Control and Data Acquisition (SCADA) para monitoramento de
motores elétricos em navios, visto que nesta situacao falhas abruptas ou nao previstas
podem causar grande prejuizo. O foco deste artigo reside em técnicas nao invasivas de
diagnostico e monitoramento. Técnicas nao invasivas de diagnostico permitem descobrir
o defeito de uma peca da maquina sem que seja necessario retira-la do seu lugar
original. Este tipo de sistema tem como finalidade monitorar e controlar um equipamento.
Neste trabalho, a principal funcio do sistema consiste no monitoramento do estado de
funcionamento do motor, permitindo identificar anomalias de um determinado parametro,
a fim de evitar acidentes.

No artigo (WANG, W. et al., 2014), foi estudado um sistema remoto para monito-
ramento de condicdes online e diagnostico de falhas de turbinas a gas em plataformas
de perfuragcao de pocos de petroleo offshore com base em um modelo de entropia de
informacdes baseado na andlise de kernel. Neste trabalho, foi utilizada a entropia para
medir a uniformidade das temperaturas de escape, a qual reflete a condicao da turbina a
gas. O artigo também usou técnicas em espacos kernelizados para monitorar a condicao
do equipamento usando arvores de decisao como algoritmo para classificagao.

O trabalho (UMBRAJKAAR; KRISHNAMOORTHY; DHUMALE, 2020) teve como
objetivo medir e identificar dois tipos de desalinhamentos que ocorrem em maquinas
rotativas, a saber: desalinhamento paralelo e angular. As seguintes etapas de pré-
processamento foram realizadas: normalizacao do sinal de vibracao, aplicacdo da trans-
formada wavelet em tempo discreto e técnicas de selecao de caracteristicas. Para
diagnosticar os tipos de desalinhamentos e as severidades das falhas foram usados
os classificadores maquinas de vetores de suporte e redes neurais artificiais. Neste
trabalho, duas abordagens diferentes foram analisadas: i) mantendo a velocidade do
motor constante e variando o nivel de desalinhamento e ij) variando a velocidade do
motor, mas mantendo o nivel de desalinhamento constante. O parametro de medicao de
severidade da falha usado neste artigo foi o nivel global de vibracao, o qual foi obtido a

partir do sinal de aceleragao, possibilitando a andlise de curvas de perfil de severidade de
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falha da maquina.

A pesquisa realizada por Yamamoto et al. teve como finalidade analisar e diagnos-
ticar falhas de desbalanceamento estatico através da analise de vibragdes em um motor
funcionando a uma velocidade constante de 28,5 Hz. Neste trabalho, foi utilizado um
algoritmo inteligente embarcado em um Field Programmable Gate Array (FPGA) com o
objetivo de corrigir defeitos de desbalanceamento. O algoritmo proposto foi desenvolvido
com a finalidade de identificar o tipo de falha e posteriormente indicar a agdo necessaria
para corrigir o desbalanceamento, determinando a localizagao da insergao de uma massa
capaz de corrigir o defeito de desbalanceamento. Essa inser¢ao € motivada pelo fato de
que defeitos de desbalanceamento estatico podem ser corrigidos colocando-se um objeto
com mesma massa na mesma direcao e mesma distancia no disco de inércia, mas no
sentido contrario ao da massa que causa o desbalanceamento (YAMAMOTO; COSTA;
SILVA SOUSA, 2016).

Ying et al. propdés um método de diagnéstico de falhas e classificacao de severi-
dade de falhas, utilizando a ja consolidada base de dados do repositério da Universidade
Case Western Reserve. Esta base apresenta sinais de vibragao de falhas de mancal de
um motor de inducao trifasico de 2 hp. Este artigo analisou os seguintes tipos de falhas
no mancal: falha na pista interna (com 4 niveis de severidade), na esfera (com 3 niveis de
severidade) e na pista externa (com 3 niveis de severidade), além da condi¢cao normal de
funcionamento. O vetor de caracteristicas usado foi de dimensao 4, sendo composto por
2 caracteristicas obtidas através do calculo da entropia e por 2 carateristicas extraidas
pelo calculo do coeficiente de Holder (STEELE, 2004) (capaz de quantificar o grau de
similaridade entre 2 sinais discretos). Para o reconhecimento dos padrées de classificacao
foi proposto um modelo a partir do algoritmo de analise relacional cinza utilizada para
comparar um vetor de caracteristica de referéncia (correspondente a condigdo normal de
funcionamento do motor) com outro vetor de carateristica (correspondente a condi¢ao
a ser diagnosticada). O método proposto obteve elevada acuracia e alta velocidade de
processamento quando comparado aos métodos de classificacao de rede neural artificial
e maquina de vetores de suporte, podendo assim ser aplicado em sistemas de tempo
real de classificagao e determinacao de severidade de falhas (YING et al., 2018).

Ja na pesquisa (WANG; JIANG, 2018), foi investigado o efeito de falhas combina-
das de desbalanceamento com desalinhamento através de uma bancada de simulacao

com rotor duplo. Foi desenvolvido um modelo matematico levando em consideragao
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estas falhas. A partir deste modelo, foram realizadas simulagdes numéricas, através
das quais foram analisados o efeito da variagao da velocidade de rotagao, da variagao
da excentricidade da massa, da mudancga do angulo de desalinhamento e da alteracao
do valor de desalinhamento paralelo. Para validar o modelo numérico, foram realizadas
medicdes experimentais, sendo fixados no mancal interno dois sensores eddy que sao
capazes de gerar um sinal elétrico proporcional a variagao da distancia entre o sensor e o
eixo do motor para medir o sinal de vibragado. Posteriormente, foi analisado o espectro de
frequéncia destes sinais, a fim de encontrar os valores de frequéncia nos quais ha maior
energia. Através da comparagao com os dados experimentais, o modelo numérico foi
validado. Segundo este artigo, o modelo projetado pode ser usado para analisar falhas
combinadas em turbinas de avido. Os principais resultados desta pesquisa mostraram
gue é possivel identificar frequéncias caracteristicas de falhas combinadas.

No trabalho (YANG, Y. et al., 2019), foi avaliada a influéncia da insercao de falhas
em uma bancada de simulagao a partir da analise de um modelo dinamico com trés
graus de liberdade. Foi feita a andlise de espectro de frequéncia do sistema para alguns
cenarios de falhas, sendo elas: i) a falha de desbalanceamento, ii) a combinacao das
falhas de desbalanceamento e de acoplamento de eixo e iii) a combinacao da falha de
desbalanceamento com a falha de folga na fixagdo na base do mancal. Para obter o
deslocamento do eixo do motor em relacao a sua posicao original foi utilizado um sensor
de corrente do tipo eddy. As conclusdes obtidas neste artigo foram as seguintes: com o
aumento da excentricidade do sistema a faixa de frequéncia de ressonancia do sistema
aumenta, a insercao de folgas na base do mancal altera a frequéncia de ressonancia do
sistema e também o efeito de whirling no eixo do motor cresce. Em relagao as falhas
estudadas neste artigo, a falha combinada formada pelo desbalanceamento e pela folga
na base do mancal provocou maior interferéncia na resposta dinamica do sistema.

Em (JIN et al., 2021), uma técnica é apresentada com base em aprendizado
profundo para identificar falhas simples e combinadas a partir de sinais de vibragao. O
conjunto de dados utilizado neste trabalho € composto por oito classes compostas por
trés falhas simples, quatro falhas combinadas e uma classe correspondente as condigées
normais de operagao. O algoritmo emprega a aprendizagem ativa para superar a falta de
instancias identificadas. Este artigo também propés uma forma automatica de extracao
de caracteristicas para reduzir a intervencao de um especialista na escolha inicial do

conjunto de caracteristicas.
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Chang et al. propuseram uma abordagem hibrida para a identificagao e mensuracao
da severidade de falhas inseridas em uma bancada de simulagao composta por um motor
elétrico de inducao trifasico. A abordagem combina a medicao de sinais de vibragao e de
sinais elétricos. Foram utilizados: um acelerémetro triaxial, um sensor de corrente e um
sensor de tensao. Os tipos de falhas analisados foram: desbalanceamento, desalinha-
mento, falha no rotor e falha no estator. Na primeira etapa da abordagem proposta, foram
processados os sinais de vibracdo medidos pelos acelerdmetros, sendo utilizada a norma
ISO 10816-1:1995 como métrica de severidade. Na segunda etapa foram analisados os
sinais de corrente através do célculo da taxa de desbalanceamento de corrente, fator de
desbalanceamento de corrente, distorcao harmdnica na corrente elétrica total e distor¢ao
harmdnica na corrente elétrica em cada uma das fases. Também foi analisado o sinal de
tensao elétrica a partir dos calculos da distorcao harmoénica da tensao total e da distorgao
harmoénica da tensao em cada uma das fases. Os resultados deste artigo mostraram
gue o método hibrido de identificacdo e mensuracao de falhas mostrou-se mais eficaz
no diagndstico e mensuragao do que os métodos que se valem apenas de parametros
elétricos (CHANG et al., 2019).

No artigo (MARTINS et al., 2017) é proposto um método de classificacao para
identificar e mensurar a severidade de desbalanceamento de maquinas rotativas com
base na forca criada pela massa do desbalanceamento. O método utiliza apenas os
sinais do cenario de desbalanceamento do banco de dados gravado usando a bancada
experimental ABVT. Trabalhos anteriores que utilizam esta base de dados nao levaram
em consideraco a velocidade angular para a estimativa de niveis de severidade, gerando
assim erros de classificacdo. A severidade foi dividida em trés niveis distintos: baixo,
médio e alto. O algoritmo random forest foi utilizado como classificador neste trabalho.

Em (MARTINS et al., 2019), também foram utilizados somente os sinais de
desbalanceamento de dados gravados usando a bancada experimental ABVT com o
objetivo de identificar e mensurar a severidade de desbalanceamento de maquinas
rotativas com base na forga gerada pela massa de desbalanceamento. Nele foi avaliado
0 uso de duas técnicas (Similarity based modeling (SBM) e Kernel discriminant analysis
(KDA)) em conjunto com o classificador random forest. Utilizando estas técnicas foi
possivel reduzir o numero de caracteristicas de entrada do classificador de 31 para 6,
sem provocar diminuigcao significativa na acuracia do classificador.

No artigo (NAKATSU, 2020) foram avaliados os desempenhos dos classificadores
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random forest e maquina de vetores de suporte em trés bases de dados de diferentes
aplicagoes. Os métodos de reamostragem base de dados utilizados para avaliagao dos
dois classificadores foram o método de amostragem de Monte Carlo, método bootstrap,
K-fold e o K-fold com repeticdo. Foram realizadas diversas simulagdes utilizando
estes métodos a fim de sintonizar de forma 6tima os classificadores. Para o random
forest o parametro de sintonizacao utilizado foi a quantidade de caracteristicas para
divisdo de cada n6 da arvore. Ja para o classificador maquina de vetores de suporte, foi
utilizada a fungao custo como parametro de sintonizagao. Foi constatado que os melhores
resultados encontrados foram utilizando o K -fold com 5 particbes com repeticdo, tanto
para o classificador random forest quanto para o classificador com vetores de suporte.
Foi verificado também nesta pesquisa, que a quantidade de folds altera o desempenho do
classificador para bases de dados de pequenas e médias dimensdes. Quando é usado o
método K -fold com repeticéo, foi mostrado que a utilizacdo deste método com 5 particdes
repetido 10 vezes é mais eficaz do que usa-lo com 10 particdes repetindo 5 vezes.

No artigo (GANGSAR; PANDEY; CHOUKSEY, 2021) foram avaliadas a extragao
de caracteristicas no dominio do tempo e no dominio da frequéncia a fim de identificar
falhas de desbalanceamento e o caso de operagao normal em uma bancada experimental
de uma maquina rotativa. Sete valores de velocidades distintas de rotagao foram avaliadas
para estes dois cenarios. Com o objetivo de identificar a condicao de funcionamento
do equipamento foi empregado o classificador maquina de vetores de suporte, o qual
se mostrou efetivo para esta aplicacdo. Para os cenarios avaliados neste artigo as
caracteristicas extraidas no dominio do tempo foram as mais eficazes, ao serem aplicadas
na entrada do classificador foi alcangado 100% de acuracia para 5 valores distintos de
velocidade de rotagdo da maquina.

O artigo (SOUZA et al., 2021) teve como objetivo realizar o diagnostico de falhas
e a identificacao das severidades das falhas em maquinas rotativas. Para isso foram
utilizadas duas bases de dados de sinais de vibracdo: i) a da Universidade Case Western
Reserve e ii) a base dados gravados usando a bancada experimental ABVT (Alignment
Balance Vibration Trainer) (PESTANA-VIANA et al., 2016), para as duas bases foram
utilizados apenas as medidas de vibragdes provenientes dos mancais mais afastados do
motor. As caracteristicas de entrada aplicadas no classificador foram extraidas através
do calculo da transformada rapida de Fourier. O classificador empregado foi uma rede

neural convolucional a qual alcangou 97,3% e 99,58% de acuracia respectivamente para



59

as bases i) e ii).

Na pesquisa (MIAN; CHOUDHARY; FATIMA, 2022) foram comparadas duas
formas de extracdo de caracteristicas: i) a partir de sinais de vibracao e Ji) por meio de
imagens térmicas infravermelhas em conjunto com sinais de vibragao, com objetivo de
identificar falhas de desbalanceamento e desalinhamento em uma bancada experimental
de uma magquina rotativa. Foram avaliados casos com e sem carga no eixo da maquina
a uma velocidade constante de rotagao de 35 Hz. Para a tarefa de classificagao foram
empregados os classificadores K-vizinhos mais proximos, maquina de vetores de suporte
e o algoritmo de Naive Bayes usando os dois métodos de extracao de caracteristicas.
Dentre estes, o algoritmo maquina de vetores de suporte foi que apresentou melhor
desempenho alcangando 100% de acuracia usando as caracteristicas extraidas das
imagens térmicas infravermelhas em conjunto com caracteristicas extraidas dos sinais de

vibracao.

2.2- Trabalhos relacionados ao aumento de dados

Um problema bastante comum que € enfrentado para realizar o diagnéstico de
falhas em maquinas rotativas é lidar com classes com instancias desbalanceadas, ou
seja, quando as classes apresentam uma quantidade de observagdes muito diferentes.
Normalmente, existe uma maior quantidade de informacao referente a operacao normal do
equipamento do que das condi¢des de falhas. Para contornar este problema, pesquisas
sobre técnicas de aumento de dados tém sido realizadas (LI, X. et al., 2020; OH; JEONG,
2020; MA et al., 2021; LALIK; WATOREK, 2021; WEI et al., 2021).

Nos préximos paragrafos serao apresentadas com maiores detalhes referéncias
bibliograficas sobre algumas técnicas utilizadas para esta finalidade.

A adicao de ruido branco gaussiano € uma técnica bastante empregada para
criar novas instancias sintéticas de dados (ROCHAC et al., 2019; KIM; JEONG, 2021).
No trabalho (RASHID; LOUIS, 2019) esta técnica é usada para aumentar os dados
de posicionamento e movimento que foram coletados de dispositivos de localizagao e
giroscopio. Os sensores foram instalados em veiculos pesados, escavadeira e trator, para

avaliar o uso destas maquinas durante a realizacao de atividades de construgao civil por
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meio de algoritmos de aprendizado profundo, com objetivo de reduzir as paradas destes
equipamentos e consequentemente diminuir os custos com a produgao.

A adicao de ruido branco gaussiano também foi utilizada em (PESTANA-VIANA
et al., 2016) para criar dados sintéticos referentes a condicao normal de operacao, a fim
de permitir o treinamento com menor viés do classificador, rede neural artificial Multi Layer
Perceptron (MLP). Além do uso da técnica de aumento de dados também foi analisada
neste artigo a influéncia da utilizacao de diferentes vetores de caracteristicas para a
identificagao de 6 cenarios de operagao distintos da bancada experimental ABVT.

Outra técnica que tém sido empregada para o aumento de dados em diversas
pesquisas € o SMOTE. Nos artigos (ZHANG, Y. et al., 2018; XU, Q. et al., 2020) foram
propostos sistemas para diagnéstico de falhas em maquinas rotativas considerando
conjuntos de dados desbalanceados. Neles foram comparadas alguns tipos de técnicas
para aumento de dados incluindo o SMOTE e técnicas derivadas dele.

No trabalho (XIE; ZHANG, 2018) verificou-se a performance do classificador
maquina de vetores de suporte na identificacdo de 12 cenarios diferentes de operagao
de uma magquina rotativa, sendo que 9 destes apresentavam quantidades menores de
instancias do que os outros 3 cenarios. Ao se realizar o diagnostico no conjunto de
dados original foi alcangada uma acuréacia de 82,42%. Num segundo experimento, foram
utilizadas técnicas de aumento de dados para criar exemplos sintéticos para as 9 classes
minoritarias. Nesta simulagao, a utilizacdo do SMOTE, em conjunto com classificador
maquina de vetores de suporte, resultou numa acuracia de 83,75%.

Ja na pesquisa realizada por Ali et al. foi avaliado o desempenho de uma rede
neural Perceptron no conjunto de dados gravados usando a bancada experimental ABVT.
Este trabalho teve como objetivo identificar 6 classes diferentes, sendo que duas delas
apresentavam quantidades menores de exemplos do que as demais. Nesta situacao, o
classificador usado alcangou uma acuracia de 81,2%. Num segundo experimento, utilizou-
se a técnica SMOTE para criar dados sintéticos nas classes minoritarias resultando assim
numa acuracia de 96,2%, mostrando assim a efetividade desta técnica para este conjunto
de dados (ALl et al., 2019).

No artigo (SWANA; DOORSAMY; BOKORO, 2022) foi investigado o problema de
desbalanceamento de classes para realizacao de diagnéstico baseado em aprendizado
de maquina para um gerador de rotor bobinado. Para lidar com este problema foram

empregados o SMOTE e a técnica de reamostragem de dados T-link, a qual funciona
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excluindo as instancias da classe majoritaria que estao mais proximas da classe mino-
ritaria, através do emprego da regra do vizinho mais proximo para selecionar a instancia
a ser eliminada, balanceando assim as classes. Estas técnicas foram avaliadas de forma
isolada e de forma conjunta. Para identificacdo do estado do gerador de rotor bobinado
foram extraidas caracteristicas dos sinais de corrente e tensao elétrica deste equipamento,
as quais foram utilizadas como entrada para os classificadores maquinas de vetores de
suporte, classificador de Naive Bayes e K-vizinhos mais préximos. O melhor resultado
foi obtido aplicando de forma conjunta as técnicas SMOTE e T-link juntamente com o
classificador K-vizinhos mais proximos alcangando uma acuracia de 97%.

Técnicas baseadas em algoritmos de aprendizado profundo também tém sido
empregadas para criar dados sintéticos. O variational autoencoder é uma destas técnicas,
a qual dada uma variavel aleatéria é capaz de produzir uma nova variavel aleatéria com
distribuicao totalmente distinta da variavel original. Ele permite que exemplos sejam cria-
dos no espaco dos dados, entretanto as instancias sintéticas produzidas por esta técnica
sao sujeitas a distorgdes, caso o sinal no espaco dos dados seja ruidoso (BURKS et al.,
2019). O método também é dificil de ser treinado, pois contém uma grande quantidade de
hiperparametros que precisam ser sintonizados, o que aumenta o custo computacional,
necessitando assim que sejam implementados em clusters ou em Graphics Proces-
sing Units (GPU) especificas para esta finalidade (SHORTEN; KHOSHGOFTAAR, 2019;
ASADI et al., 2009).

Outra técnica de aprendizado profundo usada para aumento de dados em diversas
areas sao as redes neurais generativas, as quais sao compostas basicamente por duas
partes o gerador e um discriminador, o primeiro tenta enganar o segundo de forma
que discriminador entenda que os dados gerados foram de fato muito semelhantes
aos dados originais. O uso desta técnica apresenta algumas limitacdes; a saber: i)
requer uma grande quantidade de dados para realizar o treinamento (YU et al., 2021),
0 que nem sempre € viavel, como € o caso desta tese; ii) € sujeito a instabilidade
e a nao convergéncia do algoritmo; Jiii) pode gerar exemplos sintéticos que nao sao
consistentes com a natureza fisica dos dados reais (SHORTEN; KHOSHGOFTAAR, 2019;
MIKOLAJCZYK; GROCHOWSKI, 2018).

No trabalho (SHAO; WANG; YAN, 2019), os autores propdem a Auxiliary Classifier
Generative Adversarial Networks (ACGAN) para criar novas observacoes sintéticas e

realistas a partir dos dados do sensor. O método é aplicado para detecgao e classificacao
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de falhas em maquinas rotativas. Os autores fizeram uso de uma bancada experimental
com um acelerdmetro para coleta de dados referentes a seis condi¢coes diferentes de
operacgao. A classe minoritaria tinha 100 instancias, enquanto que as demais classes
apresentavam 200. Diferentes combinagcdes de dados reais e dados sintéticos foram
empregadas para formar o conjunto de treinamento. Em uma das simulagdes foram
utilizadas 200 amostras de dados reais € nenhum dado sintético produzindo assim um
resultado de 99,80% de acuracia. Por outro lado, quando foram usadas 200 instancias
de dados reais em conjunto com 200 amostras de dados sintéticos, o resultado foi de
99,83% de acuracia. Ja ao se utilizar 600 exemplos sintéticos em conjunto com 200 sinais
reais a acuracia alcancou 100%, mostrando assim a eficacia da utilizacao deste método
de aumento de dados para criagao de melhores modelos de classificagao.

No artigo (ZHANG, Xiaochen et al., 2017) foi proposto um sistema para identificagao
de falhas em maquinas rotativas para classes desbalanceadas em dois casos diferentes
i) caixa de engrenagens e i) para falhas em mancais. No sistema proposto as carac-
teristicas sao extraidas com a utilizagao da técnica VMD, em seguida é feita uma redugao
na dimensionalidade do vetor de caracteristicas empregando a técnica Principal Com-
ponent Analysis (PCA). Posteriormente, realiza-se o balanceamento usando a técnica
de clusterizagao rapida a qual verifica os dados que pertencem a uma mesma classe
usando como medida de similaridade a distancia relativa das instancias em relagao ao
centro dos agrupamentos e em seguida reduz a quantidade de exemplos das classes ma-
joritarias. Foram feitas simulagdes considerando 6 niveis diferentes de desbalanceamento
das classes para avaliar a técnica proposta em relacao a utilizacao da subamostragem
aleatéria e do uso do SMOTE em conjunto com os classificadores redes neurais artificiais
e maquina de vetores de suporte. O método proposto neste artigo superou as demais

técnicas alcancado uma acuracia de 89,33%.

2.3- Trabalhos relacionados a analise senoidal

A analise senoidal foi, inicialmente, proposta por (MCAULAY; QUATIERI, 1986)
para representar de maneira discreta sinais de voz que estavam originalmente em tempo

continuo. Esta abordagem também mostrou-se efetiva para representar outros tipos
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de sinais periodicos, porém até entao esta técnica nao tinha sido usada para extrair
caracteristicas de sinais de vibragdo de maquinas rotativas, caso abordado nesta tese.

A analise senoidal tem sido empregada para extrair caracteristicas discriminativas
em sinais de audio, de eletroencefalograma, de eletrocardiograma e no reconhecimento
de textos manuscritos, como sera visto nos paragrafos a seguir.

No trabalho (SHIRAZI; GHAEMMAGHAMI, 2008), os autores avaliaram a modela-
gem senoidal em sinais de audio, onde os parametros de amplitude, frequéncia e fase do
modelo senoidal foram avaliados como atributos de entrada para um sistema classificador
de audio. Os resultados deste artigo mostraram a superioridade dos parametros de
amplitude em relacéo aos de frequéncia e fase. Com esta abordagem os autores criaram
um novo vetor de caracteristicas contendo atributos extraidos pela modelagem senoidal,
0 que reduziu o erro de classificacdo em cerca de 6 pontos percentuais tanto na utilizacao
da maquina de vetores de suporte, quanto na utilizacdo do modelo de mistura gaussiana.

Em (XIE; KIM; PARK, 2020) a modelagem senoidal foi empregada em sinais
de musica com o objetivo de extrair caracteristicas que fossem capazes de identificar
emocdes em trechos musicais. O conjunto de dados utilizados nesta pesquisa era for-
mado por 1000 musicas. O objetivo deste trabalho foi projetar um modelo de classificagao
que fosse capaz de reconhecer o tipo de emogao (positiva ou negativa) predominante e a
intensidade desta emocao na musica por meio da utilizagdo de caracteristicas senoidais
em conjunto com a utilizacao de redes neurais convolucionais pré-treinadas. Inicial-
mente foram empregados trés tipos de algoritmos de regressao para predizer os niveis
de excitagao e valéncia das musicas. Posteriormente, foram utilizadas redes neurais
convolucionais pré-treinadas para identificar as emogoes nas musicas os modelos foram
avaliados a partir da validagao cruzada com 5 parti¢cdes, 0 melhor resultado obtido usando
rede DenseNet-169 (HUANG, G. et al., 2019) alcancando uma acuracia de 96,68% asso-
ciado a um desvio padrao de 2,36%.

Em (GUERRERO-MOSQUERA; VAZQUEZ, 2009; GUERRERO et al., 2010) foram
analisados sinais de eletroencefalograma de pessoas que apresentavam epilepsia focal no
lobo temporal com objetivo de avaliar a eficacia de 3 caracteristicas extraidas empregando
a modelagem senoidal em conjunto com técnicas de processamento digital de sinais. As
trés caracteristicas utilizadas foram o valor de energia, a frequéncia e o tamanho da maior
trilha dos sinais. A partir dos resultados obtidos foi constatado que estas caracteristicas

foram capazes de identificar anormalidades em sinais de eletroencefalograma.
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No artigo (LEUTHEUSER et al., 2015) foram analisados sinais de eletrocardio-
grama com a finalidade de diferenciar batimentos cardiacos normais de anormais. Para
isso, foram analisados os trechos dos sinais que correspondem aos intervalos entre dois
picos. Foram extraidas caracteristicas a partir da modelagem dos trechos de interesse
por meio da analise senoidal e da transformada rapida de Fourier. O classificador utilizado
nesta pesquisa foi o algoritmo de Naive Bayes e foi medida a acuracia no conjunto de
dados usando K-fold com 10 particbes. Através dos resultados obtidos neste artigo
foi verificado que o acréscimo dos atributos obtidos pela modelagem senoidal foi capaz
de melhorar a acuracia do classificador, mostrando assim que estas caracteristicas sao
relevantes para identificacao de sinais cardiacos anormais.

O artigo (CHOUDHURY; PRASANNA, 2019) apresentou uma forma de represen-
tar textos escritos a mao através da utilizagao da analise senoidal. Esta abordagem foi
avaliada na representacdo e geracao de palavras e de assinaturas. Nele foram extraidas
caracteristicas da representacao senoidal de palavras escritas a mao, com os atributos
utilizados sendo a amplitude e a frequéncia angular. Por meio dos resultados apresenta-
dos neste artigo foi constatado que a utilizacdo das caracteristicas senoidais em conjunto
com as caracteristicas baseadas nos pontos tracados foram capazes de reduzir o erro
de classificagao. Os resultados obtidos indicam que esta abordagem foi efetiva para o

reconhecimento de palavras e assinaturas manuscritas.

2.4- Técnicas para decomposicao de falhas combinadas

Pesquisas tém sido realizadas para analisar a eficacia de técnicas de decomposicao
de sinais vibragdo combinados, a fim de possibilitar a identificagao das falhas simples que
os formam (LIN; DOU; LIU, 2021; MA; ZHANG; WANG, 2022; PANG; NAZARI; TANG,
2022). Nos paragrafos a seguir serao detalhados alguns artigos que contemplam algumas
destas técnicas.

No artigo (LEI; HE; ZI, 2009), foi empregada uma técnica derivada do EMD,
chamada de ensemble EMD. Esta técnica foi proposta a fim de superar um ponto fraco do
EMD que é separar equivocadamente componentes do sinal que apresentam frequéncias

proximas em modos distintos. Para superar este problema, o ensemble EMD adiciona
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ruido branco para preencher de maneira uniforme a largura de banda do sinal composto,
isso faz com que os componentes em diferentes escalas do sinal de interesse sejam
projetados automaticamente em escalas préprias, conforme um sinal de ruido de fundo é
adicionado. As decomposicdes neste caso tendem a ser muito ruidosas, porém a energia
do ruido em cada modo apresenta valor diferente, logo o sinal de ruido pode ser reduzido
ou até mesmo cancelado completamente por meio da média obtida no conjunto dos
modos decompostos. Desta forma a média do conjunto € tratada como a resposta final do
algoritmo, pois a informagao resultante é o sinal de interesse contendo baixo percentual
de ruido. Esta técnica foi utilizada com eficacia na identificacao de falha de ma fixacao
em um gerador elétrico de uma planta termo elétrica e numa maquina de craqueamento
catalitico de 6leo pesado. Os resultados apresentados neste artigo constataram que o
emprego do método proposto foi capaz identificar peculiaridades da falha de ma fixacao
das maquinas analisadas de forma efetiva.

No artigo (SINGH; KUMAR; DWIVEDI, 2017) foi apresentado um método para
identificar falha composta em um mancal de rolamento. A técnica proposta neste artigo
combinou a utilizagdo do ensemble EMD em conjunto com um filtro para diminuicao
de modos a serem analisados e uma rede neural convolucional para diagnosticar os
tipos de falhas que estavam ocorrendo. Neste artigo, a falha combinada era formada
por um defeito na esfera em conjunto com um defeito na pista externa. Neste trabalho
o classificador foi treinado utilizando apenas exemplos de falhas simples e exemplos
referentes ao estagio normal da maquina, com objetivo de encontrar na etapa de teste
padrdes de falhas combinadas constituidas pelas falhas isoladas apresentadas a ele
durante o treinamento. Os resultados obtidos nesta pesquisa mostraram a eficacia da
técnica em diagnosticar falhas combinadas formadas por falhas na esfera e na pista
externa.

No artigo (XU; CAl; DING, 2018), foi proposta uma técnica baseada no EMD
com filtragem variante no tempo, chamada de Time-Varying Filtering for Empirical Mode
Decomposition (TVF-EMD). Ela foi usada em conjunto com operador de energia de altas
ordens. O TVF-EMD mostrou boa capacidade para lidar com sinais ruidosos, maior
facilidade para sintonizacao dos parametros e também melhor precisao para separacao
dos modos presentes nos sinais compostos quando comparado com a utilizagdo do
EMD, emsemble EMD e VMD. A curtose foi utilizada para sintonizar os hiperparametros

do TVF-EMD, pois através da curtose é possivel identificar sinais com caracteristicas
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impulsivas, pois estas sdo capazes de alterar de forma significativa distribuicao de um
sinal de vibragao. A técnica proposta foi capaz de identificar e separar a falha combinada
formada por falhas na pista interna e na pista externa em um mancal de rolamento.

No artigo (YAN; JIA; XIANG, 2016), foi desenvolvido um método derivado do
VMD, chamado de optimal VMD para detectar falhas combinadas em um mancal de
rolamento e em uma caixa de engrenagens. O método proposto empregou um algoritmo
genético com a finalidade de otimizar a escolha dos parametros do VMD. Primeiro, os
sinais combinados foram separados em varios sinais decompostos aplicando o optimal
VMD. Em seguida, foi feita uma adaptacao do fator de peso de sele¢édo para escolher os
componentes que apresentavam as principais peculiaridades das falhas. Os resultados
mostrados neste artigo comprovaram que o optimal VMD foi eficaz na separa¢ao dos
sinais que formavam as falhas combinadas. Ademais, o sistema proposto foi efetivo em
reconhecer as informagdes caracteristicas das falhas.

No trabalho (MIAO; ZHAOQ; LIN, 2019) foi proposto o algoritmo VMD adaptativo
com parametros melhorados ajustados através da métrica denominada curtose conjunta
constituida pela curtose do sinal e pelo valor da curtose espectral do sinal de envelope.
A métrica empregada foi capaz de identificar as peculiaridades impulsivas e cicloesta-
cionarias dos sinais de vibracao. Nesse trabalho, foram avaliados sinais de vibracao
correspondentes as falhas nas pistas internas e externas do rolamento de uma caixa de
eixo de uma locomotiva. O método proposto foi capaz de identificar a falha selecionando
iterativamente o modo que apresenta o maior valor de curtose conjunta. Também foi
considerada nesta pesquisa a interacao entre falhas compostas e falhas multiplas. Desta
forma, o sinal residual obtido ap6s cada decomposicao foi reconstruido a partir da filtra-
gem do componente de falha identificado. A técnica proposta permitiu a identificagao de
falhas individuais presentes em falhas compostas, incluindo falhas que apresentavam
baixas severidades.

Em (DIBAJ et al., 2021) foi apresentado um método capaz de diferenciar falhas
simples de falhas combinadas e decompor falhas combinadas que ocorrem com diferentes
niveis de severidade. Nesse trabalho, a falha composta era formada por um defeito
com alta severidade na caixa de engrenagens e um defeito inicial de baixa severidade
no rolamento. O método apresentado foi formado pelo VMD em conjunto com uma
rede neural convolucional sendo capaz de caracterizar com sucesso falhas simples que

formavam a falha composta. Neste artigo o classificador nao foi treinado usando instancias



67

de falhas compostas, mas utilizando apenas falhas simples e amostras referentes ao
estagio normal da maquina. Na etapa de teste a classificagao das falhas compostas pela
rede neural convolucional foi realizada com base em termos probabilisticos que eram
coerentes com a saida do algoritmo. Essa estratégia permite o uso deste método em
situagdes em que nao haja um conjunto de dados falhas combinadas para treinamento.
O sistema proposto apresentou uma acuracia total de 98,81%, mostrando a efetividade
do sistema em identificar falhas distintas com niveis de severidade diferentes.

No artigo (LI; LIU; LIAO, 2021) foi proposto um método para otimizagao dos
parametros da técnica VMD baseado no calculo da funcao objetivo obtida pela maxima
média da curtose do sinal de envelope para a identificacao de falhas em mancais de
rolamento. O método proposto foi avaliado tanto em sinais produzidos artificialmente
quanto em sinais de vibragdes reais, mostrando-se efetivo tanto para a identificacao
de falhas simples quanto para identificagao de falhas combinadas. Com este método
foi possivel separar as partes do sinal de vibragao correspondentes a componente de
impacto da falha, a parte ciclo-estacionaria e a componente de pulso aleatério de alta

amplitude do sinal.

2.5- Comparacao entre publicacoes semelhantes

Com objetivo de vislumbrar um panorama geral a respeito de publicacées da
area de diagnéstico de falhas em maquinas rotativas nos Gltimos 5 anos apresenta-se
a Tabela 2. Onde CL denota a quantidade de classes, BD indica se a base de dados
esta disponivel para outros pesquisadores, AL é o algoritmo de classificacao, AD indica
se foi utilizada alguma técnica de aumento de dados, FC denota a presenca de falhas
combinadas e A representa a acuracia obtida pelo algoritmo de classificagao. Os algo-
ritmos de classificacao sdo representados pelas seguintes siglas: Random Forest (RF),
Stacked Sparse Autoencoder (SSAE), SVM, Softmax (SM), K-vizinhos mais préximos
(K-NN), Gray Relation Algorithm (GRA), Redes Neurais Artificiais (RNA), Auxiliary Classi-
fier Generative Adversarial Networks (ACGAN), Gradient Boosting Decision Tree (GBDT)
e Convolutional Neural Network (CNN).

Através dos dados presentes nesta tabela € observado que cerca de 56,67% das
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publicacdes lidam com problema de reconhecimento com 5 ou menos classes enquanto
que aproximadamente 43,33% buscam identificar 6 classes ou mais. Além disso, verifica-
se a popularidade dos classificadores CNN, SVM, RF, K-NN, SSAE, também pode-se
observar que a estratégia de realizar o aumento de dados para o balanceamento de
classes é amplamente utilizada. Além disso, nota-se que apenas 23,33% dos trabalhos
apresentados nesta tabela contemplam o diagnostico de falhas combinadas, confirmando
assim que ainda ha lacunas a serem preenchidas nesta area de conhecimento. Também
verifica-se que apenas 3,33% dos trabalhos apresentam falhas combinadas e a base de
dados esta disponivel para outros pesquisadores. Por fim constata-se que 76,67% das
publicacdes presentes nesta tabela apresentam acuracias maiores ou iguais a 95,00%,
sendo assim, os modelos de classificadores projetados nesta pesquisa tiveram como

objetivo alcancar valores proximos a esta acuracia.

2.6- Consideracoes finais

Neste capitulo, foram apresentadas pesquisas que tém sido realizadas a respeito
de diagnostico de falhas baseado em técnicas de aprendizado de maquina, identificagao
de falhas combinadas, técnicas de aumento de dados, analise senoidal para extragao
de caracteristicas e decomposi¢ao de falhas combinadas. O objetivo deste capitulo foi

mostrar o estado da arte das pesquisas em areas correlatas a desta tese.
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Tabela 2 — Comparagao de publicagdes sobre diagndstico de falhas em maquinas rotativas.
CL denota a quantidade de classes, BD indica se a base de dados esta disponivel, AL
€ o algoritmo de classificacao, AD indica se foi utilizada alguma técnica de aumento de
dados, FC denota a presenca de falhas combinadas e A representa a acuracia obtida
pelo algoritmo de classificagao.

CL BD AL AD FC A (%) Referéncia

3 Sim RF Nao Nao 93,73 (MARTINS etal., 2017)

9 Nao SSAE+SM Sim Sim 87,80 (SHAOetal., 2017)

10 Sim CNN+SM Sim Sim 95,94 (SINGH; KUMAR; DWIVEDI, 2017)
4 Nao SVM Sim Nao 93,25 (ZHANG, Xiaochen et al., 2017)
6 Sim RF Nado Nao 985 (MARINS etal, 2018)

3 Sim RF Nao Nao 94,14 (MARTINS et al., 2019)

12 Sim SVM Sim Nao 86,33 (XIE; ZHANG, 2018)

3 Sim  K-NN Nado Nao 93,75 (GLOWACZ; GLOWACZ, 2018)
11 Sim GRA Nao Nao 96,97 (YINGetal., 2018)

6 Sim  RNA Sim Nao 96,20 (ALletal, 2019)

6 Nado ACGAN+SM Sim Nao 100 (SHAO; WANG; YAN, 2019)

7 Nao GBDT Sim Nao 99,21 (XU, Q. et al., 2020)

10 Sim CNN Sim Nao 99,94 (OH;JEONG, 2020)

10 Sim CNN Sim Nao 99,91 (LI, X. etal., 2020)

2 Nao CNN Sim Sim 97,84 (DEKHANE et al., 2020)

4 Sim  K-NN Sim Nao 100 (TAYYAB et al., 2020)

10 Sim SSAE+SM Sim Né&ao 100 (SHEN et al., 2021)

10 Sim CNN+SM Nao Nao 99,58 (SOUZA etal., 2021)

4 Nao CNN+SM Sim Sim 98,81 (DIBAJ etal., 2021)

5 Nao RF Nao Nao 100 (CHEN; YANG; ZHONG, 2021)
2 Nado SVM Sim Nao 98,80 (LEEetal., 2021)

3 Nao SVM Nado Nao 99,67 (DIAS etal., 2021)

5 Nao CNN Sim Sim 98,60 (YUetal., 2021)

4 Sim  SVM Sim Nao 99,83 (WEletal., 2021)

3 Nao K-NN Nao Nao 99,79 (PATIL; SONI; PRAKASH, 2021)
4 Sim SVM Nao Nao 100 (WANG, Zhenya et al., 2021)

5 Nao SSAE+SM Sim Nao 99,69 (WU, K. etal, 2021)

5 Nao SVM Nao Sim 95,00 (SHINDE; DESAVALE, 2022)

5 Sim  CNN Sim Nao 86,90 (RODRIGUES;JUNIOR; RADE, 2022)
10 Nao RF Nao Sim 97,97 (WANG; SI; LI, 2022)
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3- Estruturacao da base de dados

Este capitulo descreve a criacdo de duas bases de dados a partir de registros de
defeitos induzidos em uma bancada experimental. Como veremos, os defeitos considera-
dos sao falhas simples e combinadas formadas por: desbalanceamento, desalinhamento
horizontal e vertical. Este capitulo detalha como tais falhas foram inseridas na bancada.
Ele esta estruturado do seguinte modo: a Secao 3.1 aborda a falha de desbalanceamento,
a Secao 3.2 trata sobre a falha de desalinhamento, a Segao 3.3 apresenta informacoes
sobre a bancada experimental utilizada nesta pesquisa, a Secao 3.4 mostra como foi
realizada a gravagao dos sinais e a Sec¢ao 3.5 descreve duas bases de dados com falhas
simples e combinadas usadas nesta pesquisa. Até entao so6 existiam bases de dados

com falhas simples disponiveis nos repositorios.

3.1- Desbalanceamento

O desbalanceamento é uma das principais fontes de vibragdo em maquinas
rotativas (DESOUKI et al., 2020). A norma ISO 21940-1:2016 define desbalanceamento
como uma condicao resultante da transmissao de forca ou movimento de vibragao através
dos rolamentos da maquina rotativa como resultado da agao de forgas centrifugas (ISO
21940-11:2016, 2016).

Os motivos do aparecimento de desbalanceamento sao normalmente atribuidos a
deformacgoes, assimetrias, imperfeicdes na matéria prima e erros de montagem, provoca-
dos por uma massa excéntrica concentrada. A presenca desta massa excéntrica produz
uma forga centrifuga que é responsavel por gerar a vibragao (NEPOMUCENO, 2014). A

forca centrifuga é dada por:

F, = mduw?, (44)

em que m é a massa, d € a distancia entre o centro de gravidade da massa e o eixo
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geométrico de rotacao e w é a velocidade angular (em rad/s).

Segundo a norma ISO 21940-11:2016, o momento resultante de desbalancea-
mento diz respeito a soma vetorial dos momentos de todos os vetores de desbalance-
amento distribuidos ao longo do rotor em torno do plano do desbalanceamento resul-
tante (ISO 21940-11:2016, 2016).

Esta falha apresenta maior mudanca de amplitude na frequéncia fundamental do
sinal de vibracao na direcao radial. O desbalanceamento provoca altas amplitudes de
vibragao, o que causa tensdes nos suportes estruturais e pode no limite causar a maquina
um dano irreparavel. Por isso, maquinas rotativas que apresentam desbalanceamento

em niveis acima do tolerado precisam de manutencao (BLOCH; GEITNER, 2005).

3.1.1 Tipos de desbalanceamento

O defeito de desbalanceamento pode ser classificado em alguns tipos: estatico,

conjugado e dinamico.

Desbalanceamento estatico

O desbalanceamento estatico do rotor ocorre quando o Eixo Principal de Inércia
(El) tem localizagao diferente e paralela ao Eixo Geométrico (EG), conforme mostra
a Figura 10, onde a massa de desbalanceamento € representada em vermelho e F
€ a forga gerada, quando o rotor esta em movimento. A distancia entre estes eixos,
chamada de excentricidade, é responsavel por gerar a forga centrifuga. Este caso de
desbalanceamento pode ser corrigido através da insercao de uma massa com mesmo
valor da massa de desbalanceamento no mesmo plano transversal ao centro de gravidade
do rotor (NEPOMUCENO, 2014).
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Figura 10 — Representagao do desbalanceamento estatico.

Desbalanceamento conjugado

O desbalanceamento conjugado é aguele em que o eixo principal de inércia e o
eixo geométrico, a despeito de se encontrarem no centro do rotor, localizam-se fora do
centro de gravidade do rotor, conforme mostra a Figura 11. Este tipo de desbalanceamento
provoca altos niveis de vibragdes nas diregoes axial e radial. Para corregao deste tipo
de defeito, cumpre inserir massas de corre¢cdo em dois planos transversais ao centro de
gravidade do rotor (NORTON, 2010).

E| Fy

(

v b

Figura 11 — Representagao do desbalanceamento conjugado.

EG

Desbalanceamento dinamico

O desbalanceamento dinamico é aquele cujas massas que geram o desbalan-
ceamento estao posicionadas em um angulo diferente de 1802, como mostra a Figura
12. Este tipo de defeito corresponde ao tipo de desbalanceamento mais comum, sendo
também conhecido como desbalanceamento em dois planos, ja que conjuga os des-
balanceamentos dos tipos estatico e conjugado. A correcao deste tipo de defeito deve

combinar a técnica de correcao do desbalanceamento estatico, juntamente, com a técnica
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de correcao do desbalanceamento conjugado.

Um rotor real, geralmente, ndo apresenta somente um Unico desbalanceamento,
mas apresenta varios, os quais, normalmente, encontram-se distribuidos ao longo do seu
eixo. Este tipo de desbalanceamento sé pode ser descoberto a partir da analise do rotor
em movimento, sendo por isso chamado de desbalanceamento dinamico (SCHENCK,
2020).

ol 7

.

El

EG

5

Figura 12 — Representacao do desbalanceamento dinamico.

3.2- Desalinhamento

O defeito de desalinhamento ocorre, quando existe um erro no alinhamento de
dois eixos rotativos. Este tipo de defeito geralmente acontece quando motores elétricos
estdo conectados a uma maquina de carga, tal como caixas de engrenagens, ventiladores
ou mesmo bombas. O desalinhamento pode ser classificado em trés categorias principais:
paralela, angular ou combinada (CORNE; KNOCKAERT; DESMET, 2017).

O desalinhamento por si s6 nao € uma falha grave em maquinas rotativas. No
entanto, este defeito afeta o funcionamento de mancais de rolamento de maquinas
rotativas, os quais, podendo estar ligados a grandes cargas dinamicas, acabam por vezes
a induzir falhas prematuras (CORNE; KNOCKAERT; DESMET, 2017).

E de fundamental importancia a realizagao de alinhamento em maquinas rotativas,
pois este procedimento garante a redugao da magnitude de forgas axiais e radiais em
elementos sensiveis da maquina, tais como: vedacdes, rolamentos e acoplamentos
(SIVARAO; DIWAKAR; SATYNARAYANA, 2012).

O desalinhamento do eixo afeta a confiabilidade das maquinas rotativas. Exis-

tem diversas técnicas eficazes para realizacao de alinhamento. Entretanto, conforme
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a maquina é utilizada, o seu estado de alinhamento pode ser comprometido devido
a mudangas no assentamento da fundagao, aquecimento excessivo ou mesmo nas
condi¢cbes de operacao do dispositivo (SIVARAQO; DIWAKAR; SATYNARAYANA, 2012;
WANG; GONG, 2019). Por isso, cumpre efetuar um acompanhamento constante do

estado de alinhamento da maquina.

3.2.1 Tipos de desalinhamento

O defeito de desalinhamento pode ser classificado em trés tipos: paralelo, angular

e combinado.

Desalinhamento paralelo

O desalinhamento paralelo ocorre quando a despeito de as linhas centrais dos
eixos do motor e da carga serem paralelas, ha um deslocamento de uma em relacao a
outra, conforme mostra a Figura 13. Adicionalmente, tal tipo de desalinhamento pode ser
dividido em vertical ou horizontal (SIVARAO; DIWAKAR; SATYNARAYANA, 2012).

Figura 13 — Desalinhamento paralelo.
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Desalinhamento angular

O desalinhamento angular é aquele em que as linhas centrais dos eixos do
motor e da carga apresentam um desvio de um certo angulo, como mostra a Figura 14.
Cabe aduzir que este tipo de desalinhamento também ocorre nas modalidades vertical e
horizontal (SIVARAO; DIWAKAR; SATYNARAYANA, 2012).

e

Figura 14 — Desalinhamento angular.

Desalinhamento combinado

O desalinhamento combinado € caracterizado quando as linhas centrais dos
eixos do motor e da carga sao deslocadas de um certo angulo e, ademais, também se
encontram deslocadas de uma certa distancia com relagao ao plano horizontal (SIVARAO;
DIWAKAR; SATYNARAYANA, 2012). Este tipo de desalinhamento é representado na

Figura 15.
‘ - -

Figura 15 — Desalinhamento combinado.
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3.3- Bancada experimental

E inviavel provocar falhas para fins de estudo em maquinas rotativas industriais,
pois esses equipamentos sdo, normalmente, empregados em processos de producao.
Desta forma a insercao de falhas pode gerar grandes prejuizos financeiros e talvez até
danos ao equipamento. Para estudar as falhas que ocorrem durante a operagao de
maquinas rotativas, seria necessario ter disponivel um conjunto de dados que apresen-
tasse uma ampla gama de tipos de falhas com diferentes niveis de severidade. No
entanto, nem sempre é possivel registrar as condi¢cdes operacionais mais criticas em um
equipamento. Ademais, a geracao de uma base de dados em um ambiente industrial de
producao tende a ser muito demorada.

Portanto, trés abordagens podem ser empregadas: i) realizar uma simulagao de
falhas baseada em modelos numéricos de maquina, ii) instalar a maquina rotativa de
interesse em uma bancada de testes para inserir falhas e registrar suas assinaturas de
vibragao para posterior analise ou jii) utilizar bancadas experimentais que reproduzem
falhas as quais ocorrem em maquinas rotativas. A utilizagdo da primeira abordagem
apresenta limitagdes quanto a modelagem do comportamento da maquina, devido a
complexidade de projetar um modelo que de fato represente a dinamica de operagao da
mesma, tanto apresentando falhas quanto em condi¢ao normal de operagao (PESTANA-
VIANA et al., 2018). O emprego da segunda abordagem considerada tem uma grande
desvantagem que inviabiliza a sua utilizacao para fins de pesquisa devido ao elevado
custo da maquina e ao alto tempo para preparagao e inser¢ao das falhas, tornando os
testes laboratoriais altamente custosos. Por este motivo, a terceira abordagem foi usada
nesta pesquisa, uma vez que os simuladores de falhas de maquinas rotativas ja estao
preparados para inserir falhas com o menor esforgo possivel, economizando tempo e
custos de execucao (VILLA et al., 2012).

Nesta pesquisa, para obtencao de dados experimentais que permitam o trei-
namento e validacao do diagndstico de falhas (bem como de seu respectivo grau de
severidade), foi utilizada a bancada experimental Alignment Balance Vibration Trainer
(ABVT) do Laboratério de Ensaios Dinamicos e Analise de Vibragao (LEDAV) da Uni-
versidade Federal do Rio de Janeiro. Apresentada na Figura 16, a bancada é fabricada

pela empresa SpectraQuest. As principais caracteristicas desta bancada sao: motor de
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corrente continua cuja poténcia é de 183,875 W, massa do sistema de 22 kg, acoplamento
rigido de eixo, comprimento de eixo de 520 mm, didametro do eixo de 16 mm, diametro do

rotor de 15,24 mm e distancia de separacao entre os mancais de 390 mm.

Motor " -

fw% @coplalentoTE

Mancal lnterno i
SuperfIC|e deslizante , y mergla : wi

Figura 16 — Fotografia da bancada experimental ABVT do LEDAV/COPPE/UFRJ.

3.3.1 Insercao dos tipos de falhas

Insercao de desbalanceamento

O defeito de desbalanceamento é inserido na bancada por meio de parafusos,
arruelas e porcas com massas conhecidas no disco de inércia, conforme pode ser visto na
Figura 17. O disco de inércia foi posicionado na configuracao center-hug, ou seja, entre
0s mancais interno e externo. Este tipo de defeito se manifesta com maior intensidade
na diregao radial (Z) de rotagao, devido a acao da forga centrifuga. Importa notar que,
no espectro de frequéncia, a falha de desbalanceamento resulta num pico situado na

frequéncia fundamental da velocidade de rotacao do motor na diregao radial.
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Figura 17 — Fotografia do disco de inércia com desbalanceamento.

Insercao de desalinhamento horizontal

A falha de desalinhamento horizontal, mostrada na Figura 18, é produzida movi-
mentando a superficie mével do motor na diregao horizontal e medindo a sua posigao
através de um paquimetro digital, cuja resolucao é de 0,01 mm. Para isso, primeiramente
€ necessario soltar os 4 parafusos que prendem a base deslizante de motor, posterior-
mente, movimentar esta base para posicao desejada através de 4 parafusos de ajuste e

por fim fixar os parafusos da base movel.

Figura 18 — Fotografia da medida da falha de desalinhamento na horizontal.
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Insercao de desalinhamento vertical

A falha de desalinhamento vertical € implementada colocando calgos de metal de
espessura conhecida na base do motor, como € mostrado na Figura 19. Para insercao
desta falha é necessario afrouxar os 4 parafusos que prendem o motor na base deslizante,
também é necessario soltar os 4 parafusos que prendem a base deslizante do motor. Por
fim ajusta-se o alinhamento horizontal antes de se apertar os parafusos para fixacdo do

motor e da base.

Figura 19 — Fotografia da medida da falha de desalinhamento na vertical.

As falhas de desalinhamento horizontal e vertical se manifestam com maior in-
tensidade nas diregdes axial (X) e radial (Z). No espectro de frequéncia, as falhas de
desalinhamento apresentam picos na frequéncia fundamental, no segundo e no terceiro
harmonicos da velocidade de rotagao do motor (BLOCH; GEITNER, 1997).
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3.4- Gravacao de sinais

A gravagao da base de dados € a etapa inicial desta pesquisa, cuja produgao
durou cerca de 1 ano devido a disponibilidade de utilizacdo da bancada experimental do
LEDAV. Para gravagao de cada cenario de falha é necessario realizar o ajuste manual da
bancada de simulagao inserindo o tipo de falha e realizando a variagcao da velocidade.
Para iniciar as gravacoes, o motor é ligado por 10 minutos para ser aquecido, ja que
um motor frio apresenta padrdes de vibracao diferentes dos de um motor que ja esteja
aquecido. O tempo médio para gravagao de 50 sinais de desbalanceamento de mesma
massa € de 1 hora e 20 minutos para gravacao (sendo 5 minutos para realizar o setup,
enquanto que 1 hora e 15 minutos foram usados para gravacao). Ja para gravar 50
sinais da falha combinada de desbalanceamento associada a desalinhamento horizontal,
necessita-se de 1 hora e 40 minutos (sendo 20 minutos para o realizar o setup). Ja para
gravar 50 sinais da falha combinada de desbalanceamento associada a desalinhamento
vertical, o tempo requerido é de 1 hora e 30 minutos (sendo 15 minutos para o realizar o
setup).

Nesta secdo serdo mostrados os dispositivos utilizados para realizacao da gravacéao

dos sinais de vibragao.

3.4.1 Sensores utilizados

A medicao dos sinais de vibracao foi feita através de 3 acelerdbmetros piezoelétricos
e 1 aceler6metro capacitivo triaxial. Foram realizadas medi¢oes dos sinais de vibracoes
em trés direcdes perpendiculares: axial (X), tangencial (Y) e radial (Z), conforme mostra
a Figura 20. Além disso, também foi medida a velocidade de rotacdo da maquina através

de um tacometro.
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Figura 20 — Identificacao dos eixos de medigao. Adaptada de (PESTANA-VIANA et al.,
2016).

Acelerometro piezoelétrico

Um dos sensores usados neste projeto foi 0 acelerdmetro piezoelétrico fabricado
pela IMI sensor, apresentado na Figura 21,com as seguintes caracteristicas: faixa de
frequéncia de medigao f € [0,27;10000] Hz, faixa de amplitude de medicao de aceleragao
no intervalo [—50; 50] g e sensibilidade de 100 mV/g (+20%). Para medir as aceleragdes
nas diregdes X, Y e Z (perpendiculares entre si), foram utilizados trés acelerobmetros

uniaxiais deste tipo.

Figura 21 — Fotografia do acelerdmetro piezoelétrico.
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Acelerometro capacitivo

O outro sensor utilizado nesta pesquisa foi o acelerémetro capacitivo fabricado
pela empresa TEconnectivity, apresentado na Figura 22. As caracteristicas principais
deste acelerbmetro sao: faixa de frequéncia de medigao f € [10,20000] Hz, faixa de
amplitude de medicao de aceleragao [—50, 50] g e sensibilidade de 1000 mV/g (+10%).

Para medir as aceleracdes nas direcoes X, Y e Z, foi utilizado um aceler6metro triaxial.

i\.\::.- o s L&’lﬁ.

Figura 22 — Fotografia do acelerometro capacitivo.

Tacometro

Para medir a velocidade de rotagao do motor foi utilizado um tacoémetro analégico
modelo MT-190 produzido pela Monarch instrument, apresentado na Figura 23. Este
instrumento € um sensor magnético que mede a velocidade angular do eixo do motor,
fornecendo como saida um sinal de tensao alternada, a qual varia de acordo com a
alteracao da velocidade do motor. Ele deve ser posicionado a uma distancia maxima do

eixo de 6,35 mm para que sua medicdo seja feita de maneira adequada.
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Figura 23 — Fotografia do Tacometro.

3.4.2 Placa de aquisicao de sinais

Para esta pesquisa foi usada a placa de aquisi¢cao de sinais de vibragao modelo
NI 9234 mostrada na Figura 24, fabricada pela empresa National Instruments. Esta placa
tem a funcao de converter os sinais analdgicos provenientes dos sensores em sinais
digitais de tensao ou de corrente. Esta placa apresenta as seguintes caracteristicas: 24
bits de resolucao, frequéncia maxima de amostragem de 51,2 kHz, faixa dinamica de 102
dB, filtro anti-aliasing, faixa de temperatura de operacgao de [-40, 70] °C, condicionamento
de sinal para sensores piezoelétricos por meio de uma corrente constante de 2 mA e se
conecta com os sensores a partir de cabos do tipo BNC. Esta placa é conectada em um
rack, o qual se comunica com o computador através do cabo USB, e para realizagao da
interface entre a placa de aquisi¢gao e computador. O programa utilizado para esta tarefa

foi Labview™,

3.5- Bases de dados

Nesta pesquisa, foram gravadas duas bases de dados, ambas contendo falhas sim-

ples e falhas combinadas, estas também chamadas ao longo do texto de falhas compostas
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(a) (b)
Figura 24 — (a) Placa NI 9234 e (b) Rack NI 9178.

para representar duas falhas diferentes que ocorrem de forma concomitante. As bases de
dados foram denominadas como Composed Fault Dataset-Reduced (COMFAULDA-R) e
Composed Fault Dataset (COMFAULDA). Como a tarefa da etapa de gravacao da base
de dados € muito demorada, primeiramente, a fim de avaliar a viabilidade da pesquisa foi
gravada uma base de dados preliminar denominada COMFAULDA-R e posteriormente,

foi gravada a base de dados completa chamada de COMFAULDA.

3.5.1 COMFAULDA-R

A base de dados COMFAULDA-R contém 353 sinais gravados a partir de qua-
tro cenarios de operacao diferentes da maquina rotativa, a saber: operagao normal,
desbalanceamento, desbalanceamento combinado com desalinhamento horizontal e
desbalanceamento combinado com desalinhamento vertical.

Os sinais de vibracdo foram adquiridos por 3 s empregando uma taxa de amostra-
gem Fy = 50 kHz, foram gravados em arquivos de formato Comma Separated Values (csv).
Logo, cada instancia do conjunto de dados contém 150.000 amostras por canal. Para
cada uma das quatro condicbes de operacao distintas, diferentes valores da velocidade
de rotagao do motor foram gravadas no intervalo de f € [16,60] Hz, com um incremento
de aproximadamente 2 Hz entre cada gravagao. Cada medi¢ao apresenta 5 canais, que
sao descritos na Tabela 3.

Nesta base optou-se por utilizar sensores apenas no mancal interno; logo os
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Canais Descricao
Canal 1 Tempo
Canal 2 Sinal do tacometro

Canal 3 | Sinal do acelerémetro do mancal interno na diregao axial (X)

Canal 4 Sinal do acelerébmetro do mancal interno na radial (2)

Canal 5 | Sinal do acelerébmetro do mancal interno na tangencial ()

Tabela 4 — Condigao normal COMFAULDA-R.

Cenarios | . Quantidadfa_de sinais _
Piezoelétrico | Capacitivo | Velocidade (Hz)
Normal 1 23 23 [16, 60]
Normal 2 23 23 [16, 60]
Normal 3 23 23 [16, 60]
Normal 4 23 23 [16, 60]
Normal 5 23 23 [16, 60]

sinais gravados com acelerdmetro capacitivo correspondem apenas ao cenario normal

de funcionamento do motor. O motivo é explicado na Segao 4.8.1, onde o acelerdmetro

piezoelétrico apresentou melhor precisao, por isso foi escolhido como o sensor cujas

informacgdes serao empregadas no proposito de estimar a severidade das falhas.

O numero de sinais do cenario normal é descrito na Tabela 4, enquanto que

as quantidades de falhas estao representadas na Tabela 5. Devido as limitacoes de

segurancga da bancada para alguns cenarios de falha, nao foi possivel gravar sinais acima

de 50 Hz de velocidade, resultando assim em 18 sinais para alguns cenarios.

Tabela 5 — Condicoes de falha da COMFAULDA-R.

Cenérios _ Qu,an_tidade de s'inais

Piezoelétrico | Velocidade (Hz)
Desbalanceamento (6 gramas) 23 [16, 60]
Desbalanceamento (20 gramas) 18 [16, 50]
Desbalanceamento (6 gramas) + desalinhamento horizontal (1 mm) 23 [16, 60]
Desbalanceamento (20 gramas) + desalinhamento horizontal (1 mm) 18 [16, 50]
Desbalanceamento (6 gramas) + desalinhamento vertical (1,27 mm) 23 [16, 60]
Desbalanceamento (20 gramas) + desalinhamento vertical (1,27 mm) 18 [16, 50]

Por fim, a Tabela 6 sintetiza 0 nUmero de sinais para cada um dos 4 cenarios da

base de dados COMFAULDA-R.
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Tabela 6 — COMFAULDA-R.

Cenario Quantidade
Normal 115
Desbalanceamento 41
Desbalanceamento + desalinhamento horizontal 41
Desbalanceamento + desalinhamento vertical 41

3.5.2 COMFAULDA

A base de dados COMFAULDA apresenta 2162 sinais gravados a partir de sete
cenarios de operacao diferentes da maquina rotativa: operagao normal, desbalancea-
mento, desalinhamento horizontal, desalinhamento vertical, desbalanceamento combi-
nado com desalinhamento horizontal, desbalanceamento combinado com desalinhamento
vertical e desalinhamento horizontal combinado com desalinhamento vertical.

Os sinais de vibracao foram adquiridos por 5 s com uma taxa de amostragem
Fs = 50 kHz. Portanto, cada instancia do conjunto de dados contém 250.000 amostras por
canal. Para cada uma das sete condi¢cdes de operacéo distintas, valores da velocidade
de rotacao do motor foram gravadas no intervalo de f € [12,60] Hz, com um incremento
de aproximadamente 1 Hz entre cada gravagado. Cada medigao apresenta oito canais,

que sao descritos na Tabela 7.

Tabela 7 — Descricdo dos canais da COMFAULDA.

Canais Descricao

Canal 1 Tempo

Canal 2 Sinal do tacémetro

Canal 3 Sinal do acelerdmetro capacitivo da direcao axial (X)
Canal 4 Sinal do acelerdmetro capacitivo da dire¢ao radial (2)
Canal 5 | Sinal do acelerébmetro capacitivo da diregao tangencial (Y)
Canal 6 Sinal do acelerdbmetro piezoelétrico da diregao axial (X)
Canal 7 Sinal do acelerdmetro piezoelétrico da diregao radial (2)
Canal 8 | Sinal do acelerébmetro piezoelétrico da diregao tangencial (Y)

O numero de sinais do cenario normal é descrito na Tabela 8. O numero de sinais
de falhas isoladas: desbalanceamento, desalinhamento horizontal e desalinhamento
vertical é apresentado na Tabela 9. Para alguns cenarios de falha, ndo foi possivel gravar
a menor velocidade de rotagao do motor de 12 Hz devido a limitagdo de bancada, assim

alguns cenarios descritos na Tabela 9 apresentam 48 exemplos.
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Tabela 8 — Condi¢gao normal da COMFAULDA.

Cenario D'etalhes dos Sjnais
Quantidade | Velocidade (Hz)
Normal 1 49 [12, 60]
Normal 2 49 [12, 60]
Normal 3 49 [12, 60]
Normal 4 49 [12, 60]
Normal 5 49 [12, 60]

Tabela 9 — Quantidade de falhas isoladas da COMFAULDA.

Detalhes dos sinais

Cenarios Quantidade | Velocidade (Hz)

Desbalanceamento (6 gramas) 48 [13, 60]
Desbalanceamento (10 gramas) 48 [13, 60]
Desbalanceamento (15 gramas) 48 [13, 60]
Desbalanceamento (20 gramas) 48 [13, 60]
Desbalanceamento (25 gramas) 48 [13, 60]
Desbalanceamento (30 gramas) 48 [13, 60]
Desbalanceamento (35 gramas) 48 [13, 60]

Desalinhamento horizontal (0,5 mm) 48 [13, 60]
Desalinhamento horizontal (1,0 mm) 49 [12, 60]
Desalinhamento horizontal (1,5 mm) 49 [12, 60]
Desalinhamento horizontal (2,0 mm) 49 [12, 60]
Desalinhamento vertical (0,51 mm) 49 [12, 60]
Desalinhamento vertical (1,27 mm) 48 [13, 60]
Desalinhamento vertical (1,4 mm) 49 [12, 60]
Desalinhamento vertical (1,78 mm) 48 [13, 60]
Desalinhamento vertical (1,91 mm) 49 [12, 60]

A quantidade de sinais de falhas combinadas: desbalanceamento + desalinha-
mento horizontal, desbalanceamento + desalinhamento vertical e desalinhamento vertical
+ desalinhamento horizontal é apresentada na Tabela 10. Devido as limitagdes de
seguranga de bancada para alguns cenarios de falha, nao foi possivel gravar sinais acima
de 50 Hz de velocidade, resultando assim em 39 sinais. Em outros casos foi inviavel a
gravacao de sinais acima de 40 Hz, resultando em 29 sinais. Por fim, a Tabela 11 resume

0 numero de sinais para cada um dos 7 cenarios da base de dados.
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Cenérios Deta!hes dos Sinais
Quantidade | Vel. (Hz)
Desbalanceamento (6 gramas)+ Desalinhamento horizontal (0,5 mm) 49 [12, 60]
Desbalanceamento (6 gramas) + Desalinhamento horizontal (1,0 mm) 49 [12, 60]
Desbalanceamento (6 gramas) + Desalinhamento horizontal (2,0 mm) 49 [12, 60]
Desbalanceamento (20 gramas) + Desalinhamento horizontal (0,5 mm) 39 [12, 50]
Desbalanceamento (20 gramas) + Desalinhamento horizontal (1,0 mm) 39 [12, 50]
Desbalanceamento (20 gramas) + Desalinhamento horizontal 2,0 mm) 39 [12, 50]
Desbalanceamento (30 gramas) + Desalinhamento horizontal (0,5 mm) 29 [12, 40]
Desbalanceamento (30 gramas) + Desalinhamento horizontal (1,0 mm) 29 [12, 40]
Desbalanceamento (30 gramas) + Desalinhamento horizontal ( 2,0 mm) 29 [12, 40]
Desbalanceamento (6 gramas) + Desalinhamento vertical (0,51 mm) 49 [12, 60]
Desbalanceamento (6 gramas) + Desalinhamento vertical (1,27 mm) 49 [12, 60]
Desbalanceamento (6 gramas) + Desalinhamento vertical (1,91 mm) 49 [12, 60]
Desbalanceamento (20 gramas) + Desalinhamento vertical (0,51 mm) 39 [12, 50]
Desbalanceamento (20 gramas) + Desalinhamento vertical (1,27 mm) 39 [12, 50]
Desbalanceamento (20 gramas) + Desalinhamento vertical (1,91 mm) 39 [12, 50]
Desbalanceamento (30 gramas) + Desalinhamento vertical (0,51 mm) 29 [12, 40]
Desbalanceamento (30 gramas) + Desalinhamento vertical (1,27 mm) 29 [12, 40]
Desbalanceamento (30 gramas) + Desalinhamento vertical (1,91 mm) 29 [12, 40]
Desalinhamento vertical (0,51 mm) + Desalinhamento horizontal (0,5 mm) 49 [12, 60]
Desalinhamento vertical (0,51 mm) + Desalinhamento horizontal (1,0 mm) 49 [12, 60]
Desalinhamento vertical (0,51 mm) + Desalinhamento horizontal (2,0 mm) 49 [12, 60]
Desalinhamento vertical (1,27 mm) + Desalinhamento horizontal (0,5 mm) 49 [12, 60]
Desalinhamento vertical (1,27 mm) + Desalinhamento horizontal (1,0 mm) 49 [12, 60]
Desalinhamento vertical (1,27 mm) + Desalinhamento horizontal (2,0 mm) 49 [12, 60]
Desalinhamento vertical (1,91 mm) + Desalinhamento horizontal (0,5 mm) 49 [12, 60]
Desalinhamento vertical (1,91 mm) + Desalinhamento horizontal (1,0 mm) 49 [12, 60]
Desalinhamento vertical (1,91 mm) + Desalinhamento horizontal (2,0 mm) 49 [12, 60]
Tabela 11 — COMFAULDA.
Cenario Quantidade
Normal 245
Desbalanceamento 336
Desalinhamento horizontal 195
Desalinhamento vertical 243
Desbalanceamento + desalinhamento horizontal 351
Desbalanceamento + desalinhamento vertical 351
Desalinhamento vertical + desalinhamento horizontal 441
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3.6- Consideracoes finais

Este capitulo apresentou detalhes da estruturagao da base de dados, como foram
inseridas as falhas na bancada de simulacéo, os sensores utilizados e informagdes sobre
as duas bases de dados gravadas. No préximo capitulo serao abordados detalhes do

sistema supervisorio para diagndstico e mensuragao de severidade de falhas.
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4- Sistema supervisorio para diagnostico e mensuracao de

severidade de falhas

Sistemas supervisérios se valem de software para supervisionar variaveis e siste-
mas de um processo produtivo, normalmente exigindo sensores, atuadores e servidores
de comunicagdes em seu funcionamento. Neste capitulo é apresentado um sistema su-
pervisorio que tem a funcao de: i) identificar se esta ocorrendo alguma falha na maquina
rotativa, ii) determinar o nivel do defeito, iii) enviar mensagens de alerta (via Bluetooth)
para um dispositivo moével, e iv) desligar a maquina automaticamente caso seja detectado
um defeito com nivel de severidade critico. A Figura 25 apresenta o diagrama de blocos
do sistema supervisério proposto, o qual é detalhado neste capitulo. Este diagrama apre-
senta as etapas desde a aquisicao de dados, etapas de pré-processamento, diagndstico
de falhas, determinacao de severidade, apresentacdo dos dados de saida e atuacio no
desligamento do equipamento no caso do acontecimento de uma falha critica.

Os assuntos e resultados mostrados neste capitulo estao relacionados com a
publicacdo (MARTINS et al., 2021b).

4.1- Aquisicao e filtragem

O sinal de vibracdo adquirido pelos sensores apresenta um alto nivel de ruido, o
qual prejudica a extracao de caracteristicas. Tal fato justifica a existéncia de uma etapa
de pré-processamento, a qual garante que tais sinais possam ser utilizados para fins de
monitoramento do estado de severidade de falha de uma pega da maquina (CERRADA et
al., 2018). Quando o ruido nao é devidamente atenuado, ocorrem alteracdes significativas
nas operagdes que dependem do sinal de aceleragao, prejudicando assim a determinagao
da severidade da falha do equipamento (ZHU et al., 2015).

Os sinais foram adquiridos por meio do software Labview™. Na Figura 25 esta

etapa é representada pelo bloco chamado de Aquisicao. O processamento dos sinais
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Filtragem

Extragao de
caracteristicas

| |

Integragao

Determinagao Diagnéstico
de severidade de falhas
(+)
Interface Saida na tela
com Arduino do supervisorio

Interface
com celular

Figura 25 — Diagrama de blocos do sistema supervisorio proposto.

foi realizado utilizando o software Matlab™, no qual foi realizada a filtragem do sinal,
a integragao do sinal, o diagndstico do defeito, o calculo da severidade do defeito e a
interface do supervisério.

A frequéncia de amostragem utilizada para o supervisorio foi de 50 kHz e o tempo
de aquisi¢ao dos sinais foi de 3 s.

Para filtrar o sinal de aceleragao, foi empregado um filtro digital de resposta ao
impulso finita com fase linear, de ordem 48. O projeto do filtro utilizado foi feito usando
o método de janelamento (OPPENHEIM; BUCK; SCHAFER, 1999). A primeira etapa
deste método consiste em representar a resposta em frequéncia ideal desejada, esta €

representada através de:

Hy(e") = Y haln]e ", (45)

n=—oo
onde hg[n] € a resposta ao impulso desejada, w € a frequéncia angular. A reposta
ao impulso gerada por este tipo de filtro apresenta saida nao causal e de grande di-
mensao. Para evitar este problema, realiza-se o truncamento da resposta ideal do filtro.
A aproximagao de um filtro ideal através de truncamento da resposta ao impulso ideal

€ idéntica a questao da convergéncia de uma série de Fourier (DINIZ; SILVA; NETTO,
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2014). Para obter um filtro digital com resposta ao impulso finita causal a partir de hy[n] €
necessario criar um novo sistema com a seguinte resposta ao impulso:
haln], 0<n<M

hln] = (46)
0 caso contrario,

de forma geral h[n] pode ser representado como o produto:
h[n] = hq[njwn] (47)

onde w|n] corresponde a uma janela de duracao finita. Uma janela apropriada pode ser
descrita como uma sequéncia de tamanho finito, capaz de gerar no dominio da frequéncia
o minimo de distorcao, quando é feita a convolugcao com uma resposta na frequéncia
ideal. Para isso cumpre achar uma janela de tamanho limitado que apresente resposta no
dominio da frequéncia com maior porgao da sua energia centralizada em w = 0. Ademais,
para diminiuir as oscilacdes na resposta em magnitude do filtro, os lobos secundarios da
resposta em frequéncia tém que decrescer celeremente conforme cresce o |w| (DINIZ;
SILVA; NETTO, 2014).
Nesta pesquisa foi empregada a janela de Hamming, representada por:
0,54 — 0,46cos(%), 0<n<M

wln] = (48)
0, n>M

onde M corresponde ao comprimento do filtro. O filtro empregado foi projetado para
ser estavel e apresentar a seguinte banda de passagem f € {10,1000} Hz, a escolha
deste tipo de janela é devido aos bons resultados apresentados em (RAHI; MEHRA et al.,
2014; HANNAH; AGORDZO0, 2020). Na Figura 25 esta etapa é representada pelo bloco

chamado de Filtragem.

4.2- Critério para mensuracao de severidade

A norma ISO 10816-1:1995 € a norma internacional que define os procedimentos

para classificar o grau de severidade das falhas de maquinas rotativas. Para que esta
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norma seja aplicada na avaliacdo do estado de uma maquina a partir dos sinais de
vibragao, cumpre seguir alguns requisitos durante o processo de medigao, a saber: /)
restringir a banda de passagem do sinal, i) escolher um local adequado para fixacao
dos sensores, iii) restringir a faixa de velocidade de operacao do motor, iv) controlar
temperatura do ambiente e v) verificar o nivel de vibragao do ambiente e as frequéncias
de ressonancia do sistema (ISO 10816-1, 1995).

Para atender os requisitos da supracitada norma, foi utilizado um filtro passa-faixa
como etapa de pré-processamento, permitindo a passagem da banda de 10 Hz a 1000
Hz do sinal. A filtragem foi realizada tanto para os sinais usados na fase de treinamento
guanto para os sinais usados na fase de teste. Os acelerébmetros foram fixados no
mancal interno, proximo ao motor, utilizando base magnética e uma fina camada de
cola instantanea. A velocidade de operacao do motor foi variada de 16 Hz até 60 Hz. A
bancada de simulagao foi utilizada num ambiente com temperatura controlada na faixa
de 22 °C a 27 °C. Foi verificado o nivel de vibragdo do ambiente com a bancada de
simulacdo desligada, a fim de verificar a confiabilidade dos sensores. Antes de comegcar
a gravacao e o monitoramento dos sinais, 0 motor ficou em funcionamento durante 10
minutos, de modo a garantir que se encontrasse devidamente aquecido.

Na norma 10816-1:1995 existem diferentes maneiras de afericdo da severidade
das falhas a partir dos sinais de vibracdo da maquina. Para esta pesquisa foi escolhido o
critério de comparagao do nivel de severidade do defeito em relagao a um valor padrao
de vibracao. Foi adotado como nivel de referéncia o valor Root Mean Square (RMS) da
velocidade de vibragdo do estado de operacdo normal do motor, pois altos valores RMS
da velocidade de vibragao sao mais prejudiciais do que altos valores de pico (SCHEFFER,;
GIRDHAR, 2004; ISO 10816-1, 1995).

Foram estabelecidas quatro faixas de severidade de falha para determinar o
estado do motor, conforme mostrado na Tabela 12, seguindo metodologia proposta na
norma ISO 10816-1:1995. Primeiramente, o algoritmo verifica qual das trés diregdes X,
Y, ou Z apresenta o maior valor RMS de velocidade de vibracao (Vrus). Depois Vrus €
comparado com o valor de referéncia de velocidade de vibragao, que € o valor médio de
velocidade de vibragao da condicao normal para uma dada diregao, o qual € denominado
como V;(d"), onde dir representa a dire¢do de vibracdo X, Y ou Z, que apresenta o maior
valor de (Vrus) do sinal do respectivo acelerémetro. Por fim, o algoritmo decide a que

faixa de severidade o sinal pertence.
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Tabela 12 — Faixas de severidade de falhas.

Velocidade de vibracao RMS | Estados

Vams < 1,157,097 Excelente
1,15V, < Vaus < 1,25V, Bom
1,25V, < Vaus < 1,35V, | Regular

Vaws > 1,351,097 Critico

4.3- Integracao e determinacao da severidade

Depois que o sinal de aceleracgao é filtrado, realiza-se a integracao deste sinal para
obter o sinal de velocidade de vibragao, pois a métrica de mensuragao de severidade de
falha em maquinas rotativas da norma ISO 10816-1:1995 utiliza o valor médio quadratico
do sinal de velocidade.

Os sinais de vibragao sao compostos por diversos componentes harmonicos e
apresentam uma estrutura de formacao complexa. E recomendavel, que antes de se
realizar a integragao dos sinais dos acelerémetros elimine-se a componente de corrente
continua do sinal. Isto é feito para diminuir a influéncia desta componente do sinal de
velocidade de vibragao, sobretudo, quando esta é realizada no dominio do tempo. E
impraticavel remover totalmente as componentes constantes que fazem parte do sinal de
aceleracao, o que acarreta na geracao de um valor de desvio na integracao no dominio
do tempo (ZHU et al., 2015).

Tendo em vista este problema causado pela integracdo no dominio do tempo foi
empregada neste capitulo a técnica de integragao no dominio da frequéncia. A integracao
no dominio da frequéncia é recomendada para aplicagdes praticas, ela € eficaz na
integragao de sinais que apresentem componentes de altas frequéncias como ocorre no
caso de sinais de vibragao (HAN, 2010).

Para realizar a integragao no dominio da frequéncia, primeiramente, deve-se obter
o espectro de frequéncia do sinal de aceleragao através do algoritmo da FFT que calcula
a transformada de Fourier de tempo discreto de forma eficiente (DINIZ; SILVA; NETTO,
2014). Posteriormente, realizam-se operagdes algébricas para encontrar o espectro de
frequéncia da velocidade de vibragao a partir do espectro de frequéncia da aceleragao e,
por fim, realiza-se a transformada inversa de Fourier para obter o sinal de velocidade de

vibragao no dominio do tempo. Este procedimento resulta na velocidade vibragao discreta
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representada por:

N-1
1 .
_ § : Alk j2nnk/N 4

onde A, é aresolucao da frequéncia, j = v/—1, N é a quantidade de amostras do sinal e

A(k) € o valor da transformada de Fourier do sinal de aceleragao.

4.4- Extracao de caracteristicas

A etapa de extragdo de caracteristicas, representada pela bloco Extracao de
caracteristicas da Figura 25, tem a finalidade de diminuir a quantidade de informacao
usada pelo classificador (BRAMER, 2016). Foram extraidas as seguintes caracteristicas
de cada sinal de aceleragao: skewness, o fator de crista, trés picos do espectro de
frequéncia do sinal e a velocidade de rotacdao do motor. Tais caracteristicas sao descritas

a sequir.

4.41 Skewness

A skewness € basicamente o terceiro momento central de uma distribuigao, nor-
malizado pela raiz quadrada do cubo de seu desvio padrdo (PEEBLES, 2001). Tal métrica
pode ser entendida como uma medida da assimetria da distribuicdo de probabilidade de
um sinal em relagéo a sua média (COCCONCELLI; CURCURU; RUBINI, 2017). A sua

expressao matematica, para uma variavel aleatéria X,(n) de média u, € dada por

onde E [-] denota o operador de esperancga estatistica (ou valor esperado).
Segundo (JAIN; SANDHU, 2006), a skewness reflete o quanto a taxa de decai-

mento de um lado da distribuicao de probabilidade é menor quando comparada a taxa de
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decaimento do outro lado da distribuigao.

A skewness € uma caracteristica do sinal que, extraida no dominio do tempo,
€ bastante utilizada para detectar defeitos em maquinas rotativas. Afinal, os sinais
de aceleracao adquiridos destas maquinas apresentam assimetria em suas funcdes
de densidade de probabilidade (SUGUMARAN; RAMACHANDRAN, 2011; KANKAR,;
SHARMA; HARSHA, 2011b; OVACIKLI; PAAJARVI; LEBLANC, 2013). Na implementagado
proposta, a skewness foi calculada para cada uma das trés direcées (X, Y, Z), produzindo

3 caracteristicas.

4.4.2 Fator de crista

O fator de crista é dado pela razao entre o valor de pico (Vp) e o valor RMS do

sinal (Vrus):

Fa2 VP .
VRms

(51)

A utilizagao do parametro Fa tem grande utilidade na analise de falhas que
provocam amplitudes acentuadas no sinal de vibracao. Esta caracteristica também é
extraida do sinal de aceleragao no dominio do tempo. Quando o motor opera em altas
velocidades, tanto o valor de pico quanto o valor RMS do sinal de vibragao aumentam. A
utilizacao deste parametro tem grande eficacia para detectar grande quantidade de falhas
em um rolamento, um rolamento com uma falha com alto nivel de degradacao ou com
um dano generalizado no rolamento (ranhuras ou lascas) (NORTON; KARCZUB, 20083;
FU, S. et al., 2016). Em nossa implementacao, o fator de crista foi calculado para cada

uma das trés diregdes (X, Y, Z), também originando 3 caracteristicas.
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4.4.3 Transformada de Fourier

Para cada uma das trés direcoes (X,Y, Z) de cada sinal de vibracao foram ex-
traidos: o pico na velocidade de rotagcao do motor, o segundo pico referente ao 2°
harmonico da velocidade de rotagao do motor e o terceiro pico referente ao 32 harmédnico
da velocidade de rotacdo do motor. Portanto; a aplicacdo da transformada de Fourier
da origem a 9 caracteristicas. Para obter a velocidade de rotagcao do motor também foi

calculada a FFT do sinal proveniente do tacometro.

4.4.4 Vetor de caracteristicas

A partir dos atributos extraidos pela etapa de Extracdo de caracteristicas cada
sinal de vibracao passa a ser representado por um vetor com 16 caracteristicas. Tal vetor

€ descrito por

Ve ={Skx,Sky,Skz, Fax,Fay,Faz, Am(Ry)x, Am(2Rs)x, Am(3Ry)x, (52)

Am(Ry)y, Am(2Rys)y, Am(3Ry¢)y, Am(Rys)z, Am(2Ry) 7z, Am(3Ry) 7, Ry},

onde os subscritos X, Y e Z correspondem as diregcdes dos acelerbmetros e as ca-
racteristicas sao referentes ao skewness representado pela letra Sk, ao fator de crista
(representado pela letra Fa), aos picos do espectro da frequéncia (representados pela

letra Am) e a velocidade de rotag&o do motor (representada por Ry).

4.5- Diagndstico de falhas

O diagnéstico de falhas consiste na identificagao do tipo de defeito do motor. Tal
diagndstico é realizado por meio de um algoritmo de reconhecimento de padrdes (BISHOP,

2016; KUBAT, 2017). Para a escolha do algoritmo a ser utilizado, foi feita uma pesquisa
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nas referéncias bibliograficas em relagao aos algoritmos que apresentassem um bom
desempenho neste tipo de problema (CERRADA et al., 2018; OUADAH; ZEMMOUCHI-
GHOMARI; SALHI, 2022). Com base nisso foram escolhidos 3 algoritmos para realizacao
de testes com os sinais gravados, a saber: maquina de vetores de suporte (SVM) (LIU, R.
et al., 2018), K-vizinhos mais proximos (K-NN) (WANG; TAMILSELVAN; HU, 2014) e
o random forest (BREIMAN, 2001). Na Figura 25 esta etapa é simbolizada pelo bloco
chamado de Diagnostico de falhas.

Na préxima segao sera mostrada como foi realizada a interface com o microcontro-
lador, o qual é responsavel por estabelecer a conexao entre o computador, o dispositivo

moével e o motor.

4.6- Interface com Arduino

A tecnologia Bluetooth de comunicagédo sem fio utiliza uma codificacéao digital que
se vale de uma técnica de espalhamento de espectro (PRABHU; REDDI, 2004). Esta
técnica faz com que o sinal de banda estreita seja espalhado em uma faixa maior de radio
frequéncia disponivel. Para transmissao do sinal, a técnica de espalhamento é utilizada
para aumentar a taxa de bits transmitidos e também para aumentar a faixa de frequéncia
utilizada no momento da transmissao. A fim de que o sinal seja recebido corretamente, o
receptor aplica a mesma técnica do dispositivo transmissor. No momento da recepcao
do sinal, o equipamento efetua uma correlagcao cruzada e converte o sinal para a sua
forma original (MULLER, 2001). O resultado disso € que o sinal transmitido € dificil de ser
interceptado, além de apresentar robustez em relacao a interferéncias (MULLER, 2001).

Para esta aplicacgao, foi utilizada a topologia ponto a ponto, que consiste em realizar
comunicagoes entre apenas dois dispositivos. Este tipo de topologia € otimizada para
transferéncias de dados, pois demanda baixo nivel de energia para transmissao, dentre
outras aplicacoes, pode ser utilizada para conexao de microcontroladores a computadores,
tablets e celulares (BLUETOOTH SIG, 2019). Na Figura 25 esta etapa é representada

pelo bloco chamado de Interface com o Arduino.
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4.6.1 Moddulo HC-05

Para comunicacao via Bluetooth, foi utilizado o médulo do Arduino HC-05. Este
maddulo funciona no modo mestre, usando o protocolo de porta serial. A sua versao de
protocolo € a 2.0+Enhanced Data Rate (EDR) com velocidade de 3 Mbits/s. Sua poténcia
maxima de dissipagao é de 2,5 mW e seu alcance maximo de transmissao de dados € de
10 m (STUDIO, 2010). Para esta pesquisa, foi utilizada uma taxa de transmissao de 9600
bits per second (bps).

Nesta aplicacdo, a comunicacio via Bluetooth tem a finalidade de informar o
estado de funcionamento de motor através de mensagens de alerta. Através desta
interface é possivel desligar e ligar o motor. No entanto, caso o motor tenha sido desligado
automaticamente via supervisoério por ter alcangado um nivel de vibragao critico, ndo &

permitido que ele seja ligado remotamente, por medida de seguranca.

4.6.2 Comunicacao entre as placas de Arduino

Foi necessaria a utilizagao de duas placas do hardware Arduino Uno, para que
fosse possivel realizar a comunicacdo do software ™Matlab no computador com o
dispositivo mével via Bluetooth e com o motor através de um relé para realizar o controle
on-off. A placa Arduino 1 foi usada para fazer a interface entre o computador e a placa
Arduino 2, na qual esta conectado o médulo HC-05 que permite a comunicagao com o
celular. Através da placa Arduino 2 foi acoplado um relé para desligar o motor, caso a
severidade da falha alcance o estado critico. A comunicagao entre as placas de Arduino foi
feita utilizando os pinos digitais na placa 1. Os pinos D12, D11, D10 e D9 correspondem
a saidas digitais e na placa 2 os pinos D12, D11, D10 e D9 correspondem as entradas
digitais.

A Figura 26 mostra o diagrama de blocos da conexao dos dois Arduinos. Através
dos dados digitais enviados da placa Arduino 1 para placa Arduino 2 pode-se obter, pela
combinagao digital mostrada na Tabela 13, o estado do motor. Ademais, através da

combinagao digital mostrada na Tabela 14, pode-se obter a condi¢cao de operacao do
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motor.

Arduino 1

|

Arduino 2 &> Celular

l

Figura 26 — Diagrama de blocos da conexao dos dois Arduinos.

Tabela 13 — Combinagao digital para as informagoes referentes ao estado do motor.

E(:rztas d'g_:tf IS Estado do motor
0 0 Excelente
0 1 Bom
1 0 Regular
1 1 Critico

Através da comunicacao Bluetooth foram transmitidas, da placa Arduino 2 para
o celular, as informacdes em relacdo ao estado do motor e em relagcdo a condicao de
operagao do motor. A Figura 27 mostra o envio das informagdes do estado e da condigao
do motor para o celular. Na Figura 25 esta etapa é representada pelo bloco chamado de
Interface com celular.

Tabela 14 — Combinacao empregada para as informacoes referentes a condicao de
operacao do motor.

Portas digitais
D10 D9

0 0 Normal
0 1 Desbalanceamento
1 0 Desbalanceamento + desalinhamento horizontal
1 1 Desbalanceamento + desalinhamento vertical

Condicao de operacao
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ESTADO: CRITICO
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Auto Scroll
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Figura 27 — Envio das informagdes para o celular.

4.7- Saida na tela do supervisorio

A Interface Homem Maquina (IHM) diz respeito ao sistema usado como indicador
de eventos de um equipamento ou planta industrial. Este sistema foi criado dada a
imprescindibilidade de haver uma interface eficaz para realizar integracao entre o operador
da maquina e os algoritmos aplicados ao sistema. Antes da implantacao das IHM’s eram
empregados como indicadores de estado do funcionamento de uma maquina ou de uma
planta industrial: sinaleiros luminosos, lampadas e sirenes. A implantacao de uma IHM
traz como vantagens: transmissao de informacdes de maneira inteligivel, registro histérico
de falhas e o aumento de controle das condigoes da maquina (PANDINI et al., 2017). Na
Figura 25 esta etapa é representada pelo bloco chamado de Saida na tela do supervisério.

Para esta pesquisa, foi desenvolvida uma interface para o sistema supervisorio
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representada pela Figura 28. Nela é possivel visualizar os graficos no dominio do tempo
ou no dominio da frequéncia dos sinais de aceleragao e da velocidade correspondentes a
vibragao das trés diregdes: axial (X), tangencial (Y') e radial (7). Na tela também sao
apresentados o nivel de severidade de vibragao, a dire¢cao que apresenta o maior nivel
de severidade de vibragao, o estado de funcionamento do motor e o tipo de defeito que
esta ocorrendo. A partir do supervisério também é possivel desligar o motor através de
um botao.

A atualizacao das respostas na tela do supervisério é feita a cada 12 s, tempo
necessario para que todo processo ocorra , ou seja, os sinais dos acelerometros sejam
adquiridos, em seguida seja realizada a filtragem, para que depois sejam extraidas as
caracteristicas, posteriormente o classificador fornega sua resposta e seja calculada a

severidade da falha.

s Direcao Axial (X) mmfs Direcdo Tangencial (Y) mmis Direcdo Radial (Z)
15 20 40
10 30
5 10
20
o
o 10
-5
0
o0 I -10
15 | -0
-20 -20 -20
0 0,2 0,4 0,6 0,8 1 0 0,2 0,4 0,6 0,8 1 0 0,2 0,4 0,6 0,8 1
s s s
Aquisi¢ao Motor
Aceleragdo Velocidade Nivel de severidade: 16,8183
Estoco: NI

Série Temporal ‘ Série Temporal ‘ Classificagdo: Desb.+Des.vertical -

Figura 28 — Tela do sistema supervisorio.

4.8- Resultados e Discussao

Esta secéao apresenta e discute os resultados obtidos em relagao a: i) comparacao
dos acelerémetros, ii) perfil de severidade das falhas da maquina rotativa, e iii) resultados

de classificagao.
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4.8.1 Comparacao entre as medidas dos acelerometros

Foram comparados dois tipos de acelerometros: piezoelétrico e capacitivo. Para
isso, realizaram-se medidas da velocidade de vibragao obtidas através da integragao do
sinal de aceleragao no dominio da frequéncia, variando a velocidade de rotagao do motor
Ry no intervalo [16, 60] Hz com passo de 2 Hz na condig&o de operagdo normal do motor,
ou seja, sem insercdo de falhas no sistema. Esse procedimento foi repetido 5 vezes para
cada acelerémetro com a finalidade de verificar a capacidade de repetibilidade destes
sensores. Posteriormente, foram calculados os valores RMS da velocidade de vibragao e
a barra de erro considerando a média das 5 medi¢coes para cada uma das velocidades do

motor. Foi utilizado o erro padrdo (Ep) obtido por meio de:

Ey, = , (53)

onde o € o desvio padrdao e me = 5 & 0 numero de medicdes para cada uma das
velocidades de rotacdo. Esta analise foi feita para as 3 dire¢des: direcao X, direcao Y e

direcao Z, conforme mostram respectivamente as Figuras 29, 30 e 31.

50 ‘

—+— Piezoelétrico
—+— Capacitivo

40 1

30 1

20 1

VRMS [mm/s]

10

10 20 30 40 50 60
Ry [Hz]

Figura 29 — Comparacao das barras de erros dos tipos de acelerobmetros na direcao X.

Com base nos graficos das Figuras 29, 30 e 31 observa-se que, em relagao a re-

petibilidade, o sensor de aceleracao piezoelétrico apresentou melhor desempenho, assim
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Figura 30 — Comparacgao das barras de erros dos tipos de acelerometros na diregcao Y.

como melhor precisdo em relagao ao acelerometro capacitivo. Isso ocorre devido ao ace-
lerdmetro capacitivo ter a sua sensibilidade diminuida conforme aumenta a frequéncia de
excitacao no sistema, apresentando erros maiores a medida que a frequéncia de vibracao
do sistema aumenta, como também é constatado em (VARANIS et al., 2018). Portanto, o
acelerémetro piezoelétrico foi o escolhido para fazer parte do sistema supervisorio desta

etapa da pesquisa.

4.8.2 Levantamento do perfil de severidade do motor

Tendo como objetivo obter o perfil de severidade do motor elétrico da bancada
de simulacao, foram produzidos graficos do valor RMS da velocidade de vibragcao em
funcao da velocidade de rotagcao do motor para os cenarios de desbalanceamento; des-
balanceamento associado a desalinhamento horizontal e desbalanceamento associado
a desalinhamento vertical. Os valores médios das 5 medicoes para cada velocidade de
rotacao, procedimento feito na Secao 4.8.1, medidas com o acelerdmetro piezoelétrico

foram utilizados como padrao de referéncia do funcionamento normal da maquina.
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Figura 31 — Comparacgao das barras de erros dos tipos de acelerdbmetros na direcao ~Z.

Perfil de severidade do desbalanceamento

Com a finalidade de obter o perfil de severidade do motor elétrico presente na
bancada de simulagao foram produzidos graficos do valor RMS da velocidade de vibracao
(Vams) em funcéo da velocidade de rotagado do motor (Ry) para as trés diregdes X, Y
e Z, conforme mostram respectivamente as Figuras 32, 33 e 34, onde VRrys indica a
severidade do defeito da maquina. Foram considerados os seguintes cenarios: operacao
normal com variagao da velocidade do motor na faixa Ry € [16, 60] Hz, desbalanceamento
com massa de 6 g com variagdo da velocidade do motor na faixa Ry € [16,60] Hz e
desbalanceamento com massa de 20 g com variacao da velocidade do motor na faixa
Ry € [16,50] Hz. Este ultimo cenario teve 50 Hz como limitante superior da velocidade do
motor, devido a uma restricdo da bancada de simulagao.

Analisando o grafico da Figura 32, observa-se que os pontos referentes ao cenario
de desbalanceamento com massa de 6 g se assemelham bastante ao cenario normal de
operacao para toda a faixa de velocidade do motor analisada.

Por outro lado, neste mesmo grafico, comparando o cenario de desbalanceamento
com massa de 20 g nas baixas velocidades (16 Hz e 18 Hz) de rotagdao do motor, obser-

vamos um valor de severidade bem maior que o apresentado pelo cenario normal para
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estas velocidades. O valor de severidade volta a subir quando o sistema, provavelmente,
entra na sua regido de ressonancia Ry € [26,32] Hz, provocada pela a¢ao da massa de
desbalanceamento na direcdo X apresentando altos niveis de vibragdes (FOX et al., 1981;
RAO, B. K. N., 1996), constatados visualmente e auditivamente durante as gravagées dos
dados. Posteriormente, confirmado através da andlise dos dados da Figura 32. O sistema
sai da sua provavel regiao de ressonancia e volta aumentar o seu valor de severidade em

44 Hz e segue aumentando até a ultima velocidade observada de 50 Hz.

50
¢ Normal
Q = Desbalanceamento 6 g
40 F \ ® Desbalanceamento 20 g
\
\
) Y
€ 30r '
£ ' »
‘Tn ‘\ » {’—.‘. ’
E 20 + LI ' ‘e N
\ \ 4 \ 4 .
Lok Y r
10+ L\¥f‘¢ ¥ 'I \rs'__”,\‘_\"s"* * .‘_‘/
O 1 1 1 1 1
10 20 30 40 50 60

Ry [Hz]

Figura 32 — Desbalanceamento na direcao X.

Observando o grafico da Figura 33, constata-se que os pontos referentes ao
cenario de desbalanceamento com massa de 6 g se assemelham bastante ao cenario
normal de operagao para baixos valores de rotagcdo do motor Ry € [16,24] Hz , depois o
valor do RMS de vibragdo apresenta um aumento de amplitude na faixa de Ry € [26, 32]
Hz, apds isso, o valor da severidade diminui e volta a subir a partir de 42 Hz.

Por outro lado, neste mesmo grafico (Figura 33) comparando o cenario de desba-
lanceamento com massa de 20 g nas baixas velocidades (16 Hz e 18 Hz), de rotacao do
motor, este cenario apresenta um valor de severidade bem maior comparado ao cenario
normal para estas velocidades. O valor de Vyys Vvolta a subir, quando o sistema entra,
possivelmente, na regido de ressonancia da diregdo Y que vai de Ry € [26,32] Hz. Ao
sair da sua possivel regido de ressonancia volta aumentar o seu valor RMS de vibragao

na faixa de velocidade de R; € [32,40] Hz. Verifica-se também aumento de Vgyus na
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velocidade limite de 50 Hz.
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Figura 33 — Desbalanceamento na direcao Y.

Através do grafico da Figura 34, verifica-se que os pontos referentes ao cenario
de desbalanceamento de massa de 6 g se assemelham bastante ao cenario normal de
operagdo para baixos valores de rotagdo do motor R, € [16,20] Hz, o valor de severidade
volta a subir a partir de 42 Hz.

Em relacdo ao cenario de desbalanceamento com massa de 20 g, ao contrario
do que acontece nas dire¢des X e Y, na direcdo Z (Figura 34) as baixas velocidades 16
Hz e 18 Hz de rotagao do motor neste cenario ndao apresentam alto valor de severidade
guando comparadas ao cenario normal para estas velocidades. O valor Vgys aumenta
na faixa Ry € [38,46] Hz, apods isso, sofre uma pequena reducdo de amplitude até a
velocidade limite de observagao.

Através dos graficos desta secao foi constatado que, conforme aumenta-se a
massa de desbalanceamento, o nivel de severidade de falha cresce. Também foi visto
que altos valores de severidade de vibragao ndo ocorrem, somente, nas altas velocidades
de rotagao, mas também, em alguns valores de baixa frequéncia de rotagao do motor e

nas provaveis regides de ressonancia do sistema.
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Figura 34 — Desbalanceamento na dire¢ao Z.

4.8.3 Perfil de severidade do desbalanceamento associado a desalinha-

mento horizontal

Esta secao corresponde aos resultados obtidos pela insercdo de falhas combina-
das ao sistema. Neste caso foi associado um defeito de desalinhamento horizontal com
deslocamento de 1 mm ao defeito de desbalanceamento.

Com a finalidade de obter o perfil de severidade do motor para este cenario de
falhas combinadas, foram produzidos graficos do valor RMS da velocidade de vibracao
em fungao da velocidade de rotagcdo do motor para as trés diregdes X, Y e Z, conforme
mostram respectivamente as Figuras 35, 36 e 37. Consideramos os seguintes cenarios de
operagdo normal na faixa de velocidade do motor R € [16,60] Hz, com desbalanceamento
com massa de 6 g associado ao desalinhamento horizontal de 1 mm na faixa de velocidade
do motor R; € [16,60] Hz. Outro cenario analisado foi 0 de desbalanceamento com massa
de 20 g associado ao desalinhamento horizontal de 1 mm na faixa de velocidade do motor
Ry € [16,50] Hz. Este ultimo cenario teve 50 Hz como limitante superior da velocidade do
motor, devido a uma restricdo da bancada de simulagao.

Analisando o gréfico da Figura 35 a qual corresponde a direcao X, nota-se que

os pontos referentes ao cenario de desbalanceamento com massa de 6 g associado
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Figura 35 — Desbalanceamento com desalinhamento horizontal na diregao X.

ao desalinhamento horizontal de 1 mm se assemelham bastante ao cenario normal de
operacao para toda a faixa de velocidade do motor analisada, com excec¢ao dos valores na
velocidade de 16 Hz e 18 Hz onde apresentam apresentam severidade mais acentuada.
Neste mesmo grafico, analisando o cenario de desbalanceamento com massa de 20 g
associado ao desalinhamento horizontal de 1 mm, observa-se um aumento na severidade
em praticamente toda a faixa de velocidade analisada.

Em relacao a diregao Y, verifica-se que o desbalanceamento com massa de 6 g
associado ao desalinhamento horizontal de 1 mm nas baixas velocidades de 16 Hz e 18
Hz apresenta severidades mais elevadas do que no cenario normal de operagao como
pode ser visto na Figura 36. Ja para os valores de rotacdo do motor R € [20,36] Hz , os
niveis de severidade se aproximam bastante ao cenario normal, apos esta faixa o valor
do RMS de vibracao cresce conforme a velocidade aumenta.

Neste mesmo grafico (Figura 36) comparando o cenario de desbalanceamento
com massa de 20 g associado ao desalinhamento horizontal de 1 mm nas baixas veloci-
dades (18 Hz e 20 Hz), de rotacao do motor, este cenario mostra um valor de severidade
bem maior comparado ao cenario normal para estas velocidades. O valor de Vgyg volta a
crescer, quando o sistema entra, possivelmente, na regiao de ressonancia da direcao Y’
que vai de Ry € [28,32] Hz. Além disso, constata-se também altos valores de severidade

nas altas velocidade de rotagao da maquina R € [40, 50] Hz.
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Figura 36 — Desbalanceamento com desalinhamento horizontal na diregéo Y.

No que tange a diregao Z, verifica-se que a associagao do desbalanceamento de
massa de 6 g associado ao desalinhamento horizontal de 1 mm provoca maiores valores
de severidades de falhas nas baixas velocidades de 16 Hz e 18 Hz, na provavel regiao de
ressonancia Ry € [28, 32| Hz, e nas altas velocidades de rotagdo da maquina, conforme
pode ser visto na Figura 37.

Em relacao ao cenario de desbalanceamento com massa de 20 g associado ao
desalinhamento horizontal de 1 mm, neste mesmo grafico, o valor da severidade aumenta
quando o sistema entra, possivelmente, na regiao de ressonancia da direcao Z que vai
de R; € [20,30] Hz. O valor Vyus também apresenta altos valores acima da velocidade
de 38 Hz.
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Figura 37 — Desbalanceamento com desalinhamento horizontal na direcao Z.

4.8.4 Perfil de severidade do desbalanceamento associado a desalinha-

mento vertical

Esta secao corresponde aos resultados obtidos pela insercdo de falhas combi-
nadas ao sistema. Neste experimento, foi associado ao defeito de desbalanceamento o
defeito de desalinhamento vertical da base do motor, com deslocamento de 1,27 mm.

A fim de levantar o perfil de severidade do motor para esta configuracao de falhas
combinadas, foram produzidos graficos do valor RMS da velocidade de vibragao em
funcao da velocidade de rotagdo do motor para as trés diregdes X, Y e Z, conforme
mostram respectivamente as Figuras 38, 39 e 40.

Na Figura 38, a associacao do defeito de desalinhamento vertical ao desbalancea-
mento de 20 g provocou o aparecimento de baixos valores de severidade de falha nas
velocidades Ry € [16, 26] Hz na diregdo X quando comparados com a condi¢do normal.
O outro aspecto que merece destaque sao os altos valores de Vyys que aparecem na
faixa de Ry € [34,50] Hz.

Na direcéo Y, o desalinhamento vertical de 1,27 mm associado ao desbalance-
amento de 6 g, provoca aumento da severidade nas velocidades de 32 Hz, 34 Hz e na

faixa Ry € [38,60] Hz quando comparado com a condi¢gao normal conforme mostra a
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Figura 39. Nesta mesma figura a associa¢cao do defeito de desalinhamento vertical de
1,27 mm ao desbalanceamento de 20 g, provoca elevados valores de Vgrys na possivel
regido de ressonancia R; € [26,32]. Aléem disso, os maiores valores de severidade de
falha s&o apresentados nas mais altas velocidades Ry € [40, 50].

Em relagdo a diregao Z, o desalinhamento vertical de 1,27 mm associado ao
desbalanceamento de 6 g, provoca aumento da severidade mais relevante na velocidade
de 28 Hz, e na faixa Ry € [48, 60] Hz quando comparado com a condi¢do normal segundo
mostra a Figura 40. Também nota-se nesta figura que a associagao do defeito de
desalinhamento vertical de 1,27 mm ao desbalanceamento de 20 g, provoca elevados
valores de Vgus na possivel regido de ressonancia Ry € [22,30]. Além disso, os maiores

valores de severidade de falha sdo apresentados nas mais altas velocidades Ry € [46, 50].

357 ¢ Normal
= Desba. 6 g + Desve. 1,27 mm
30 ® Desba. 20 g + Desve. 1,27 mm ’~
[ J
hiy '

25 r | & ° '.\ ]
) ] Q 1
~ \ 1
E 20 [ ,' ‘”
g A
E 15+ ,‘ , [ PLN
~ - Pt

10 P 2 A x°

L - N
v \¥"‘~ ;‘_I:A-\ "/*, ‘-(,\‘I‘A~‘_ ¢
\
5 ‘v~
0 1 1 1 1 1
10 20 30 40 50 60
Ry [Hz]

Figura 38 — Desbalanceamento com desalinhamento vertical na dire¢cao X.
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Figura 39 — Desbalanceamento com desalinhamento vertical na diregcao Y.

407 ¢ Normal
35t = Desba. 6 g + Desve. 1,27 mm
e Desba. 20 g + Desve. 1,27 mm| =%
L 1
30 ,
— ]
L 25t 1
€ o 1
£ Al .
— 20r / \
%) B 1
> »-o \ I
T {5t ’ “ 1
J \ /‘ LN
10+ ) | S . N
: LS ST
5¢ L S e
'} A )\ _' ol » *~k
. %, Ay *e A AU L SIS 4 ¢
10 20 30 40 50 60

Ry [Hz]

Figura 40 — Desbalanceamento com desalinhamento vertical na diregao 7.

4.8.5 Comparando os perfis de severidade com desbalanceamento de 6 g

Na direcao X, a associacao do defeito de desalinhamento horizontal ao desba-
lanceamento de 6 g, conforme pode ser visto na Figura 41, provocou um aumento da

severidade da falha nas velocidades de 16 Hz e 18 Hz, quando comparado ao desbalan-
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ceamento de 6 g. Para os demais valores de velocidade do motor, o nivel de severidade
ficou proximo ao do cenario de desbalanceamento de 6 g. Nesta mesma figura, observou-
se a associacao do defeito de desalinhamento vertical ao desbalanceamento de 6 g,
provocando uma diminuicao consideravel de Vgrys na velocidade de 16 Hz, comparando
com o desbalanceamento de 6 g. Para os demais valores de velocidade do motor, o nivel

de severidade de falha ficou bem préximo ao do cenario de desbalanceamento de 6 g.
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Figura 41 — Comparacao dos perfis de desbalanceamento de 6 g na diregao X.

Em relacao a direcao Y, a associacao do defeito de desalinhamento horizontal
ao desbalanceamento de 6 g provocou um aumento consideravel da severidade da falha
nas velocidades de 16 Hz e 18 Hz, como pode ser constatado na Figura 42. Por outro
lado, houve diminuigao significativa da severidade nas velocidades de 24 Hz, 26 Hz, 30
Hz, 58 Hz e 60 Hz, quando comparado ao desbalanceamento de 6 g. Os demais valores
Vaus foram semelhantes ao do cenario de desbalanceamento 6 g. Nesta mesma figura, a
associacao do defeito de desalinhamento vertical ao desbalanceamento de 6 g acarretou
diminuigdo do Vs perceptivel na faixa R; € [22,30] Hz. Em contrapartida, houve um
pequeno aumento da severidade da falha na faixa de velocidade R < [38,44] Hz, quando
comparado ao desbalanceamento de 6 g. Ja nas velocidades de 58 Hz e 60 Hz houve
diminuicao do valor Vrys. Para os demais valores de velocidade do motor, o nivel de
severidade ficou bem préximo ao do cenario de desbalanceamento 6 g.

Ao contrario do que aconteceu nas direcoes X e Y, na direcao Z, como pode



115

Desbalanceamento 6 g
Desba. 6 g + Desho. 1,0 mm
40t e Desba. 6 g + Desve. 1,27 mm
2
g 30r Y
E \
o ' b, -
(9] 1 -~
2 4
Z 20 ' Lo NS
~ 1 x Y".
1 N 1
P AR N S A
Z-N e ® \f
o Ld i/ ™ _.II
‘o
0 1 1 1 1 1
10 20 30 40 50 60
Ry [Hz]

Figura 42 — Comparacgao dos perfis de desbalanceamento de 6 g na direcao Y.

se observar na Figura 43, a associagao do defeito de desalinhamento horizontal ao
desbalanceamento de 6 g ndo provocou um aumento significativo da severidade da falha
nas baixas velocidades de rotagao do motor, quando comparado ao desbalanceamento
de 6 g. Nesta mesma figura, a associagao do defeito de desalinhamento vertical nao
causou diferencas significativas nesta direcao, quando comparada ao desbalanceamento

de 6 g, 0 que a principio nao era esperado.
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Figura 43 — Comparacgao dos perfis de desbalanceamento de 6 g na diregao Z.

4.8.6 Comparando os perfis de severidade com desbalanceamento de 20 g

Em relagao a diregao X, a associacao do desalinhamento horizontal ao desba-
lanceamento com massa de 20 g, como pode ser observado na Figura 44 fez com que
houvesse uma diminuicdo do valor Vgrys nas velocidades de 16 Hz, 18 Hz e 22 Hz,
quando comparado ao desbalanceamento de 20 g, para as demais valores de velocidade
do motor, o nivel de severidade ficou bem préximo ao do cenario de desbalanceamento
de 20 g.

Também pode ser visto na Figura 44 que a associacao do defeito de desalinha-
mento vertical ao desbalanceamento de 20 g provocou uma redugao da severidade da
falha nas baixas velocidades Ry € [16,26] Hz na dire¢do X, quando comparado ao des-
balanceamento de 20 g. A outra mudancga provocada pela insercdo de desalinhamento
vertical foi o aumento da severidade na faixa de R € [38,50] Hz em relagdo aos valores
de Vrus de desbalanceamento de 20 g.

No que tange a diregao Y, a associacao do desalinhamento horizontal ao des-
balanceamento com massa de 20 g acarretou altos valores de severidade em baixas
velocidades, consoante pode ser verificado na Figura 45, com excegao da severidade de

falha correspondente a velocidade de 16 Hz que diminuiu, consideravelmente, quando
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Figura 44 — Comparacgao dos perfis de desbalanceamento de 20 g na direcao X.

comparada ao valor Vgys do desbalanceamento de 20 g. Por outro lado, houve aumento
significativo da severidade na velocidade de 20 Hz. Houve aumento significativo de
severidade na velocidade de 46 Hz e diminuicao significativa da severidade na velocidade
de 50 Hz. Para os demais valores de velocidade do motor, o nivel de severidade ficou
bem préximo ao do cenario de desbalanceamento de 20 g.

A associacao do defeito de desalinhamento vertical ao desbalanceamento de 20 g
também provocou uma redugdo da severidade da falha nas baixas velocidade R € [16,24]
Hz na direcao Y, conforme mostra a Figura 45, quando comparado ao desbalanceamento
de 20 g.

No que diz respeito a diregcao Z, a associagao do desalinhamento horizontal ao
desbalanceamento com massa de 20 g gerou diminuicao significativa da severidade de
falha nas velocidades 22 Hz e 34 Hz e aumento significativo do valor Vrys nas velocidades
46 Hz e 50 Hz na diregao Z, como se observa na Figura 46, quando comparado ao cenario
de desbalanceamento de 20 g.

A associagao do defeito de desalinhamento vertical ao desbalanceamento de 20 g
provocou diminuigao significativa do valor Vyys nas velocidades 20 Hz e 22 Hz e aumento
da severidade da falha nas velocidade de 26 Hz e 28 Hz, quando comparado ao cenario
de desbalanceamento de 20 g, como é mostrado na Figura 46.

Por meio dos graficos presentes nas Secdes 4.8.5 e 4.8.6, notou-se que, em
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Figura 45 — Comparacgao dos perfis de desbalanceamento de 20 g na diregao Y.

algumas velocidades de rotacao, a associagao de desalinhamento a falha de desbalan-
ceamento diminuiu a severidade de vibracdo, o que a principio ndo era esperado, pois
0 que se previa era que o nivel de severidade com duas falhas seria maior que o nivel
de severidade com, somente, uma falha. Ademais, foi constatado que a combinagao de
desalinhamento vertical com o defeito de desbalanceamento acarretou mais alteragdes
no perfil de severidade do que a combinagao com desalinhamento horizontal, o que a
principio nao era esperado. Um possivel motivo disto ter acontecido € que o desalinha-

mento vertical provoca mudancas nos planos de medigdes dos acelerdmetros.

4.9- Escolha do classificador

Neste trabalho, os sinais adquiridos através do acelerémetro piezoelétrico foram
divididos em 80% para a fase de treinamento e 20% para a fase de teste para medir a
eficacia do classificador, usando o método de validagéo cruzada K -fold (WONG; YANG,
2017). Para manter as classes a serem identificadas com quantidades de exemplos
semelhantes (o que na literatura € conhecido como balanceamento de classes), de um

total de 115 sinais normais, apenas 41 foram escolhidos de forma aleatdria para executar
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Figura 46 — Comparacgao dos perfis de desbalanceamento de 20 g na diregéo Z.

as etapas de treinamento e teste do classificador, como ilustra a Figura 47.

Com o obijetivo de escolher qual algoritmo de classificacao iria fazer parte do
sistema supervisorio, calcularam-se as matrizes de confusao da etapa de teste para
cada um dos trés algoritmos, a saber: maquina de vetores de suporte, K-vizinhos
mais proximos e random forest. Nestas matrizes, (No) denota a condicao operacional
normal, (D) corresponde aos desbalanceamentos de 6 g e 20 g, (DDH) refere-se aos
desbalanceamentos de 6 g e de 20 g associados ao desalinhamento horizontal de
1 mm, e (DDV) corresponde aos desbalanceamentos de 6 g e 20 g associados ao
desalinhamento vertical de 1,27 mm. Antes da etapa de classificacdo foi realizada
a técnica de subamostragem para realizar o balanceamento das classes, logo foram
eliminados de forma aleatéria 74 exemplos da classe normal (DAL POZZOLO; CAELEN;
BONTEMPI, 2015). Portanto, cada uma das 4 classes passou a apresentar 41 sinais
conforme mostra a Figura 47, totalizando assim 164 sinais para esta etapa da pesquisa.

Os classificadores necessitam de parametros ajustaveis cuja selecao foi orientada
pela maximizagao da maior média de acertos relativos intraclasse, a qual € calculada
por meio da soma dos valores dos acertos da diagonal principal da matriz de confusao e
dividida pela quantidade de classes. A seguir € mostrado como foi feita a sintonizagao
dos hiperparametros dos 3 classificadores utilizados.

Para realizar o treinamento do algoritmo maquina de vetores de suporte, os
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Figura 47 — Estruturagao dos sinais utilizados para classificagao.

hiperparametros sintonizados foram o tipo de fungao kernel e o termo de regularizacao
C. Como existem varios tipos de fungdes kernel foi feita uma pesquisa bibliografica, a
fim de diminuir a quantidade de fungbes a serem aplicadas (SANTOS, P. et al., 2015;
KUMAR; KUMAR, 2017). Sendo assim foram testadas 3 tipos diferentes de funcao kernel,
a saber: linear, base radial laplaciana e de base radial gaussiana. Para selecionar o
melhor valor do termo de regularizagao optou-se por usar valores, previamente, testados
de C no conjunto {27,273 271 21213 2151 (JIN; HUANG; ZHANG et al., 2011). O
melhor modelo para este algoritmo foi o que utilizou a funcéo kernel do tipo linear com
o valor de C' = 2048. Empregando o modelo treinado no conjunto de teste, foi obtida a
matriz de confusao apresentada na Tabela 15. Este algoritmo alcancou uma acuracia de

71,07%, associada a um desvio padrao de 6,37%.

Tabela 15 — Matriz de confusdo da etapa de teste usando maquina de vetores de suporte.

Classe alvo (%)

Classe
de No D DDH DDV
saida (%)
No 9442 + 13,73 13,30 + 14,84 2,00 £ 4,47 0+0
D 5,58 £13,73 42,63 + 16,18 32,07 =16,51 4,00 4+ 9,29
DDH 0+0 22,41 +£1219 57,74 + 14,95 6,50 &+ 6,02
DDV 0£0 2166 1144 8,194+9,52 89,50 &= 13,96

Para escolher o melhor modelo do algoritmo K-vizinhos mais préximos para
esta aplicagdo. Foram sintonizados os hiperparametros, tipo de distancia e nimero de
vizinhos. Os dois tipos de distancia utilizadas foram distancia euclidiana e distancia

euclidiana padronizada, anteriormente detalhadas na Secao 1.7.2, sendo esta ultima a
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que apresentou melhor resultado. O nimero de vizinhos foi variado na faixa de 1 até 100
para verificar qual o nimero de vizinhos apresentava a maior acuracia em relagao ao
conjunto de treinamento. O nimero de vizinhos que obteve maior acuracia foi 1; logo este
valor foi escolhido para sintonizar este algoritmo, a configuracao com 1 vizinho também
mostrou bons resultados em (THANH NOI; KAPPAS, 2017; RAUBER et al., 2021) nao
apresentando sobreajuste nestes trabalhos. Aplicando o modelo selecionado no conjunto
de teste, foi obtida a matriz de confusao apresentada na Tabela 16. Este algoritmo

alcangou uma acuracia de 81,36%, associada a um desvio padrao de 6,74%.

Tabela 16 — Matriz de confusao da etapa de teste usando K-vizinhos mais proximos.

Classe alvo (%)

Classe
de No D DDH DDV
saida (%)
No 96,35 + 5,19 8,06 4+ 7,63 2,22 + 4,97 0+0
D 2,22 +497 66,11 +19,21 16,12 + 15,45 10,67 4+ 10,59
DDH 1,43+ 3,19 2250+ 16,56 77,66 +21,35 4,00 + 8,94
DDV 0+0 3,33 + 7,45 4,00 & 8,94 85,33 - 9,24

O treinamento do algoritmo random forest consistiu em sintonizar o0 nimero de
arvores que compoem o classificador. A quantidade de arvores foi variada de 1 até 100
com objetivo de escolher o nimero de arvores capaz de fornecer a maior acuracia na
etapa de treinamento. O valor desse hiperparametro selecionado para compor o modelo
foi de 76 arvores. A regra de divisao usada para formar os nés das arvores do random
forest foi o critério de diversidade de Gini, 0 nimero minimo de observacdes por folha
utilizadas pelo classificador foi 1 e 0 nimero de caracteristicas utilizadas em cada né
foi 4, sendo essas caracteristicas selecionadas aleatoriamente. Empregando o modelo
treinado no conjunto de teste do classificador foi obtida a matriz de confusao mostrada
na Tabela 17. O random forest obteve uma acuracia de 81,42% associada a um desvio
padrao de 6,92%.

Comparando o desempenho destes trés algoritmos, o random forest que apresen-
tou os melhores resultados. Logo este algoritmo foi o utilizado para compor o sistema
supervisorio.

A matriz de confusao do classificador random forest, Tabela 17, mostra uma
baixa taxa de falsos negativos, ou seja, cenarios que tém defeitos (D, DDH, DDV), mas
foram classificados como cenarios normais (No) (NEUZIL; KREIBICH; SMID, 2013).

Essa particularidade foi levada em consideragao, porque um classificador ao apresentar
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Tabela 17 — Matriz de confusao da etapa de teste usando random forest.

Classe alvo (%)

Classe
de No D DDH DDV
saida (%)
No 91,78 £ 8,75 2,22 + 4,97 0+0 2,22 + 4,97
D 2,00 4,47 72,50+ 18,17 11,67 13,63 8,89 & 14,49
DDH 6,22 £5,70 13,33+ 14,49 81,39 +10,09 8,89+ 9,29
DDV 0+0 11,95 4 8,87 6,94 = 6,36 80,00 + 22,70

um grande numero de falsos negativos, indica que ele falha em identificar um cenario
defeituoso o que pode causar danos catastroficos ao equipamento, gerando prejuizos
financeiros e expondo trabalhadores ao risco de acidentes.

A Tabela 17 também mostra um baixo indice de falsos positivos, isto €, cenarios
que sao de operacao normal, mas foram classificados como uma classe defeituosa (NEU-
ZIL; KREIBICH; SMID, 2013). O alto numero de falsos positivos € inconveniente, porque
causa paradas de manutencao desnecessarias, pois nestes casos a maquina esta fun-
cionando corretamente, causando perdas de producao devido ao tempo de inatividade

desnecessério da mesma.

4.10- Consideracoes finais

Neste capitulo, foi mostrado como se projetou o sistema supervisorio. Foram
explanadas as fases de aquisicao e filtragem do sinal de aceleracao, também foi explicada
a etapa da transformacao do sinal de acelerac¢ao no sinal de velocidade. Mostrou-se a
forma de realizacao da extracao de caracteristicas, do diagnostico e da mensuragao de
severidade de falhas. Ademais, foi explicada a maneira de comunicagao dos elementos
integrantes do sistema supervisorio.

Foi explanado o modo de selegao do acelerémetro utilizado, baseado na comparagao
dos graficos do erro padrao dos acelerémetros piezoelétrico e capacitivo. Foram apresen-
tados os perfis de severidade de falha do motor para defeitos simples e combinados. Por

fim foram apresentados os desempenhos dos classificadores.
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5- Método hibrido para aumento de dados

Neste capitulo é apresentado um método hibrido de aumento de dados utilizando
Synthetic Minority Oversampling Technique (SMOTE) e Additive White Gaussian Noise
(AWGN) com o objetivo de aumentar o nimero de instancias das classes minoritarias
e consequentemente melhorar o desempenho do classificador. Também sao avaliadas
as utilizacoes de técnicas de pré-processamento como: normalizagao de caracteristicas,
subamostragem do conjunto de dados e aumento de dados usando separadamente as
técnicas SMOTE e AWGN. Os assuntos e resultados apresentados neste capitulo estao

baseados na publicacao (MARTINS et al., 2022).

5.1- Dados desbalanceados

Um problema comum que ocorre ao trabalhar com aprendizado supervisionado
¢ lidar com dados desbalanceados, o que ocorre quando as classes presentes no con-
junto de dados apresentam quantidades diferentes de instancias. As classes que apre-
sentam um maior nimero de observagdes sao chamadas de classe majoritarias, en-
qguanto que as classes que apresentam menos exemplos sao denominadas classes
minoritarias (FERNANDEZ et al., 2018). Os algoritmos tradicionais de classificagao
buscam maximizar a acuracia total, acabando por priorizar a identificacao das classes
majoritarias em detrimento da classificagao das classes minoritarias (DAL POZZOLO;
CAELEN; BONTEMPI, 2015)

Frequentemente, em ambientes industriais existem mais dados disponiveis de
instancias que representem condigoes normais de operacao de um equipamento do
que aqueles considerados em condicdes anormais ou defeituosos, a fim de reproduzir
uma situacao semelhante a que ocorre na industria neste capitulo foi usada a base
COMFAULDA-R que apresenta classes desbalanceadas. Desta forma é necessaria a
aplicagao de técnicas que permitam treinar modelos de classificagao para conjuntos de
dados desbalanceados (CHAWLA et al., 2002).
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Existem duas maneiras habitualmente usadas para lidar com dados desbalancea-
dos a saber: a aplicagcao da subamostragem (undersampling) ou de técnicas de aumento
de dados (FERNANDEZ et al., 2018).

5.1.1 Subamostragem

A subamostragem consiste na eliminagao aleatéria de exemplos das classes ma-
joritarias de forma que o numero de observagoes destas classes seja préximo ao nimero
de observacdes das classes minoritarias. Esta abordagem ¢é justificada considerando que
na classe majoritaria existem observacoes redundantes, logo a retirada das mesmas nao
muda significativamente a distribuicdo do conjunto de dados (DAL POZZOLO; CAELEN;
BONTEMPI, 2015).

A subamostragem tem como vantagens: /) realizar o equilibrio entre 0 nimero de
instancias das classes majoritarias em relagao as classes minoritarias, permitindo assim a
criagcao de um melhor modelo de classificacao; e i) a diminuicdo do tempo de treinamento
do classificador, devido a menor quantidade de instancias (R. CAMPQOS; VIEIRA; COSTA,
2018; ZHIHAO; FENGLONG; XUCHENG, 2019). Em contrapartida, existem também
algumas desvantagens ao aplicar a subamostragem: /) instancias importantes podem
ser descartadas, resultando na falta de dados representativos de uma dada classe,
i) em conjuntos de dados com um alto nivel de desbalanceamento entre as classes,
quando exemplos sao descartados ocorre a reducao da capacidade de generalizacao
do classificador e jii) aumento na variancia do classificador provocado pela diminuicao
de observagdes usadas no treinamento (DAL POZZOLO; CAELEN; BONTEMPI, 2015;
CHAWLA et al., 2002).

5.1.2 Aumento de dados

O aumento de dados para sinais de vibracao provenientes de maquinas rotativas

pode ser realizado usando diferentes abordagens. As técnicas a seguir tém sido mais
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empregadas: AWGN, SMOTE e algoritmos de aprendizado profundo (LI, X. et al., 2020;
ZHANG, W. et al., 2020; ZHANG, T. et al., 2022) .

Nesta pesquisa, nao foram utilizadas técnicas de aprendizado profundo para
realizacao de aumento de dados, pois estas requerem um alto nimero de instancias
para que possam funcionar adequadamente. Caso contrario podem nao convergir, ficar
instaveis ou produzir novos dados que nao sao consistentes com a natureza fisica dos
dados reais (MIKOLAJCZYK; GROCHOWSKI, 2018; SHORTEN; KHOSHGOFTAAR,
2019). Além disso, estas técnicas também requerem muito tempo para sintonizagao dos
hiperparametros dos algoritmos e treinamento dos mesmos (YU et al., 2021).

Por esse motivo nesta pesquisa foram utilizadas as técnicas AWGN e SMOTE,
gue sao estaveis quanto a formacao de novas instancias, ao se ajustar os parametros
de maneira adequada. Ademais nao necessitam de um numero grande de exemplos

originais das classes minoritarias para criarem novas observacoes que sejam adequadas.

5.1.3 Additive White Gaussian Noise (AWGN)

O ruido branco gaussiano pode ser definido como um sinal aleatério que apresenta
densidade espectral de poténcia constante. A densidade espectral de poténcia € dada

por:

T

Sw (f) 5

(54)

onde k; corresponde a constante de Boltzmann, cujo valor é 1,38 x 10723 [Joules/Kelvin] e
T. € a temperatura em Kelvin no receptor de um sistema de comunicacgao. T, corresponde
a temperatura equivalente de ruido em que um resistor deve permanecer com a finalidade
de que este gere a mesma poténcia de ruido na saida do sistema, que deve ser igual a
soma de todas as outras poténcias de ruido geradas num sistema real (IVO; EUPHRASIO;
AZEVEDO, 2012).

Outra peculiaridade deste tipo de ruido que merece destaque é que as amplitudes
do ruido branco gaussiano em instantes distintos sao descorrelacionadas, ou seja, elas
independem umas das outras (CHEN, 2010; BERNIDO; CARPIO-BERNIDO, 2014). Por

esse motivo, a fungao densidade de probabilidade deste tipo de ruido é representada por:
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p(e) = ——o(5H), (55)

2o

onde p corresponde a média das amplitudes do sinal e o é o desvio padrao do sinal.

O AWGN é uma técnica de processamento digital de sinais que pode ser em-
pregada para gerar sinais sintéticos de vibracdao no espaco dos dados. Assim, essa
técnica é aplicada nos sinais de vibragao antes das caracteristicas terem sido extraidas. A
Figura 48 representa a aplicagao do método AWGN, onde um ruido gaussiano de média

zero é adicionado ao sinal de vibracao de entrada com o propésito de gerar um novo sinal

Sinal de

de vibragao.

Gerador de AN Sinal de vibragdo com ruido
ruido branco \X/ W,
gaussiano

Figura 48 — Criagao de novos sinais de vibracao utilizando AWGN.

Um parametro que precisa ser escolhido para a utilizacao do AWGN é a razao
sinal ruido, em inglés denominada por Signal to Noise Ratio (SNR). Este parametro
estabelece a razao entre a poténcia média do sinal de entrada (Psina) € @ poténcia média

do sinal de ruido (Pyyigo) €m dB, sendo descrita por:

SNRys = 101og <Ps'”a'> . (56)

ruido

Seguindo a recomendacao presente em (PESTANA-VIANA et al., 2018), nesta
pesquisa foi usado 15 dB como valor da SNR. Devido ao carater aleatério do ruido
adicionado (DINIZ; SILVA; NETTO, 2014), o sinal de entrada pode ser transformado
guantas vezes forem necessarias com a finalidade de gerar a quantidade de exemplos

desejada para o aumento do nimero de instancias da classe minoritaria.
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5.1.4 Synthetic Minority Oversampling Technique (SMOTE)

O SMOTE foi proposto em (CHAWLA et al., 2002) como uma opg¢ao para aumentar
a quantidade de observagdes nas classes minoritarias em conjuntos de dados para
diversos tipos de aplicacdes. Pesquisas recentes mostram a eficacia da utilizagao deste
método de aumento de dados para criagao de sinais de vibracao artificiais (ALl et al.,
2019; XU, Q. et al., 2020; RAZAVI-FAR; FARAJZADEH-ZANJANI; SAIF, 2017). Conforme
relatado em (FERNANDEZ et al., 2018; CHAWLA et al., 2002) uma das grandes vantagens
do SMOTE é o seu emprego no espaco de caracteristicas, sendo assim mais rapido para
geracao de dados sintéticos quando comparado as técnicas de aumento de dados que
sao aplicadas no dominio dos dados.

De acordo com (CHAWLA et al., 2002), uma observagao sintética pode ser
construida da seguinte forma: dado um vetor de caracteristicas reais, uma instancia da
classe minoritaria é selecionada de maneira aleatéria. Além disso, um dos K vizinhos
mais proximos desta amostra também é escolhido aleatoriamente. Posteriormente,
calcula-se a diferenca D; entre cada respectiva caracteristica dos dois vetores, entao o
novo vetor sintético é criado pela soma de cada caracteristica c das : amostras escolhidas
aleatoriamente com os correspondentes valores de D;.GG, onde G corresponde a um
fator aleatorio escolhido no intervalo [0 < G < 1], para cada diferente caracteristica c.
Este procedimento resulta na criagdo de um vetor sintético entre a instancia selecionada
e o exemplo vizinho escolhido. O funcionamento desta técnica € mostrado através do
Algoritmo 1.

A Figura 49 apresenta uma representacao bidimensional da criacdo de observagoes
sintéticas utilizando a técnica SMOTE, onde os circulos cinzas correspondem as observagoes
reais, os circulos laranjas correspondem as observacgdes sintéticas, as setas cinzas sao
0s vetores de caracteristicas reais e as setas laranjas sao os vetores de caracteristicas
sintéticas. As observagdes correspondem as instancias, ou seja, amostras da base de
dados. Ja os vetores sao as retas que partem da origem e chegam até as observacgoes,
através da projecao destes vetores nos eixos das abscissas e das ordenadas encontra-se
respectivamente os valores das caracteristicas 1 e 2 das observagoes.

Esta técnica pode ser aplicada em um espaco de caracteristicas multidimensional.

E possivel criar tantos pontos sintéticos, conforme seja necessario, com o intuito de
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Algoritmo 1 — Pseudocddigo SMOTE

% Sintaxe da Fungao: [Od] = smote(1d,S,K)

% Id: vetor da classe minoritaria.

% S: quantidade de observacgdes sintéticas a serem adicionadas a Id.
% K: quantidade dos vizinhos mais proximos.

%  Od: vetor com os dados sintéticos gerados.

L4 + Quantidade de observagdes de Id
C14 < Quantidade de caracteristicas de Id
Od < Id
for s. < 1to S do
1 + Observacao selecionada aleatoriamente de Od
n <« Valor aleatério dos indices do vetor dos K vizinhos mais proximos escolhidos,
empregando o algoritmo K-NN tradicional, para um determinado valor de .
% O trecho do cédigo abaixo adiciona uma nova linha a Od, a qual representa uma
nova observacgao sintética.
Lig < Lig+ sc
for c. +— 1to C;; do
Di + (Od(n,c.) — Od(i,c.))
G + [0 < G < 1] % G recebe valor aleatorio neste intervalo.
Od(L[d,CC) — (Od(sc,cc) + (DZG))
end for
end for

tornar a quantidade de instancias da classe minoritaria comparavel ou igual ao niumero
de exemplos da classe majoritaria. Uma observacao sintética pode ser criada entre:
i) duas observacoes reais; ii) uma observacao real e uma sintética; ou iii) entre duas

observagoes sintéticas criadas previamente (CHAWLA et al., 2002).

5.1.5 Método hibrido de aumento de dados

As técnicas SMOTE e AWGN sao capazes de melhorar o desempenho dos algorit-
mos de classificagdo, quando empregadas, isoladamente, para criar novas instancias das
classes minoritarias (ZUR; JIANG; METZ, 2004; SANTOS, M. S. et al., 2018). Entretanto,
o emprego indevido destes métodos pode ocasionar o sobreajuste, 0 que é indesejado.
Além disso, deve-se ter cuidado ao se utilizar a técnica SMOTE, pois esta pode gerar
novas observagoes ruidosas ou que nao condizem com exemplos fisicos reais (CHENG

et al., 2019).
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Caracteristica 2
@
@
@

o>

Caracteristica 1

Figura 49 — Aplicacao da técnica SMOTE em um esquema simplificado de duas di-
mensoes.

Por conseguinte, nesta pesquisa foi proposto um método hibrido combinando a
utilizacdo do SMOTE e a do AWGN, com a finalidade de gerar novas observagdes com
uma maior variabilidade, do que quando se utiliza estas técnicas de forma separada.
O objetivo de empregar duas técnicas distintas em conjunto para realizar o0 aumento
de dados € diminuir o sobreajuste durante o treinamento dos classificadores. Logo, a
aplicacao da técnica proposta possibilita a criacao de um modelo de classificacao mais
robusto e generalista, quando confrontado com qualquer uma das duas técnicas de
aumento de dados empregadas separadamente.

Duas versoes do Método Hibrido de Aumento de Dados (MHAD) sao propostas
e chamadas de MHAD-ver-1 e MHAD-ver-2. No MHAD-ver-1 apenas a quantidade de
instancias das classes minoritarias € ampliada, enquanto que nenhuma modificagao &

feita na classe majoritaria. Este procedimento ¢ ilustrado pela Figura 50, onde:

* M, representa o numero de instancias da classe majoritaria;

 M;, é o numero de instancias da classe minoritaria em que n&o foram utilizadas as

técnicas de aumento de dados;

« M;, representa a quantidade de instancias da classe minoritaria geradas a partir da
aplicagao do SMOTE;
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« M;, € a quantidade de instancias da classe minoritaria produzidas pelo emprego do

AWGN.
Conjunto
de dados
)
Classe Classe
majoritaria minoritaria

Sl

Extragao Extracao
de carac- de carac- AWGN
teristicas teristicas l
Extragao
SMOTE de carac-
teristicas
Matriz Matriz Matriz Matriz
de carac- de carac- de carac- de carac-
teristicas teristicas teristicas teristicas
com M, com M;, com M;, com M;,
instancias instancias instancias instancias

Figura 50 — Método hibrido de aumento de dados versao 1.

Na versao 2 do Método hibrido de aumento de dados (MHAD-ver-2) ocorre o
aumento de z instancias da classe minoritaria a partir da aplicagao do método AWGN.
Além disso, também sao modificadas x instancias da classe majoritaria através da adicao
de ruido branco gaussiano a estes sinais. Este procedimento foi empregado, a fim de que
a insercao de ruido branco nao viesse, indesejadamente, se tornar uma caracteristica
discriminativa entre as classes minoritaria e majoritaria, que prejudicaria a criacao de
um modelo de classificacao generalista e robusto. A Figura 51 mostra o diagrama de

funcionamento deste método, onde:

« M,, representa o numero de instancias da classe majoritaria que nao foram modifi-

cadas;

» M,, representa o nUmero de instancias da classe majoritaria modificadas pelo
AWGN;

 M;, é o numero de instancias da classe minoritaria em que n&o foram utilizadas as

técnicas de aumento de dados;

« M;, representa a quantidade de instancias da classe minoritaria geradas a partir da
aplicagao do SMOTE;
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« M;, € a quantidade de instancias da classe minoritaria produzidas pelo emprego do
AWGN.

Conjunto

de dados

Classe Classe
majoritaria minoritaria

Extracao Extracao
de carac- AWGN de carac- AWGN
teristicas l teristicas l
Extracéo Extracao
de carac- SMOTE de carac-
teristicas teristicas
Matriz Matriz Matriz Matriz Matriz
de carac- de carac- de carac- de carac- de carac-
teristicas teristicas teristicas teristicas teristicas
com Mg, com Mg, com M;, com M;, com M;,
instancias instancias instancias instancias instancias

Figura 51 — Método hibrido de aumento de dados versao 2.

A aplicagao dos métodos propostos MHAD-ver-1 e MHAD-ver-2 foram capazes
de proporcionar o balanceamento dos elementos das classes minoritarias em relagao a

classe majoritaria.

5.2- Extracao de caracteristicas

Neste capitulo foram empregadas caracteristicas extraidas no dominio do tempo e
no dominio da frequéncia. Os atributos foram escolhidos através da revisao de artigos nas
areas correlatas a esta pesquisa (PANDYA; UPADHYAY; HARSHA, 2013; DHAMANDE;
CHAUDHARI, 2018; VISHWAKARMA et al., 2017), neste capitulo ndo foram empregados
algoritmos de selegao de caracteristicas. Diversas caracteristicas foram usadas com o
objetivo de diferenciar falhas simples de falhas compostas. Conforme apresentado na
Tabela 18, onde x(n) € o sinal de vibragcdo no dominio do tempo; N é o comprimento do
sinal de vibragdo no dominio do tempo; E[-] denota o operador de valor esperado; p(z,)

corresponde a probabilidade de x(n) ser igual aos possiveis valores da sequencia de z,.
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Tabela 18 — Caracteristicas extraidas no dominio do tempo e no dominio da frequéncia,

N(N-1 -1
com ay = 7]\(,_2 Deag2 7%?2 ),

Caracteristica Tempo Frequéncia
Méaximo T1 = max (z(n)) Fy = max (s(q))
Minimo T> = min (z(n) F>, = min (s(q)
Valor médio =N = Py=Y0 2

A . x(n)— 2 S
Variancia Ty=3Y N, 0T Fy=Y2 M
Desvio padrao Ts =14 Fs = Fy

7 . 7 x(n 2 S 2
Valor médio quadratico ~ Tg = />N, =) Fo= /3@, Ll
Curtose R Fr = 7”5((;2;4F ]
= . E[(z(n)—T3)?] E[(s(q)— F3)®]
Skewness ndo enviesado Tz = ay———= Fs=ag———55
& T Ve[ -T2 8T MO (o) 52
Energia do sinal Ty =y Lol Fy=32 S(‘”‘z
Faixa de amplitude Tw=T1—T> Fio=F1 — F2
Entropia T = —Zfilp(zn) logy p(zn) Fii= —EqQ:lp(zq) log, p(zq)
Fator de crista Typ = Ml Fyp = 220l
Fator de forma Ti3 = ﬁ Fiz = ﬁ
n=1 N
Fator de impulso T = — Dt Py = ﬁ
n=1 N
Fator de margem Ti5 = —maxle@ Fiy = —mexls@l__
( N \f-\gw) (229:1 \Zgum)

Fator de defeito Tie =11 — Tk Fi¢ = F1 Fg
Frequéncia de rotacao N/A Fi7 = Ry
Amplltude em Rf N/A Flg = Am(Rf)
Amplitude em 2Ry N/A Fi9 = A (2Ry)
Amplitude em 3Ry N/A Fy = A (3Ry)
Amplitude em 4Ry N/A F> = A (4Ry)

Ja em relagao ao dominio da frequéncia: s(q) representa o espectro de frequéncia do sinal
de vibragdo z(n), obtida através da FFT; @ é o nimero de amostras de s(q); p(z,) denota
a probabilidade de s(q) ser igual aos possiveis valores de z,; Ry é a velocidade de rotagéo
obtida por meio da realizacdo da FFT no sinal do tacémetro; A,,(Rs) corresponde ao
valor maximo de s(g) na frequéncia de rotagao da maquina Ry; N/A significa ndo aplicavel.
O vetor de caracteristicas foi produzido a partir do calculo de cada uma das caracteristicas
listadas na Tabela 18 para os trés sinais de vibracao advindos dos acelerémetros nas
diregdes X, Ye Z. Posteriormente estes atributos foram concatenados dando origem a

um vetor de caracteristicas com dimensao 109.
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5.3- Resultados

A base de dados usada neste capitulo foi a COMFAULDA-R com 238 sinais
conforme descrito na Tabela 6 da Se¢ao 3.5. A fim de avaliar o desempenho do método de
aumento de dados proposto nesta pesquisa, foram comparados 4 tipos de classificadores,
em 14 casos diferentes, os quais estao descritos na Tabela 19. Com a finalidade de se
evitar o sobreajuste foi empregada a técnica estocastica de validacao cruzada 5-fold,
com a finalidade de dividir o conjunto de dados em treinamento e teste. O vetor de
caracteristicas utilizado nas simulagdes deste capitulo esta descrito na Tabela 18 da
Secao 5.2. Nas simulacoes em que foi empregada a normalizacao de caracteristicas, foi
utilizada a normalizacao do tipo min-max apresentada na Secao 1.5.

Os hiperparametros dos classificadores foram sintonizados buscando maximizar o
acerto relativo intraclasse médio. Para o algoritmo SVM foram testados diferentes valores
do termo de regularizagao C € {277,273 271 .. 213 215} empregando a fungéo kernel do
tipo linear, pois este tipo de fungao kernel apresentou os melhores resultados conforme
foi descrito na Segao 4.9. O treinamento do RF consistiu em ajustar o niumero de arvores
durante a fase de treinamento, buscando encontrar o melhor modelo, variando este
parametro de 1 até 50. A regra de divisao utilizada para formar os nés das arvores de RF
foi o critério de diversidade de Gini e o nUmero minimo de observagdes por folha utilizado
foi 1. Ja para o classificador K-NN, o nUmero de vizinhos foi selecionado variando este
hiperparametro de 1 até 100 usando a distancia euclidiana com a finalidade de encontrar
o melhor valor de K.

A fim de escolher o modelo do algoritmo SSAE com melhor desempenho para
diferenciagao dos tipos de falhas foram avaliadas as seguintes quantidades de neur6nios
nas camadas ocultas: {100 — 50 — 20} e {200 — 100 — 50}. Os outros hiperparametros
empregados para treinar o SSAE foram: i) coeficiente de decaimento de 0,0001 e 4,736,
ii) coeficiente de penalidade de esparsidade de 0,001 e 0,017, iii) fator de esparsidade
de 0,2 € 0,015, iv) 3 camadas ocultas, e v) camada de classificagao do tipo softmax. As
configuracdes deste classificador foram baseadas nos resultados obtidos em (ZHANG, Y.
et al., 2020; SHAO et al., 2017), ja que existem diversas configuragcoes de hiperparametros
que podem ser usadas neste algoritmo o0 que aumenta, consideravelmente, o tempo para

selecdo do modelo adequado para este classificador. O melhor modelo do SSAE foi
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obtido com {100 — 50— 20} neur6nios nas camadas ocultas com coeficiente de decaimento
de 0,0001; com coeficiente de penalidade de esparsidade de 0,001 e fator de esparsidade
de 0,2.

Sete métricas foram usadas para medir e comparar o desempenho dos classi-
ficadores: tempo de classificagao para um exemplo (T), precisao (P), revocacao (R),
especificidade (E), F1-score (F1), acuracia (A), e desvio padrao (DP) referente a acuracia.
O tempo de classificacao indica a rapidez do algoritmo para fornecer a classificagao de
uma dada instancia do conjunto de teste, a precisao afere a quantidade de verdadeiros po-
sitivos em relagao ao nimero de respostas totais positivas, a revocacdo mede a proporcao
de instancias positivas que foram preditas corretamente, a especificidade indica a aptidao
do classificador para detectar verdadeiros negativos, o F1-score representa o valor da
média harmonica da precisao e da revocacao, a acuracia consiste no acerto relativo
intraclasse médio e o desvio padrao € usado como medida de avaliacao de variacao
dos resultados das acuracias nas particoes da validacao cruzada (REHMAN et al., 2020;
KANKAR; SHARMA; HARSHA, 2011a).

Nas proximas secoes sao mostrados os resultados de cada um dos 4 classificado-

res.

Tabela 19 — Descrigao dos casos.

Casos Descricao

Ca; E empregado o conjunto de dados original.

Cay E feita subamostragem das instancias da classe majoritaria (No), usando
apenas 41 dos 115 sinais disponiveis. Desta forma, esta classe passa a ter o

mesmo numero de sinais das classes minoritarias (D, DDH e DDV)

Cas Realiza-se a criagao de novas instancias das classes minoritarias (D, DDH
e DDV), usando SMOTE, fazendo com que estas classes passem a ter 115

observagoes, que é o mesmo numero de exemplos da classe majoritaria (No).

Ca, | Realiza-se a criagao de novas instancias das classes minoritarias (D, DDH e
DDV), usando AWGN com uma SNR = 15 dB, fazendo com que estas classes
passem a ter 115 observagoes, que € o mesmo numero de exemplos da

classe majoritaria (No).

Continua na proxima pagina
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Tabela 19 — continuacao da pagina anterior

Casos

Descricao

Ca5

Sao produzidas novas instancias das classes minoritarias (D, DDH e DDV),
usando AWGN com uma SNR = 15 dB, fazendo com que estas classes
passem a ter 115 observagoes, que € o mesmo numero de exemplos da
classe majoritaria (No). Também foi adicionado ruido branco a todas as
observacdes da classe majoritaria, com o objetivo de reduzir o risco da
adicao de ruido se tornar uma caracteristica discriminativa entre as classes.
Além disso, destaca-se que a quantidade de instancias da classe (No) nao é

modificada.

Ca6

Novas instancias das classes minoritarias (D, DDH e DDV) sao geradas a
partir do uso MHAD-ver-1, fazendo com que estas classes passem a ter 115

observagoes, que € 0 mesmo numero de exemplos da classe majoritaria (No).

Ca7

Novas instancias das classes minoritarias (D, DDH e DDV) sao produzidas a
partir do uso MHAD-ver-2, fazendo com que estas classes passem a ter 115
observagoes, que é o mesmo numero de exemplos da classe majoritaria (No).
Também foi adicionado o ruido branco a 37 observacgdes, aleatoriamente,
selecionadas da classe majoritaria, a fim de diminuir o risco da adi¢ao do
ruido se tornar uma caracteristica discriminativa entre as classes. Além disso,

destaca-se que a quantidade de instancias da classe (No) ndao é modificada.

Cag

Aplicagao da normalizagao de caracteristicas em conjunto com os procedi-

mentos descritos em Ca;.

Cag

Aplicagao da normalizagao de caracteristicas em conjunto com os procedi-

mentos descritos em Cas.

Caio

Aplicagao da normalizagao de caracteristicas em conjunto com os procedi-

mentos descritos em Cas.

Cai

Aplicagao da normalizagao de caracteristicas em conjunto com os procedi-

mentos descritos em Cay.

Ca12

Aplicagao da normalizagao de caracteristicas em conjunto com os procedi-

mentos descritos em Cas.

Continua na proxima pagina
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Casos

Descricao

mentos descritos em Cag.

Ca;3 | Aplicacao da normalizacdo de caracteristicas em conjunto com os procedi-

mentos descritos em Cay.

Cais | Aplicacao da normalizacdo de caracteristicas em conjunto com os procedi-

Resultados usando o classificador SVM

A Tabela 20 apresenta os resultados do SVM para o conjunto de dados sem

o uso de normalizagao das caracteristicas. Os dados mostram que o uso da técnica

de subamostragem (Cas) piora o desempenho do SVM quando confrontado com os

resultados obtidos ao usar o conjunto de dados original (Ca;). O emprego da técnica

SMOTE (Cas) causa uma diminuigdo na acuracia, quando comparada a de (Ca;). No

entanto, as outras métricas avaliadas apresentam melhores resultados. A aplicagcao do

AWGN tanto em Ca, quanto em Cas melhora a precisao, revocacao, especificidade e

F1-score quando comparado ao Ca;.

Tabela 20 — SVM aplicado ao conjunto de dados sem aplicar normalizagao de carac-

teristicas.
Casos T(s) P(%) R(%) E(%) F1(%) A (%) DP (%)
Ca; 0,25 90,57 90,56 96,92 91,11 93,50 1,98
Cas 0,26 86,25 85,48 94,98 8587 85,48 3,99
Cas 0,23 91,75 91,75 97,28 91,79 91,82 1,81
Cay 0,31 9153 91,53 97,20 91,54 91,55 2,96
Cas 0,34 91,71 91,71 97,27 91,73 91,75 3,13
Cag 0,30 93,64 93,64 97,89 93,65 93,67 1,70
Cay 0,29 93,76 93,76 97,92 93,75 93,74 1,70

A Tabela 21 apresenta os resultados referentes a normalizagdo de caracteristica

em que pode ser vista uma melhora significativa no desempenho do SVM quando contras-

tados com os resultados descritos na Tabela 20, ou seja, todas as técnicas de aumento

de dados melhoraram o desempenho do classificador, quando comparados com os resul-

tados do caso Cag. Dentre os resultados apresentados, o de melhor desempenho é o
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Tabela 21 — SVM aplicado ao conjunto de dados usando caracteristicas normalizadas.

Casos T(s) P(%) R(%) E(%) F1(%) A(%) DP (%)
Cas 0,35 96,46 9525 99,00 9585 96,73 5,83
Cay 0,31 96,056 96,01 9868 96,03 9555 5,83
Caiy 0,31 99,77 99,77 99,92 99,77 99,77 0,51
Ca;; 031 99,79 99,79 99,93 99,79 99,79 0,47
Ca;» 0,32 99,79 99,79 99,93 99,79 99,79 0,47
Cai; 0,30 99,20 99,18 99,73 99,19 99,18 1,41
Cais 0,25 99,84 99,84 9995 99,84 99,84 0,36

Resultados usando o classificador K-NN

A Tabela 22 exibe os resultados do classificador K-NN sem aplicar a normalizacdo

de caracteristicas. A aplicacao de subamostragem (Cas) melhora o desempenho do

K-NN no que diz respeito a precisao, a revocagao, ao F1-score e ao desvio padrao. Por

outro lado, os resultados de acuracia e especificidade sao reduzidos quando confrontados

com o conjunto de dados original (Ca;). Além disso, a aplicacao de técnicas de aumento

de dados (Cas, Cay, Cas, Cag, Car) melhorou os resultados, quando comparados aos

resultados obtidos, usando o conjunto de dados original (Ca;); e os resultados alcancados

ao aplicar a técnica de subamostragem (Cas). As técnicas que apresentaram os melhores

resultados fizeram uso do AWGN (Cay e Cas).

Tabela 22 — K-NN aplicado ao conjunto de dados sem aplicar normalizagao de carac-

teristicas.
Casos T(s) P(%) R(%) E(%) F1(%) A (%) DP (%)
Ca; 0,02 57,23 57,17 86,26 57,20 67,88 9,53
Cay 0,03 62,03 6156 83,47 6180 6156 5,02
Cas 0,03 89,59 89,35 96,22 8947 8935 229
Cay 0,03 95,91 95,71 98,56 95,81 95,71 2,59
Caj 0,02 95,47 9528 9840 9537 9528 1,14
Cag 0,02 88,08 87,94 9568 88,01 87,94 3,47
Cay 0,03 91,47 9139 96,96 9143 91,39 2,69

A Tabela 23 mostra os resultados do K -NN aplicado aos dados com caracteristicas

normalizadas. Como pode ser verificado, a aplicagao da normalizacdo de caracteristicas
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melhorou o0 desempenho em todos o0s casos, quando contrastados aos resultados obtidos
sem normalizagao mostrados na Tabela 22. A aplicagdo da subamostragem (Cay) me-
Ihorou a precisao, a revocacao, o F1-score e o desvio padrdao, quando comparados aos

resultados obtidos em (Cas).

Tabela 23 — K-NN aplicado ao conjunto de dados usando caracteristicas normalizadas.

Casos T(s) P(%) R(%) E(%) F1(%) A(%) DP (%)
Cas 0,04 7856 78,27 94,47 7841 8420 7,41
Cay 003 81,64 81,69 9338 81,67 81,69 7,19
Cay 0,04 9826 9825 9941 98,26 98,25 0,62
Ca;; 0,04 9901 99,00 99,67 99,01 99,00 1,00
Ca, 0,04 9823 9819 99,39 9821 98,19 1,70
Cai; 0,05 9829 9825 9941 98,27 9825 2,04
Cas 0,04 99,48 99,46 99,82 99,47 99,46 1,20

A aplicacao das técnicas de aumento de dados (Caig, Caii, Cajz, Cass, Cayy)
aprimorou o desempenho do classificador K-NN. A técnica que apresentou o melhor
desempenho foi MHAD-ver-2 (Cay4), que resultou em um incremento em pontos percen-
tuais de 20,92% da precisao, 21,19% da revocacgao, 5,35% da especificidade, 15,26%
da acuracia, de 21,06% do F1-score e uma redugao de 6,21% do desvio padrao sem
exigir um aumento no tempo de processamento em relacdo ao conjunto de dados original,

empregando caracteristicas normalizadas (Cag).

Resultados do classificador random forest

A Tabela 24 exibe os resultados do RF sem normalizacao de caracteristicas. O uso
de subamostragem (Cas) aumenta o desempenho do classificador quando confrontado
com Ca;. O emprego das técnicas de aumento de dados provoca uma melhora nos
resultados do classificador como pode ser observado em (Cas, Cay4, Cas, Cag, Car). O
melhor desempenho foi obtido através da aplicacao do MHAD-ver-2 (Cay), produzindo
uma melhora de 7,71% da precisao, 11,46% da revocagao, 2,81% da especificidade,
9,63% do F1-score, 8,27% da acuracia, diminuicao de 2,93% do desvio padrao e redugao
do tempo de processamento em 0,07 s quando comparado com Ca;.

A Tabela 25 mostra os resultados de RF usando normalizacio de caracteristicas.
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Tabela 24 — RF aplicado ao conjunto de dados sem aplicar normalizacao de carac-
teristicas.

Casos T(s) P(%) R(%) E(%) F1(%) A(%) DP (%)
Ca; 0,72 91,61 87,86 96,96 89,69 91,05 3,90
Cas 0,75 96,04 96,04 98,66 96,04 96,04 4,61
Ca; 0,79 97,74 97,71 9923 97,72 97,71 1,94
Ca, 0,71 99,08 99,06 99,69 99,07 99,06 1,00
Ca; 0,60 99,21 99,19 99,73 99,20 99,19 1,38
Cag 0,46 99,12 99,12 99,71 99,12 99,12 1,03
Ca; 0,65 99,32 99,32 99,77 99,32 99,32 0,97

Os dados demonstram uma melhora no desempenho do RF para Cag e Ca;g, quando
confrontado, respectivamente, com Ca; e Caz da Tabela 24. No entanto, o desempenho
de RF para Cay, Caj1, Cajs, Cay3, Cayy foi reduzido quando comparado, nesta ordem,
com Ca,, Cay, Cas, Cag, Ca; da Tabela 24. Os resultados da Tabela 25 também mostram
que a aplicacao das técnicas de aumento de dados (Cajg, Ca;i, Cajs, Cajs, Cayy)
melhoraram o desempenho de RF quando contrastado ao Cag. As técnicas mais eficazes

foram o SMOTE (Caj) e o AWGN aplicado a todas as classes (Caj»).

Tabela 25 — RF aplicado ao conjunto de dados usando caracteristicas normalizadas.

Casos T(s) P(%) R(%) E(%) F1(%) A (%) DP (%)
Cag 0,47 9630 9501 9895 9565 96,56 3,57
Cag 0,35 94,00 93,84 97,90 93,94 93,84 4,48
Ca;p 0,63 99,06 99,05 99,68 99,05 99,056 1,02
Ca;; 043 9857 9855 9951 9856 9855 2,13
Ca;z 043 99,12 99,10 99,70 99,11 99,10 0,92
Ca;3 0,60 96,68 96,64 9886 96,65 96,64 2,12
Ca;s 039 98,49 9849 99,49 98,49 98,49 1,86

Resultados usando SSAE

A Tabela 26 exibe os resultados do classificador SSAE aplicado ao conjunto de
dados sem normalizacao de caracteristicas. O uso da subamostragem (Cas) reduziu
a especificidade, o F1-score e a precisao, quando comparados com os resultados de
Ca;. O uso das técnicas de aumento de dados (Cas, Cay, Cas, Cag, Cay) melhoraram a

precisao, a revocacao, o F71-score e o desvio padrao. O melhor desempenho foi alcangado
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Tabela 26 — SSAE aplicado ao conjunto de dados sem utilizar normalizagao de carac-

teristicas.
Casos T(s) P(%) R(%) E(%) F1(%) A (%) DP (%)
Ca; 0,45 4056 4463 80,83 4459 59,09 7,38
Ca, 0,47 40,73 45,47 74,35 42,97 4547 6,79
Cas 0,41 50,71 4954 76,29 50,12 4954 3,98
Cay 0,37 53,68 54,07 78,58 53,87 54,07 554
Ca; 0,46 52,34 5345 78,31 5289 53,45 1,87
Cag 0,33 49,43 49,17 74,97 49,30 49,17 5,72
Cay 0,55 5047 5158 77,12 51,02 51,57 0,54

A Tabela 27 apresenta os resultados referentes a normalizagao de caracteristicas.

Através desta tabela verifica-se que houve um aperfeicoamento significativo no desempe-

nho do classificador SSAE, quando confrontado aos resultados descritos na Tabela 26. O

uso da subamostragem (Cas) piorou o desempenho do classificador, quando contrastado

com Ca;. Também é constatado que o emprego das técnicas de aumento de dados (Caj,

Caji, Cajs, Cays, Cayy) melhorou o desempenho do SSAE. A técnica que apresentou

o melhor resultado foi o MHAD-ver-2 (Ca,4), que resultou em um incremento de pontos

percentuais de 4,42% da precisdo, 5,12% da revocacgao, 1,07% da especificidade, 3,53%

da acuracia e de 4,77% do F1-score. Além de ocasionar a redugao de 3,10% no desvio

padrao e reducéo do tempo de processamento em 0,45 segundos em relacdo caso Cas.

Tabela 27 — SSAE aplicado ao conjunto de dados utilizando normalizagao de carac-

teristicas.
Casos T(s) P(%) R(%) E(%) F1(%) A (%) DP (%)

Cag 0,58 9558 94,88 98,93 9523 96,47 3,10
Cag 0,35 90,28 90,06 96,48 90,17 90,06 7,70
Ca;p 0,63 99,06 99,05 99,68 99,05 99,05 1,02
Ca;; 0,45 99,84 99,84 99,95 99,84 99,84 0,36
Ca;s 0,44 99,69 99,68 99,89 99,68 99,68 0,43
Ca;3 0,28 99,69 99,68 99,89 99,68 99,68 0,43
Ca;s, 0,13 100 100 100 100 100 0
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5.3.1 Discussao dos resultados

Os resultados exibidos nas secdes pregressas demonstram que a realizacio da
normalizacao de caracteristicas € uma etapa relevante para os métodos K-NN, SVM e
SSAE, pois esses sao sensiveis as caracteristicas que estejam em ordens de grandezas
distintas. Ademais, foi constatado que a utilizacao das técnicas AWGN e SMOTE melho-
rou os resultados dos 4 classificadores avaliados nesta pesquisa ao comparar com 0s
resultados obtidos, usando a base de dados original. Isto acontece devido ao pequeno
namero de exemplos disponiveis de classes defeituosas, o que dificulta a criacdo de bons
modelos de classificacdo na etapa de treinamento, quando nao sao utilizadas técnicas de
aumento de dados.

Analisando os resultados, verifica-se que o classificador SVM obteve o melhor
desempenho ao ser aplicado no conjunto de dados original, tanto nas caracteristicas nao
normalizadas, quanto nas caracteristicas normalizadas Ca; e Cag. Também é observado
que a utilizagao de subamostragem dos dados aumentou o desempenho do /) K-NN
quando aplicado a base com caracteristicas normalizadas, e ii) e do RF quando foram
utilizadas caracteristicas nao normalizadas. Também foi constatado que o K-NN foi o
algoritmo mais rapido em fornecer um resultado de classificagao.

Também é constatado que o MHAD-ver-2, proposto nesta tese, € o método de
aumento de dados que resultou no melhor desempenho, superando a aplicagdo do
técnicas AWGN e SMOTE individualmente. Isso mostra a eficacia da abordagem na
identificacao de falhas combinadas em maquinas rotativas. A proposta hibrida foi capaz de
gerar novos exemplos de dados com maior aleatoriedade do que ao usar apenas AWGN
ou SMOTE. Consequentemente, os modelos gerados a partir da abordagem hibrida sao
mais generalistas, resultando em uma melhoria no desempenho dos classificadores.

As melhores configuragdes dos classificadores SVM, K-NN e SSAE foram usando
caracteristicas normalizadas junto com o MHAD-ver-2. Ja para o RF a melhor configuragao
foi utilizando caracteristicas ndo normalizadas junto com MHAD-ver-2. A Figura 52
apresenta um grafico de radar comparando o desempenho desses classificadores. As
configuracoes dos hiperparametros destes classificadores sao as seguintes: para o SVM
foi sintonizado o valor C = 0,5 com a utilizacdo do kernel linear; o K-NN foi sintonizado

com valor K = 1 empregando a distancia euclidiana, a configuragdo com 1 vizinho
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também mostrou bons resultados em (THANH NOI; KAPPAS, 2017; RAUBER et al., 2021)
nao apresentando sobreajuste nestes trabalhos. O random forest foi sintonizado com
11 arvores aplicando 4 caracteristicas em cada n6 da arvore; para o SSAE utilizou-se
a seguinte sintonizacao: i) trés camadas ocultas com 100, 50 e 20 neurbnios respecti-
vamente; ii) coeficiente de decaimento igual a 0,0001; jii) coeficiente de penalidade de
esparsidade de 0,001; iv) fator de esparsidade fixado em 0,2 e camada de classificacdo
softmax, configuracao proposta por (ZHANG, Y. et al., 2020).

Comparando os classificadores apresentados na Figura 52, o classificador SSAE
se destacou, superando os demais, apresentando as melhores métricas de avaliacao,
exceto para o tempo de classificagcao onde o K-NN teve melhor desempenho. Isso ocorre
devido ao K-NN ser um algoritmo menos complexo do que o SSAE, por isso, ele se torna

mais rapido.
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Figura 52 — Grafico Radar dos melhores classificadores: SVM utilizando MHAD-ver-2
aplicado nas caracteristicas normalizadas; K-NN utilizando MHAD-ver-2 aplicado nas
caracteristicas normalizadas; RF utilizando MHAD-ver-2 aplicado nas caracteristicas nao
normalizadas; SSAE utilizando MHAD-ver-2 aplicado nas caracteristicas normalizadas.
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5.4- Consideracoes finais

Neste capitulo, um método hibrido de aumento de dados baseado nas técnicas
AWGN e SMOTE foi proposto para identificar falhas combinadas em maquinas rotativas,
considerando um conjunto de dados com classes desbalanceadas. Em maquinas rotati-
vas industriais, poucos dados referentes as falhas estao disponiveis, quando comparados
com a quantidade de informacao referente a operacao normal das maquinas. Conse-
quentemente, € necessario usar técnicas de aumento de dados para aumentar o nimero
de exemplos das classes minoritarias com a finalidade de melhorar o desempenho do
classificador.

O melhor resultado foi alcangcado combinando o MHAD-ver-2 com o algoritmo
SSAE usando caracteristicas normalizadas. Este método alcangou uma acuracia de
100% com um tempo de resposta de 0,13 segundos para cada instancia. No geral, o
método de aumento de dados hibrido proposto é eficaz para melhorar o desempenho dos

classificadores, considerando um conjunto de dados desbalanceado.
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6- Analise senoidal para extracao de caracteristicas em sinais

de vibracao

Neste capitulo, a representacao dos sinais de vibracao é realizada por meio da
analise senoidal, permitindo assim que estes sejam descritos por um conjunto de compo-
nentes finitos cujas amplitudes, fases e frequéncias variam ao longo do tempo. Depois de
efetuar esta representacao do sinal em tempo-frequéncia, o método empregado extrai as
principais trilhas do sinal, as quais sao responsaveis por apresentar as informagoes mais
relevantes do mesmo. Posteriormente sao obtidas caracteristicas a partir dessas trilhas,
para que sirvam de entrada para os classificadores. Trata-se da primeira vez na literatura
que a técnica de analise senoidal originalmente mobilizada para analise de audio, voz e
de sinais de eletroencefalograma é usada para extragao de caracteristicas em sinais de
vibragdo em maquinas rotativas. Neste capitulo também é realizada a selegdo do nimero
otimo de caracteristicas, utilizando algoritmos de selecao de caracteristicas, sendo feitas
simulagdes utilizando 4 algoritmos de classificagcao diferentes. Os assuntos e resultados

apresentados neste capitulo estdo baseados na publicacdo (MARTINS et al., 2021a).

6.1- Analise senoidal

McAulay e Quatieri propuseram um procedimento para realizar a analise de sinais
de voz em tempo continuo por meio da analise senoidal. Esta abordagem mostrou-se
bastante eficaz para realizar a reconstrugao de sinais apresentando baixos niveis de erro,
usando as informagdes de amplitude, frequéncia e fase das componentes senoidais dos
sinais originais. Os parametros de amplitude, frequéncia e fase sao obtidos pela aplicagao
da transformada de Fourier de tempo curto, juntamente, com um algoritmo de detecgao
de pico (MCAULAY; QUATIERI, 1986).

Os passos para realizar esta representacdo sdo os seguintes: o sinal de interesse

€ amostrado, depois ele é transformado em uma representagao bidimensional de tempo-
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frequéncia e por fim sdo encontradas as partes do sinal que apresentam as maiores
energias, onde a inclinagao da forma de onda muda de um valor positivo para um valor
negativo (SHIRAZI; GHAEMMAGHAMI, 2008).

Esta técnica de representacao também pode ser usada em outras aplicacoes
além do estudo de sinais de voz (MCAULAY; QUATIERI, 1986), porque um sinal periddico
pode ser aproximado através da analise de Fourier por meio de uma soma de senoides
cujas frequéncias sao multiplas inteiras da frequéncia fundamental e cujas amplitudes e
fases podem ser determinadas de maneira Unica para corresponder a um determinado
sinal (HAYKIN; VAN VEEN, 2001). Seguindo esta ideia, a técnica de andlise senoidal foi
aplicada aos sinais de vibragao de uma maquina rotativa. Usando esta representacao, o
sinal é particionado em F,. segmentos chamados quadros como se segue:

F,

s(n) =Y 8(n—iTy), (57)

=1
onde T, é o tamanho do quadro, i corresponde ao indice do quadro e 5 € a soma senoidal

representada por:

L
§(n) = Alcos <2w f;fFﬁs + ¢>;l> , (58)

j=1

onde L é a ordem do modelo senoidal, F, corresponde a frequéncia de amostragem
de s(n), A’ é a amplitude, f; é a frequéncia e ¢} corresponde a fase da j-ésima onda
senoidal (DUBEY; PRASANNA; DANDAPAT, 2020; RAMAMOHAN; DANDAPAT, 2006).

Analisando um sinal representado pela técnica de modelagem senoidal, algumas
particularidades merecem ser destacadas: o nascimento de uma trilha, a duracdo de
uma trilha e a morte de uma trilha, conforme mostra a Figura 53, que é um exemplo de
representagao senoidal onde sdo apresentadas as trilhas de um dado sinal no decorrer
do tempo.

O nascimento de uma nova trilha ocorre quando ela surge em um determinado
quadro. Por outro lado, a morte de uma trilha acontece quando um pico no quadro atual
nao € mais rastreado em um intervalo A do préximo quadro.

O algoritmo de detecgao de picos procura os maximos locais em cada quadro
e rastreia a sua evolugao a fim de encontrar as trilhas que representem o sinal. Nesta
pesquisa foi empregada a técnica de deteccao de picos locais, na qual os picos sao

extraidos a partir do espectro de poténcia de um quadro de curta duragao. As maiores
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Figura 53 — Exemplo de representagao senoidal.

amplitudes obtidas sdo as candidatas a serem as trajetorias senoidais, os picos de
quadros adjacentes sao unidos levando em consideracao a continuidade temporal dos
valores de magnitude e frequéncia da componente senoidal (TANIGUCHI; TOHYAMA,;
SHIRAI, 2008).

A verificacdo das magnitudes dos picos é essencial para identificar os picos
adjacentes que pertencem a mesma frequéncia e que apresentam grandes diferengas de
magnitudes. Quando isso ocorre, indica que esses picos pertencem a trilhas diferentes.
Com base nessa condicdo de magnitude, combina-se cada frequéncia no quadro i
com alguma frequéncia no quadro 7 + 1 usando interpolacao quadratica (ELLIS, 2003;
GUERRERQO et al., 2010).

6.1.1 Extracao de caracteristicas da representacao senoidal

Para realizar esta etapa, foi feita uma busca na literatura em outras areas de
conhecimento para encontrar caracteristicas senoidais promissoras para esta aplicagao,
ja que nao foram encontrados trabalhos que utilizem a representacao senoidal para extrair

caracteristicas de sinais de vibracao de maquinas rotativas. Desta forma, foram usados
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atributos empregados em problemas de classificacao de sinais de audio (SHIRAZI; GHA-
EMMAGHAMI, 2008; XIE; KIM; PARK, 2020; TANIGUCHI; TOHYAMA; SHIRAI, 2008),
sinais de eletroencefalograma (GUERRERO et al., 2010; GUERRERO-MOSQUERA; VAZ-
QUEZ, 2009) e de reconhecimento de trechos manuscritos (CHOUDHURY; PRASANNA,
2019). Para reduzir a quantidade de informagdes a serem processadas nesta etapa, as 15
primeiras trilhas dos sinais de cada acelerémetro foram consideradas. Esta quantidade de
trilhas € suficiente para representar as frequéncias de interesse destes sinais, conforme
foi observado nos espectrogramas dos mesmos, sendo esta abordagem semelhante
a utilizada em (RAMAMOHAN; DANDAPAT, 2006). As caracteristicas extraidas estao
descritas na Tabela 28, sendo elas obtidas para as direcoes axial, horizontal e vertical
dos mancais interno e externo, formando assim um vetor com 198 atributos.

Na Tabela 28, F; é frequéncia fundamental que corresponde a velocidade de
rotacdo da maquina, Desvio Padrao (DP), Maior Trilha Global (MTG) e Maior Trilha cuja
frequéncia & Fy (MTF).

6.2- Selecao de caracteristicas

Técnicas de selecao de caracteristicas sdo empregadas para escolher um sub-
conjunto de atributos que sejam capazes de representar, efetivamente, as caracteristicas
originais (AHMED; NANDI, 2018). Quando um alto nimero de caracteristicas é utilizado
na entrada do classificador ocorre uma diminuicao na eficiéncia computacional. Por isso,
a selegao de atributos € uma etapa importante em problemas de classificacdo, quando o
espaco de caracteristicas tem uma alta cardinalidade (ZHANG, Xiaolong et al., 2018).

O uso da selecao de caracteristicas deve ser realizado judiciosamente para evitar
que recursos relevantes sejam avaliados como desnecessarios e sejam removidos do
conjunto de atributos (URBANOWICZ et al., 2018). Existem diversos algoritmos que
sao capazes de realizar esta tarefa, no entanto com base em referéncias bibliograficas
foram usados os métodos RELIEFF e o OOBFI (RAMAMOHAN; DANDAPAT, 2006;
URBANOWICZ et al., 2018; SALLES et al., 2015), algumas das razdes por estes métodos

terem sido escolhidos serdo mostradas nas proximas segoes.



Tabela 28 — Caracteristicas senoidais.

C's1- Soma das dimensodes das trilhas

C'so- Soma das frequéncias de nascimento

C's3- Variancia das frequéncias de nascimento

C's4- Valor de pico

C's5- Segundo maior valor de amplitude

C'sg- Terceiro maior valor de amplitude

C's7- Frequéncia de Csy

C'sg- Frequéncia de C's;

C'sg- Frequéncia de C'sg

C's10- Maxima amplitude média em relagao a todos os quadros
C's11- Segunda maior amplitude média em relacao a todos os quadros
C's12- Terceira maior amplitude média em relagao a todos os quadros
C's13- Frequéncia média dos quadros de C'sig

C's14- Frequéncia média dos quadros de C's1;

C's15- Frequéncia média dos quadros de C's1o

Cs16- Dimensdao MTG

C's17- Energia do sinal de MTG

C's13- Poténcia média de MTG

C's19- Frequéncia média de MTG

C's90- DP das frequéncias de MTG

C's21- DP da derivada de primeira ordem de MTG

C's99- DP da derivada de segunda ordem de MTG

C's93- Média das derivadas de primeira ordem de MTG

C's94- Média das derivadas de segunda ordem de MTG

C'so5- Dimensao de MTF

C'so6- Energia do sinal de MTF

C's97- Poténcia média de MTF

C'sog- Frequéncia média de MTF

C's99- DP das frequéncias de MTF

C's30- DP da derivada de primeira ordem das frequéncias de MTF
C's31- DP da derivada de segunda ordem das frequéncias de MTF
C's3o- Média da derivada de primeira ordem das frequéncias de MTF
C's33- Média da derivada de segunda ordem das frequéncias de MTF

148
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6.2.1 RELIEFF

O algoritmo RELIEF € um método de selecao de caracteristicas, amplamente
utilizado devido a sua eficacia e simplicidade (SUN, 2007). Este algoritmo avalia a
relevancia de uma determinada caracteristica em comparagao com as demais. O RELIEF
€ nao parameétrico, porque nao faz suposi¢des sobre o tamanho de amostra ou sobre a
distribuicao populacional.

O algoritmo analisa o peso de cada atributo e seleciona os mais relevantes para
formar um novo subconjunto menor do que o conjunto original (ZHANG, Xiaolong et
al., 2018). Primeiro, uma instancia = é escolhida aleatoriamente. Posteriormente, dois
vizinhos mais proximos de x sao escolhidos, um da mesma classe de x € o outro de
uma classe diferente. A Ultima etapa consiste em atualizar o peso de cada um dos
atributos. Atributos que mostram um valor distinto entre a instancia de destino e o erro
mais préximo suportam a hipétese de que eles sao relevantes para o resultado, entao o
peso da estimativa de qualidade da caracteristica = sofre um aumento (URBANOWICZ
et al., 2018). O peso de uma caracteristica W; de uma determinada observagao i € dada

por:

W = W; — (¢; — Hi)? + (¢; — Vi), (59)

onde ¢; € um exemplo escolhido aleatoriamente, H; corresponde a um exemplo da
mesma classe a que pertence ¢; e Y; representa um exemplo de uma classe diferente de
¢; (MUNIRATHINAM; RANGANADHAN, 2019).

O RELIEF funciona tanto com caracteristicas numéricas quanto nominais, contudo
este algoritmo nao é capaz de lidar com conjuntos de dados que apresentem mais de duas
classes, como é o caso desta pesquisa. Por isso, foi usado RELIEFF (REL) que € uma
atualizagao da versao original do RELIEF. Esta atualizagao da técnica é capaz de lidar
com problemas de multiplas classes. Além de aumentar a precisao dos classificadores,
pois € robusta as caracteristicas irrelevantes, redundantes e ruidosas (MUNIRATHINAM;
RANGANADHAN, 2019).

O RELIEFF, em vez de usar a média de acertos da classe H; e da classe M;

como medida de desempenho, usa a probabilidade de acerto de uma dada classe
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p(c;). A contribuicao dos erros para cada classe € ponderada pela probabilidade a priori
desta classe p(¢;), estimada a partir do conjunto de treinamento. Espera-se que as
contribuicoes de atualizacdo dos pesos obtidas por H; e Y; estejam na faixa de (0,1) e que
sejam simétricas. Para que isso ocorra deve-se garantir que os erros das probabilidades
somados sejam iguais a 1. Como a classe dos acertos ndo aparece nesta soma divide-se
0 peso de cada probabilidade por um fator que represente a soma das probabilidades da
classe Y;. Este procedimento € entao repetido n vezes até atingir o critério de parada do
algoritmo. Uma outra mudancga em relagao a técnica original € que no RELIEFF torna-se
necessario estabelecer um valor K de vizinhos, para realizar a atualizacdo dos pesos das
caracteristicas (ROBNIK-SIKONJA; KONONENKO, 2003).

6.2.2 Out of bag feature importance (OOBFI)

O erro out-of-bag (OOB) é o erro médio calculado para cada predigao das arvores
do algoritmo random forest que nao apresentam suas respectivas amostras bootstrap.
Esta métrica permite que se realize a sintonizagao e a validacao do classificador random
forest na etapa de treinamento (BREIMAN, 1996). Através desta medida consegue-se
verificar o poder de generalizacdo de uma determinada arvore (SALLES et al., 2015).

Estudos realizados por Breiman indicam que o erro calculado a partir das observagoes
OOB nao ¢é enviesado e pode ser considerado como um estimador consistente na predi¢ao

de erros do algoritmo random forest (BREIMAN, 1996). O erro OOB ¢é definido como:

0
erro® — % D L(fP(x) # 42, (60)
i1

onde O corresponde ao nimero de observacdes que nao foram selecionadas na amos-
tragem bootstrap, sendo O ~ % das amostras que nao foram empregadas na etapa de
treinamento. O termo f229(z) considera o classificador completo com todas as arvores
ajustadas as amostras, ja o termo yf"b representa a classificacdo atual de uma observacéo
i. I(-) representa a fungao indicadora, a qual assume o valor 1, caso a condi¢ao seja
satisfeita e o valor, 0 caso contrario. Portanto, o err°°® calcula a proporcéo de vezes que

as classificacdes foram realizadas de forma errada dado o conjunto de O observacgdes.
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A medicao da importancia relativa de cada uma das caracteristicas usadas na
predicdo de uma instancia através da medida do erro OOB é um recurso muito Util
presente no classificador random forest. O OOBFI é uma excelente ferramenta que afere
0 quao importante € um atributo, verificando quantos nés das arvores o utilizam (GENUER
et al., 2010).

Esta ferramenta € muito Gtil quando o vetor de caracteristica empregado tem
grande dimensao. A importancia do atributo € dada pela diferenca da acuracia quando os
valores das variaveis e os dados originais sao trocados aleatoriamente, mantendo-se o0s
valores de outras caracteristicas fixas. A medida captura a sensibilidade do modelo para
cada atributo: quanto mais sensivel o classificador for a uma determinada caracteristica,
mais importante ela é para o desempenho do mesmo (BREIMAN, 1996).

Esta técnica de selecao de atributos também pode ser usada em conjunto com
outros classificadores que nao sejam algoritmos em comité formados por arvores como
pode ser verificado em (TIANHAO et al., 2021; PARK; KIM, 2015). Por isso neste capitulo

esta técnica também foi empregada com os classificadores SVM, K-NN e SSAE.

6.3- Resultados e discussoes

Para avaliar a viabilidade da implementagao da analise senoidal para representar
sinais de vibracao de maquinas rotativas, cinco etapas foram executadas, conforme
mostra a Figura 54. Na primeira etapa, foi feita a aquisicao dos sinais de vibragao, em
seguida realizou-se a representagao senoidal dos sinais de vibragao, na terceira etapa
foram extraidas as caracteristicas das 15 primeiras trilhas, em seguida foi feita a selecao

das caracteristicas mais relevantes e, por fim, realizou-se a etapa de classificacao.

Aquisi¢ao Extracdo de
dos sinais Representagéo caracteristicas Selego de Classificacao
de vibragao senoidal das trilhas caracteristicas

principais

Figura 54 — Representacao do processo de classificagao a partir da analise senoidal.

Depois de efetuar a aquisicao dos dados, a segunda etapa do processo consiste
em representar cada sinal de vibragao através da analise senoidal. Neste estagio, as

15 primeiras trilhas foram empregadas, a fim de representar cada um dos sinais com o
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objetivo de diminuir a quantidade de informacdes a serem processadas na proxima etapa.
Nesta pesquisa, para realizar a representagao senoidal dos sinais foi utilizado o codigo
desenvolvido por (ELLIS, 2003).

A Figura 55 mostra dois sinais de vibragao referentes a duas condi¢des distintas
da maquina operando a uma velocidade de rotacao de 40 Hz. A Figura 55(a) mostra o
espectrograma contendo as 15 primeiras trilhas referentes a um sinal na direcio radial da
condicao normal de operagao da maquina. Ja a Figura 55(b) apresenta o espectrograma
contendo as 15 primeiras trilhas referentes a um sinal na dire¢ao radial com uma falha
combinada formada por um desbalanceamento de 30 gramas e por um desalinhamento
vertical de 1,91 mm.

300 300

250t 250t
200 f 200t
150 ¢ 150 |

100 ¢

Frequéncia (Hz)

50 ¢

(a) Tempo (s) (b) Tempo (s)

Figura 55 — Exemplos de sinais: (a) Espectrograma de um sinal na direcao radial da
condigao normal de operagao da maquina. (b) Espectrograma de um sinal na diregao
radial referente a um sinal de desbalanceamento (30 gramas) combinado com desalinha-
mento vertical (1,91 mm).

A quarta etapa do processo consistiu em aplicar a selecado de caracteristicas com
a finalidade de escolher o conjunto de atributos mais relevantes para realizar o diagndstico
de falhas combinadas em maquinas rotativas.

Para avaliacao das técnicas utilizadas, o conjunto de dados foi dividido usando
a técnica de validagdo cruzada K-fold com 5 particdes, sendo 4 delas usadas para
treinamento e 1 utilizada como teste. As métricas de avaliacao dos classificadores
escolhidas foram a média de acertos relativos intraclasse e o tempo de classificagao para
um exemplo.

Nao foi realizado um grid search considerando diversos valores diferentes de

hiperparametros para os classificadores a fim de nao aumentar demasiadamente o custo
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computacional, pois para cada valor do hiperparametro o cédigo precisa ser executado
990 vezes devido as 198 caracteristicas e a utilizacao da validagao cruzada com 5
particoes. Logo, foram escolhidos trés valores distintos de hiperparametros para cada
classificador a fim de realizar a comparacao de desempenho dos mesmos, conforme sera
visto nas proximas sec¢oes. O tempo de treinamento dos classificadores nao foi levado
em consideracao visto que a criacado dos modelos dos classificadores foi realizada de
maneira offline.

Com base nos resultados apresentados em (POLAT, 2020; CANBAZ; POLAT,
2019), foi escolhida a técnica de normalizacao do tipo min-max descrita na Secao 1.5,
como etapa de pré-processamento para os classificadores SVM, K-NN e SSAE, pois
estes classificadores tém seus desempenhos afetados por caracteristicas que apresentem
faixas de valores discrepantes. Esta normalizacao é realizada no conjunto de treinamento
e posteriormente aplicada no conjunto de teste com base nas informagdes obtidas no trei-
namento. Para o algoritmo random forest nao foi utilizada normalizagao de caracteristicas,
uma vez que este classificador lida bem com caracteristicas que apresentem faixas de
valores distintos (MARTINS et al., 2022).

6.4- Resultados empregando o classificador random forest

O desempenho do algoritmo random forest foi avaliado em 3 casos: /) usando
todas as 198 caracteristicas senoidais extraidas, ii) aplicando o algoritmo OOBFI para
selegao de caracteristicas, e iiif) empregando o algoritmo RELIEFF (REL) para selegao de
atributos.

Na Figura 56 sao apresentados os graficos que mostram o desempenho do
algoritmo random forest utilizando as duas técnicas de selecéo de atributos. E possivel
observar que, inicialmente, 0 aumento do nimero de atributos melhora o desempenho do
classificador, no entanto, em um determinado nimero de caracteristicas o desempenho
do classificador permanece em um dado nivel até atingir o ponto em que a adigao de
caracteristicas altera ligeiramente o desempenho do classificador. Observa-se nesta figura
que o OOBFI tem um desempenho melhor que o RELIEFF ao selecionar os atributos mais

relevantes para a identificacao de falhas. A Tabela 29 apresenta os resultados usando
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random forest com trés nimeros diferentes de arvores Arv € {15, 30,45} para comparar
com os resultados produzidos pela aplicagao das técnicas de selegao de caracteristicas
OOBFI e RELIEFF.

Tendo em vista os resultados apresentados na Tabela 29, nota-se que o uso dos
dois métodos de redugao de caracteristicas aprimorou o desempenho do classificador.
Observa-se que o método OOBFI superou a performance do método REL atingindo a
melhor acuracia para as trés configuragdes de numero de arvores utilizadas. O uso do
método OOBFI também diminuiu o nimero de atributos utilizados, reduzindo assim o
tempo de resposta do algoritmo.

Comparando os resultados apresentados na Tabela 29, verifica-se que os métodos
OOBFI + RF e REL + RF, ambos com 45 arvores, apresentaram resultados equivalentes
no que tange a acuracia e o desvio padrao relacionado a mesma. Em relacdo ao
nuamero de caracteristicas 0 OOBFI supera o REL, pois seleciona um nimero menor de
caracteristicas diminuindo assim o tempo de resposta do classificador.

Considerando o emprego de RF com 45 arvores, o método OOBFI + RF provoca
um aumento na acuracia do classificador de 2,21%, reduz em mais de 1/3 o nimero de
caracteristicas utilizadas e diminui o tempo de processamento do algoritmo em 0,14 s.
Os resultados mostram que OOBFI + RF com 45 arvores é o melhor método para este
algoritmo. Por este motivo, foi escolhido este nimero de arvores para o método OOBFI

para ser usado em conjunto com os demais classificadores.

Tabela 29 — Comparagao de métodos empregando random forest.

Método Arv N.2de caracteristicas Tempo Acuracia

RF 15 198 0,33s 80,28% + 1,76%
OOBFI +RF 15 68 0,21s 883,45% + 1,49%
REL + RF 15 167 0,25s 81,38% + 2,42%
RF 30 198 0,56s 82,07% + 2,08%
OOBFI +RF 30 101 0,55s 84,61% + 2,06%
REL +RF 30 179 0,64s 83,85% + 2,02%
RF 45 198 0,76 s 84,14% + 1,38%
OOBFI + RF 45 120 0,62s 86,35% + 2,22%

REL + RF 45 179 1,17s 84,88% + 1,69%
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6.4.1 Resultados empregando o SVM

O desempenho do classificador SVM foi avaliado em 3 casos: /) usando todas as
198 caracteristicas senoidais extraidas, /i) aplicando o algoritmo OOBFI com 45 arvores
para selecao de caracteristicas, e iii) empregando o algoritmo RELIEFF (REL) para
selecao de atributos.

Os hiperparametros empregados foram a funcao de kernel do tipo base radial
gaussiana, juntamente, com 3 valores distintos para o termo de regularizagao C €
{2-1,25 211} para aferir o desempenho do classificador em conjunto com cada uma das
técnicas de selecdo caracteristicas como é apresentado na Figura 57. A funcao de kernel
do tipo base radial gaussiana foi escolhida devido aos bons resultados apresentados em
outras pesquisas (WAINER; FONSECA, 2021; ZHU; XIONG; LIANG, 2018). Pode ser
observado nesta figura que as duas técnicas de selecdo de caracteristicas foram eficazes
e apresentaram desempenhos semelhantes. Também constata-se que o SVM alcangou
os melhores resultados com os valores de C' = 2° e C = 211,

Através dos resultados apresentados na Tabela 30, verifica-se que o uso dos
métodos de reducao de atributos melhoraram o desempenho do classificador SVM
para os 3 valores de C testados. A utilizagao das técnicas OOBFI| e RELIEFF também
diminuiu a quantidade de caracteristicas usadas, reduzindo assim o tempo de resposta

do algoritmo.
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Figura 57 — Avaliacio da selecao de caracteristicas empregando SVM.
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Comparando os resultados apresentados na Tabela 30, verifica-se que os métodos
OOBFI + SVM e REL + SVM, ambos com C = 2°, mostraram resultados equivalentes no
que diz respeito a acuracia e o desvio padrao relacionado a mesma. Ja no que tange ao
numero de caracteristicas 0 OOBFI supera o REL, pois seleciona um nimero menor de
caracteristicas reduzindo assim o tempo de resposta do classificador.

Através da analise dos resultados apresentados na Tabela 30, constata-se que a
configuragdo que apresentou a melhor performance foi 0 OOBFI + SVM com C = 2°. O
emprego da técnica OOBFI diminui em cerca de 24% o nimero de caracteristicas, além
de reduzir o tempo de resposta deste classificador em 0,9 s quando comparado ao caso

da aplicagdo do SVM com C = 2 utilizando as 198 caracteristicas.

Tabela 30 — Comparagao de métodos empregando SVM.

Método C N.2de caracteristicas Tempo Acuracia

SVM 21 198 0,16s 72,43% + 2,15%
OOBFI + SVM 271 154 0,14s 74,03% +2,61%
REL + SVM 21 96 0,12s 74,11% + 2,72%
SVM 20 198 0,29s 81,52% + 2,23%
OOBFIl + SVM 2% 150 0,20s 883,24% + 1,62%
REL + SVM 20 156 0,21s 82,79% + 2,56%
SVM 211 198 0,42s 81,51% + 2,65%
OOBFI + SVM 2! 150 0,29s 83,19% + 1,62%
REL + SVM ol 156 0,37s 82,51% + 2,56%

6.4.2 Resultados empregando o K-NN

O desempenho do classificador K-NN foi avaliado em 3 casos: /) utilizando todas
as 198 caracteristicas senoidais extraidas, ii) aplicando o algoritmo OOBFI com 45
arvores para selegao de caracteristicas, e iii) empregando o algoritmo RELIEFF (REL)
para selecao de caracteristicas.

Os hiperparametros usados foram a distancia euclidiana e 3 valores distintos
de vizinhos K € {1,5,10} para verificar o desempenho do classificador em fungao
do numero de caracteristicas e do uso das duas técnicas de selecao de atributos. A
distancia euclidiana foi usada devido a ser a mais comumente aplicada (BAZINE; HUAY];
BOUKHECHBA, 2019; MIAN; CHOUDHARY; FATIMA, 2022). Através da Figura 58
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observa-se que as duas técnicas de selegao de atributos foram eficazes e mostraram
resultados similares.

Por meio dos resultados mostrados na Tabela 31, constata-se que o emprego dos
métodos de reducao de caracteristicas melhoraram o desempenho do algoritmo K-NN
para os valores de vizinhos utilizados. O emprego das técnicas também reduziu 0 nimero
de caracteristicas usadas, diminuindo assim o tempo de resposta do classificador.

Comparando os resultados apresentados na Tabela 31, verifica-se que os métodos
OOBFI + K-NN e REL + K-NN, ambos com 1 vizinho, apresentaram resultados equiva-
lentes no que tange a acuracia e o desvio padrao relacionado a mesma. Em relacao ao
nuamero de caracteristicas 0 OOBFI supera o REL, pois seleciona um nimero menor de
caracteristicas.

A partir da comparacao dos resultados mostrados na Tabela 31, nota-se que a
configuracao que apresentou o melhor desempenho foi o OOBFI + K-NN com 1 vizinho,
a configuracao com 1 vizinho também apresentou bons resultados em (THANH NOI;
KAPPAS, 2017; RAUBER et al., 2021). A aplicagao da técnica OOBFI, diminui em cerca
de 57% o numero de caracteristicas, além de reduzir pela metade o tempo de resposta
deste classificador, quando comparado ao caso da aplicagao do algoritmo K-NN com 1

vizinho utilizando as 198 caracteristicas.

Tabela 31 — Comparagao de métodos empregando K-NN.

Método Vizinhos N.2 de caracteristicas Tempo Acuracia
K-NN 1 198 0,04s 69,58% + 2,50%
OOBFI + K-NN 1 85 0,02s 74,01% + 1,89%
REL + K-NN 1 118 0,02s 74,15% + 1,58%
K-NN 5 198 0,056s 69,91% + 2,13%
OOBFI + K-NN 5 108 0,02s 72,58% + 3,03%
REL +K-NN 5 131 0,03s 72,36% + 2,25%
K-NN 10 198 0,06 s 70,30%=* 2,21%
OOBFI + K-NN 10 108 0,03s 70,62% + 2,95%

REL + K-NN 10 168 0,04s 71,28% + 4,33%
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6.4.3 Resultados empregando o SSAE

O desempenho do classificador SSAE foi avaliado em 3 casos: /) aplicando todas
as 198 caracteristicas senoidais extraidas, ii) aplicando o algoritmo OOBFI com 45
arvores para selegao de caracteristicas, e iii) empregando o algoritmo RELIEFF (REL)
para selecao de caracteristicas.

Os hiperparametros empregados para treinar o SSAE foram i) coeficiente de
decaimento de 0,0001, ji) coeficiente de penalidade de esparsidade de 0,001, jii) fator de
esparsidade de 0,2, iv) 3 camadas ocultas, e v) camada de classificacao do tipo soffmax.
As configuragdes deste classificador foram baseadas nos resultados obtidos em (ZHANG,
Y. et al., 2020). Para medir o desempenho do SSAE, conforme a variagcdo da quantidade
de caracteristicas, foram avaliadas 3 configuragdes distintas de quantidades de neur6nios
N € {{198 — 100 — 50}; {100 — 50 — 20}; {50 — 20 — 10} } nas camadas ocultas em conjunto
com a aplicacao das técnicas OOBFI e RELIEFF conforme mostra a Figura 59.

Por meio dos resultados mostrados na Tabela 32, observa-se que o emprego do
método de reducao de caracteristicas melhorou o desempenho do algoritmo SSAE, sendo
mais evidentes nas seguintes configuracdes de quantidades de neurbnios nas camadas
ocultas {100 — 50 — 20} e {50 — 20 — 10}. Ademais, 0 emprego dos métodos de selegcao
de caracteristicas também reduziu o tempo de resposta do classificador.

A partir da comparacao dos resultados mostrados na Tabela 32, nota-se que a
configuragao que apresentou o melhor desempenho foi o OOBFI + SSAE com o seguinte
numero de neurdnios na camada oculta {100 — 50 — 20}. A aplica¢éo da técnica OOBFI
possibilita 0 uso de 47 caracteristicas a menos, além de reduzir pela metade o tempo de
resposta deste classificador, quando comparado ao caso da aplicagao do algoritmo SSAE

com a mesma configuracdo de neurdnios utilizando as 198 caracteristicas.
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Tabela 32 — Comparagao de métodos empregando SSAE.

Método Ne N.2 de caracteristicas Tempo Acuracia

SSAE {198 — 100 — 50} 198 0,52s 74,25% + 1,74%
OOBFI + SSAE {198 — 100 — 50} 160 0,28s 76,50% + 2,97%
REL + SSAE {198 — 100 — 50} 159 0,44s 76,88% + 2,02%
SSAE {100 — 50 — 20} 198 0,50s 73,89% + 1,52%
OOBFI + SSAE {100 — 50 — 20} 151 0,25s 77,56% + 2,51%
REL + SSAE {100 — 50 — 20} 186 0,30s 75,65% + 2,11%
SSAE {50 — 20 — 10} 198 0,283s 73,79% + 1,13%
OOBFI + SSAE {50 — 20 — 10} 161 0,17s 76,40% + 1,50%
REL + SSAE {50 — 20 — 10} 192 0,22s 75,87% + 1,79%

6.4.4 Comparando as melhores configuracoes dos classificadores

Os resultados apresentados nas sec¢oes anteriores mostram que a utilizagao da
andlise senoidal pode ser aplicada para obter caracteristicas que permitam identificar
falhas combinadas em maquinas rotativas.

Na Tabela 33 sao apresentadas as melhores configuragoes de hiperparametros
para cada um dos 4 classificadores. Como pode ser observado na Tabela 33, o classifica-
dor random forest, juntamente, com a técnica de selecao OOBFI apresentou a melhor
acurdcia e foi um dos métodos que utilizou a menor quantidade de caracteristicas, no en-
tanto, o mesmo apresentou maior tempo de processamento para dar a resposta referente
a uma classificagao, contudo caso seja necessario este algoritmo pode ser implementado

de forma paralela diminuindo assim o tempo para fornecer uma classificagao.

Tabela 33 — Comparagao das melhores configurag6es dos classificadores.

Método Hiperparametro N.2 de caracteristicas Tempo Acuracia
OOBFI + RF Arv =45 120 0,62s 86,35% + 2,22%
OOBFI + SVM C=2° 150 0,20s 83,24% + 1,62%
REL + K-NN K=1 118 0,02s 74,01% + 1,89%
OOBFI + SSAE N, = {100 — 50 — 20} 151 0,25s 77,56% + 2,51%

A fim de analisar de forma mais detalhada o método que teve o melhor desem-
penho, foram tragadas as curvas Receiver Operating Characteristic (ROC) para aferir a
performance do classificador em cada um dos cenarios avaliados. A area sob a curva

ROC, Area Under the Curve (AUC), € uma métrica empregada para avaliar a propor¢ao
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de verdadeiros positivos em relagao a taxa de falsos positivos, com valor necessaria-
mente situado no intervalo [0,1]. Ela € amplamente utilizada no campo de diagnéstico de
falhas de maquinas rotativas (HE et al., 2016; LUWEI; YUNUSA-KALTUNGO; SHA’ABAN,
2018). O verdadeiro positivo corresponde a um exemplo do cenario de interesse que
foi classificado corretamente, enquanto o falso positivo corresponde a um exemplo do
cenario de interesse classificado incorretamente.

Através da Figura 60, é possivel verificar o desempenho do classificador quanto a
identificagao de cada um dos 7 cenarios estudados, nesta figura a classe de interesse
corresponde a classe positiva enquanto que as demais classes sdo agrupadas em uma
Unica classe passando a representar a classe negativa. Quanto mais préxima a curva
estiver das bordas esquerda e superior, melhor sera a performance do classificador
para este cenario e maior é o valor AUC. Os cenarios em que o classificador random
forest obteve o melhor desempenho foram o normal (AUC=0,993) e o desalinhamento
vertical associado ao desalinhamento horizontal (AUC=0,991). J& as classes que tiveram
os menores valores de AUC foram desbalanceamento associado ao desalinhamento
horizontal (AUC=0,968) e desbalanceamento combinado com desalinhamento horizontal

(AUC=0,969).

6.5- Consideracoes finais

Neste capitulo, o uso da andlise senoidal em sinais de vibragao se mostrou eficaz
na representagao de falhas simples e combinadas de uma maquina rotativa. Além disso,
também foi constatado que o uso das técnicas de selecao de caracteristicas OOBFI e RE-
LIEFF foi capaz de diminuir a dimensao dos vetores de carateristicas utilizados causando
assim a redugao do tempo de resposta e aumentando a acuracia dos classificadores
devido a remocao de caracteristicas irrelevantes e redundantes.

Através dos resultados apresentados neste capitulo, pode-se perceber que a
técnica de extracao de caracteristicas a partir da analise senoidal associada a técnica de
selegao de atributos OOBFI e ao classificador random forest € efetiva para a tarefa de
classificacao de diagnostico de falhas combinadas em maquinas rotativas atingindo uma

acuracia de 86,35%, reduzindo o niimero de caracteristicas utilizadas em mais de % e
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diminuindo o tempo de processamento. Ademais, por meio das curvas ROC, foi visto que
o classificador random forest teve um bom desempenho no reconhecimento de falhas

combinadas.
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Figura 60 — Curvas ROC: (a) cenario normal; (b) cenario de desbalanceamento; (c)
cenario de desalinhamento horizontal; (d) cenario de desalinhamento vertical; (e) cenario
de desbalanceamento + desalinhamento horizontal; (f) cenario de desbalanceamento
+ desalinhamento vertical; e (g) cenario de desalinhamento vertical + desalinhamento
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tal.
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7- Decomposicao de falhas combinadas

Neste capitulo é apresentado um método para decomposicao de sinais combina-
dos formados por falhas de desbalanceamento e desalinhamento. O objetivo € identificar
as peculiaridades destas duas falhas em um cenario em que a maquina rotativa apre-
sente simultaneamente estas duas situagdes. Entdo, sdo avaliados os desempenhos das
técnicas Empirical Mode Decomposition (EMD), Variational Mode Decomposition (VMD) e
Improved Variational Mode Decomposition (IVMD) para decomposi¢ao destas falhas, com

o objetivo de quantificar a severidade das falhas que compdem as falhas combinadas.

7.1- Técnicas para decomposicao de falhas combinadas

Nesta secao sera explicado o funcionamento de duas técnicas de decomposicao
de sinais: o EMD e o VMD, empregadas em sinais de vibragcdo de maquinas rotativas.
Neste capitulo também sera mostrado o principio de funcionamento da técnica IVMD
proposta nesta tese. As técnicas EMD e VMD foram escolhidas devido as suas eficacias
para decomposicao de sinais sem a necessidade de conhecer informagdes prévias a
respeito dos sinais (Yl et al., 2017; WANG, H. D. et al., 2020). Além disso, estas técnicas
tém sido empregadas com sucesso em diversas areas tais como reconhecimento de
sinais de audio, controle de processos, na area médica (SHARMA et al., 2017) e em

sinais de vibracao (NI et al., 2022).

7.1.1  Empirical Mode Decomposition (EMD)

O Empirical Mode Decomposition (EMD) € uma técnica nao linear adaptativa
desenvolvida para representar sinais ndo estacionarios como somas de sinais com

média zero modulados em amplitude e frequéncia de forma confiavel (PATEL; SHAKYA,
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2020). A partir do emprego do EMD € possivel decompor um sinal em fungées modais
intrinsecas as quais precisam cumprir duas condigdes: i) a quantidade de picos e 0
numero de cruzamentos de zero devem ser iguais, ou no maximo diferir de um em relacao
a quantidade para todo o conjunto de dados, e ii) para todos os pontos o valor médio do
sinal de envoltéria referente ao valor minimo e maximo locais é igual a zero (HUANG, N. E.
et al., 1998).

A Funcao de Modo Intrinseco (FMI) tem a capacidade de exprimir os modos
de oscilagao presentes em um dado sinal. Desta forma a FMI em cada um dos ciclos
apresenta apenas um modo de oscilacdo, esta peculiaridade permite a utilizagdo da
transformada de Hilbert com o objetivo de obter as frequéncias instantaneas e amplitudes
dos modos (HUANG, N. E. et al., 1998).

Para que um sinal possa ser decompostos em FMIs a partir do emprego do EMD, o
processo de decomposicao deve atender aos seguintes requisitos: o sinal deve apresentar
ao menos dois picos um de minimo e um de maximo; a escala de tempo caracteristica
usada é dada pelo intervalo de tempo entre 0s picos e caso o sinal ndo apresente picos,
mas possua pontos de inflexdo entdo calcula-se a derivada do sinal a fim de mostrar os
picos (HUANG, N. E. et al., 1998).

O principio de funcionamento do EMD segue as etapas descritas no Algoritmo 2
(LEIl et al., 2013; SHARMA et al., 2017).

No decorrer das iteragdes do Algoritmo 2 o nimero de valores de maximo e minimo
diminui, logo pode se garantir a decomposi¢ao completa empregando um determinado
nimero de modos finito. Apos realizar todas as etapas discriminadas neste algoritmo, um

sinal (k) pode ser representado por:

Km
w(k) =re (k) + Y _mi(k), (61)
=1

onde r. é o sinal de residuo final, K,,, € a quantidade de modos e m,; corresponde as
fungdes de modo intrinseco.

A técnica EMD destaca-se por apresentar alta precisao, alta estabilidade e adapta-
bilidade a diversos tipos de sinais. Ela consegue extrair com precisao e eficacia pequenas
peculiaridades dos sinais originais, além de reduzir a possibilidade de ocorrer o leakage,
ou seja, a energia real do sinal espalha-se em torno das frequéncias adjacentes em

relacao as frequéncias que deveriam estar concentradas (SUN et al., 2021).
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Algoritmo 2 — Pseudocédigo da técnica EMD.

%  K,,: numero total de modos de decomposigao.
% xz(k): sinal a ser decomposto.

% 1o sinal de residuo inicial.

% r;: sinais de residuo intermediarios.

% 1. sinal de residuo final.

%  hi(k): sinal candidato a ser uma FMI.

% e;: valor médio dos sinais de envoltoria.

% m;: sinal que corresponde a uma FMI.

L1) Escolha o nimero de modos K,

L2) ro < x(k)

L3) i « 1

L4) Realizacao da extragao da FMI referente ao indice i atual

L5) k + 1

L6) ( ) — -1

L7) Obtengao dos valores minimo e maximo locais de h;(k — 1)

L8) Realizacao da interpolagdo cubica spline entre 0 minimo e maximo local com o
objetivo de construir as envoltorias inferiores emin € superiores emax de h;(k — 1)
(L9) ik — 1) ¢ cmnome:

(L10) hi(k) «+ hiy(k—1) —e;(k—1)

(L11) if h;(;,) atende aos requisitos de uma FMI then
(L12) m; < hi(k)
(L13) else

(L14) Retorne a linha (L7) com k < k + 1
(L15) end if
(L16) rjy1 < 7 — my
(L17)
(L18)
(L19)
(L20)
(L21)
(L22)

(
(
(
(
(
(
(
(

L17) if r;+, apresentar ao menos dois valores extremos then
L18) Retorna a linha (L4) com i <+ i+ 1
L19) else

L21 Termmo do processo de decomposi¢ao
L22) end if
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Por outro lado, o EMD apresenta alguns pontos fracos: provoca distorgdes no
inicio e no término do sinal, os modos decompostos por este método nao obedecem ao
principio de conservacao da energia, ou seja, a soma das energias dos modos dos sinais
decompostos ndo é igual a energia do sinal original e em alguns casos provoca a mistura
de modos, isto €, componentes de fungées modais intrinsecas diferentes sao atribuidas a
um unico modo, o que pode ocasionar o aliasing, isto é, o fendbmeno da subamostragem
gue ocorre quando um sinal € adquirido com uma taxa menor do que o dobro da maior
frequéncia presente no sinal, prejudicando assim a separagao de sinais compostos (LEI
et al., 2013; PATEL; SHAKYA, 2020).

7.1.2 Variational Mode Decomposition (VMD)

O Variational Mode Decomposition (VMD) é um método adaptativo, cujo objetivo
€ decompor um sinal nao estacionario em um numero discreto de subsinais (DIBAJ
et al., 2021). O VMD decompde um sinal em varias fungdes modais intrinsecas, que sao
descritas como sinais modulados em amplitude e frequéncia em que as energias dos
sinais se concentram em torno das frequéncias centrais, usando peculiaridades do filtro
de Wiener para bandas adaptaveis (LI, J. et al., 2019). Um modo m(¢) € uma funcdo no

tempo t expressa por:

my(t) = Ag(t)cos (wi(t) + (1)), (62)

onde Ag(t) representa a amplitude, wy(¢) € a frequéncia instantanea e 6,(t) é a fase
referente a um determinado modo my(t). A derivada de 60, (¢t) em relacdo ao tempo
é representada por 6;(t). As seguintes restricdes devem ser respeitadas: A (t) > 0;
0(t) > 0; Ak(t) e x(t) deve mudar mais lentamente do que 6 (t). Considerando cada
um dos modos, calcula-se a transformada de Hilbert do sinal para encontrar o espectro
de frequéncia unilateral. Além disso, para cada modo, o espectro de frequéncia é alterado
para a banda base, através da combinagdo com um sinal exponencial sintonizado na
frequéncia central do respectivo modo (DRAGOMIRETSKIY; ZOSSO, 2013).

O modo my(t) pode ser encarado como um sinal harménico puro com amplitude

A (t) e frequéncia instantanea wy(t) ao considerar um periodo de tempo suficientemente
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grande. Estes parametros podem ser determinados pelo seguinte problema variacional

2
} ; (63)
2

onde 0, denota a derivada parcial em relagdo ao tempo; §(t) é a distribuigcdo de Dirac com

restrito:

o [(5@) + é) ; mk(t)] "

Km
min
{mi}{wr} {Z

k=1

o(t) = %&) * representa a operagao de convolugdo e K, representa o numero total de
modos (REHMAN; AFTAB, 2019).

No VMD, o problema de otimizagao restrita € resolvido usando o termo de pe-
nalidade quadratico e multiplicador lagrangeano gerando assim um problema irrestrito

definido por:

Km . 2
=T " J *m e Iwkt
L (Mg wi,0) = ; ) K(S(t) + m) k(t)] .
Kom 2 Kom
£ =D ma®)]| + <a<t>,f<t> — ka<t>> : (64)
k=1 2 k=1

onde 7 representa o parametro de penalidade usado para ajustar a fidelidade de reconstru-
cao e a é o multiplicador lagrangeano usado para impor restricoes de forma estrita. A
combinagcao dos termos apresentados na Equacao (64) faz com que seja possivel a
utilizacado da penalidade quadratica em propriedades de convergéncia de peso e a
aplicacao estrita da restricdo pelo multiplicador lagrangeano.

A solucao para a Equacao (64) é determinada pela aplicagao do método de
direcao alternativa de multiplicadores (FUKUSHIMA, 1992), que produz a seguinte relagao
recorrente:

st W) = T i) + (6(w)/2)

Mhe(w) = 14 27(w — wy)? ) (65)

onde mz(tl) € 0 modo atualizado, w (t) = %(f) e f(w) é o valor atualizado de f(w). A

expressao acima representa uma filtragem de Wiener do residuo atual. Assim, todo
o espectro do modo real é entao calculado aplicando a simetria Hermitiana, ou seja,
considerando que o conjugado da funcao complexa é igual ao sinal da fungao original com
a variavel de entrada com sinal negativo. O modo no dominio do tempo é correspondente

a parte real da transformada inversa de Fourier do sinal analitico filtrado. Ja & representa
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o multiplicador lagrangeano atualizado, com as respectivas frequéncias centrais sendo

atualizadas por:

_ Joow ()] dw

L (w) P dw

(66)

Resolvendo a Equacao (66) torna wy, o centro de gravidade do espectro de poténcia
do modo em questao. Esta frequéncia portadora média corresponde, a frequéncia de
uma regressao linear de minimos quadrados para a fase instantanea de um determinado
modo.

As vantagens do VMD em relagao a técnica EMD sao as seguintes: maior ro-
bustez a sinais ruidosos devido a aplicagao de filtros de Wiener presentes no método,
equilibrio dos erros na decomposicao dos modos devido a caracteristica nao recursiva da
técnica e a possibilidade de determinagcao de uma banda estreita para identificagcao dos
modos (JIANG et al., 2018).

Uma explicagdo mais detalhada do funcionamento do algoritmo VMD é apresen-
tada em (DRAGOMIRETSKIY; ZOSSO, 2013).

Sintonizacao de parametros do VMD

A esparsidade da largura de banda dos modos decompostos esta relacionada
com a independéncia dos modos no dominio do tempo, neste contexto a esparsidade
diz respeito a sinais que apresentam um alto nimero de valores nulos ou muito proximo
de zero, concentrando assim a informagao dos sinais em pequenas faixas de frequéncia.
Caso a quantidade de modos e o parametro de balanceamento nao sejam corretamente
estabelecidos havera uma grande possibilidade de mistura de modos o que acarretara
no aumento da largura de banda dos mesmos (DIBAJ et al., 2021; DRAGOMIRETSKIY;
Z0SSO0, 2013).

A eficacia da decomposicao realizada pelo VMD esta associada a escolha de
seus parametros ajustaveis. Os dois parametros sdo o nimero K, de modos intrinsecos
e o parametro de balanceamento 7. Ao escolher um valor muito pequeno de K,,, 0s

modos intrinsecos produzidos pelo VMD nao sao capazes de apresentar as informacoes
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relevantes para a identificagdo das peculiaridades da falha. Por outro lado, um valor muito
alto de K,,, causa interferéncia de informacdes entre os modos intrinsecos extraidos, o
gue também prejudica a identificacao adequada de todas as caracteristicas da falha.

O parametro de balanceamento 7 tem a funcao de determinar a largura de banda
significativa para realizar a decomposi¢ao. Se o valor 7 for muito grande, partes relevantes
do sinal serdo compartilhadas entre dois ou mais modos intrinsecos distintos, dificultando
a obtencéao de falhas simples pela decomposi¢do da falha composta. Por outro lado, se 7
for muito pequeno, o VMD produzira modos intrinsecos que contém principalmente ruido.
Sendo assim, a escolha de um Unico parametro de balanceamento para separacao de
sinais compostos distintos prejudica a separacao dos modos de forma adequada (LI, J.
et al., 2019). Portanto, esses parametros devem ser escolhidos adequadamente para
uma identificacdo correta da falha (DRAGOMIRETSKIY; ZOSSO, 2013).

7.2- Sistema proposto

Esta secao apresenta o sistema proposto que realiza o diagnéstico da maquina e
estima a gravidade da falha a partir dos sinais de vibracdo medidos. O diagrama de blocos
do sistema proposto € apresentado na Figura 61. Primeiro, o sinal de vibracao é medido
através dos sensores, depois o0 sinal é filtrado para reduzir a presenga de ruido. Apds a
filtragem, o processo de extracao de caracteristicas é realizado para reduzir a quantidade
de informagdes a serem processadas pelo classificador. Apds esta etapa, a identificacao
de falhas é realizada no bloco de identificagao de falhas. Se ocorrer uma falha simples, o
sistema indica o tipo de falha que esta ocorrendo junto com sua severidade. Por outro
lado, caso seja identificada uma falha combinada, ela é separada pelo método IVMD e,
posteriormente, as falhas isoladas sao enviadas ao bloco de Integracdo. Este bloco envia
os sinais de velocidade de vibragao das falhas decompostas, para o bloco de diagnostico
e mensuracgao da severidade, que tem a finalidade de informar o tipo de falha que esta
ocorrendo juntamente com a sua respectiva severidade. Cada etapa da Figura 61 &

explicada em detalhes nas subsecdes a seguir.
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Figura 61 — Diagrama de blocos do sistema proposto.

7.2.1 Aquisicao e filtragem

Os sinais de vibragao foram adquiridos por 5 segundos com uma taxa de amos-
tragem F; = 50 kHz usando o software Labview™ conforme metodologia descrita na
Secdo 3.5.2.

Os sinais de vibragao, geralmente, contém um alto nivel de ruido. Portanto é
necessario filtrar o sinal antes de realizar a sua integragao a fim de obter o valor da
severidade da falha (KLAUSEN; VAN KHANG; ROBBERSMYR, 2018). De acordo com a
recomendacao da norma ISO 10816, foi utilizado um filtro digital passa-banda [10, 1000]
Hz para reduzir a presenca de ruido no sinal (ISO 10816-1, 1995). Foi utilizado um filtro
digital de resposta ao impulso finita de ordem 250 com janelas de Hamming, pois este

tipo de filtro é estavel e apresenta fase linear (DINIZ; SILVA; NETTO, 2014). A escolha
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deste tipo de janela é devido aos bons resultados apresentados em (RAHI; MEHRA et al.,
2014; HANNAH; AGORDZO0, 2020).

7.2.2 Extracao de caracteristicas

A extracao de caracteristicas € uma etapa importante para a identificacao de falhas
em maquinas rotativas porque diminui a complexidade do problema de aprendizagem para
o classificador (MARTINS et al., 2019). Visando reduzir a quantidade de informacao a
ser processada pelo classificador, foram obtidas as caracteristicas descritas na Tabela 18
para os sinais obtidos no mancal interno e no mancal externo da maquina, sendo assim

resultando num vetor de caracteristicas com 217 elementos.

7.2.3 Identificacao de falha

A etapa de diagnéstico foi feita usando o classificador SVM, pois este apresentou
melhor desempenho do que os demais conforme é mostrado na Secao 7.3.1. Na etapa
de diagnéstico indica-se qual dos sete cenarios a maquina apresenta. Também € obtida a
informacao se a falha € simples ou composta, conforme mostrado na Figura 61 na etapa

de identificacao da falha.

7.2.4 Integracao

A integragao do sinal de vibragao é realizada para converter o sinal de aceleragao
no sinal de velocidade. A etapa de integracao do sinal de aceleracao é baseada no padrao
internacional ISO 10816, que emprega o valor quadrado médio do sinal de velocidade
de vibracao para determinar a severidade da falha em uma maquina rotativa (WANG,
Zhigiang et al., 2019).
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Os sinais de vibragao das maquinas rotativas apresentam uma formagao complexa
e sao constituidos por muitos elementos harmoénicos. Sendo assim, antes de aplicar a
integracao, é necessario remover a componente de corrente continua do sinal, conforme
mostrado nas Equacdes (67) e (68). Segundo recomendado em (GUO et al., 2018)
subtraiu-se o valor médio do sinal de aceleragao para remover componente de corrente

continua. As equacdbes a seguir mostram o procedimento realizado:

asde(t) = a(t) — a, (67)

o(t) = / asco(t)dt + Ci, (68)

onde a(t) é o sinal de aceleragao de vibragao original, a é o valor médio de a(t) e agqc(t)
corresponde ao sinal de aceleracao sem o valor DC. Na Equagao (68), C; € a constante

de integracao e v(t) representa o sinal de velocidade de vibragao.
7.2.5 Improved Variational Mode Decomposition (IVMD)

A maioria das pesquisas que trata do problema de falhas compostas aplicando a
técnica VMD analisa defeitos formados por falhas em rolamentos. Para esses cenarios,
uma abordagem eficaz para otimizar as escolhas dos parametros do VMD, K,, e 7 €
baseada no recurso de curtose, que & uma métrica estatistica que pode ser usada
para reconhecer falhas que causam o efeito impulsivo nos modos decompostos pelo
VMD (WANG, H. D. et al., 2020; MIAO; ZHAO; LIN, 2019). Outras abordagens sao basea-
das na entropia do espectro de envoltéria (YAN; JIA; XIANG, 2016) ou desconvolucao
de entropia minima (LIU; XIANG, 2019), que também sao eficazes para identificar falhas
com caracteristicas impulsivas.

Estas estratégias em conjunto, no entanto, nao sao capazes de separar falhas
compostas formadas por desbalanceamento e desalinhamentos paralelos horizontais/-
verticais, conforme abordado nesta tese. Portanto, algumas modificagdes sao propostas
para a técnica VMD padrao, levando ao algoritmo denominado /mproved variational mode

decomposition (IVMD).
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Usando o método VMD tradicional para decompor os sinais em K,, modos,
verificou-se experimentalmente que o melhor valor de K, para o conjunto de dados
COMFAULDA ¢é K,, = 2, ap6s realizar simulagdes usando K, € {2,3,4,5} (MIAO; ZHAO;
LIN, 2019). Ao decompor os modos, nao se sabe qual modo representa cada tipo de
falha, pois o algoritmo VMD nao fornece essa informacao. Assim, a primeira melhoria feita
pelo IVMD foi identificar automaticamente os modos decompostos que representam cada
tipo de falha. Para esta finalidade foi empregada a magnitude do espectro na frequéncia
fundamental para distinguir o modo de decomposi¢ao do desbalanceamento dos modos
de decomposicao dos desalinhamentos horizontais e verticais.

Nas Figuras 62 e 63, pode-se comparar as primeiras magnitudes na velocidade de
rotacdo da maquina para o desbalanceamento (30 gramas) em relagao aos cenarios de
desalinhamento horizontal (2,0 mm) e vertical (1,91 mm), respectivamente, de acordo com
a velocidade da maquina rotativa. Ambas as figuras ilustram que a falha de desbalancea-

mento produz amplitudes espectrais muito mais altas do que as falhas de desalinhamento.

6 T T T T
B Desbalanceamento de 30 gramas
5 Il Desalinhamento horizontal 2,00 mm

Amplitude em Ry ()
[OY)

13 20 30 40 50 60
Velocidade de rotacao (Hz)

Figura 62 — Comparacdes das amplitudes do espectro de frequéncia na velocidade de
rotacao da maquina dos cenarios de desbalanceamento e desalinhamento horizontal.

A segunda melhoria foi feita em relagao ao ajuste do parametro de penalidade
VMD 7, pois estamos lidando com dois tipos diferentes de falhas compostas por des-
balanceamento e desalinhamento no conjunto de dados COMFAULDA. O fator de pe-
nalidade foi ajustado para cada tipo de combinagao de falhas, de acordo com a etapa

de identificagcao de falhas descrita na segao 7.2.3. Os valores de fator de penalidade,
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6 T T T
B Desbalanceamento de 30 gramas
| [_IDesalinhamento vertical 1,91 mm

Amplitude em Ry (9)
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A
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Figura 63 — Comparagdes das amplitudes do espectro de frequéncia na velocidade de
rotacdo da maquina dos cenarios de desbalanceamento e desalinhamento vertical.

7 € {1, 10000, 20000, . . ., 140000, 150000}, foram testados.

Outra deficiéncia da técnica VMD é favorecer a decomposicao da falha com maior
severidade, atribuindo-lhe a maior parte da magnitude espectral do primeiro harmonico.
Portanto, como as falhas de desbalanceamento e desalinhamento afetam as amplitudes
dos quatro primeiros harmonicos do espectro de frequéncia, o VMD apresenta dificuldades
em separar o modo referente a falha com menor severidade, isto €, os desalinhamentos.
Por isso foi proposta outra modificacao do VMD introduzindo um fator g que distribui
o primeiro valor harmonico entre todos os modos de falha identificados. Analisando o
espectro de frequéncia das falhas simples apresentadas nas Figuras 62 e 63, é possivel
determinar um valor de 3 que varia de acordo com a faixa de frequéncia. As faixas de
frequéncia usadas para determinar o valor g foram {12-20; 21-30; 31-40; 41-50; 51-60}Hz.
 é dado pela razdo média da amplitude do espectro de frequéncia em R, da falha que
apresenta menor gravidade para a falha com maior gravidade em uma determinada faixa
de frequéncia. Também foi incorporada uma melhoria em relagao aos niveis de magnitude
no segundo, terceiro e quarto harménicos, que foram devidamente distribuidos entre
os modos identificados, ao invés de associa-los a um modo Unico, como realizado pela
abordagem VMD padrao. Para o ajuste dessas amplitudes harmonicas entre os diferentes
modos de falha, foram utilizados filtros digitais de Resposta Infinita ao Impulso (lIR) do

tipo rejeita faixa Butterworth nestas frequéncias, este tipo de filtro foi escolhido para esta
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aplicacao por possibilitar a criagdao de um filtro com ordem reduzida, possibilitando maior
velocidade de processamento (SENANAYAKA; VAN KHANG; ROBBERSMYR, 2017). Um
filtro de ordem 30 foi aplicado para ajustar o segundo harmoénico, e um filtro de ordem 50

ajustou as amplitudes do terceiro e quarto harmdnicos.
7.2.6 Diagnostico de falhas e determinacao de severidade

Além de detectar e classificar os tipos de falhas, também é relevante em situagées
praticas estimar a severidade da falha para um diagndstico completo de uma determinada
maquina rotativa. De acordo com o padrao ISO 10816, o estado operacional da maquina
pode ser obtido comparando a gravidade da falha de um caso defeituoso com a gravidade
da vibracao da maquina na condigcao normal de operacao (ISO 10816-1, 1995). A
severidade € definida com base no valor médio quadratico da velocidade de vibragao,

dado por:

T 1 )
Sev :/0 TU (t)dta (69)

onde T € a duracao do sinal de vibracao e v € a velocidade do sinal de vibracao. Neste
capitulo da tese, a velocidade radial de vibragao foi empregada para avaliar a severidade
da falha, pois esta diregao apresenta amplitudes maiores que as diregdes axial e tan-
gencial para falhas de desbalanceamento e desalinhamento. Quando ocorre uma falha
combinada, o sistema de diagnostico proposto estima a severidade de cada uma das
falhas individuais, permitindo verificar qual tipo de falha apresenta maior contribuigao para

o nivel total de vibracdo da maquina.
7.3- Resultados e Discussao

Esta secao apresenta e discute os resultados obtidos em relagdo a: i) classificacao
de falhas, i/) desempenho de métodos de decomposicao para sinais analiticos de vibragao,

e iiil) desempenho de métodos de decomposicao para sinais de vibragao reais.
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7.3.1 Classificacao

A etapa de classificacao visa identificar os sete cenarios diferentes apresentados
no conjunto de dados COMFAULDA com 2162 sinais, cujas classes sao denominadas
por: operacao normal (No), desbalanceamento (D), desalinhamento horizontal (DH),
desalinhamento vertical (DV), desbalanceamento + desalinhamento horizontal (DDH),
desbalanceamento + desalinhamento vertical (DDV), e desalinhamento horizontal + de-
salinhamento vertical (DHDV). Para obtengao dos modelos de classificagao foi utilizada
a técnica K -fold com 5 particdes para divisdo do conjunto de dados, 4 particdes foram
usadas para etapa de treinamento e 1 para a fase de teste.

Para identificar o tipo de falha que a maquina esta apresentando foram avaliados
quatro tipos de classificadores, a saber: maquina de vetores de suporte (SVM), K-vizinhos
mais proximos (K-NN), random forest (RF) e Stacked Sparse Autoencoder (SSAE). A

seguir descreve-se a forma como foram realizados os treinamentos dos modelos.

Maquina de vetores de suporte

Com o objetivo de realizar o treinamento do algoritmo SVM, foram sintonizados
0s seguintes hiperparametros: v, o termo de regularizagao C' e o tipo de fungao kernel.
Para minimizar o risco de overfitting, o parametro ~ foi ajustado através da otimizacao
Bayesiana (ELSAYAD; NASSEF; AL-DHAIFALLAH, 2022), pois esta € uma técnica,
baseada em modelos probabilisticos, eficiente na sintonizagao de hiperparametros que é
aplicada quando custo de avaliacao da fungao é alto. Para selecionar o melhor valor para
o termo de regularizagao foi feita uma busca no intervalo C € {27°,273,271 . 213 215},
O menor valor do termo de regularizagao que apresentou o melhor desempenho para
o classificador na etapa de treinamento foi C' = 8. As fungdes de kernel testadas foram
a linear e de base radial gaussiana, devido aos bons resultados obtidos em (GU et al.,
2018; LIN et al., 2020). Diante dos dados apresentados nesta pesquisa a fungao kernel
do tipo base radial gaussiana foi a que apresentou os melhores resultados.

Sendo assim através dos resultados apresentados na matriz de confusao (Ta-
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bela 34), verifica-se que € possivel classificar os cenarios apresentados com alta acuracia
para todas as sete classes. O acerto relativo intraclasse médio do SVM é de 95,43%,

associado a um desvio padrao de 1,69%.

Tabela 34 — Matriz de confusao da etapa de teste usando SVM.

Classe alvo(%)

Classe
de No D DH DV DDH DDV DHDV
saida(%)
No 95,39 + 4,00 1,16 +£ 1,79 0+0 0+0 0+0 0+0 0+0
D 1,25 + 1,14 98,30 + 1,47 0+0 0,31 +£ 0,70 1,15 + 1,58 0+0 0+0
DH 2,97 £ 3,69 0+0 95,32 4 4,26 0+0 0,26 + 0,57 0+0 0,26 + 0,59
DV 04+0 04+0 040 95,10 4 3,64 0+0 1,96 4 1,86 0,22 + 0,48
DDH 0,39 + 0,88 0+0 0,95 + 1,31 0,5+ 1,12 95,18 + 2,98 6,31 + 1,65 0,70 + 0,65
DDV 0+0 0,27 + 0,60 0+0 2,06 + 2,14 1,63 &+ 1,45 90,09 + 3,18 0,20 + 0,45
DHDV 0+0 0,27 + 0,61 3,73 + 3,87 2,03 + 1,43 1,78 + 1,86 1,64 + 1,11 98,62 + 1,03

Random forest

O treinamento do algoritmo Random forest foi realizado sintonizando o numero de
arvores que compdem o classificador. Variou-se a quantidade de arvores de 1 até 100
com o proposito de escolher o nimero de arvores capaz de fornecer a maior acuracia na
etapa de treinamento. O valor desse hiperparametro selecionado para compor o modelo
foi de 90 arvores. A regra de divisao usada para formar os nos das arvores do RF foi o
critério de diversidade de Gini, 0 nimero minimo de observagoes por folha utilizadas pelo
classificador foi 5 e 0 nimero de caracteristicas utilizadas em cada no foi 4, sendo essas
caracteristicas selecionadas aleatoriamente. Usando o modelo treinado no conjunto de
teste do classificador foi obtida a matriz de confusdo mostrada na Tabela 35. O RF obteve

uma acuracia de 92,60% associada a um desvio padrao de 1,95%.

Tabela 35 — Matriz de confusao da etapa de teste usando RF.

Classe alvo(%)

Classe
de No D DH DV DDH DDV DHDV
saida(%)

No 95,38 + 4,71 3,28+ 2,70 1,00+ 2,24 0+0 0+0 0+0 0+ 0

D 0+0 92,56 + 5,25 0+0 0,44 + 0,97 0,81 +£ 0,74 0+0 0+0
DH 2,13+ 2,72 0,61 + 0,85 87,79 + 7,84 0+0 0+0 0+0 0+0
DV 040 0+0 0+0 93,66 + 5,50 0+0 2,56 + 3,52 04+0
DDH 0,39 + 0,88 2,66 + 2,06 0+0 0,5+ 1,12 91,76 + 4,14 6,84 + 2,01 0,44 + 0,60
DDV 0+0 0,27 + 0,60 0,55+ 1,24 3,68 + 4,36 0,55 + 0,76 87,52 + 2,78 040,97

DHDV 2,10 + 2,14 0,62 + 0,86 10,66 + 7,42 1,72 + 1,70 6,88 + 4,05 3,08+ 1,40 99,56 + 0,60
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K-vizinhos mais proximos

Com objetivo de selecionar o melhor modelo do algoritmo K -NN para este conjunto
de dados, foram sintonizados os hiperparametros tipo de distancia e nimero de vizinhos.
Os dois tipos de distancia empregadas foram distancia euclidiana e distancia euclidiana
padronizada, sendo esta ultima a que proporcionou melhor resultado. O numero de
vizinhos foi variado na faixa de 1 até 100 para verificar qual o nimero de vizinhos
apresentava a maior acuracia em relagao ao conjunto de treinamento. O numero de
vizinhos que obteve maior acuracia foi 1; portanto este valor foi escolhido para sintonizar
este algoritmo. Foi verificada a acuracia de 100% no conjunto de treinamento e constatou-
se que nao houve sobreajuste para esta configuracao. Ademais, a configuragcao com 1
vizinho também mostrou bons resultados em (THANH NOI; KAPPAS, 2017; RAUBER
et al., 2021). Aplicando o modelo selecionado no conjunto de teste, foi obtida a matriz
de confusao mostrada na Tabela 36. Este algoritmo alcangou uma acuracia de 94,34%,

associada a um desvio padrao de 1,32%.

Tabela 36 — Matriz de confusao da etapa de teste usando K'-NN.

Classe alvo(%)

Classe
de No D DH DV DDH DDV DHDV
saida(%)
No 98,33 + 1,83 3,21 £ 2,15 1,86 + 1,78 1,18 £ 1,12 0+0 0+0 0+0
D 0,39 + 0,86 94,00 + 2,83 0+0 0,81 £ 1,16 0,57 £ 0,79 0+0 0,21 £ 0,48
DH 0,89 + 1,99 0+0 94,31 + 4,43 0,44 + 0,97 0+0 0+0 0,88 + 0,88
DV 0+0 0,27 + 0,60 0+0 94,54 + 2,83 0+0 1,42 + 1,98 0,23 + 0,50
DDH 0+0 1,70 + 1,13 0+0 0+0 91,92 + 2,73 6,94 + 2,22 1,64 + 1,92
DDV 0+0 0,82 + 1,21 0+0 1,43 + 2,20 5,31 + 2,49 91,11 + 2,16 0,88 + 1,46
DHDV 0,39 + 0,88 0+0 3,83 + 3,83 1,60 + 1,68 2,20 + 2,51 0,53 + 0,73 96,16 + 3,25

Stacked sparse autoencoder

A fim de escolher o modelo do algoritmo SSAE com melhor desempenho para
diferenciagao dos tipos de falhas foram avaliadas as seguintes quantidades de neur6nios
nas camadas ocultas: {200 — 100 — 50}, {200 — 50 — 20}, {100 — 50 — 20}, {100 — 50 — 10},
{50 — 20 — 10}, {50 — 20 — 5}, {20 — 10 — 5} e {20 — 5 — 2}. Os outros hiperparametros
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empregados para treinar o SSAE foram: i) coeficiente de decaimento de 0,0001 e 4,736,
ii) coeficiente de penalidade de esparsidade de 0,001 e 0,017, iii) fator de esparsidade
de 0,2 € 0,015, jiv) 3 camadas ocultas, e v) camada de classificacdo do tipo softmax. As
configuracdes deste classificador foram baseadas nos resultados obtidos em (ZHANG, Y.
etal., 2020; SHAO et al., 2017). O melhor modelo do SSAE foi obtido com {100 — 50 — 20}
neurdnios nas camadas ocultas com coeficiente de decaimento de 0,0001; com coeficiente
de penalidade de esparsidade de 0,001 e fator de esparsidade de 0,2. Aplicando o modelo
selecionado no conjunto de teste, foi obtida a matriz de confusdo mostrada na Tabela 37.
Este classificador alcangou um acerto relativo intraclasse de 91,55%, associado a um

desvio padrao de 2,05%.

Tabela 37 — Matriz de confusao da etapa de teste usando SSAE.

Classe alvo(%)

Classe
de No D DH DV DDH DDV DHDV
saida(%)
No 92,27 + 3,27 2,75 + 1,61 3,75+ 4,28 0,83 +£1,13 0+0 0+0 0,23 + 0,50
D 2,34 + 3,15 94,65 + 3,68 0,96 + 1,34 1,75 +£ 2,74 0,88 + 0,82 0,59 + 0,82 0+0
DH 4,18 +£ 2,82 0+0 84,78 + 8,51 0+0 0,26 + 0,57 0+0 1,65 + 1,08
DV 04+0 0,81 £ 1,21 0+0 93,51 4 4,46 0,57 £ 0,79 2,563 £ 2,52 0,85 + 1,40
DDH 0,41 + 0,91 1,17 4+ 1,81 0,5+1,12 0,5+ 1,12 92,93 4 2,84 6,94 + 3,97 2,70 + 1,68
DDV 0+0 0,35 + 0,77 0+0 0,94 +£ 2,10 3,87 + 2,56 88,83 + 3,91 0,66 + 0,97
DHDV 0,80 + 1,09 0,27 + 0,61 10,01 £ 5,75 2,47 £1,77 1,49 + 1,21 1,11 +£ 0,62 93,91 + 3,89

Selecao do classificador

Levando em consideracao os resultados apresentados pelos 4 classificadores
testados, o algoritmo maquina de vetores de suporte foi 0 que mostrou melhor desempe-
nho alcangando 95,43% de acerto relativo intraclasse associado a um desvio padrao de
1,69%. Além disso, observa-se na matriz de confusado, Tabela 34, uma baixa quantidade
de falsos negativos (1,16%), ou seja, a taxa de sinais correspondentes a falhas, que sao
classificados como sinais de operacao normal. Logo, este foi o classificador escolhido
para a tarefa da identificacao de falha mostrada na Figura 61, pois em um ambiente
industrial, um sistema automatico de deteccao de falhas deve ser robusto, apresentando
baixo indice de falsos negativos a fim de evitar graves problemas aos equipamentos,

danos aos trabalhadores e perdas na produgao.
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7.3.2 Métodos de decomposicao

Simulacao usando um sinal analitico composto

Para comparar o método de separagao de sinais proposto IVMD com as técnicas
existentes EMD e VMD, dois sinais com caracteristicas semelhantes a um sinal de desba-
lanceamento (sgesp) € UM sinal de desalinhamento (sqesa) foram criados, considerando

uma frequéncia fundamental de Fy = 30 Hz, tal que

2730n 27160n
Sdesb (1) =5sen ( G ) +0,3sen < - )

S S

271120 27180
+0,5sen< WF n) +0,23en< WF n), (70)

S S

27130 2760
Sdesa (1) =0,3sen T + 0,6s€en o
FS E';

2w120 27180
+ 0,1sen Uil + 0,08sen Teon . (71)
F, F

onde 0 < n < 250.000 denota a amostra de tempo e F; = 50 kHz representa a frequéncia
de amostragem.

Posteriormente, uma falha composta s¢om foi criada como a soma dos sinais sgegp
€ Sdesa; € UM componente de ruido branco gaussiano sy, foi adicionado com uma razao

sinal-ruido de 10 dB para simular uma situagao pratica, tal que

scom (1) = Sdesb (1) + Sdesa(n) + sru(n). (72)

A representagao destes sinais tanto no dominio do tempo, quanto no dominio da
frequéncia, pode ser vista na Figura 64.

Uma das estratégias mais comuns para identificar falhas de desbalanceamento e
desalinhamento em maquinas rotativas consiste na observacao dos picos de amplitude
na representacao no dominio da frequéncia (SINGH; SINGH, 2020; PESTANA-VIANA
et al., 2018):
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O sinal de desbalanceamento é identificado por uma alta amplitude na direcao
radial na frequéncia fundamental da maquina rotativa, enquanto o desalinhamento para-
lelo apresenta amplitudes acentuadas nos quatro primeiros harmonicos do espectro de

frequéncia (LEES, 2007; RAHMAN; UDDIN, 2017).
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Figura 64 — Representagdes analiticas dos sinais: (a) Sinal de desbalanceamento no
dominio do tempo; (b) representacao de (a) no dominio da frequéncia; (c) Sinal de
desalinhamento no dominio do tempo; (d) representacao de (c) no dominio da frequéncia;
(e) sinal combinado formado por desbalanceamento + desalinhamento + ruido branco
gaussiano; (f) representacao de (e) no dominio da frequéncia.

Assim para avaliar a efetividade da técnica IVMD proposta nesta tese, foram
comparados os sinais decompostos gerados por ele com os produzidos pelas aborda-
gens tradicionais EMD e VMD. Nesta simulacao, foram utilizados como parametros de
implementagao do IVMD, K,,=2, 7=140000 e 5=0,06.

Ao comparar o sinal referente ao desbalanceamento decomposto mostrado na
Figura 65 com o sinal de desbalanceamento original mostrado nas Figuras 64(a)-(b),
percebe-se que a técnica EMD distorceu o sinal de desbalanceamento introduzindo
componentes de baixa frequéncia na faixa de 0 a 30 Hz, como pode ser visto na Fi-
gura 65(b). Os sinais de desbalanceamento decompostos pelas técnicas VMD e IVMD

sao bastante semelhantes ao sinal de desbalanceamento original, nos dominios do tempo
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e da frequéncia, conforme pode ser visto nas Figuras 65(c)-(d) e (e)-(f).
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Figura 65 — Sinais de desbalanceamento decompostos produzidos pelo: (a) algo-
ritmo EMD; (b) representacao de (a) no dominio da frequéncia; (c) algoritmo VMD;
(d) representacao de (c) no dominio da frequéncia; (e) algoritmo IVMD; (f) representagao
de (e) no dominio da frequéncia.

Através da comparacao dos graficos nas Figuras 64(c)-(d), que representam o
sinal de desalinhamento analitico original, com os graficos nas Figuras 66(a)-(b), verifica-
se mais uma vez que a técnica EMD nao é capaz de lidar com o componente de ruido
no sinal composto, apresentando assim um sinal carregado com componentes de ruido
em todo o espectro. Além disso, percebe-se claramente como o EMD nao identifica a
componente de amplitude na frequéncia fundamental Fy = 30 Hz, enquanto os picos nos
harménicos de interesse ([60, 90, 120] Hz) sdo muito baixos, quando comparados com os
picos correspondentes no sinal de desalinhamento analitico original.

A andlise das Figuras 66(c)-(d) indica que a técnica VMD teve um desempenho
melhor do que a técnica EMD, obtendo um sinal de desalinhamento decomposto seme-
Ihante ao original. No entanto, a saida VMD nao possui a componente na frequéncia
fundamental F, = 30 Hz, e os picos no segundo, terceiro e quarto harmonicos sao
maiores do que no sinal original. Por fim, analisando o sinal de desalinhamento obtido

pelo emprego do IVMD, conforme indicado nas Figuras 64(e)-(f), percebe-se claramente
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como a técnica proposta é capaz de identificar os componentes de amplitude de todos os

harménicos de interesse ([30, 60, 90, 120] Hz), como desejado.
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Figura 66 — Sinais de desalinhamento decompostos produzidos pelo: (a) algoritmo EMD;
(b) representacao de (a) no dominio da frequéncia; (c) algoritmo VMD; (d) representacao
de (d) no dominio da frequéncia; (e) algoritmo IVMD; (f) representagao de (e) no dominio
da frequéncia.

Assim a decomposicao de falhas tem como objetivo verificar as contribui¢coes
individuais de cada uma delas para o nivel de severidade total. A severidade de todos os
sinais decompostos pelas técnicas EMD, VMD e IVMD foram calculadas e comparadas
com seus valores originais, conforme mostrado na Tabela 38, onde foi analisado 1 sinal
analitico composto. A partir desta tabela, verifica-se que o IVMD superou as outras
duas abordagens, fornecendo valores mais baixos de erros absolutos das estimativas de

severidade para as falhas de desbalanceamento e desalinhamento.



188

Tabela 38 — Severidade das falhas correspondentes ao sinal analitico.

Severidade das falhas (mm/s)
Técnicas Desbalanceamento Desalinhamento

Original 184,33 15,68
EMD 371,67 44,34
VMD 187,21 13,45
IVMD 182,84 17,18

7.3.3 Simulacoes usando sinais reais da base COMFAULDA

Esta secao compara o desempenho dos métodos EMD, VMD e IVMD ao decompor
um sinal de vibracao da base COMFAULDA.

O sinal de vibragao analisado é uma falha composta formada por desbalance-
amento de 30 gramas associado a um desalinhamento horizontal de 2,00 mm, com a
magquina operando a uma velocidade de rotacao de 40 Hz. As representagdes correspon-
dentes no dominio do tempo e da frequéncia para os sinais de vibragao para as falhas
isoladas e combinada s&o apresentadas na Figura 67.

Com o objetivo de avaliar a eficacia das técnicas de EMD, VMD e IVMD neste
cenario, foram mostrados os sinais decompostos de desbalanceamento e desalinhamento
fornecido por estes trés métodos nas Figuras 68 e 69, respectivamente. Nesta simulagao,
foram utilizados como parametros de implementagao do IVMD, K,,=2, 7=140000 e
£=0,06.

Ao comparar o espectro de frequéncia do desbalanceamento mostrado na Fi-
gura 67(b) com as Figuras 68(b), (d) e (f), que representam o espectro de frequéncia dos
sinais de desbalanceamento obtidos pelo emprego do EMD, VMD e IVMD, respectiva-
mente, verifica-se prontamente que as trés técnicas foram capazes de identificar adequa-
damente a amplitude acentuada na frequéncia fundamental e no segundo harmonico em
80 Hz. No entanto, a mesma analise também mostra que estas técnicas nao identificaram,
claramente, os picos de amplitude no terceiro e quarto harmoénicos destes sinais.

Uma analise semelhante foi realizada para os sinais de desalinhamento decompos-
tos produzidos pelos trés métodos, conforme indicado na Figura 69. Nota-se que a técnica

EMD mais uma vez nao é capaz de lidar com a presencga de ruido no sinal composto,
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Figura 67 — Sinais de vibragoes reais referentes a: (a) falha individual de desbalan-
ceamento; (b) representacao de (a) no dominio da frequéncia; (c) falha individual de
desalinhamento; (d) representacao de (c) no dominio da frequéncia; (e) falha combi-
nada de desbalanceamento e desalinhamento; (f) representagédo de (e) no dominio da
frequéncia.

dificultando a identificagao do pico na frequéncia fundamental em 40 Hz. Além disso, esta
técnica fez com que os outros picos de interesse em [80, 120, 160] Hz apresentassem
pequenas amplitudes em comparagao com 0s picos correspondentes originais. Enquanto
isso, a saida VMD nao possui o componente de amplitude na frequéncia fundamental (40
Hz) e os componentes de amplitude do segundo, terceiro e quarto harménicos tendem
a ser maiores que os originais. Finalmente, a componente de desalinhamento isolado
do IVMD apresenta um perfil espectral bastante semelhante ao sinal de desalinhamento
real em todos os quatro harmoénicos de interesse [40, 80, 120, 160] Hz, mostrando o
desempenho superior da abordagem proposta para este caso em particular em relagao
as outras duas técnicas.

Além disso, também foram comparados os valores de severidade das falhas
obtidos através da utilizagao das trés técnicas de decomposicao em relagao aos valores
de severidade dos casos reais correspondentes, conforme indicado na Tabela 39, onde

foi analisado 1 sinal composto. Os resultados mostrados nesta tabela indicam mais uma
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Figura 68 — Sinais de desbalanceamento reais decompostos produzidos pelo: (a) algo-
ritmo EMD; (b) representacao de (a) no dominio da frequéncia; (c) algoritmo VMD; (d)
representacao de (c) no dominio da frequéncia; (e) algoritmo IVMD; (f) representagao de
(e) no dominio da frequéncia.

vez que a técnica IVMD supera as técnicas de decomposicao EMD e VMD neste cenario

real de falhas combinadas.

Tabela 39 — Severidade das falhas correspondentes ao sinal real.

Severidade das falhas (mm/s)

Técnicas

Desbalanceamento Desalinhamento

Original
EMD
VMD
IVMD

132,15
222,01
154,60
138,19

10,69
17,45
7,42
11,84
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Figura 69 — Sinais de desalinhamento reais decompostos produzidos pelo: (a) algo-
ritmo EMD; (b) representacao de (a) no dominio da frequéncia; (c) algoritmo VMD; (d)
representacao de (c) no dominio da frequéncia; (e) algoritmo IVMD; (f) representagao de
(e) no dominio da frequéncia.

7.3.4 Simulacoes para decomposicao de falhas combinadas formadas por

misturas instantaneas de falhas simples

Considerando que falhas combinadas podem ser representadas de forma simplifi-
cada a partir de misturas instantaneas de falhas simples, conforme descrito em (ZHANG;
YU; ZHANG, 2015; Yl et al., 2017; ZHOU; WANG, 2022). Foram produzidas falhas
combinadas somando os sinais de desbalanceamento (6, 20 e 30 gramas) com sinais
de desalinhamento horizontal (2 mm) e desalinhamento vertical (1,91 mm) variando a
velocidade de rotagdo do motor R no intervalo [13,60] Hz com passo de 1 Hz, gerando
assim 144 sinais compostos formados por falhas de desbalanceamento + desalinhamento
horizontal e 144 sinais compostos formados por falhas de desbalanceamento + desali-
nhamento vertical. A andlise restringiu-se a avaliar os cenarios de desalinhamento mais
acentuados em conjunto com 3 valores distintos de desbalanceamento devido ao alto

custo computacional para a realizacao da aplicagao das técnicas de decomposicao em
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uma grande quantidade de sinais. A complexidade computacional para execu¢ao do EMD
€ O(N log, N) (GU; ZHOU, 2020) enquanto que para o VMD é K,,,0(N log, N) (PATER-
NINA et al., 2019), onde N é a quantidade de amostras do sinal e K, € a quantidade de
modos a serem decompostos.

Para afericao do desempenho das técnicas de decomposi¢cao EMD, VMD e IVMD
foram calculados os erros absolutos em relacdo aos sinais de falhas simples de desbalan-
ceamento e desalinhamento. Posteriormente, foi calculado o valor médio destes erros.

Na Tabela 40 sao mostrados os valores dos erros absolutos médios das seve-
ridades das falhas em conjunto com os desvios padroes referentes a decomposicao
dos cenarios de desbalanceamento de 6 gramas + desalinhamento horizontal 2 mm
(48 sinais), desbalanceamento de 20 gramas + desalinhamento horizontal 2 mm (48
sinais) e desbalanceamento de 30 gramas + desalinhamento horizontal 2 mm (48 sinais).
Observa-se que a técnica IVMD, proposta nesta tese, apresenta valores de erro menores

do que as outras duas técnicas para os trés cenarios de falhas compostas avaliados.

Tabela 40 — Comparagao do desempenho das técnicas de decomposicao para separagao
dos sinais combinados formados por misturas instantaneas de falhas simples referentes
aos sinais de desbalanceamento em conjunto com os sinais de desalinhamento horizontal.

Erros absolutos médios das severidades das falhas decompostas (mm/s)

Técnicas D (6 gramas) DH (2 mm) D (20 gramas) DH (2 mm) D (30 gramas) DH (2 mm)
EMD 88,36 + 124,67 90,09 £ 110,37 | 170,583 £ 199,62 283,94 + 350,34 | 216,82 + 278,92 294,83 £ 312,40
VMD 11,50 £+ 15,57 11,68 £+ 13,50 30,03 + 39,05 28,46 + 36,21 38,19 + 44,56 38,10 + 42,52
IVMD 2,64 + 3,13 6,49 + 4,30 6,81 + 7,29 4,90 + 5,00 7,97 + 5,82 4,09 + 4,53

Considerando um unico cenario formado pelas falhas mostradas na Tabela 40,
avaliou-se o desempenho das trés técnicas empregadas na decomposicao das falhas
compostas por desbalanceamento (6, 20 e 30 gramas), associada ao desalinhamento ho-
rizontal de 2 mm. Através dos resultados mostrados na Tabela 41 onde foram analisados
144 sinais distintos, observa-se que a técnica IVMD apresenta um valor de erro absoluto
médio aproximadamente 27 vezes menor para falha de desbalanceamento e cerca de 47
vezes menor para a falha de desalinhamento horizontal comparando com o desempenho
apresentado pela técnica EMD. Nesta mesma tabela, também é verificado que o emprego
da técnica IVMD resulta em um valor de erro absoluto médio aproximadamente de 4
vezes menor na decomposi¢ao da falha de desbalanceamento e cerca de 5 vezes menor
para a falha de desalinhamento horizontal comparando com os resultados resultantes do
emprego da técnica VMD.

A Tabela 42 apresenta os valores dos erros absolutos médios das severidades
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Tabela 41 — Erros absolutos médios das severidades das falhas decompostas de sinais
combinados formados por misturas instantaneas de falhas simples de desbalanceamento
em conjunto com desalinhamento horizontal.

Erros absolutos médios das severidades das falhas (mm/s)

Técnicas Desbalanceamento Desalinhamento Horizontal
EMD 158,57 + 215,91 222,97 + 292,11
VMD 26,57 + 36,86 26,08 & 34,72
IVMD 5,81 + 6,09 4,75 + 4,61

Tabela 42 — Comparacgao do desempenho das técnicas de decomposicao para separacao
dos sinais combinados formados por misturas instantaneas de falhas simples referentes
aos sinais de desbalanceamento em conjunto com os sinais de desalinhamento vertical.

Erros absolutos médios das severidades das falhas decompostas (mm/s)

Técnicas D (6 gramas) DV (1,91 mm) D (20 gramas) DV (1,91 mm) D (30 gramas) DV (1,91 mm)
EMD 90,98 + 127,39 84,97 £ 115,72 | 217,65 £222,35 166,67 + 372,38 | 255,54 + 453,35 217,65 £+ 274,65
VMD 10,87 £+ 16,21 9,47 £ 13,15 30,35 + 39,32 27,98 + 37,88 38,09 + 44,35 37,63 + 44,06
IVMD 2,63 + 2,70 4,58 + 3,08 8,33 + 8,00 4,00 + 2,95 8,76 + 5,91 3,22 + 3,15

das falhas em conjunto com os desvios padrdes para a decomposi¢cao dos cenarios
de desbalanceamento de 6 gramas + desalinhamento vertical 1,91 mm (48 sinais),
desbalanceamento de 20 gramas + desalinhamento vertical 1,91 mm (48 sinais) e desba-
lanceamento de 30 gramas + desalinhamento vertical 1,91 mm (48 sinais). Observa-se
que a técnica IVMD proposta nesta tese apresenta desempenho superior ao EMD e VMD
para os cenarios de falhas compostas analisados.

Considerando um Unico cenario constituido pelas falhas mostradas na Tabela 42,
foi aferido o desempenho das trés técnicas para a decomposicao das falhas compostas
por desbalanceamento (6 gramas, 20 gramas e 30 gramas) associada ao desalinhamento
vertical de 1,91 mm. Por meio dos resultados exibidos na Tabela 43 onde foram analisados
144 sinais distintos. Nela nota-se que a técnica IVMD apresenta um valor de erro absoluto
médio, cerca de 26 vezes menor do que a falha de desbalanceamento e aproximadamente
47 vezes menor para falha de desalinhamento vertical comparando com os resultados da
técnica EMD. Nesta mesma tabela, também constata-se que a utilizagao da técnica IVMD
resulta em um valor de erro absoluto médio cerca de 4 vezes menor na decomposicao
da falha de desbalanceamento e aproximadamente 6 vezes menor para a falha de
desalinhamento vertical comparando com os resultados apresentados pela técnica VMD.

Portanto mediante os resultados apresentados nesta secio pode-se afirmar que a
técnica IVMD é mais eficaz do que as técnicas EMD e VMD na estimacgao da severidade

das falhas decompostas produzidas a partir da soma de falhas isoladas formadas por
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Tabela 43 — Erros absolutos médios das severidades das falhas decompostas de sinais
combinados formados por misturas instantaneas de falhas simples de desbalanceamento
em conjunto com desalinhamento vertical.

Erros absolutos médios das severidades das falhas (mm/s)

Técnicas Desbalanceamento Desalinhamento vertical
EMD 170,86 + 306,09 186,23 + 283,16
VMD 26,44 + 37,09 25,03 + 36,11
IVMD 6,58 + 6,54 3,93 + 3,09

desbalanceamento associadas a desalinhamento horizontal e vertical.

7.3.5 Simulacoes para decomposicao de falhas combinadas da base COM-
FAULDA

Avaliou-se o desempenho das técnicas de decomposicao nos cenarios da base
COMFAULDA. Para isso foram calculados os valores das severidades das falhas dos
sinais decompostos pelas técnicas de decomposicao utilizadas e foi calculado o erro
absoluto em relagao aos sinais de falhas simples de desbalanceamento e desalinhamento
vertical e por fim foi calculado o valor médio destes erros.

Na Tabela 44 sao apresentados os valores dos erros absolutos médios das
severidades das falhas em conjunto com os desvios padrboes para a decomposi¢cao dos
cenarios de desbalanceamento de 6 gramas + desalinhamento horizontal 2 mm (48
sinais), desbalanceamento de 20 gramas + desalinhamento horizontal 2 mm (38 sinais)
e desbalanceamento de 30 gramas + desalinhamento horizontal 2 mm (28 sinais). E
constatado que a técnica IVMD proposta nesta tese apresenta valores de erro menores

do que as outras duas técnicas para os trés cenarios de falhas compostas avaliados.

Tabela 44 — Comparagao do desempenho das técnicas de decomposicao para separagao
dos sinais da COMFAULDA referente aos sinais de desbalanceamento em conjunto com
os sinais de desalinhamento horizontal.

Erros absolutos médios das severidades das falhas decompostas (mm/s)

Técnicas D (6 gramas) DH (2 mm) D (20 gramas) DH (2 mm) D (30 gramas) DH (2 mm)
EMD 42,67 90,83 46,42 +£78,39 | 67,20 £93,02 147,83 £ 260,45 | 85,34 170,60 82,44 4+ 124,45
VMD 12,67 £ 17,04 10,62 + 10,78 | 32,01 4+ 38,35 24,29 + 31,34 41,48 + 41,44 31,55 + 39,66
IVMD 6,26 + 5,63 7,52+ 5,85 13,07 + 13,08 4,84 + 4,91 16,42 + 13,26 3,55 + 3,23
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Na Figura 70 observa-se o desempenho das duas melhores técnicas (VMD e
IVMD) para decomposicao da falha de desbalanceamento a partir da falha combinada
composta pela falha de desbalanceamento de 20 g associada ao desalinhamento vertical
de 2,00 mm da base COMFAULDA. Neste grafico sao mostradas as severidades de
falha para cada modo decomposto de acordo com a respectiva velocidade de rotagao da
maquina. Percebe-se que a técnica VMD apresenta equivocos na identificagdo do modo
referente a falha de desbalanceamento, apresentando baixos valores de severidade em
algumas velocidades, como por exemplo R, nos intervalos [23, 24] Hz; [29, 32| Hz; [34, 3§]
Hz de rotacao, as quais seriam correspondentes ao modo de desalinhamento horizontal.
Por outro lado, observa-se nesta mesma figura que a técnica IVMD proposta nesta tese
apresenta estimativas das severidades de falha mais proximas as severidades da falha
real de desbalanceamento.

A Figura 71 exibe o desempenho das duas melhores técnicas VMD e IVMD para
decomposicao da falha de desbalanceamento a partir da falha combinada de desba-
lanceamento de 20 g associada ao desalinhamento horizontal de 2,00 mm da base
COMFAULDA. Neste grafico sao apresentadas as severidades de falha para cada modo
decomposto de acordo com a respectiva velocidade de rotacao da maquina. Através
da analise deste grafico, constata-se que a técnica VMD apresenta inconsisténcias na
identificagdo do modo referente a falha de desalinhamento horizontal resultando em altos
valores de severidade em algumas velocidades, como por exemplo: R, nos intervalos
[23,24] Hz; [29,32] Hz; [34,38] Hz de rotagdo, que seriam concernentes ao modo de
desbalanceamento. Por outro lado, neste mesmo grafico verifica-se que a técnica IVMD
proposta nesta tese apresenta estimativas de severidades de falha mais proximas as
severidades da falha real de desalinhamento horizontal.

Considerando um unico cenario formado pelas falhas mostradas na Tabela 44,
avaliou-se o desempenho das trés técnicas empregadas na decomposicao de 114 sinais
de falhas compostas por desbalanceamento (6, 20 e 30 gramas) associadas a desalinha-
mento horizontal de 2 mm. Por meio dos resultados exibidos na Tabela 45, constata-se
qgue a técnica IVMD apresenta um valor de erro absoluto médio aproximadamente 5
vezes menor para falha de desbalanceamento e cerca de 15 vezes menor para falha de
desalinhamento vertical, comparando com o desempenho apresentado pela técnica EMD.
Nesta mesma tabela também é visto que o emprego da técnica IVMD resulta em um valor

de erro absoluto médio aproximadamente 2 vezes menor na decomposi¢ao da falha de
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desbalanceamento e cerca de 4 vezes menor para a falha de desalinhamento horizontal

comparando, com os resultados fornecidos pelo emprego da técnica VMD.
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Figura 70 — Comparacao do desempenho dos métodos VMD e IVMD para decomposicao
da falha de desbalanceamento a partir do sinal combinado de desbalanceamento de 20
gramas associado a desalinhamento horizontal de 2,00 mm.

Tabela 45 — Erros absolutos médios das severidades das falhas decompostas referentes
aos sinais combinados formados por desbalanceamento e desalinhamento horizontal da
base COMFAULDA.

Erros absolutos médios das severidades das falhas (mm/s)

Técnicas Desbalanceamento Desalinhamento Horizontal
EMD 61,12 + 116,08 88,08 = 174,93
VMD 26,99 + 34,24 20,49 + 28,72
IVMD 11,02 +- 11,38 5,65 + 5,23

Na Tabela 46 sdao mostrados os valores dos erros absolutos médios das se-
veridades das falhas em conjunto com os desvios padrdes para a decomposicao dos
cenarios de desbalanceamento de 6 gramas + desalinhamento vertical 1,91 mm (48
sinais), desbalanceamento de 20 gramas + desalinhamento vertical 1,91 mm (38 sinais) e
desbalanceamento de 30 gramas + desalinhamento vertical 1,91 mm (28 sinais). Verifica-
se que a técnica proposta nesta tese supera o desempenho da outras duas técnicas para
os trés cenarios de falhas compostas avaliados.

Na Figura 72 verifica-se o0 desempenho das duas melhores técnicas (VMD e IVMD)

para decomposicao da falha de desbalanceamento a partir da falha combinada composta
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Figura 71 — Comparagao do desempenho dos métodos VMD e IVMD para decomposigcao
da falha de desalinhamento horizontal a partir do sinal combinado de desbalanceamento
de 20 gramas associado a desalinhamento horizontal de 2,00 mm.

Tabela 46 — Comparacgao do desempenho das técnicas de decomposicao para separagao
dos sinais da COMFAULDA referente aos sinais de desbalanceamento em conjunto com
0s sinais de desalinhamento vertical.

Erros absolutos médios das severidades das falhas decompostas (mm/s)

Técnicas D (6 gramas) DV (1,91 mm) | D (20 gramas) DV (1,91 mm) D (30 gramas) DV (1,91 mm)
EMD 45,33 £ 54,74 4123 +£43,60 | 62,91 £97,57 104,41 + 145,77 | 77,50 £ 86,98 7593 + 113,29
VMD 13,73 £ 17,26 9,26 + 10,12 | 35,78 £ 37,68 22,60 £ 29,50 39,08 + 41,73 40,69 + 48,15
IVMD 6,67 + 7,90 5,14+ 3,45 18,43 + 20,56 2,97 + 2,46 9,72 + 8,95 2,52 + 2,26

pela falha de desbalanceamento de 20 g associada ao desalinhamento vertical de 1,91
mm da base COMFAULDA. Neste grafico sao mostradas as severidades de falha para
cada modo decomposto em fungao da respectiva velocidade de rotagdo da maquina.
Através deste grafico, percebe-se que a técnica VMD realiza equivocos na identificacao do
modo referente a falha de desbalanceamento, apresentando baixos valores de severidade
em algumas velocidades, como por exemplo: R nos intervalos (23, 24] Hz; [29, 32] Hz;
[34, 38] Hz de rotacdo, as quais seriam correspondentes ao modo de desalinhamento
vertical. Por outro lado, observa-se neste mesmo grafico que a técnica IVMD proposta
nesta tese apresenta estimativas das severidades de falha mais préximas as severidades
da falha real de desbalanceamento.

A Figura 73 mostra o desempenho das duas melhores técnicas (VMD e IVMD)
para decomposicao da falha de desbalanceamento a partir da falha combinada de des-

balanceamento de 20 g associada ao desalinhamento vertical de 1,91 mm da base
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Figura 72 — Comparagao do desempenho dos métodos VMD e IVMD para decomposigcao
da falha de desbalanceamento a partir do sinal combinado de desbalanceamento de 20
gramas associado a desalinhamento vertical de 1,91 mm.

COMFAULDA. Neste grafico sao apresentadas as severidades de falha para cada modo
decomposto em funcao da respectiva velocidade de rotagcao da maquina. Por meio
da analise deste grafico, observa-se que a técnica VMD apresenta inconsisténcias na
identificacao do modo referente a falha de desalinhamento vertical resultando em altos
valores de severidade em algumas velocidades, como por exemplo: R, nos intervalos
[23,24] Hz; [29,32] Hz; [34, 38] Hz de rotacdo, que seriam concernentes ao modo de
desbalanceamento. Ja em relagdo a técnica IVMD observa-se neste mesmo grafico que a
técnica proposta nesta tese apresenta estimativas de severidades de falha mais préximas
as severidades da falha real de desalinhamento vertical.

Assim, considerando um Unico cenario formado pelas falhas descritas na Tabela
46, foi avaliado o desempenho das trés técnicas para a decomposicao de 114 sinais
de falhas compostas por desbalanceamento (6, 20 e 30 gramas) associada ao desali-
nhamento vertical de 1,91 mm. Por meio dos resultados apresentados na Tabela 47 é
verificado que a técnica IVMD apresenta um valor de erro absoluto médio cerca de 5
vezes menor que a falha de desbalanceamento e, aproximadamente, 20 vezes menor
para falha de desalinhamento vertical comparando com os resultados da técnica EMD.
Nesta mesma tabela também constata-se que a utilizacao da técnica IVMD resulta em
um valor de erro absoluto médio cerca de 2,4 vezes menor na decomposigao da falha de

desbalanceamento e, aproximadamente, 6 vezes menor para a falha de desalinhamento
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Figura 73 — Comparagao do desempenho dos métodos VMD e IVMD para decomposigcao
da falha de desalinhamento a partir do sinal combinado de desbalanceamento de 20
gramas associado a desalinhamento vertical de 1,91 mm.

vertical comparando com os resultados apresentados pela técnica VMD.

Tabela 47 — Erros absolutos médios das severidades das falhas decompostas referentes
aos sinais combinados formados por desbalanceamento e desalinhamento vertical da
base COMFAULDA.

Erros absolutos médios das severidades das falhas (mm/s)

Técnicas Desbalanceamento Desalinhamento Vertical
EMD 59,09 + 79,63 70,81 = 107,58
VMD 27,31 + 33,79 21,43 + 32,20
IVMD 11,34 - 14,50 3,48 + 3,09

Em relagdo ao desempenho da técnica EMD verifica-se que ela apresentou meno-
res valores de erro para a decomposicao dos sinais compostos da base COMFAULDA
mostrados nas Tabelas 45 e 47, em comparagdo com os resultados obtidos por este
mesmo método em misturas instantaneas apresentados nas Tabelas 41 e 43.

Através dos resultados apresentados nas Tabelas 45 e 47, é constatado que a
técnica IVMD apresenta melhores resultados para estimacao da severidade de falha para
o cenario de desbalanceamento associado ao desalinhamento vertical do que para o
cenario de desbalanceamento associado ao desalinhamento horizontal. Os menores
valores de severidades apresentados pela associagao de desalinhamento vertical ao

desbalanceamento quando comparados a associacao de desalinhamento horizontal ao
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desbalanceamento estao relacionados a rigidez mecanica do eixo Z ser maior do que a
rigidez mecanica do eixo Y, resultando assim em menores intensidades de vibragao na
direcao radial.

Tendo em vista os resultados mostrados nesta secao, pode-se afirmar que a
técnica IVMD é mais eficaz do que as técnicas EMD e VMD na estimagao da severidade
das falhas decompostas referentes aos cenarios de desbalanceamento associado ao

desalinhamento horizontal e vertical da base COMFAULDA.

7.4- Consideracoes finais

Neste capitulo, foram analisados sete cenarios operacionais com niveis de se-
veridade diferentes para uma maquina rotativa operando em diversas velocidades de
rotacdo. Foram avaliados quatro classificadores distintos e foi verificado que € possivel
distinguir falhas simples de falhas compostas, o que representa uma tarefa dificil de ser
executada como também foi constatado em (MIAO et al., 2017; LYU et al., 2019). O classi-
ficador maquina de vetores de suporte foi 0 que mostrou melhor desempenho, alcangando
95,43% de acerto relativo intraclasse associado a um desvio padrdo de 1,69%.

Foi constatado através dos resultados apresentados neste capitulo que a técnica
de decomposigao IVMD proposta nesta tese foi capaz de separar os componentes
de vibracao correspondente as falhas de desbalanceamento e desalinhamento em um
cenario de falhas combinadas, com isso tornando possivel estimar o valor da severidade

de cada modo de falha decomposto.
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Consideracoes finais

Esta tese tem como tema central a avaliagao e a proposicao de técnicas de
processamento digital de sinais e de aprendizado de maquina para o reconhecimento e
guantificacao de severidades de falhas simples e combinadas em uma maquina rotativa,
através da analise de sinais de vibragao.

Este capitulo tem a finalidade de realizar uma sintese das contribuigées proporcio-
nadas por meio da elaboragao desta tese.

O Capitulo 3 descreve uma das contribuicdes desta pesquisa, a gravacao de
duas bases de dados utilizando uma bancada experimental, viabilizando a andlise de
condigdes de falha para uma maquina rotativa em um ambiente controlado. A primeira
base produzida foi chamada de COMFAULDA-R. Ela abrangeu 4 cenarios distintos, a
saber: operagao normal, desbalanceamento, desbalanceamento combinado com de-
salinhamento horizontal e desbalanceamento combinado com desalinhamento vertical,
totalizando 353 sinais gravados. A segunda base foi denominada de COMFAULDA, abar-
cando 7 cenarios diferentes de funcionamento da maquina rotativa: operagao normal,
desbalanceamento, desalinhamento horizontal, desalinhamento vertical, desbalancea-
mento combinado com desalinhamento horizontal, desbalanceamento combinado com
desalinhamento vertical e desalinhamento horizontal combinado com desalinhamento
vertical, totalizando 2162 sinais.

Ja no Capitulo 4, foi projetado um sistema supervisério para diagnostico e
mensuragao da severidade de falhas combinadas de uma maquina rotativa. Para isso
foram avaliados os desempenhos das técnicas de integracdo numérica usadas para
transformar o sinal de aceleracao em sinal de velocidade de vibragao a fim de calcular
a severidade da falha da maquina rotativa. Posteriormente, foram analisados os perfis
de severidade de falha simples e composta da maquina, a fim de avaliar a influéncia
da combinagao de falhas no nivel de severidade global da maquina e por fim foram
comparados os desempenhos de 3 classificadores distintos para realizacao da etapa
de diagnéstico de funcionamento da maquina. Dentre os classificadores utilizados para
conjunto de caracteristicas propostas neste capitulo, o random forest foi o que alcangou o

melhor desempenho, apresentando uma acuracia de 81,41% para a identificacao de 4
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cenarios diferentes da operacao da base COMFAULDA-R. Este capitulo foi fruto de uma
melhoria do trabalho (MARTINS et al., 2019) e deu origem a publicagdo (MARTINS et al.,
2021b).

O Capitulo 5 apresentou outra contribuicdao desta tese, a proposi¢cao de um método
hibrido de aumento de dados para lidar com o problema de classes desbalanceadas que
frequentemente ocorrem em ambientes industriais reais, que prejudica a distincao de
falhas a partir da utilizacao de algoritmos classificadores. Sendo assim, foi criado um
método combinando as técnicas SMOTE e AWGN possibilitando a geracao de novas
instancias com maior variabilidade, visto que o resultado obtido foi melhor do que ao
se utilizar estas técnicas separadamente. Os resultados apresentados, neste capitulo,
mostraram a eficacia deste método quando empregado em conjunto com 4 classifica-
dores diferentes melhorando o desempenho de todos eles em relacao a utilizacao dos
dados originais e também quando comparado com a utilizacao de outras técnicas de
aumento de dados. A utilizagdo do método hibrido de aumento de dados associado ao
classificador SSAE resultou em uma acuracia de 100% na identificacao de 4 cenarios
distintos, melhorando o resultado deste algoritmo em relacdo a utilizacao da quantidade
de dados originais da base COMFAULDA-R. Este capitulo gerou o artigo (MARTINS et al.,
2022).

No Capitulo 6, foi empregada a analise senoidal para a realizagao de extracao
de caracteristicas em sinais de vibracdao. Técnica esta que, até entao, tinha sido am-
plamente empregada para classificacao de sinais de audio, de eletrocardiograma, de
eletroencefalograma e reconhecimento de trechos manuscritos, no entanto ainda nao
tinha sido utilizada para extracao de caracteristicas de sinais de vibracao de maquinas
rotativas. Neste capitulo, foram avaliadas as efetividades das técnicas RELIEFF e OOBFI
para selecao das caracteristicas mais relevantes para a realizacao do diagnéstico da
maquina. Além disso, foram avaliadas as eficacias de 4 classificadores em conjunto com
as técnicas de selegao de caracteristicas. A utilizagao das caracteristicas extraidas por
meio da analise senoidal em conjunto com algoritmo de classificacao random forest e com
a técnica de selecao de caracteristicas OOBFI resultou em uma acuracia de 86,35% para
a classificacao de 7 cenarios distintos de funcionamento da maquina rotativa presentes
na base COMFAULDA. Este capitulo resultou no artigo (MARTINS et al., 2021a).

No Capitulo 7, apresentou-se a proposicao de um método de decomposicao

de falhas combinadas para falhas de desbalanceamento associadas a desalinhamento
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vertical e horizontal, a fim de obter uma estimativa da severidade das falhas isoladas que
compdem uma falha combinada. Através dos resultados apresentados neste capitulo
verificou-se que a técnica IVMD proposta nesta tese superou o desempenho das técnicas
EMD e VMD para a decomposicao de falhas combinadas. Apresentando um erro 2,4
vezes menor na decomposicao da falha de desbalanceamento e aproximadamente 6
vezes menor para a falha de desalinhamento vertical comparando com os resultados
apresentados pela técnica VMD, cujo desempenho foi o segundo melhor. Ademais,
foram analisadas as efetividades de classificacao de 4 algoritmos distintos, 0 emprego de
caracteristicas extraidas no dominio do tempo/frequéncia em conjunto com o algoritmo
de classificacdo maquina de vetores de suporte alcancou 95,43% de acuracia. Este foi
o melhor resultado obtido nesta tese para a identificacdo de 7 cenarios diferentes de
operacao da maquina rotativa presentes na base COMFAULDA.

As principais contribuicdes desta tese foram a criacdo de duas bases de dados
com falhas combinadas; o desenvolvimento de um sistema supervisério para diagndstico
e mensuragao de falhas; a criagdo de um método hibrido de aumento de dados para
criacao de instancias sintéticas de falhas; a aplicacao da analise senoidal para extracao
de caracteristicas em sinais de vibragao e por fim a proposigao da técnica IVMD para
decomposigao de falhas combinadas formadas por desbalanceamento e desalinhamento.

As contribuicdes propostas nesta tese possibilitam o desenvolvimento de trabalhos

futuros nesta area, como elencado a seguir:

« Ampliacao da base de dados COMFAULDA através da gravacao de falhas combi-
nadas nos elementos dos mancais em conjunto com falhas de desbalanceamento,

desalinhamento paralelo e desalinhamento angular;

» Analisar o desempenho de outras técnicas de selecao de caracteristicas como
algoritmos genéticos e o algoritmo de minima redundéancia maxima relevancia para

reducao da quantidade de dados para serem usados pelos classificadores;

« Avaliagao de técnicas de deep learning como redes neurais convolucionais para

classificacao e redes neurais adversarias generativas para aumento de dados;

« Aplicacao da técnica de transfer learning com o objetivo de observar a efetividade
dos modelos dos algoritmos construidos a partir da bancada experimental em uma

aplicacao real de um ambiente industrial.
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Producao cientifica

Como desdobramentos desta pesquisa de doutorado foram produzidos 1 artigo
de congresso internacional e 2 artigos de revistas internacionais. A seguir sao mostrados

os trabalhos publicados durante o doutorado:

1. MARTINS, Dionisio HCSS et al. Diagnostic and severity analysis of combined failures
composed by imbalance and misalignment in rotating machines. The International
Journal of Advanced Manufacturing Technology, v. 114, n. 9, p. 3077-3092, abr.
2021.

2. MARTINS, Dionisio HCSS et al. Application of sinusoidal analysis to feature ex-
traction in rotating machine vibration signals. In: 26TH International Congress of
Mechanical Engineering. Curitiba, Brasil: ABCM, nov. 2021. p. 1-10.

3. MARTINS, Dionisio HCSS et al. Hybrid data augmentation method for combined
failure recognition in rotating machines. Journal of Intelligent Manufacturing, p. 1-19,

jan. 2022.

Também foram publicados um 1 capitulo de livro e 1 artigo de revista em colaboracao,
respectivamente com pesquisadores do SMT/COPPE/UFRJ e do LEDAV/COPPE/UFRJ

durante o periodo do doutorado.

1. MARTINS, Dionisio HCSS et al. Application of machine learning to evaluate unba-
lance severity in rotating machines. In: PROCEEDINGS of the 10th International
Conference on Rotor Dynamics — IFToMM. Mechanisms and Machine Science. :
Springer, 2019. v. 3, p. 144-160.

2. CASTRO, Brenno M. et al. Numerical and experimental correlation of a catamaran’s
vibration modes using supervised machine learning. Ocean Engineering, v. 259, p.
1-12, jul. 2022.
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