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RESUMO

Deteccao de Motifs em Séries Temporais Usando Autoencoders: Uma Anélise do Uso em

Dados de ECG

Luiz Claudio Lemos de Oliveira

Orientadores:
Eduardo Soares Ogasawara

Resumo da Dissertagdo submetida ao Programa de Pés-graduagao em Ciéncia da Computagao do
Centro Federal de Educagao Tecnologica Celso Suckow da Fonseca CEFET/RJ como parte dos
requisitos necessarios a obtengao do grau de mestre.

A descoberta de motifs em séries temporais biomédicas, como o eletrocardiograma (ECG), con-
siste na identificagdo de padroes recorrentes com potencial diagnostico. Métodos tradicionais como
o Symbolic Aggregate approXimation (SAX) apresentam limitagdes por dependerem de pressupos-
tos estatisticos rigidos, inadequados para sinais fisiologicos complexos. Paralelamente, autoencoders
demonstram capacidade superior de aprendizado de representacoes nao lineares, mas sua aplicagao
na descoberta de motifs em ECG permanece inexplorada — lacuna que este trabalho endereca.

Este trabalho propée o Latent Encoding for Motif Discovery (LEMOD), um método cuja contri-
buigao central é a substitui¢ao da discretizagao estatistica do SAX por codificagao neural adaptativa
via autoencoders, combinada com mecanismo de busca e ranqueamento de motifs por frequéncia
de ocorréncia e entropia de Shannon. A metodologia compreende trés etapas: (i) validagao da
capacidade de reconstrugao do autoencoder; (ii) treinamento de modelos; e (iii) detecgao, analise
de sensibilidade paramétrica e avaliagdo da generalizagdo, com comparagao sistemética ao SAX.

Os experimentos foram realizados com dados da MIT-BIH Arrhythmia Database. Na etapa
de validacao, observou-se fidelidade de reconstrucao superior a 99%. Nos testes de deteccao de
motifs, o LEMOD apresentou ganho relativo de 92% em revocagao e superioridade de 78% em Fy
frente ao SAX, evidenciando maior sensibilidade a padrdes morfologicos sutis sem comprometer a
especificidade. A entropia média dos motifs (0,44 bits versus 0,90 bits do SAX) foi menor, indicando
maior homogeneidade morfolégica interna dos padroes descobertos — evidéncia de que a codificagao
neural identifica estruturas recorrentes mais coerentes do que a discretizagao tradicional. O tempo
de deteccao foi 15% menor no LEMOD. O experimento de detec¢ao cruzada confirmou generalizacao
das representacoes latentes a séries distintas da mesma derivagao.

Conclui-se que a substitui¢do da discretizacao tradicional por codificagdo neural adaptativa é
viavel e proporciona ganhos quantitativos e qualitativos na descoberta de motifs em ECG, estabe-
lecendo base metodologica para ferramentas de analise automatizada de sinais biomédicos.
Palavras-chave: Séries temporais, Autoencoders, eletrocardiograma (ECG)

Rio de Janeiro,

15 de junho de 2026



ABSTRACT

Deteccao de Motifs em Séries Temporais Usando Autoencoders: Uma Anélise do Uso em

Dados de ECG

Luiz Claudio Lemos de Oliveira

Advisors:
Eduardo Soares Ogasawara

Abstract of dissertation submitted to Programa de Pos-graduagdo em Ciéncia da Computagao -
Centro Federal de Educagao Tecnologica Celso Suckow da Fonseca CEFET/RJ as partial fulfill-
ment of the requirements for the degree of master.

The discovery of motifs in biomedical time series, such as electrocardiograms (ECG), consists in
identifying recurrent patterns with diagnostic potential. Traditional methods such as SAX present
limitations due to their dependence on rigid statistical assumptions, which are inadequate for com-
plex physiological signals. In parallel, autoencoders demonstrate superior capacity for learning
nonlinear representations, but their application to motif discovery in ECG remains unexplored —
a gap that this work addresses.

This work proposes LEMOD, a method whose central contribution is the replacement of the
statistical discretization of SAX by adaptive neural encoding via autoencoders, combined with a
mechanism for searching and ranking motifs by frequency of occurrence and Shannon entropy. The
methodology comprises three stages: (i) validation of the autoencoder’s reconstruction capacity;
(4) model training; and (#74) detection, parametric sensitivity analysis and generalization evaluation,
with systematic comparison to SAX.

Experiments were conducted using data from the MIT-BIH Arrhythmia Database. In the vali-
dation stage, reconstruction fidelity above 99% was observed. In detection tests, LEMOD achieved
a relative gain of 92% in recall and 78% superiority in F} over SAX, evidencing greater sensitivity to
subtle morphological patterns without compromising specificity. The average entropy of the motifs
(0.44 bits versus 0.90 bits for SAX) was lower, indicating greater internal morphological homogene-
ity — evidence that neural encoding identifies more coherent recurrent structures than traditional
discretization. Detection time was 15% lower in LEMOD. The cross-detection experiment confirmed
generalization of the learned latent representations to distinct series of the same lead.

It is concluded that replacing traditional discretization with adaptive neural encoding is viable
and provides quantitative and qualitative gains in motif discovery in ECG signals, establishing a
methodological basis for automated biomedical signal analysis tools.

Keywords: Time series, Autoencoders, electrocardiogram (ECG)
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June 15, 2026



SUMARIO

I Introducgao

IT Referencial Teoérico
II.1 Séries temporais
I1.2 Pré-processamento de séries temporais
I1.3 Detecgao de motifs em séries temporais
II.4 Meétricas de avaliagdo na detecgdao de motifs

II.5 Redes neurais e autoencoders

111 Trabalhos Relacionados
II1.1 Métodos de Detecgao de Motifs em Séries Temporais
II1.2 Revisoes Sistematicas e Estudos Comparativos

II1.3 Sintese de Trabalhos Relacionados

IV Metodologia
IV.1 Visao Geral da Abordagem Proposta
IV.2 Caracterizacao do Dataset e Protocolo de Selegcao
IV.3 Etapa I: Validagdo da Capacidade de Reconstrugao
IV.4 Etapa II: Treinamento dos Modelos Autoencoder

IV.5 Etapa III: Comparagao Experimental Sistematica

V Avaliagao Experimental
V.1 Configuracao Experimental
V.2 Etapa I: Validagao da Capacidade de Reconstrugao
V.3 Etapa II: Treinamento dos Modelos Autoencoder
V.4 Etapa III: Comparacao Experimental Sistematica

V.5 Sintese do Capitulo
VI Conclusao

Referéncias

10
13
14
19

22
22
27
28

30
30
34
36
40
41

47
47
49
o7
o7
67

69

73



LISTA DE FIGURAS

I1.1 Série temporal univariada de eletrocardiograma do MIT-BIH Arrhythmia Database.

I1.2 Série temporal estacionaria: ECG com batimentos cardiacos normais.

I1.3 Série temporal néo estacionédria: ECG com episddios de arritmia.
IV.1 Estrutura metodologica em trés etapas experimentais interdependentes.

V.1 Distribuicio de R? em funcdo de train_size.

V.2 Dispersdo relativa de R? em funcio de train_size.

V.3 Distribuigdo de NRMSE (%) em fungao de train_size.

V.4 Distribuigdo de MAPE (%) em fungao de train_ size.

V.5 Distribuicio de R? em funcio de sw_ size.

V.6 Dispersao relativa de R? em funcio de sw_ size.

V.7 Distribuicao de NRMSE (%) em funcao de sw_size.

V.8 Distribuigao de MAPE (%) em funcao de sw_size.

V.9 Distribuicio de R? em funcéo de ratio.

V.10 Dispersao relativa de R? em funcio de ratio.

V.11 Distribui¢ao de NRMSE (%) em func¢ao de ratio.

V.12 Distribui¢ao de MAPE (%) em fungao de ratio.

V.13 Comparagao das métricas de desempenho entre o LEMOD e o SAX.
V.14 Entropia de Shannon dos motifs identificados e tempo de deteccao medido.
V.15 Exemplo de detecgdes em segmento de ritmo sinusal regular da série r100_MLIT.
V.16 Exemplo de detecgoes em segmento com arritmia da série r100_MLITI.
V.17 Acurécia em fungao de alphabet size, fixando occurrences = 6.
V.18 Precisao em fungao de alphabet _size, fixando occurrences = 6.

V.19 Revocagao em fungao de alphabet size, fixando occurrences = 6.
V.20 F1 em funcao de alphabet _size, fixando occurrences = 6.

V.21 Acurécia em fungdo de occurrences, fixando alphabet size = 10.
V.22 Precisao em fungao de occurrences, fixando alphabet size = 10.
V.23 Revocacao em funcao de occurrences, fixando alphabet size = 10.

V.24 F} em fungao de occurrences, fixando alphabet _size = 10.

33

50
50
51
51
52
52
93
53
54
55
95
56
59
60
60
61
61
62
62
63
63
64
64
64



LISTA DE TABELAS

I1.1 Configuracao da Matriz de Confusao da deteccao de motifs.

I1.2 Meétricas basicas para avaliacdo da deteccao de motifs.

II1.1 Principais algoritmos classicos de descoberta de motifs em séries temporais.

II1.2 Principais algoritmos especializados de descoberta de motifs em séries temporais.
IV.1 Caracterizacao do MIT-BIH Arrhythmia Database.

V.1 Sintese das configuracoes experimentais implementadas nas trés etapas avaliativas.

V.2 Estatisticas descritivas de R? (%) em funcio de train_size.

V.3 Estatisticas descritivas de R? (%) em funcgdo de sw_ size.

V.4 Estatisticas descritivas de R? (%) em funcao de ratio.

V.5 Distribuigdo agregada das métricas de fidelidade (%) para a configuracao de melhor
balanco.

V.6 Métricas de desempenho agregadas para configuracao principal.

V.7 Métricas de desempenho em deteccao cruzada estratificadas por derivagao.

15
15

25
27

35

49
50
52
54

56
o8
65



R2

AdaReLU
aSAX

Ccv

DAME
DNA
DTW

ECG
EEG
EMD

FFT
FN
FP

GPU

IQR

LEMOD
LSTM

MAD
MAPE
MDL
MDLats
MIT-BIH

MK

LISTA DE ACRONIMOS

Coeficiente de Determinacao.

Adaptive Rectified Linear Unit.
adaptive SAX.

Coeficiente de Variacao.

Disk Aware Motif Enumeration.
acido desoxirribonucleico.

Dynamic Time Warping.

eletrocardiograma.
eletroencefalograma.

Ezxtended Motif Discovery.

Fast Fourier Transform.
Falso Negativo.

Falso Positivo.

Graphics Processing Unit.

Intervalo Interquartil.

Latent Encoding for Motif Discovery.
Long Short-Term Memory.

Desvio Absoluto da Mediana.

Erro Percentual Absoluto Médio.

Minimum Description Length.

Motif Discovery for Large-scale Time Series.
Massachusetts Institute of Technology Beth Is-
rael Hospital.

Mueen-Keogh algorithm.



MOEN
MP
MSE

NRMSE

PAA
PCA

RCV

ReLU

RMSE

SAX

SCRIMP++

SoftED

STAMP

STOMP

SWAMP

TN
TP

VALMOD

MOtif ENumerator.
Matriz Profile.
Erro Quadrdtico Médio.

Erro Quadrdtico Médio Normalizado.

Piecewise Aggregate Approximation.

Principal Component Analysis.

Coeficiente de Variacao Robusto.
Rectified Linear Unit.
Raiz do Erro Quadrdtico Médio.

Symbolic Aggregate approXimation.

Nome que faz alusdo ao verbo inglés scrimp
(economizar/ poupar), enfatizando o proces-
samento econdémico do algoritmo.

Soft Event Detection.

Scalable Time Series Anytime Matriz Profile.
Scalable Time Series Ordered-Search Matrix
Profile.

Scalable Warping Aware Matriz Profile.

Verdadeiro Negativo.

Verdadeiro Positivo.

Variable Length Motif Discovery.



Capitulo I Introducao

O cenario contemporaneo de geracao massiva de dados, provenientes de fontes diversificadas,
consolida as séries temporais como um dos tipos de dados mais prevalentes na comunidade cientifica
nas ultimas décadas, abrangendo praticamente todos os dominios cientificos e sociais. Essa ubiqui-
dade reflete a diversidade de aplicagdes que geram dados sequenciais e a importancia crescente das
técnicas de mineracao de dados temporais para a analise de fendmenos complexos em multiplas
areas do conhecimento |Linardi et al., 2020].

Esse interesse crescente configura oportunidades para o desenvolvimento de técnicas de detecgao
de padroes significativos por miltiplas comunidades de pesquisa, dado que a identificagdo desses
padroes em séries temporais se traduz em informacoes valiosas para uma ampla variedade de domi-
nios de aplicac¢ao [Chandola et al., 2009].

Séries temporais constituem conjuntos ordenados de varidveis de valor real, em que cada ele-
mento da sequéncia representa uma observacgao temporal especifica, sendo a preservagao da ordem
cronologica fundamental para qualquer procedimento analitico subsequente [Keogh and Lin, 2005].
Embora a dimensao que impoe a ordenagao das séries seja geralmente o tempo, séries de dados
também podem ser organizadas segundo outras medidas, como angulos em perfis radiais em astro-
nomia ou posicoes em sequéncias de genoma. Os termos série temporal, série de dados e sequéncia
sao utilizados de forma intercambiavel na literatura [Linardi et al., 2020].

Motifs sao definidos como sequéncias recorrentes em séries temporais, desempenhando papel
fundamental na exploragao nao supervisionada de dados ao possibilitar a sumarizacao por meio
da identifica¢@o de estruturas repetitivas que revelam comportamentos subjacentes relevantes [Mu-
een, 2013|. Motifs podem representar eventos criticos em diferentes contextos, como um padrao
que precede uma convulsdo em uma série temporal de eletroencefalograma (EEG) ou uma sequén-
cia de acido desoxirribonucleico (DNA) preservada pela evolugao [Castro and Azevedo, 2010|. A
capacidade de revelar hierarquias estruturais e padroes relevantes, muitas vezes ocultos devido a
complexidade e ao ruido nos dados, torna a descoberta de motifs uma primitiva importante na
mineracao de séries temporais e uma ferramenta analitica em campos como neurociéncia, medicina
e biologia [Mueen, 2013; Zhu et al., 2018].

Em contextos biomédicos, exames de eletrocardiograma (ECG) constituem ferramenta consoli-

dada na avaliacao cardiovascular, permitindo identificar diversas patologias cardiacas, especialmente



distarbios do ritmo [Roy et al., 2023]. A identificacdo de alteragoes ritmicas fundamenta-se na dis-
tin¢ao entre padroes normais e anormais de atividade cardiaca, tornando o reconhecimento de regu-
laridades nos registros eletrocardiograficos elemento central na construgao de diagnésticos precisos
[Roy et al., 2023]. No entanto, a analise desse tipo de dado apresenta dificuldades consideréveis, pois
envolve caracteristicas estruturais complexas e dependéncias de longo prazo determinantes para a
identificagao adequada de arritmias [Ding et al., 2023].

Apesar da relevancia demonstrada, diversos desafios permeiam o problema de detecgao de motifs
em séries temporais, especialmente porque a natureza desses eventos é desconhecida, o que dificulta
a escolha e a parametrizacao de métodos que dependem fundamentalmente das premissas assumidas
sobre as propriedades estatisticas dos dados [Salles et al., 2020].

Poirier—Herbeck et al. [2022] identificam obstaculos a serem superados pelos algoritmos de detec-
¢a0, como a dificuldade em detectar motifs de comprimentos desconhecidos, questdes de eficiéncia
computacional, a descoberta de padroes com variacoes morfolégicas e restricbes no processamento
de dados em tempo real. Chandola et al. [2009] ampliam essa perspectiva ao destacar outros de-
safios, incluindo a dificuldade na demarcacao clara de padrées regulares e irregulares, a natureza
dindmica dos perfis comportamentais ao longo do tempo e a escassez de conjuntos de dados previ-
amente categorizados para o desenvolvimento e a avaliacao de algoritmos de detecgao.

Um aspecto critico salientado por Chiu et al. [2003] é o impacto do ruido na detecgao de motifs,
pois perturbagoes minimas podem comprometer severamente as métricas de similaridade, dificul-
tando o reconhecimento de padrdes semelhantes em conjuntos de dados. A determinacdo das di-
mensoes temporais dos motifs, conforme observado por Linardi et al. [2020], constitui outro desafio,
j& que os comprimentos dos padroes procurados nao sao previamente conhecidos.

Além disso, a implementacao de solugoes computacionalmente eficientes continua sendo questao
central, particularmente considerando as demandas por processamento em tempo real e a neces-
sidade de adaptagao as propriedades dinamicas inerentes aos dados temporais [Rong et al., 2020].
Chiu et al. [2003| observam que implementagoes de for¢a bruta para identificacao de motifs apre-
sentam limitacoes de escalabilidade, pois a complexidade computacional cresce de forma quadratica
com as dimensoes dos conjuntos analisados, inviabilizando sua aplicagao em bases de grande volume.

Métodos aproximados baseados em discretizagao simbélica, como o SAX, reduzem o custo com-
putacional por meio de agregagdo temporal e indexagao, alcan¢ando complexidade O(nlogn) [Lin
et al., 2003, 2007]. Essa estratégia viabiliza buscas eficientes e justifica sua adogao como baseline
em descoberta de motifs. Entretanto, o SAX depende da suposicdo de normalidade estatistica e
de breakpoints fixos. Em sinais de eletrocardiograma (ECG), cuja morfologia é frequentemente nao
gaussiana e altamente assimétrica em contextos patologicos, breakpoints fixos tendem a agrupar pa-

droes morfologicamente distintos sob o mesmo simbolo ou a fragmentar variagoes sutis clinicamente



relevantes [Butler and Kazakov, 2015; Castro and Azevedo, 2012].

Em contraste aos métodos aproximados baseados em discretizagao simbolica, métodos exatos
baseados em comparacio exaustiva apresentam complexidade computacional quadratica O(n?), o
que compromete sua escalabilidade em bases reais [Mueen et al., 2009]. Essa complexidade compu-
tacional motiva o desenvolvimento de métodos mais eficientes, como o Matriz Profile (MP), uma
estrutura de dados que armazena as métricas de similaridade minimas para cada segmento tem-
poral em relacdo ao seu correspondente mais similar na série analisada [Zhu et al., 2018]. O MP
consolidou-se como ferramenta para identificagao de motifs por meio de algoritmos especializados
como Scalable Time Series Anytime Matriz Profile (STAMP) e Scalable Time Series Ordered-Search
Matriz Profile (STOMP), embora a maioria dessas implementagoes empregue exclusivamente mé-
tricas baseadas na Distancia Euclidiana [Zhu et al., 2018].

Do ponto de vista da eficiéncia computacional, embora o MP tenha introduzido otimizagoes
baseadas em Fast Fourier Transform (FFT), métodos exatos, incluindo essas implementagoes oti-
mizadas, permanecem fundamentalmente limitados pelo piso assintético de €2(n?), uma vez que o
problema exige a avaliacao de distancias entre todos os pares de subsequéncias. Esse limite inferior
implica que, independentemente de otimizagoes de implementacao, o custo computacional cresce
rapidamente com o tamanho da série, restringindo sua aplicabilidade em cenérios de grande escala
ou analises exploratoérias.

Esse tipo de abordagem de similaridade, apesar da eficiéncia computacional, apresenta restri-
¢oes na analise de padroes com defasagens temporais ou variagoes de velocidade, pois a Distéancia
Euclidiana pressupoe alinhamento temporal perfeito entre as sequéncias comparadas. Quando um
padréao se manifesta em momentos diferentes ou é executado em ritmos distintos, essa métrica pode
falhar em reconhecer similaridades morfologicas, levando a interpretacoes erroneas [Alace et al.,
2020].

O Dynamic Time Warping (DTW) representa uma estratégia de correspondéncia mais flexivel,
possibilitando o reconhecimento de padroes similares independentemente de variacoes temporais
locais por meio de alinhamentos adaptativos [Alaee et al., 2020]. Entretanto, a integragao entre
técnicas de DTW e algoritmos de descoberta de motifs apresenta demandas computacionais consi-
deréveis, pois ambas as estratégias requerem uso intensivo de recursos como tempo de processamento
e memoria, devido & complexidade envolvida na anélise de grandes conjuntos de dados [Alaee et al.,
2020].

Esta desafiadora complexidade, inerente a identificacao de motifs em séries temporais, impulsi-
ona a investigacao de algoritmos mais sofisticados, incluindo abordagens de aprendizado profundo
como autoencoders |Rong et al., 2020|. Estas arquiteturas neurais destacam-se no contexto de

aprendizado nao supervisionado por sua capacidade de extrair representacgoes latentes dos dados



enquanto executam compressao dimensional, oferecendo solugbes promissoras para a analise de con-
juntos complexos [Berahmand et al., 2024]. Para dados sequenciais, os autoencoders demonstram
eficicia na captura de caracteristicas temporais relevantes, estabelecendo codificagbes compactas
que preservam propriedades informacionais dos sinais originais [Liang et al., 2021].

Comparados com implementagoes convencionais, como métodos lineares de reducao de dimensio-
nalidade, modelos rasos baseados em engenharia manual de caracteristicas e abordagens tradicionais
de modelagem temporal, os modelos de aprendizado profundo apresentam vantagens na analise de
dados temporais, incluindo extracao automatica de caracteristicas, capacidade de aprender mapea-
mentos nao lineares complexos e maior robustez no processamento de conjuntos de dados de grande
escala [Berahmand et al., 2024|. Para dados biomédicos, particularmente sinais de ECG, técnicas de
aprendizado profundo evidenciam capacidades superiores de extracao de caracteristicas e de desem-
penho classificatorio em comparagao com métodos tradicionais de aprendizado de maquina [Liang
et al., 2021], representando uma dire¢ao metodoloégica promissora que pode superar fragilidades dos
processos convencionais de analise [Ding et al., 2023|.

Apesar desse potencial, revisoes recentes indicam que ainda sdo escassas as abordagens que
integram explicitamente autoencoders a pipelines classicos de descoberta de motifs e inexistentes
quando aplicadas em dados de ECG |Guerrmi et al., 2025]. A literatura evidencia um compro-
misso entre métodos exatos, que oferecem precisao a custa de complexidade quadratica, e métodos
simbolicos aproximados, que escalam eficientemente mas impoem pressupostos estatisticos rigidos.
Embora autoencoders demonstrem capacidade superior para aprender representacoes latentes ex-
pressivas em diversos dominios [Neloy and Turgeon, 2024|, sua aplicagao especifica para detec¢ao
de motifs em séries temporais permanece pouco explorada.

Esse hiato é particularmente relevante, pois métodos tradicionais, como o SAX, frequentemente
falham em identificar padroes sutis mas clinicamente significativos em dados fisiol6gicos, impondo
representagoes fixas que podem nao capturar a complexidade dos dados biomédicos [Castro and
Azevedo, 2012]. A auséncia de implementagoes que combinem a flexibilidade de representagao dos
autoencoders com técnicas robustas de deteccao de motifs baseadas em entropia representa opor-
tunidade para avangos metodologicos que podem impactar diretamente aplicagoes clinicas. Essas
caréncias fundamentam a questao central desta pesquisa: o uso de autoencoders para representagao
de séries temporais resulta em melhor desempenho na deteccao de motifs quando comparado a
métodos tradicionais?

A hipoétese baseia-se na capacidade demonstrada dos autoencoders de descobrir padroes de forma
nao supervisionada com qualidade comparavel as abordagens classicas, oferecendo vantagens na
descoberta automatica de padroes que cobrem a série temporal de forma mais abrangente |[Noering

et al., 2021]. Essa capacidade sugere que a integragao de autoencoders pode oferecer alternativa mais



robusta e adaptavel para a identificagao de motifs em cenérios de alta complexidade e variabilidade
dos dados, justificando a presente investigacao sobre essa integragao.

Para preencher essa lacuna, a presente pesquisa propoe o Latent Encoding for Motif Dis-
covery (LEMOD), abordagem que substitui a discretizagao tradicional por autoencoders, explo-
rando o potencial de representacoes latentes aprendidas automaticamente para melhorar a deteccao
de motifs em séries temporais usando dados de ECG. O objetivo geral desta investigagdo é desen-
volver e validar um método que combine a capacidade de compressao nao linear dos autoencoders
com técnicas de descoberta de motifs baseadas em entropia, superando limitagoes identificadas por
Rong et al. [2020] relacionadas & perda de propriedades de similaridade nos métodos tradicionais
de reducao de dimensionalidade, nas quais padroes originalmente similares podem ser identificados
como dissimilares apds a transformacao. Esse tratamento visa preservar caracteristicas essenciais
dos padroes temporais enquanto mantém complexidade computacional viavel (O(nlogn) na fase de
descoberta), permitindo detecgao eficiente e precisa de estruturas repetitivas em sinais biomédicos
complexos.

Os objetivos especificos desta pesquisa sao: (i) avaliar a sensibilidade dos parametros presentes
na implementacao do autoencoder, de modo a verificar sua capacidade de reconstrucao dos dados
da série temporal apos codificagdo e decodificagao, (i) comparar o LEMOD e o método SAX
tradicional, utilizando métricas soft de avaliagao (precisao, revocagao e Fy score) aplicadas a tarefa
de detecgao de motifs, e (4ii) validar empiricamente a capacidade do método proposto em identificar
padroes clinicamente relevantes no Massachusetts Institute of Technology Beth Israel Hospital (MIT-
BIH) Arrhythmia Database [Moody and Mark, 1992, 2001|, demonstrando sua aplicabilidade pratica
em cenérios de anélise de sinais biomédicos. Esses objetivos permitem a avaliacao sistemética da
eficacia desta abordagem em comparacao com métodos consolidados na literatura.

As contribuicGes desta pesquisa abrangem aspectos metodologicos, aplicados e tedricos no campo
da analise de séries temporais biomédicas. Os resultados sao interpretados no contexto dos dados
de ECG. Do ponto de vista metodolégico, espera-se desenvolver proposta para detecgao de motifs
que preserve as propriedades de similaridade dos dados originais por meio do uso de representacoes
latentes aprendidas automaticamente, superando limitagoes dos métodos de discretizagao linear
identificadas na literatura.

No ambito aplicado, prevé-se demonstrar a eficacia do tratamento proposto na identificagao de
padrdes regulares e arritmicos em dados de ECG, contribuindo para o avango das técnicas de anélise
automatizada de sinais biomédicos e fornecendo ferramenta complementar aos métodos tradicionais
de diagnostico cardiovascular.

Do ponto de vista tedrico, a pesquisa visa contribuir para o entendimento de como autoencoders

podem ser integrados em pipelines de mineragao de séries temporais, estabelecendo principios e



diretrizes para investigagoes futuras que combinem aprendizado profundo com técnicas classicas de
descoberta de padroes em dados temporais complexos.

Este trabalho esta organizado em cinco capitulos: apdés esta Introdugédo, o Capitulo II aborda
o Referencial Teorico sobre séries temporais e autoencoders. O Capitulo III revisa os Trabalhos
Relacionados & detecgao de motifs em séries temporais. Em seguida, o Capitulo IV detalha a
Metodologia proposta para o LEMOD na deteccao de motifs. O Capitulo V apresenta a Avaliagdo
Experimental e os resultados obtidos e o Capitulo VI expoe a Conclusao, destacando as contribuigoes

da presente pesquisa e as oportunidades de trabalhos futuros.



Capitulo II Referencial Teoérico

Este capitulo apresenta o referencial teérico sobre séries temporais e deteccao de motifs utili-
zando autoencoders. A Secao I1.1 aborda aspectos elementares de séries temporais e desafios centrais
de sua anélise. A Segdo 1.2 discute técnicas de pré-processamento aplicadas a esse tipo de dado.
A Segao I1.3 explora o conceito de motifs em séries temporais, examinando métodos para sua de-
teccao. A Secao I1.4 apresenta métricas de avaliagao de algoritmos utilizadas na materializagao dos
resultados desta pesquisa. Por fim, a Se¢ao I1.5 trata de redes neurais e autoencoders, avaliando sua
aplicagao em compressao e reconstrucao de séries temporais, aspectos essenciais para a abordagem

metodolégica proposta.

II.1 Séries temporais

Uma série temporal constitui uma sequéncia ordenada de observagoes, em que cada elemento
representa uma medigao em um instante especifico, preservando a dependéncia sequencial inerente
aos dados temporais [Esling and Agon, 2012; Fu, 2011; Ogasawara et al., 2025; Shumway and Stoffer,
2025|. Pode ser expressa como na Equacao I1.1, onde X representa a série temporal, x; denota cada

observacao individual, n é o ntiimero total de observagoes e i é o indice temporal da observagao.

X:(l‘l,xg,...,xn), ;i €R (111)

Essa estrutura apresenta propriedades matematicas que incluem indexagao temporal explicita,
ordem cronologica obrigatéria e dependéncia entre observagoes consecutivas, distinguindo-se de
conjuntos de dados convencionais pela necessidade de preservar a sequencialidade para anélises
significativas [Keogh and Kasetty, 2003; Shumway and Stoffer, 2025|. As séries temporais podem
ser univariadas, quando representam a evolugdo de uma tnica variavel ao longo do tempo, ou
multivariadas, quando multiplas variaveis sao observadas simultaneamente em cada instante |Esling
and Agon, 2012; Fu, 2011; Ogasawara et al., 2025]. Assume-se sincronizagao entre as medigoes e
aplicam-se técnicas de interpolagdo ou imputagao quando houver dados faltantes [Ogasawara et al.,
2025].

Para facilitar o processamento e a aplicagdo de algoritmos de mineragdo de dados temporais,

Rnxd

essas estruturas organizam-se em representagao matricial X € , em que n denota o compri-



mento temporal da série e d representa a dimensionalidade dos atributos observados. Para o caso

univariado, adota-se d = 1 e X € R"*!. A Figura IL.1 ilustra uma série temporal univariada.
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Figura II.1: Série temporal de ECG do MIT-BIH Arrhythmia Database [Moody and Mark, 1992]:
amplitudes do sinal elétrico cardiaco em (mV) no eixo y e tempo em (s) no eixo x; taxa de amos-
tragem de 360 Hz.

As propriedades estatisticas das séries temporais manifestam-se por componentes estruturais que
determinam seu comportamento [Esling and Agon, 2012; Fu, 2011; Ogasawara et al., 2025; Shumway
and Stoffer, 2025]. A tendéncia representa o movimento de longo prazo da série e pode ser detectada
por regressao linear ou filtros de suavizagao. A sazonalidade caracteriza padroes ciclicos que se repe-
tem em intervalos fixos e pode ser analisada por decomposicao aditiva ou multiplicativa, conforme
a interacdo entre os componentes. As flutuagoes nao explicadas pela tendéncia ou sazonalidade
compoem o termo de ruido, tratado como processo estocéstico, geralmente assumido como ruido
branco gaussiano com média zero e variancia finita [Ogasawara et al., 2025]. A decomposigao aditiva
pode ser expressa pela Equacao I1.2, onde 7, m e w representam, respectivamente, as componentes

de tendéncia, sazonalidade e ruido aleatorio.

Ty =Ty + T+ Wy (112)

A autocorrelacdo quantifica a dependéncia temporal entre observacoes por meio da fungao de
autocovariancia, conceito estabelecido na literatura de séries temporais [Esling and Agon, 2012;
Shumway and Stoffer, 2025|, expressa na Equagao I1.3, onde ~;(s, t) representa a fungao de autoco-
variancia, s e t sdo instantes temporais especificos, x5 e x; denotam as observagoes nos respectivos
instantes, us e u; sdo as médias das observagoes nos instantes correspondentes, e E|-] é o operador

esperanca matematica.

’Ym(sa t) = COV(.Q:S, xt) = E[(st - Ns)(xt - Mt)] (HS)

Essa funcao fornece informacgoes sobre a estrutura de dependéncia temporal e fundamenta a

deteccao de padroes repetitivos.



A estacionariedade constitui conceito central na anélise de séries temporais [Salles et al., 2019;
Shumway and Stoffer, 2025|]. De modo geral, uma série é considerada estacionaria quando suas
propriedades estatisticas permanecem invariantes ao longo do tempo. Distinguem-se, nesse con-
texto, duas nogoes complementares: Estacionariedade fraca que caracteriza-se pela constancia
do valor esperado e pela invaridncia da fun¢ao de autocovaridncia, a qual depende exclusivamente
da defasagem entre observagoes, e nao do instante temporal especifico. Trata-se da forma mais
utilizada na pratica, sendo suficiente para a aplicagao da maioria dos modelos lineares cléssicos. A
Estacionariedade forte define uma condicdo mais restritiva, segundo a qual toda a distribuicao
de probabilidade do processo deve permanecer inalterada sob translagoes temporais. Assim, todas
as suas propriedades estatisticas devem ser invariantes no tempo. A suposicao de estacionariedade
é central para a validade de diversos procedimentos inferenciais e algoritmos de modelagem, razao
pela qual a auséncia dessa propriedade demanda transformacoes apropriadas, como diferenciagao
de primeira ordem ou transformagoes de poténcia (por exemplo, Box—Cox) [Shumway and Stoffer,
2025].

A avaliacao formal da estacionariedade, por meio de testes estatisticos adequados, constitui
etapa indispenséavel na preparacao dos dados, sobretudo em aplicagoes que envolvem deteccao de
motifs e processos de validacao estatistica. A Figura I1.2 apresenta exemplo de série estacionéria,

enquanto a Figura II.3 mostra série nao estacionéria.
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Figura I1.2: Série temporal estacionaria: ECG evidenciando batimentos cardiacos normais.
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Figura I1.3: Série temporal nao estacionaria: ECG caracterizado por episddios de arritmia.
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As consideragoes sobre similaridade temporal evidenciam a necessidade de métricas que consi-
derem a natureza sequencial dos dados [Esling and Agon, 2012; Fu, 2011; Keogh and Kasetty, 2003;
Ogasawara et al., 2025]. Os desafios de alinhamento surgem da comparagao entre subsequéncias
possivelmente deslocadas no tempo, exigindo técnicas capazes de identificar padroes similares inde-
pendentemente da posicao temporal. A invariancia a transformacoes constitui outro aspecto crucial,
pois padroes podem manifestar-se com diferentes escalas, amplitudes ou orientagdes, demandando
métricas robustas que preservem a similaridade estrutural.

A analise para detecgao de eventos enfrenta desafios computacionais e metodologicos que impac-
tam a eficicia dos algoritmos e a qualidade dos resultados. Esses obstaculos decorrem de caracteris-
ticas dos dados temporais e de limitacées de métodos tradicionais, exigindo abordagens adequadas.
Um desafio esta relacionado a maldi¢ao da dimensionalidade, que se manifesta em séries temporais
multivariadas; a crescente dimensionalidade compromete a viabilidade dos métodos de detecgao,
requerendo técnicas de pré-processamento para reduzir a complexidade. Ademais, a nao estaciona-
riedade pode impactar a modelagem, levando a inferéncias incorretas e exigindo técnicas especificas
de estabilizagao [Ogasawara et al., 2025].

A escalabilidade computacional ¢ critica na descoberta de motifs. Mueen et al. [2009] observam
que o algoritmo direto de extracao de motifs tem complexidade quadréatica no comprimento da série.
Embora existam técnicas de aproximagao para contornar essa limitagao, a complexidade pode ser
gerenciada por otimizagao de algoritmos, processamento paralelo e redugao de dados [Ogasawara

et al., 2025].

11.2 Pré-processamento de séries temporais

O pré-processamento constitui etapa fundamental na detecgao de eventos, sobretudo na des-
coberta de motifs. Trata a variabilidade de escalas e a complexidade computacional por métodos
diversos. No escopo deste trabalho, empregam-se normalizagao, segmentagao por janelas deslizantes
e representacao simboélica, conceituadas a seguir.

A normalizagao possibilita comparar séries com diferentes deslocamentos e amplitudes [Lin et al.,
2003]. Essa operagao ajusta as escalas dos dados, eliminando diferengas de magnitude que podem
mascarar padroes relevantes. A normalizagdo Z-Score transforma os dados em distribuigdes com
meédia zero e desvio padrdo unitario. Ogasawara et al. [2010] definem que, nesse caso, os valores
de uma série temporal X sao normalizados de acordo com sua média u(X) e desvio padrao o(X),

sendo um valor x; € X normalizado para Z; pela Equagao I1.4.

(I1.4)
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O método Min-Max mapeia os valores para um intervalo predefinido, tipicamente [0, 1] ou [—1, 1].
Os valores sdo ajustados conforme minimo e maximo da série temporal analisada, convertendo
x; € X para I; no intervalo definido pela Equagao I1.5, onde high e low s&o os limites superior e
inferior do intervalo de destino, e min(X) e max(X) representam os valores minimo e maximo da

série temporal [Ogasawara et al., 2009].

x; — min(X)
max(X) — min(X)

Z; = (high — low) - + low (IL.5)

A normalizagao adaptativa surge como alternativa para superar limitagoes de métodos tradici-
onais, especialmente em contextos nao estacionarios e para dar suporte a métodos de aprendizado
de méaquina. Ogasawara et al. [2010] propoem um método que transforma a série em sequéncia
de dados da qual as propriedades estatisticas sao calculadas e consideradas na normalizacao. O
procedimento compreende quatro passos: (i) calcular a média movel para cada janela deslizante,
(7i) obter o residuo de cada janela em relagdo a sua média movel, (i7) calcular a distribui¢ao de
residuos para todas as janelas removendo as que contém outliers e, por fim, (7v) normalizar todas
as janelas usando Min-Max extraido da distribuicao de residuos limpa.

A segmentac@o por janelas deslizantes divide as séries em subsequéncias de tamanho fixo e
permite a anélise de propriedades locais [Lin et al., 2003]. No contexto de detec¢ao de motifs,
possibilita a comparagao direta de segmentos de igual comprimento e oferece suporte a métodos
de aprendizado de maquina [Ogasawara et al., 2025]. A subsequéncia é um subconjunto continuo
dos valores da série com comprimento fixo iniciando em uma posicao especifica. Yeh et al. [2018|
formalizam como mostrado na Equacao II.6, onde X; g, representa a subsequéncia, x; denota cada
elemento da série X, sw é o comprimento da janela, ¢ é a posi¢ao inicial e n é o tamanho total da

série:

Xi,sw =X, Titly-- -y Titsw—1, 1 <i<n—sw+1 (116)

O conjunto de todas as subsequéncias possiveis W é obtido deslizando uma janela de compri-
mento sw através de X, resultando no conjunto definido na Equagao I1.7 adaptada de [Yeh et al.,

2018).

W = {Xl,swu X27swu cey Xn—sw—i—l,sw} (117)

Assume-se passo de deslizamento unitario (s = 1), gerando sobreposi¢do maxima entre janelas
consecutivas, embora seja possivel adotar outros valores de passo s € N com 1 < s < sw. Janelas
incompletas nas extremidades sao descartadas, sempre garantindo subsequéncias com comprimento

SWw.
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As estratégias de sobreposicao sao inerentes as janelas deslizantes, nas quais cada subsequéncia
compartilha sw — 1 elementos com a subsequéncia adjacente. Isso permite detectar padroes que
cruzam limites de janelas [Lin et al., 2003].

A representagdo simboélica transforma dados numéricos continuos em sequéncias discretas de
simbolos de alfabeto finito. Essa abordagem viabiliza algoritmos de processamento de strings e
técnicas de mineracao de textos, oferecendo reducao dimensional, eficiéncia computacional e capa-
cidade de indexagao [Lin et al., 2007].

Piecewise Aggregate Approzimation (PAA) constitui uma etapa intermediaria na simbolizagao,
promovendo a redugao do ntimero de observagoes por agregagao temporal [Ogasawara et al., 2025].
Lin et al. [2003] definem que uma série X de comprimento n pode ser representada em espago
w-dimensional pelo vetor X = Z1, ..., Ty, calculado pela Equacéo IL.8, onde Z; representa o i-ésimo
elemento agregado, w é a dimensionalidade do espago reduzido, n é o comprimento da série original

e x; denota cada observagao individual.

n -

w w
T, = — . II.
z o E , Lj (I1.8)

J=2(i-1)+1

Essa agregagao pode ser vista como aproximagao da série original por combinacao linear de
fungoes de segmentagao retangulares, exemplo de redugao de dimensionalidade intuitiva [Lin et al.,
2003|.

SAX representa a extensao simbolica da PAA, mapeando coeficientes agregados para simbolos
alfabéticos por particionamento estatistico. Lin et al. [2003, 2007] mostram que séries normalizadas
tendem & distribuicao gaussiana, permitindo determinar breakpoints que produzem areas de igual
tamanho sob a curva. O SAX particiona a série em intervalos segundo essas quebras, cada um
associado a um simbolo particular [Lin et al., 2007]. O tamanho do alfabeto determina o ntamero de
partigoes para o dominio, e todos os valores sao substituidos por seus simbolos associados [Ogasawara
et al., 2025|. A Equagao II1.9 transforma uma série com n observagdes e um alfabeto de tamanho
« na série baseada em SAX, onde y; representa o simbolo resultante, x; é cada observacao da série
original, (aq,...,aq) constitui o alfabeto simbélico e B, ..., Bq—1 sa0 os breakpoints determinados

pela distribuigdo gaussiana |[Ogasawara et al., 2025].

ai, sex; € [—o0, 1]

az, se x; € [B1, o]

Yi (I1.9)

Aq, S€ T; € [/Baflyoo]

\
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A agregacao temporal fornecida por PAA diminui a influéncia do componente residual e, em
seguida, a aplicacdo do SAX permite a descoberta de motifs mais relacionados aos componentes
de tendéncia e sazonalidade mais representativos de um fenémeno [Ogasawara et al., 2025]. Essas

ideias introduzem as abordagens especificas de descoberta de motifs.

I1.3 Deteccao de motifs em séries temporais

Motifs em séries temporais sao subsequéncias frequentes que apresentam similaridade morfol6-
gica [Maletzke et al., 2014|, podendo também ser entendidos como pares de subsequéncias individuais
ou segmentos de uma série mais longa que exibem semelhanga entre si [Mueen et al., 2009|. A fi-
nalidade da descoberta é identificar padroes desconhecidos sem conhecimento prévio sobre quando
ocorrem ou que forma assumem |[Torkamani and Lohweg, 2017]. Os motifs encerram informagoes
sobre o sistema e oferecem percepgoes sobre o fenémeno estudado [Torkamani and Lohweg, 2017].

Seja ¢ uma sequéncia de tamanho sw e W o conjunto de janelas deslizantes de tamanho sw
obtidas de uma série X. O conjunto de ocorréncias de ¢ em X é o conjunto de janelas w; de W

similares a ¢, conforme a Equagao I1.10 [Ogasawara et al., 2025].

occurs(q, X) = {w;} | Yw; € W w; = q (IL.10)

A Equacao I1.11 mostra que uma sequéncia ¢ é um motif em X com suporte v se e somente se

q ocorre em X pelo menos v vezes [Ogasawara et al., 2025]:

motif(q, X) < |occurs(q, X)| > v (IL.11)

A literatura distingue métodos exatos e aproximados para descoberta de motifs. Os métodos
exatos computam a medida de distadncia entre sequéncias, e os aproximados baseiam-se em indexacao
[Ogasawara et al., 2025]. Correspondéncias triviais constituem aspecto critico: ocorrem quando duas
subsequéncias compartilham sobreposicao substancial ou quando uma subsequéncia corresponde a
si mesma,; tais casos devem ser excluidos para garantir padroes informativos |Lin et al., 2002].

A abordagem top-k motifs identifica os k motifs mais significativos segundo critérios de ordena-
¢ao e desconsiderando correspondéncias triviais, enquanto métodos baseados em threshold detectam
todos os motifs que satisfazem limiar predefinido [Torkamani and Lohweg, 2017]. Mueen et al. [2009]
formalizam o k-ésimo motif como o k-ésimo par mais similar na base, estabelecendo hierarquia de
relevancia.

A avaliagdo da qualidade dos motifs descobertos representa desafio metodolégico. Caso um
motif ¢ ocorra com frequéncia excessiva, descaracterizando seu desconhecimento prévio, ou nao

agregue informacao, ele pode ser descartado ou classificado como falso [Ogasawara et al., 2025].
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A significancia estatistica pode ser calculada por testes de hipdtese que comparam a frequéncia
observada com expectativas [Castro and Azevedo, 2011].

A seguir, apresentam-se técnicas de deteccao de motifs. Essas técnicas vao de algoritmos de forga
bruta a estratégias de otimizacao, com trade-offs entre precisao, eficiéncia e escalabilidade. A forca
bruta representa a estratégia direta, que realiza a comparagao exaustiva entre todas as subsequéncias
da série temporal; embora essa técnica garanta completude na busca, apresenta complexidade O(n?)
[Lin et al., 2002; Mueen et al., 2009; Yeh et al., 2018]. As limitagoes de escalabilidade desses métodos
exatos motivaram o desenvolvimento de algoritmos aproximados [Mueen et al., 2009]. Técnicas de
aceleracao, como early abandoning e pruning, que interrompem calculos de distancia assim que
um limiar é excedido, permitem reduzir a complexidade pratica mantendo garantias de exatidao
[Yankov et al., 2007].

O método baseado em indexacgao surge como alternativa eficiente a busca exaustiva, introduzindo
tolerancia controlada por meio de técnicas de discretizagao simbolica como PAA e SAX [Ogasawara
et al., 2025]. Essa abordagem, considerada aproximada, viabiliza a descoberta de motifs com
significativa redugao do custo computacional, alcangando complexidade O(n - logn) por meio de

estruturas de indexag@o que evitam comparagoes redundantes [Ogasawara et al., 2025].

I1.4 Meétricas de avaliagao na detecgao de motifs

No contexto de detecgdo de eventos, a medigdo do desempenho de um algoritmo traduz-se na
avaliacdo da aderéncia de um método a uma aplicagao especifica [Ogasawara et al., 2025|. Essa
avaliagao ocorre pela comparagao do resultado do detector, positivo (P) ou negativo (N), com os
eventos marcados e conhecidos previamente [Han et al., 2022|. Na detecgao de motifs, os resultados
positivos indicam a presenca de um motif e as negativos indicam observagoes tipicas [Ogasawara
et al., 2025].

Dessa comparagao, surgem os elementos usados no calculo das métricas: Verdadeiro Positivo
(TP), evento marcado previamente na série e corretamente identificado; Verdadeiro Negativo (TN),
observagao tipica sem identificagdo de evento; Falso Positivo (FP), observacao tipica com identifi-
cagao equivocada; e Falso Negativo (FN), evento marcado previamente nao identificado [Han et al.,
2022|. Esses elementos sao resumidos em uma matriz de confusdo, util para analisar o desempenho
do método. TP e TN indicam detecgao correta, enquanto FP e FN indicam erros [Han et al., 2022].
A matriz de confusdo contabiliza as classifica¢oes segundo a unidade de anéalise definida, que pode
ser por observacao individual, por janela deslizante ou por evento detectado, dependendo da abor-
dagem metodologica. A Tabela II.1 [Han et al., 2022] apresenta a matriz de confusdo. No melhor
cenario, os elementos fora da diagonal principal devem assumir valor zero ou préximos de zero.

Com os elementos da matriz de confusdo, calcula-se as métricas para medir o desempenho do
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Tabela II.1: Configuracao da Matriz de Confusao da deteccao de motifs.

Detectado

Positivo  Negativo

Positivo TP FN
Negativo FP TN

Real

algoritmo. A acurécia representa a porcentagem de acertos, com ou sem motifs. A precisao mede a
exatidao, indicando a porcentagem de motifs identificados que realmente o sdo. A revocacao mede
a completude, mostrando a porcentagem de motifs corretamente identificados. Precisao perfeita
(1,0) significa que todos os motifs detectados eram motifs, mas nao informa sobre motifs perdidos.
Revocagao perfeita (1,0) indica que todos os motifs foram identificados, mas nao revela quantas
observagoes tipicas foram incorretamente rotuladas como motifs. Ha relacao inversa entre precisao
e revocacao, sendo possivel aumentar uma a custa da outra. A medida F} combina precisdo e
revocagao em métrica tnica, oferecendo equilibrio entre ambas, pois é a média harmonica entre as

duas. A Tabela II.2 mostra as métricas utilizadas no escopo deste trabalho [Han et al., 2022].

Tabela I1.2: Métricas bésicas para avaliagdo da detecgao de motifs.

Meétrica Formula
Acuraci TP+TN
curacia _
P+ N

Preciss TP
recisao TP+ FP

R 5 TP
evocacao _
voeag TP+ FN

2 X Precisao x Revocagao

Fy
Precisao 4+ Revocagao

Considere um exemplo de deteccao de motifs em série com 10 observagoes, em que o algoritmo
produziu 3 detecgoes nos tempos 2, 5 e 8, sendo os motifs verdadeiros localizados nos tempos 5, 8
e 9. Aplicando pareamento exato, obtém-se: TP =2, TN = 6, FP =1 e FN = 1, produzindo
acuracia de 0,8, precisao de 0,67, revocagao de 0,67 e F} de 0,67.

Embora as métricas tradicionais fornecam avaliagdo de desempenho, elas apresentam limitacoes
no contexto de séries temporais, em que detec¢oes temporalmente préoximas aos eventos reais podem
surgir devido a efeitos antecedentes ou subsequentes do fendmeno observado [Salles et al., 2024].
Apesar de detecgoes vizinhas possuirem valor pratico, as métricas tradicionais adotam abordagem

binaria que desconsidera a proximidade temporal, tratando qualquer deteccao nao exata como erro
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absoluto [Salles et al., 2024]. A demanda por métricas que considerem tempo e tolerancia torna-se
evidente e motiva a adogao das métricas Soft Event Detection (SoftED), que suavizam a avaliagao
ao incorporar essa tolerancia.

As métricas SoftED redefinem os elementos da matriz de confusao. Cada deteccao d; recebe um
score soft ds(d;) baseado em sua proximidade temporal aos eventos reais, calculado por uma fungao
de pertinéncia triangular definida na Equacao I1.12, onde p, (tq;) representa o grau de pertinéncia
da detecgao ao evento, tg, € o instante da detecgao, t.; ¢ o instante do evento e k ¢ o parametro de

tolerancia que define a janela simétrica de £k observagdes ao redor do evento [Salles et al., 2024].

ta, — (te. — k) (te, + k) — ta,
uej(tdi):ma)((min(dl (kj ),(J k) dl),o) (IL.12)

O score final ds(d;) ¢ determinado atribuindo-se cada detec¢ao ao evento temporalmente mais
proximo e aplicando-se restricoes para manter integridade com as métricas tradicionais, em que
apenas a melhor detecgdo para cada evento recebe score nao zero, conforme a Equacao I1.13 [Salles

et al., 2024].

maxe; fle, (tq;), se d; é a detecgdo representativa do evento mais proximo
ds(d;) = (I1.13)

0, caso contrario

Os TP;, FNg;, FP; e TN, em versoes soft, sao apresentados nas Equacoes 11.14, I1.15, I1.16
e I1.17 [Salles et al., 2024|. Essas métricas soft permitem que detec¢Oes proximas aos eventos

contribuam proporcionalmente, oferecendo avaliacdo mais realista da capacidade de deteccao de

motifs.
é
TP, = di(d;) (IL.14)
=1
FN, =m — TP, (I1.15)
19
FP, =Y (1-dy(dy)) (I1.16)
=1
TN, = (|X| — m) — FP, (I1.17)

onde ¢ é o namero de detecgoes, m é o nimero de eventos reais e | X| é o comprimento da série.

Outro aspecto complementar & qualidade dos motifs detectados diz respeito & entropia infor-
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macional, que oferece perspectiva quantitativa baseada na teoria da informacao para distinguir
estruturas significativas de ruido. A entropia de Shannon, aplicada a sequéncias simboélicas, quanti-
fica esse valor por meio da distribuicao de probabilidade dos simbolos e apresenta-se mais elevada em
sequéncias com maior diversidade [Cover and Thomas, 2012]. Para uma variavel aleatoria discreta
com fungao de massa de probabilidade e alfabeto especifico, a entropia é definida na Equacao II.18,
onde H (&) representa a entropia da variavel aleatoria £, p(z) é a fungdo de massa de probabilidade

e A denota o alfabeto ou conjunto de valores possiveis [Cover and Thomas, 2012].

H(E) =— p(x)log, pla) (I1.18)

zeA

A relagdo entre entropia e qualidade dos motifs manifesta-se pelo conceito de que motifs repre-
sentam regides de estrutura informacional especifica, em que a entropia serve como indicador de
complexidade e relevancia [Borges et al., 2020]. O uso da entropia para ranqueamento e filtragem
de candidatos constitui estratégia de priorizagao baseada em critérios informacionais [Borges et al.,
2020]. Essa metodologia identifica padroes com maior potencial analitico, priorizando motifs mais
ricos e relevantes em detrimento de estruturas triviais, contribuindo para a eficiéncia e a qualidade
do processo de descoberta.

No uso de autoencoders para detecgao de eventos, é fundamental avaliar a qualidade da repre-
sentagao latente (espago de menor dimensionalidade para onde sdo mapeados os dados de entrada).
Meétricas quantificam a capacidade de reconstrugéo pela comparagao entre a série original e sua
versao reconstruida, mensurando o quanto das caracteristicas originais é preservado. A funcao de
perda tipica em autoencoders, baseada no erro de reconstrugao L(x,g(f(x))), relaciona-se direta-
mente com essas métricas, em que g e f representam decoder e encoder, respectivamente [Goodfellow
et al., 2016]. A minimizac¢ao do erro quadratico médio durante o treinamento busca garantir que
a representagao latente preserve informagoes suficientes para reconstrugao fidedigna [Goodfellow
et al., 2016|. Para cumprir essa validagdo no escopo desta pesquisa, foram selecionadas as métricas
descritas a seguir.

O Coeficiente de Determinagdo (R?), coeficiente de determinacao, avalia a qualidade de predi-
¢ao e reconstrugao, representando a proporcao da varidncia na variavel dependente explicavel pelo
modelo [Chicco et al., 2021; James et al., 2021]. Valores proximos de 1.0 indicam alta capacidade
reconstrutiva, sendo matematicamente expresso na Equacdo 11.19, onde R? representa o coeficiente
de determinacao, y; sao os valores observados, ¢; sao os valores preditos pelo modelo, i é a média

dos valores observados e 7 ¢ o nimero de observagoes [James et al., 2021]:

T (i — i)?
R*=1-&Fbm (I1.19)

i1 (i — )
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A Raiz do Erro Quadrdtico Médio (RMSE), quantifica o erro entre valores preditos e observados,
fornecendo uma medida na mesma unidade dos dados [Chicco et al., 2021; James et al., 2021]. O
RMSE deriva do Erro Quadrdtico Médio (MSE) pela raiz quadrada e penaliza erros de grande
magnitude, sendo definido na Equacgao I1.20.

n
=1

I |~

(2

O Erro Percentual Absoluto Médio (MAPE), expressa o erro como percentual dos valores obser-
vados, oferecendo interpretabilidade em termos de erro relativo [Chicco et al., 2021]. Embora ttil
para comparagao entre séries de diferentes escalas, apresenta limitacoes quando aplicado a dados

com valores proximos de zero, sendo definido na Equacao I11.21.

Yi — Ui
Yi

1 n
MAPE:—Z

(11.21)
=

A avaliagdo da estabilidade das métricas de reconstrucao sob diferentes configuragoes experi-
mentais requer quantificacao de dispersao relativa. O Coeficiente de Variagao (CV), definido na
Equagao 11.22, expressa a razao entre desvio padrao (o) e média (p).

o

V= 11.22
. (I1.22)

Como alternativa robusta a outliers, o Coeficiente de Variagao Robusto (RCV), definido na
Equacao I1.23, substitui essas estatisticas paramétricas por suas contrapartes nao paramétricas: o
Desvio Absoluto da Mediana (MAD) (Equagao 11.24) em lugar do desvio padrao e a mediana ()

em lugar da média.

MAD
ROV = — (I11.23)
MAD = 1,4826 x mediana(|z; — Z|) (I1.24)

onde o fator 1,4826 garante comparabilidade com o desvio padrao em distribui¢oes normais.
Valores baixos de CV e RCV indicam estabilidade relativa, confirmando robustez da configuragao

testada independentemente de particularidades das séries analisadas. A comparagao entre CV e

RCV permite identificar se a dispersao observada decorre de variabilidade generalizada ou de valores

atipicos isolados [Everitt and Skrondal, 2010].
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II.5 Redes neurais e autoencoders

As redes neurais artificiais consistem em modelos paramétricos nao lineares que transformam
um conjunto de varidveis de entrada em um conjunto de variaveis de saida por func¢oes controladas
por parametros ajustaveis [Bishop, 2006]. Essas arquiteturas simulam o sistema nervoso biolégico,
em que o processamento ocorre por unidades interconectadas denominadas neurénios, que recebem
entradas por conexoes ponderadas e transmitem saidas apds computagoes locais [Aggarwal, 2017].
A combinacao dessas operagoes permite aproximar fungdes continuas.

Fundamentadas nesses principios, as redes neurais artificiais constituem a base dos autoencoders,
viabilizando o aprendizado de representagoes complexas a partir de dados. KEsses fundamentos
sao essenciais para compreender como autoencoders processam e codificam informacoes temporais,
estabelecendo bases para sua aplicacdo em detecgao de motifs e anélise de séries temporais.

O perceptron representa a forma bésica de rede neural, sendo um modelo de regressao linear com
duas camadas de nés na entrada e um tnico né de saida, em que o namero de nés de entrada é igual
a dimensao dos dados [Aggarwal, 2017]. Expandindo essa arquitetura, o perceptron multicamadas
caracteriza-se pela presenca de camadas ocultas entre as camadas de entrada e saida, em que cada
unidade oculta computa combinacao linear ponderada de suas entradas, transformada por funcao
de ativagdo nao linear [Bishop, 2006]. Essa sucessdo de transformagoes constitui a arquitetura
fundamental das redes neurais modernas [Goodfellow et al., 2016].

Matematicamente, cada neurénio em uma camada calcula sua ativacao de acordo com as saidas
da camada anterior [Bishop, 2006]. A Equagao I1.25 estende esses conceitos para redes com multiplas

l . ~ N -1) -~
camadas ocultas, onde ag) representa a ativacao do neurénio ¢ na camada [, WZ(J ) si0 os pesos

1)

conectando o neurénio j da camada [ — 1 ao neurdnio ¢ da camada [, bg é o bias do neurdnio 7 na

camada [, f(-) é a fungdo de ativagdo e 6 ¢ o ntumero de neurdénios na camada anterior.

ZW“ Dal'=0 4oV (I1.25)

As funcgoes de ativacao introduzem nao linearidades necessérias ao aprendizado de padroes com-
plexos [Bishop, 2006; Aggarwal, 2017|, permitindo que redes multicamadas aproximem fungoes com-
plexas [Goodfellow et al., 2016; Sakurada and Yairi, 2014]. Entre as mais utilizadas, destacam-se a
sigmoide logistica e a tangente hiperboélica, expressas nas Equagoes 11.26 e I1.27, onde z representa

a entrada pré-ativagdo da unidade neural [Bishop, 2006].

1

)

(11.26)
exp(2) — exp(—=2)

tanh(z) = exp(z) + exp(—2)

(11.27)
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O algoritmo backpropagation representa o mecanismo de treinamento de redes neurais multi-
camadas, baseado na aplicacao da regra da cadeia para calcular gradientes da funcao de erro em
relagao aos parametros da rede [Bishop, 2006; Goodfellow et al., 2016; Hinton and Salakhutdinov,
2006]. O processo envolve duas fases por insténcia de treinamento: propagacao direta das ativagoes
da entrada para a saida e propagagao reversa dos erros da saida para a entrada [Aggarwal, 2017].

Com esses fundamentos, os autoencoders constituem uma classe especifica de redes projetadas
para aprender representagoes eficientes por codificagao e decodificagdo, em que a rede é treinada
para reconstruir sua entrada na saida |Goodfellow et al., 2016]. A arquitetura encoder-decoder
representa o nicleo conceitual, com duas componentes interconectadas por representagao latente
compacta |Goodfellow et al., 2016; Hinton and Salakhutdinov, 2006]. O encoder, h = f(x), mapeia os
dados de entrada para espaco de menor dimensionalidade, enquanto o decoder produz reconstrucao
r = g(h) a partir dessa representagao [Goodfellow et al., 2016; Bascol et al., 2016; Roy et al., 2023].
Nesse processo, a rede preserva caracteristicas salientes dos dados, resultando em representacgao
latente que captura a estrutura essencial da informacao original.

As fungoes de perda em autoencoders baseiam-se na minimizacao do erro de reconstrucgao entre
a entrada original e a saida decodificada |Goodfellow et al., 2016; Roy et al., 2023; Noering et al.,
2021]. A fungao de custo tipica é L(z,g(f(x))), em que L representa uma medida de dissimilari-
dade, comumente o erro quadratico médio para dados continuos [An and Cho, 2015|. O processo
de otimizagao ajusta iterativamente os pardmetros das redes encoder e decoder, minimizando a dis-
crepancia entre entrada e reconstrugao [Hinton and Salakhutdinov, 2006].

A redugao de dimensionalidade com autoencoders oferece vantagens sobre métodos lineares como
Principal Component Analysis (PCA), permitindo representagoes nao lineares mais expressivas [Hin-
ton and Salakhutdinov, 2006; Goodfellow et al., 2016]. Quando regularizados, autoencoders apren-
dem representagoes hierarquicas e abstratas que capturam variagoes complexas nos dados [Bascol
et al., 2016; Noering et al., 2021]. Em séries temporais, essa capacidade é valiosa, pois padroes
complexos podem ser comprimidos em representacoes latentes que preservam informacoes criticas
[Roy et al., 2023]. O trade-off entre compresséo e fidelidade manifesta-se na necessidade de reduzir
a dimensionalidade preservando a qualidade da reconstrucao [Hinton and Salakhutdinov, 2006; Go-
odfellow et al., 2016]. A avaliagao dessa qualidade é crucial para a utilidade pratica dos autoencoders
[Sakurada and Yairi, 2014; Goodfellow et al., 2016].

O erro de reconstrugao, medido por métricas como o erro quadratico médio, constitui simultane-
amente a func¢ao objetivo de treinamento e a métrica de avaliagao da capacidade do modelo [Hinton
and Salakhutdinov, 2006]. Em detecgao de anomalias, valores elevados de erro indicam padroes que
diferem dos dados de treinamento [Roy et al., 2023; An and Cho, 2015]. Além disso, a interpretabi-

lidade da representacao latente e sua aplicabilidade para tarefas subsequentes constituem aspectos
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relevantes [Bascol et al., 2016; Noering et al., 2021]. Representagoes bem aprendidas podem servir
como caracteristicas para classificacao, clustering ou detecgao de motifs, oferecendo vantagens com-
putacionais por redugao dimensional [Hinton and Salakhutdinov, 2006; Sakurada and Yairi, 2014].
Em séries temporais, a capacidade de extrair padroes interpretaveis é especialmente valiosa, pois a
representacao comprimida pode revelar estruturas latentes e facilitar a descoberta automatica de
motifs, consolidando os autoencoders como ferramentas para analise de dados temporais complexos

[Bascol et al., 2016; Noering et al., 2021].
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Capitulo III Trabalhos Relacionados

Com o objetivo de fornecer base sélida para este trabalho, foi realizado um mapeamento sistema-
tico da literatura sobre descoberta de motifs em séries temporais, com énfase no uso de autoencoders.
Buscou-se estabelecer um panorama atualizado da tematica, a fim de identificar oportunidades de
investigacao e posicionar a proposta no cenério cientifico contemporaneo.

A estratégia de busca foi executada pela tltima vez em agosto de 2025 e foi empregada na
base Scopus como fonte priméaria, com o filtro inicial TITLE-ABS-KEY (“time series motif” OR
(“autoencoder” AND “time series” AND “motif”) OR (“autoencoder” AND “ECG”) OR (“SAX” AND
“motif”)), resultando em 689 publicagoes em inglés. Apos avaliagdo exploratoria de aderéncia ao
tema, eliminou-se cerca de 74% dos trabalhos. A analise dos resumos dos 180 estudos restantes
levou a selecao de 45 trabalhos, posteriormente expandida para 53 publicacoes através da utilizacao
da técnica de snowballing.

A organizagado do capitulo contempla trés se¢ées. A Segao III.1 examina 43 trabalhos sobre
detecgdo de motifs em séries temporais, abrangendo diferentes paradigmas e abordagens. A Segao
II1.2 analisa 13 estudos que incluem revisoes sistemaéticas, avaliagbes comparativas e frameworks de
avaliagdo. A Secao III.3 sintetiza as principais tendéncias, limitagoes e diregbes promissoras que

orientam a metodologia proposta nesta dissertagao.

III.1 Meétodos de Detecgao de Motifs em Séries Temporais

A deteccao de motifs em séries temporais evoluiu significativamente desde suas formulagoes ini-
ciais, constituindo um campo ativo e em constante desenvolvimento. Revisdes abrangentes como
|Torkamani and Lohweg, 2017, [Keogh, 2025] e |[Guerrmi et al., 2025] documentam essa progressao,
evidenciando a transicdo dos algoritmos fundacionais de forca bruta para arquiteturas contempo-
raneas baseadas em deep learning. Para uma exposi¢ao estruturada, os métodos sao apresentados
por paradigma e em ordem cronolégica, dos fundamentos histéricos as técnicas baseadas em deep

learning, destacando avangos conceituais e ganhos de eficiéncia computacional.
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Brute-Force Discovery

O conceito de motifs em séries temporais ¢ introduzido por Patel et al. [2002] e Lin et al. [2002],
em analogia aos motifs discretos da biologia computacional, para definir padroes recorrentes e
previamente desconhecidos. Motifs caracterizam-se como subsequéncias altamente similares dentro
de uma série temporal, distinguindo-se de buscas por padroes conhecidos. Esses trabalhos inaugurais
motivam a descoberta automatica de estruturas repetitivas em grandes bases, com aplicagbes em
sumarizagao, visualizacao e como subrotina para regras de associagao, agrupamento e classificacao
[Patel et al., 2002; Lin et al., 2002]. O algoritmo fundacional apresenta custo computacional O(n?)

devido & natureza exaustiva do procedimento.

Index-Based Discovery

Algoritmos desse paradigma buscam eficiéncia ao organizar subsequéncias em estruturas inde-
xadas, reduzindo comparagoes. Um avango central é o Symbolic Aggregate approXimation (SAX)
[Lin et al., 2003, 2007|, que combina Piecewise Aggregate Approzimation (PAA) com discretizacao
por breakpoints gaussianos, produzindo representagoes simboélicas com propriedade de lower bound
para medidas de distancia. Considerado index-based, o SAX introduz tolerancia via indexacao, evi-
tando o célculo exato de distancias e alcangando assim complexidade O(n - logn). Sua eficiéncia e
simplicidade sustentam ampla adoc¢ao e inspiram algoritmos subsequentes.

Limitagoes decorrem da suposigao de gaussianidade. Butler and Kazakov [2015] mostram que
a PAA altera a distribui¢@o original, tornando simbolos nao equiprovéveis. A distor¢ao cresce com
o tamanho do segmento e com a autocorrelagao, afetando séries com baixa correlagao temporal. O
adaptive SAX (aSAX) [Pham et al., 2010] responde com breakpoints adaptativos via k-means, mas
ainda depende de suposicoes e conhecimento a priori, o que restringe a aplicabilidade em contextos
complexos, como dados biomédicos.

Para escalabilidade em datasets massivos, Mueen et al. [2011] propoem o Disk Aware Motif
Enumeration (DAME), primeiro algoritmo otimizado para processamento em disco, com acesso
sequencial que minimiza operagoes de entrada e saida, viabilizando bases com centenas de GB e
aplica¢oes como EEG. Ademais, Yin et al. [2014] tratam de motifs de comprimento varidvel com
representacao simbolica aplicada & ECG, usando os motifs como caracteristicas discriminativas em

tarefas de classificagao.

Random-Projection Discovery

Em paralelo aos métodos simbolicos, Chiu et al. [2003] adaptam projegoes aleatorias [Buhler and

Tompa, 2001|, propondo uma abordagem anytime que produz candidatos imediatamente e refina
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resultados progressivamente. A técnica incorpora secbes don’t care, que sdo posi¢oes dentro da
sequéncia ou padrao procurado, onde qualquer valor é permitido, funcionando como curingas que

aumentam a robustez ao ruido, superando a rigidez de representagoes discretas.

FEarly-Abandon Discovery

Mueen et al. [2009] desenvolveram o primeiro algoritmo exato e viavel, o Mueen-Keogh algorithm
(MK), com pruning e early abandoning, técnicas de aceleragao que interrompem célculos de distancia
assim que um limiar é excedido. O método obtém redugoes de até trés ordens de magnitude no
tempo em relagao & forca bruta, sem comprometer a exatidao, estabelecendo novo patamar de
escalabilidade. Ainda assim, métodos exatos permanecem fundamentalmente limitados pelo limite
inferior assintético Q(nQ) inerente a comparagao entre pares de subsequéncias, o que restringe sua

aplicabilidade em cenéarios de larga escala ou analise exploratoria.

Matrixz Profile

O Matriz Profile (MP) [Yeh et al., 2016] reformula a descoberta de motifs como busca de
similaridade entre todos os pares de subsequéncias, armazenando a distancia de cada subsequéncia
ao vizinho mais proximo em estrutura tunica. O Scalable Time Series Anytime Matriz Profile
(STAMP) oferece capacidades anytime e paralelizagao, enquanto o Scalable Time Series Ordered-
Search Matriz Profile (STOMP), com Graphics Processing Unit (GPU), viabiliza o processamento
de datasets com até 100 milhdes de subsequéncias [Zhu et al., 2016]. Extensoes abrangem séries
multidimensionais |Yeh et al., 2017]. O SCRIMP-++ acelera a convergéncia mantendo propriedades
anytime |Zhu et al., 2018]|. O Variable Length Motif Discovery (VALMOD) resolve a descoberta
exata de comprimento variavel com lower bounding que reutiliza computagoes [Linardi et al., 2018].

Embora a Distancia Euclidiana apresente simplicidade conceitual, ela é altamente sensivel a
variagoes de amplitude e desalinhamentos temporais. O DTW amplia a flexibilidade da corres-
pondéncia ao permitir alinhamentos elésticos, porém sua integragao aos algoritmos de descoberta
de motifs acarreta custos computacionais ainda mais elevados, limitando sua aplicagao pratica. A
integragao com DTW via Scalable Warping Aware Matriz Profile (SWAMP) torna viavel a desco-
berta exata sob DTW, podando até 99,99% das computagoes [Alaee et al., 2020, 2021|. Métodos
adicionais para comprimento variavel incluem abordagem voltada & indastria [Van Onsem et al.,
2023] e o MP MAD [Linardi et al., 2020].

No entanto, mesmo com otimizagdes baseadas em Fast Fourier Transform (FFT) e paraleli-
zacao em GPU, os métodos baseados em MP permanecem sujeitos & complexidade quadratica, o
que restringe sua aplicabilidade em cenarios exploratorios ou de larga escala, especialmente em

dados biomédicos com séries longas. A Tabela III.1 sintetiza os principais algoritmos cléssicos de
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descoberta de motifs em séries temporais, organizando-os por trabalho de referéncia e paradigma

metodologico. Essa visao consolidada permite comparar a evolugao histérica das abordagens.

Tabela III.1: Principais algoritmos classicos de descoberta de motifs em séries temporais.

Algoritmo Trabalho(s) Método
Find-1-Motif Patel et al. [2002] e Lin et al. [2002] Brute-Force
SAX Lin et al. [2003] Index-Based
Random Projection Motif Chiu et al. [2003] Random-Projection
Discovery
MK Mueen et al. [2009] FEarly-Abandon
aSAX Pham et al. [2010] Index-Based
DAME Mueen et al. [2011] Index-Based
Variable Length Motif Yin et al. [2014] Index-Based
Discovery
STAMP Yeh et al. [2016] Matriz Profile
STOMP Zhu et al. [2016] Matriz Profile
SCRIMP++ Zhu et al. [2018] Matriz Profile
VALMOD Linardi et al. [2018] Matriz Profile
MP MAD Linardi et al. [2020] Matriz Profile
SWAMP Alaee et al. [2021] Matriz Profile
MP Variable Length Van Onsem et al. [2023] Matriz Profile

Embora consolidadas, as abordagens classicas inspiram extensoes, introducao de técnicas de
otimizacao e métodos especializados que exploram requisitos de dominio ou novas formulacoes.

Abordagens baseadas em Minimum Description Length (MDL) e redugao de dimensionalidade
incluem o Eztended Motif Discovery (EMD), que utiliza PCA para dados multidimensionais e admite
comprimentos variaveis [Tanaka et al., 2005]. A enumeracao eficiente para miltiplos comprimentos
aparece no MOtif ENumerator (MOEN), que reutiliza lower bounds ao longo de comprimentos
sucessivos e reduz a execugao de algoritmos separados [Mueen, 2013|. Os k-Motiflets substituem
o limiar de distancia r pelo nimero desejado de ocorréncias k, tornando a parametrizagao mais
intuitiva |Schéfer and Leser, 2022|. O LoCoMotif supera limitag¢oes de cardinalidade, comprimento
fixo, variabilidade temporal e univariancia, lidando com séries multivariadas e variagbes temporais
nao lineares [Van Wesenbeeck et al., 2024].

Em otimizagao, o SWARMMOTIF estrutura o problema como busca multimodal por particle
swarm, com qualidade comparével a métodos exatos e menor tempo [Serra and Arcos, 2016]. Algo-
ritmos genéticos multiobjetivo equilibram compreensibilidade, confianga e interesse, com validagao
no MIT-BIH Arrhythmia Database e alta acuracia diagnostica |[Ramanujam and Padmavathi, 2016].
Em constrained discovery, MCFull e MClInc incorporam conhecimento de dominio por restri¢des de
localizagao, acelerando a busca sem perda de acuracia [Mohammad and Nishida, 2009]. Para uso
clinico, o Motif Discovery for Large-scale Time Series (MDLats) foi implantado para classificagao

de ECG, com eficiéncia e altos indices de precisao e revocagao [Liu et al., 2015].
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Arquiteturas profundas emergem como alternativa nao linear para a descoberta de padroes em
séries temporais. Bascol et al. [2016] propoem autoencoders convolucionais interpretéveis nos quais
filtros convolucionais 1D funcionam como templates deslizantes que geram mapas de ativagao tempo-
ral. A deteccao de motifs ocorre pela identificagdo de maximos locais nesses mapas: selecionam-se
picos de ativagao acima de um limiar, extraem-se subsequéncias correspondentes aos campos re-
ceptivos dos filtros e aplicam-se técnicas de supressao de méaximos nao locais. As subsequéncias
resultantes sdo agrupadas ou promediadas, formando templates representativos interpretados como
motifs. A abordagem incorpora Adaptive Rectified Linear Unit (AdaReLU) e regularizagao group-
lasso para promover interpretabilidade.

O FastM [Rong et al., 2020] integra autoencoders a fungdes de perda orientadas ao agrupamento,
visando preservar similaridade e reduzir dimensionalidade. O método segmenta a série em janelas
deslizantes, treina o autoencoder minimizando o erro de reconstrugao, coleta os vetores latentes
e aplica algoritmo de agrupamento (por exemplo, k-means), em que cada cluster corresponde a
um candidato a motif. Para cada cluster, obtém-se o motif representativo calculando a média ou
um medoid das janelas associadas. O método demonstra eficiéncia superior em trés datasets reais.
Noering et al. [2021] comparam autoencoders a métodos classicos (incluindo DTW, discretizagao e
MP), indicando qualidade similar na descoberta de padroes.

Entretanto, essas abordagens baseadas em autoencoders concentram-se em bases industriais ou
genéricas e realizam a descoberta de motifs por meio de agrupamento ou célculos de distancia no
espago latente. Tais estratégias introduzem custos computacionais adicionais: o agrupamento via
k-means apresenta complexidade tipica de O(n-k-d-i), onde n é o ntimero de janelas, k é o ntimero
de clusters, d a dimensao latente e ¢ o nimero de iteracoes, resultando em complexidade pelo menos
superlinear e frequentemente préoxima a quadratica em implementagoes praticas. Essa limitacao
compromete a escalabilidade que caracteriza métodos simboélicos tradicionais, particularmente em
aplicacoes biomédicas com séries longas.

Aplicagoes de autoencoders em ECG também incluem classificagao supervisionada de arritmias
com stacked denoising autoencoders e active learning [Rahhal et al., 2016], sparse autoencoders com
regularizagao L1 e divergéncia KL [Liang et al., 2021|, arquiteturas hibridas com transformers e
stacked autoencoders |Ding et al., 2023|, e Long Short-Term Memory (LSTM) autoencoders para
classificacdo multiclasse [Guerra et al., 2025|. Mecanismos de self-attention podem melhorar a
identificacao de regides relevantes [Shah et al., 2025]. Para detecgdo de anomalias, destacam-se
LSTM autoencoders [Roy et al., 2023|, combinagoes com redes adversariais para bases desbalance-
adas [Nawaz et al., 2024|, e abordagens patient-specific com LSTM bidirecional |[Zhong and Sun,
2023]. Em processamento técnico, ha compressao e denoising com LSTM [Dasan and Panneersel-

vam, 2021], e detecgao de picos R com arquiteturas 1D [Dogan et al., 2023].
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A Tabela III.2 consolida os principais algoritmos especializados de descoberta de motifs dis-
cutidos nesta secdo, incluindo extensdes baseadas em MDL, otimizacao, restrigoes de dominio e
abordagens baseadas em deep learning. A organizagao evidencia a diversidade metodologica do
campo e reforca a lacuna identificada na integragao entre autoencoders e descoberta de motifs em

séries de ECG.

Tabela II1.2: Principais algoritmos especializados de descoberta de motifs em séries temporais.

Algoritmo Trabalho(s) Método
EMD |Tanaka et al., 2005] MDL+PCA
MOEN [Mueen, 2013] Lower Bounds
Cascading
k-Motiflets [Schéfer and Leser, 2022| Occurrence-based
Discovery
LoCoMotif [Van Wesenbeeck et al., 2024] Multivariate Time
Warping
SWARMMOTIF [Serra and Arcos, 2016| Particle Swarm
Optimization
Multi-objective GA [Ramanujam and Padmavathi, Multi-objective
2016 Optimization
MCFull/MClnc [Mohammad and Nishida, 2009] Constraint-based
Discovery
MDLats [Liu et al., 2015] Adaptive Discovery
Autoencoder Convolucional [Bascol et al., 2016] Deep Learning
FastM [Rong et al., 2020] Deep Learning

III.2 Revisoes Sistematicas e Estudos Comparativos

A diversidade metodologica descrita demanda estudos comparativos que orientem a selecdo de
técnicas para aplicagoes especificas. Apesar de avancos na descoberta de motifs, avaliagoes com-
parativas rigorosas ainda sdo limitadas, sobretudo em aplica¢bes biomédicas. Esta secao organiza
os trabalhos em surveys e revisoes, estudos comparativos experimentais, frameworks e métricas, e
limitacoes dos trabalhos existentes.

Torkamani and Lohweg [2017]| apresentam um survey abrangente com glossario e taxonomia
por medidas de similaridade e propriedades de representacao, destacando aplicagoes em multiplos
dominios, inclusive medicina. Em machine learning, Berahmand et al. [2024| revisam autoencoders
e aplicagoes, com foco em detec¢ao de anomalias. Guerrmi et al. [2025] combinam revisdo ampla
com avaliagao experimental de 11 algoritmos em 8 conjuntos reais e datasets sintéticos, propondo
diretrizes de escolha. Keogh [2025] discutem tornar problemas dificeis trataveis via algoritmos

anytime e restricoes adicionais nos padroes retornados, com exemplos biomédicos.
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No que tange a comparagoes experimentais, Fodil et al. [2024] avaliam SAX, 1d-SAX e fABBA,
propoe UniformSAX. Eles mostram que representacdes simbolicas funcionam melhor para com-
primentos fixos e perdem eficacia para comprimentos variaveis. Noering et al. [2021] comparam
autoencoders a métodos classicos (DTW, discretizagao e MP) e observam qualidade similar. Neloy
and Turgeon [2024] avaliam 11 arquiteturas de autoencoders em detec¢ao de anomalias, discutindo
trade-offs. Goldstein and Uchida [2016] comparam 19 algoritmos em 10 bases multivariadas. Sch-
midl et al. [2022] implementam 71 algoritmos em 976 conjuntos, avaliando eficacia, eficiéncia e
robustez em mais de 69.000 experimentos. Embora extensos, muitos estudos focam em anomalias,
nao motifs.

Quanto a benchmarks, Wu and Keogh [2023] criticam conjuntos amplamente usados, apontando
trivialidades, densidade irreal de anomalias, rotulagem incorreta e viés, e propéem o UCR Time
Series Anomaly Archive. Essa critica reforca a necessidade de avaliagbes rigorosas e datasets con-
fidveis.

Finalmente, no que concerne a ferramentas e métricas, o Harbinger [Salles et al., 2020] integra
detectores, avaliacdo e visualizacido para eventos diversos, incluindo motifs. As métricas Soft Event
Detection (SoftED) [Salles et al., 2024| incorporam tolerancia temporal, suavizando precisao, revo-
cacao e I por fungoes de pertinéncia triangulares, e ampliam a capacidade avaliativa em relagao as
métricas tradicionais. Criticas metodologicas classicas, como apresentado em [Keogh and Kasetty,

2003], permanecem atuais e corroboram limitagoes sisteméaticas apontadas recentemente.

ITI1.3 Sintese de Trabalhos Relacionados

A revisao sistemaética abrange métodos fundacionais, técnicas contemporaneas de deep learning,
estudos comparativos e frameworks. Observam-se trés eixos: evolugao metodologica, lacunas criticas
e oportunidades para contribuigoes.

A evolugao progride de Patel et al. [2002]; Lin et al. [2002] ao LoCoMotif [Van Wesenbeeck et al.,
2024], com marcos como SAX |Lin et al., 2003|, MK [Mueen et al., 2009], MP [Yeh et al., 2016| e
integragao com DTW [Alaee et al., 2020, 2021]. A escalabilidade avanga de milhares de pontos para
100 milhoes de subsequéncias com GPU [Zhu et al., 2016]. O SAX consolida-se como representagao
simbolica dominante [Lin et al., 2003, 2007; Pham et al., 2010] e o MP como paradigma unificador
[Yeh et al., 2016; Zhu et al., 2016; Linardi et al., 2018, 2020; Alaee et al., 2021; Van Onsem et al.,
2023]. As aplicagoes biomédicas validam viabilidade técnica e relevancia clinica [Mueen et al., 2011;
Yin et al., 2014; Liu et al., 2015; Ramanujam and Padmavathi, 2016].

A literatura revisada evidencia um compromisso entre métodos exatos de descoberta de motifs,
que oferecem precisdo & custa de complexidade quadritica (Q(n?)), e métodos simbolicos apro-

ximados, que escalam eficientemente (O(n - logn)) mas impdem pressupostos estatisticos rigidos.
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Embora existam aplicagoes de autoencoders em ECG para classificagao e detecgdo de anomalias
[Rahhal et al., 2016; Liang et al., 2021; Guerra et al., 2025; Roy et al., 2023; Zhong and Sun, 2023;
Dasan and Panneerselvam, 2021; Dogan et al., 2023] e métodos de descoberta de motifs em contex-
tos biomédicos [Liu et al., 2015; Ramanujam and Padmavathi, 2016; Yin et al., 2014], a intersecao
dessas duas linhas permanece inexplorada. Surveys recentes sobre autoencoders [Berahmand et al.,
2024] nao registram aplicagoes especificas para descoberta de motifs em séries de ECG.

As abordagens existentes que integram autoencoders a descoberta de motifs [Bascol et al., 2016;
Rong et al., 2020; Noering et al., 2021]| realizam a busca de padrées por agrupamento ou calculos
de distancia no espaco latente, introduzindo custos computacionais superlineares (O(n - k - d - 1)
para k-means) que podem aproximar-se de O(n?) em implementacdes praticas. Essas abordagens
concentram-se predominantemente em bases industriais ou genéricas, sem validagoes em séries bio-
meédicas. Combinadas as limitac¢oes de pressupostos gaussianos documentadas para o SAX [Butler
and Kazakov, 2015; Fodil et al., 2024], essas insuficiéncias evidenciam lacuna metodologica: a ausén-
cia de abordagens que preservem a complexidade linear da busca simbolica aplicando-a diretamente
sobre representagoes latentes aprendidas, evitando tanto os pressupostos estatisticos rigidos quanto
os custos quadréaticos do agrupamento no espago latente. Essa lacuna é especialmente critica em
aplicagoes biomédicas com séries longas, nas quais a eficiéncia computacional constitui requisito
operacional fundamental.

O proximo capitulo detalha a metodologia proposta, fundamentada nos achados e criticas aqui

sintetizados.
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Capitulo IV Metodologia

A descoberta de padroes recorrentes em séries temporais biomédicas representa um desafio me-
todologico que combina eficiéncia computacional, capacidade de generalizagdo e interpretabilidade
clinica. Este capitulo apresenta uma abordagem para deteccao de motifs em séries de eletrocardi-
ograma (ECG), fundamentada na substitui¢ao de técnicas convencionais de discretizagao simbélica
por arquiteturas de aprendizado profundo. A proposta central consiste em investigar se represen-
tagoes latentes aprendidas automaticamente por autoencoders superam as limitagoes de métodos
baseados em discretizagao simbdlica tradicional, preservando caracteristicas discriminativas essen-
ciais e capturando a complexidade morfologica de sinais cardiacos.

A organizacdo metodologica estrutura-se em cinco secoes: duas de fundamentagdo conceitual
e trés correspondentes aos eixos experimentais da pesquisa. A Secao IV.1 estabelece a visao geral
da abordagem proposta, articulando a lacuna cientifica identificada na revisao de literatura (Capi-
tulo IIT) com a estratégia adotada, formalizando as hipoteses de pesquisa e descrevendo o desenho
das trés etapas experimentais. A Segao IV.2 caracteriza o MIT-BIH Arrhythmia Database. As trés
segoOes seguintes detalham o protocolo de cada etapa experimental: a Secao IV.3 descreve o dese-
nho da Etapa I, voltada & validagao da capacidade de reconstrucao do autoencoder e identificacao
da melhor configuracao de hiperparametros; a Secao IV.4 documenta o procedimento de treina-
mento dos 96 modelos autoencoder (Etapa II); e a Segao IV.5 estabelece o protocolo comparativo
entre autoencoder e SAX (Etapa III), especificando as métricas de avaliacdo aplicadas a detecgao
de motifs. Os resultados obtidos pela aplicagao desta metodologia sao apresentados e discutidos

no Capitulo V.

IV.1 Visao Geral da Abordagem Proposta

A identificacao de motifs em séries temporais de ECG constitui um problema de mineragao de
dados com implicagoes diretas para diagnostico cardiovascular assistido por computador. Métodos
tradicionais abordam essa questao por meio de transformagoes que convertem sinais continuos em
sequéncias discretas de simbolos, viabilizando a aplicagao de algoritmos de busca de padroes sobre
representacgoes compactas. O Symbolic Aggregate approXimation (SAX) consolidou-se como téc-

nica predominante nesse contexto ao combinar agregagao temporal por média de segmentos com
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discretizagao baseada em quantis da distribuigdo normal |Lin et al., 2003, 2007|. Entretanto, a im-
posicao de normalidade estatistica como premissa fundamental introduz fragilidades metodologicas
documentadas empiricamente: a transformag@o por Piecewise Aggregate Approximation altera as
propriedades distribucionais dos dados originais, resultando em parti¢cées simbolicas com probabi-
lidades desiguais e comprometendo a equiprobabilidade esperada dos simbolos alfabéticos [Butler
and Kazakov, 2015].

Em séries como ECG, essas limitagoes manifestam-se de forma particularmente critica. A mor-
fologia do batimento cardiaco exibe variabilidade intra e interindividual que nao se conforma ne-
cessariamente a distribui¢cbes gaussianas, especialmente em contextos patolégicos como arritmias
ventriculares ou distturbios de condugao. Discretizagoes lineares tendem a agrupar padroes morfolo-
gicamente distintos sob o mesmo simbolo, enquanto variagoes sutis, porém clinicamente relevantes,
podem ser fragmentadas em categorias diferentes. Essa inadequagdo motivou investigagdes sobre
representacoes alternativas capazes de capturar nao linearidades e preservar informacao discrimina-
tiva. Arquiteturas de aprendizado profundo, particularmente autoencoders, demonstraram capaci-
dade de aprender mapeamentos complexos de forma nao supervisionada, oferecendo uma alternativa
promissora para codificacdo adaptativa de séries temporais sem pressupor estruturas estatisticas es-
pecificas [Hinton and Salakhutdinov, 2006; Goodfellow et al., 2016].

A revisao da literatura cientifica conduzida no Capitulo III revela o desenvolvimento paralelo de
duas linhas de pesquisa. De um lado, multiplos estudos aplicam autoencoders a ECG para tarefas
de classificagdo supervisionada de arritmias [Liang et al., 2021; Ding et al., 2023], detecgao de ano-
malias [Roy et al., 2023; Zhong and Sun, 2023] e compressao de sinais [Dasan and Panneerselvam,
2021]. Essas investigagbes confirmam que representagoes latentes neurais preservam caracteristicas
relevantes dos dados originais. Por outro lado, a descoberta de motifs em séries temporais avancgou
com algoritmos baseados no paradigma de discretizagdo simbolica iniciado pelo SAX. No entanto,
a literatura nao registra aplicagoes de autoencoders como substituto direto dessa discretizacgao tra-
dicional na descoberta de motifs.

Essa lacuna metodolégica fundamenta a hipétese central investigada nesta pesquisa: repre-
sentagoes latentes aprendidas por autoencoders preservam propriedades discriminativas de sinais de
ECG com fidelidade superior a obtida por discretizacao linear, resultando em descoberta de motifs
de maior conteido informacional sem comprometimento da qualidade de deteccao. Formalmente, a
hipotese desdobra-se em trés predi¢oes empiricamente testaveis. Predigao 1 (Fidelidade Reconstru-
tiva): modelos autoencoder treinados com configuragoes refinadas de hiperparametros alcangarao
R? > 0,95 na reconstrucao das séries, demonstrando que a compressao dimensional preserva propri-
edades essenciais do sinal original. Predi¢ao 2 (Eficacia de Detecg@o): métricas de desempenho em

deteccao de eventos, como precisao, revocacao e F, bem como o desempenho computacional, per-
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manecerao em niveis equivalentes ou superiores aos obtidos pelo método de referéncia, validando a
viabilidade préatica da substituigado metodologica. Predi¢ao 3 (Complexidade Informacional): motifs
identificados a partir de representagoes latentes neurais apresentarao caracteristicas informacionais
distintas daquelas observadas em motifs derivados de discretizagao SAX, refletindo diferengas na
captura de padroes morfologicos.

O protocolo experimental desenvolvido para testar essas predi¢Oes organiza-se em trés etapas
sequenciais e logicamente interdependentes, cada uma enderecando aspectos complementares da
validacao cientifica:

Etapa I - Validagao da Capacidade de Reconstrugao (Secao IV.3): concentra-se ex-
clusivamente na caracterizacao técnica da capacidade reconstrutiva de arquiteturas autoencoder
aplicadas a sinais de eletrocardiograma. Por meio de busca exaustiva em grade (ezhaustive grid se-
arch) sobre espago paramétrico multidimensional, essa fase identifica configuragoes que maximizam
a fidelidade de reconstrugao segundo métricas quantitativas estabelecidas (Coeficiente de Deter-
minacio (R?), Erro Quadrdtico Médio Normalizado (NRMSE) e Erro Percentual Absoluto Médio
(MAPE)). A configuragao resultante dessa exploracao sistematica sera adotada universalmente nas
Etapas II e III, assegurando que comparagoes metodologicas ocorram sob as melhores condigoes
técnicas.

Etapa II — Treinamento dos Modelos Autoencoder (Segao IV.4): operacionaliza o trei-
namento dos modelos autoencoder que serao posteriormente empregados na fase de descoberta de
motifs. Utilizando a configuracao de melhor custo-beneficio obtida na Etapa I, treina-se um modelo
especifico para cada série do MIT-BIH database. Cada modelo executa a fase fit sobre o conjunto
de treinamento de sua respectiva série, persistindo os resultados em disco, viabilizando reutilizagao
nas execugoes de detecgao subsequentes. Essa separagao temporal entre treinamento (Etapa II) e
detecgao (Etapa III) reflete um workflow realista: em aplicagbes praticas, modelos sao treinados
offline uma unica vez e aplicados repetidamente a novos dados ou sob diferentes configuracoes de
descoberta. O método SAX, por nao requerer fase de treinamento analoga ao autoencoder (suas
transformagoes sao deterministicas, baseadas em estatisticas calculadas diretamente dos dados de
entrada), executa operagao equivalente ao fit (estimacdo de média e desvio padrao para normali-
zacao) de forma integrada a fase de detec¢ao na Etapa III.

Etapa III - Comparacao Experimental Sistematica (Segao IV.5): executa confrontagao
empirica direta entre a abordagem proposta e o método SAX, aplicando ambos & descoberta de
motifs em todas as séries presentes no MIT-BIH database. O protocolo experimental emprega con-
figuragao de parametros de descoberta fundamentada em robustez estatistica, validada por analise
de sensibilidade local que explora diferentes configuragoes em eixos ortogonais de granularidade

simbolica (alphabet_size) e critério de recorréncia (occurrences). O desenho assegura equidade
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comparativa: ambos os métodos processam as mesmas séries sob condic¢oes idénticas, diferindo
apenas na etapa de transformagao — codificagao neural adaptativa versus discretizacao linear por
quantis gaussianos — isolando o efeito da representagao como Unica varidvel experimental mani-
pulada. Complementarmente, conduz-se experimento de detecgao cruzada (cross-detection) para
avaliar a capacidade de generalizacao dos modelos autoencoder: um modelo treinado sobre série de
referéncia é aplicado as demais séries, comparando-se seu desempenho com os modelos especificos.
Esse experimento investiga se representagoes latentes aprendidas capturam estruturas morfologicas
transferiveis entre registros distintos. A avaliagdo quantitativa registra métricas de acuracia (soft),
entropia informacional e eficiéncia computacional.

A Figura IV.1 sintetiza visualmente a arquitetura metodolbgica tripartite, explicitando relagoes
de dependéncia entre as etapas experimentais. A aplicacdo de cada um dos métodos testados,
SAX e Autoencoder, as séries temporais (fase fit) produz uma representacao transformada que é
submetida ao algoritmo de descoberta de motifs baseado em frequéncia e entropia, assegurando
que diferencas observadas nos resultados finais de detecgao decorram exclusivamente da etapa de
transformacéao, nao de vieses introduzidos por logicas de busca distintas. A fase evaluate consolida
métricas de desempenho segundo miltiplas dimensdes, permitindo caracterizacao abrangente do

desempenho comparativo.

ETAPA I:
Validagao da Reconstrucao do Autoencoder
Métricas: R?, NRMSE, MAPE

Parametros do autoencoder

h 2

ETAPA II:

Treinamento dos modelos Autoencoder

Modelos treinados

h 2

ETAPA III:
Detecgao Experimental SAX | Autoencoder
Meétricas Soft + Entropia + Tempo de execugao

Figura IV.1: Estrutura metodolégica em trés etapas experimentais interdependentes. Etapa I (su-
perior): Validagao da capacidade de reconstrugao do Autoencoder, buscando o ajustamento dos pa-
rametros. Etapa II (central): Treinamento dos modelos segundo os parametros obtidos. Etapa II1
(inferior): Deteccao experimental e comparagao dos dois métodos segundo métricas soft, entropia
informacional e tempo de execugao.
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IV.2 Caracterizagao do Dataset e Protocolo de Selegao

A validagao empirica de métodos para deteccao de motifs em séries de eletrocardiograma requer
um conjunto de dados que combine trés propriedades essenciais: (i) representatividade de condigoes
fisiologicas diversas, (ii) anotagoes de eventos que permitam avaliagdo objetiva de desempenho de
algoritmos de detecgao e (ii1) adogao consolidada pela comunidade cientifica. O MIT-BIH Arrhyth-
mia Database' [Moody and Mark, 2001] constitui recurso de referéncia internacional que satisfaz
simultaneamente esses critérios, tendo sido empregado em mais de 500 estudos desde sua publicacao
em 1980. Este conjunto de dados originou-se do esforco colaborativo entre o Massachusetts Insti-
tute of Technology e o Beth Israel Hospital de Boston, desenvolvido ao longo da década de 1970
com o objetivo de estabelecer um padrao para avaliacido de detectores de arritmias cardiacas. E
disponibilizado atualmente pela plataforma Physionet (Research Resource for Complex Physiologic
Signals), mantida pelos National Institutes of Health (NIH) desde 1999, oferecendo acesso gratuito
a dados fisiologicos e clinicos para pesquisa biomédica |Goldberger et al., 2000].

O conjunto é composto por 48 registros ambulatoriais, cada um com duragdo aproximada de
30 minutos, totalizando em torno de 110000 batimentos cardiacos individualmente anotados. Os
dados foram coletados entre 1975 e 1979 de 47 pacientes distintos (um paciente contribuiu com dois
registros em momentos diferentes), sendo 25 individuos do sexo masculino com idades entre 32 e 89
anos e 22 do sexo feminino com idades entre 23 e 89 anos. A populagao estudada reflete distribuicao
mista entre pacientes internados (aproximadamente 60%) e ambulatoriais (40%), proporcionando
diversidade representativa de condigoes clinicas encontradas na pratica cardiologica. A estratifica-
¢ao do conjunto seguiu protocolo deliberado: 23 registros foram selecionados aleatoriamente de um
arquivo contendo 4000 gravagoes de Holter de 24 horas, representando amostra probabilistica da
populagao; os 25 registros remanescentes foram escolhidos intencionalmente por conterem arritmias
raras, porém clinicamente significativas, que nao seriam adequadamente representadas em amostra-
gem puramente aleatoria.

As especificagoes técnicas de aquisicao dos sinais refletem padroes tecnoldgicos da época, mas
permanecem adequadas para investigagdes metodologicas contemporaneas. Cada registro foi digi-
talizado a taxa de amostragem de 360 Hz, resolugao que proporciona margem acima do critério de
Nyquist para captura de componentes espectrais relevantes do ECG (tipicamente até 150 Hz), com
resolucao de amplitude de 11 bits sobre faixa dindmica de £5 mV. Cada registro compreende duas
derivagoes (lead) simultaneas, sendo a primeira invariavelmente MLII (derivagao bipolar de membro
modificada) e a segunda selecionada entre as derivagoes precordiais V1, V2, V4 ou V5, conforme

critérios de qualidade de sinal e contetido informativo. As anotacoes foram produzidas por cardi-

'Disponivel em https://physionet.org/content /mitdb/1.0.0/
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ologistas especializados de forma independente e posteriormente reconciliadas, classificando cada
batimento segundo taxonomia padronizada que distingue batimentos normais, ectépicos ventricu-
lares, ectopicos supraventriculares, batimentos de marcapasso e artefatos, entre outras categorias
clinicamente relevantes. Essa configuracao de duas derivacoes simulténeas viabiliza anélises que
exploram redundéancia espacial ou discordancia entre perspectivas distintas do campo elétrico car-
diaco.

Para os propositos desta investigagdo, o dataset foi organizado como conjunto de 96 séries
temporais independentes, derivadas dos 48 registros x 2 derivagoes por registro. Cada série possui
duragao aproximada de 30 minutos, adquirida a 360 Hz, totalizando 650.000 amostras por série. A
Tabela IV.1 consolida as caracteristicas técnicas do MIT-BIH Arrhythmia Database relevantes para

o desenho experimental.

Tabela IV.1: Caracterizacao do MIT-BIH Arrhythmia Database.

Caracteristica

Especificagao

Origem institucional
Periodo de coleta
Pacientes

Estratificacao

MIT e Beth Israel Hospital (Boston, EUA)
1975-1979
47 (25 homens: 32-89 anos; 22 mulheres: 23-89 anos)

23 aleatoérios + 25 arritmias raras

Total de Séries

Derivagoes

Taxa de amostragem

Total de amostras de cada série
Resolugao de amplitude

Batimentos anotados

96 (48 registros x 2 derivagoes)

MLII 4+ V1/V2/V4/V5 (sempre duas por registro)
360 Hz

650000 (~30 min)

11 bits (£5 mV)

~110000

Selecao para Etapa I
Selecao para Etapas II-111

40 séries V1

96 séries (ambas derivacoes)

E importante mencionar que o MIT-BIH Arrhythmia Database constitui conjunto de dados
publico, anonimizado e disponibilizado para pesquisa cientifica desde 1980. A presente pesquisa
nao envolveu coleta priméria de dados, contato com pacientes ou acesso a informacoes identificaveis,
caracterizando-se como analise secundaria de dados previamente coletados e desidentificados.

A divisao dos dados em conjuntos de treinamento e teste preservou rigorosamente a ordem tem-
poral, pratica essencial em anélise de séries temporais. Na Etapa I de validagdo da capacidade
reconstrutiva (Segao IV.3), explorou-se sistematicamente proporgoes de dados de treinamento vari-

ando de 10% a 50% das amostras iniciais de cada série.
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Na Etapa II (Secao IV.4), a configuracao refinada obtida na Etapa I foi adotada universalmente
para o treinamento dos 96 modelos autoencoder: os pesos de cada rede neural foram ajustados
exclusivamente sobre a porgao inicial da respectiva série. Na Etapa III de comparagao experimental
(Segao IV.5), ambos os métodos processaram as séries completas, assegurando paridade compara-
tiva. Para o autoencoder, modelos pré-treinados (cujos pesos foram fixados apos a Etapa II) foram
aplicados via método detect a integralidade de cada série, gerando representacoes latentes e desco-
brindo motifs em todas as janelas temporais, independentemente de terem sido observadas durante
treinamento. Para o SAX, que nao requer fase de treinamento prévia, executou-se sequéncia in-
tegrada fit—detect sobre a série completa, sem distingdo entre fases de ajuste de parfmetros e
aplicacao. Essa estratégia assegura que ambas as abordagens executem descoberta de motifs sobre
conjuntos idénticos de dados, diferindo apenas na etapa de discretizagao e simbolizagao.

Complementarmente ao experimento principal de detec¢ao, no qual modelos autoencoder sao
treinados e aplicados sobre a mesma série, conduziu-se investigagao adicional de deteccao cruzada
(cross-detection) para avaliar capacidade de generalizacao das representacoes latentes aprendidas.
Nesse experimento, um tnico modelo autoencoder foi treinado sobre a primeira série do conjunto
de dados, tomada como referéncia. Esse modelo foi entdo aplicado as 95 séries remanescentes,
executando a descoberta de motifs da mesma forma que no experimento principal. A comparacao
de desempenho entre modelos especificos (treinados na propria série-alvo) e modelo generalista
(treinado externamente) permite quantificar degradagao introduzida pela generalizac¢ao e verificar
se representacoes latentes capturam estruturas morfolégicas transferiveis entre registros distintos.
Esse protocolo adicional, detalhado na Secao IV.5, complementa a validacao metodoldgica ao testar
robustez da abordagem proposta em cenério operacional relevante: anélise de novos dados sem

re-treinamento.

IV.3 Etapa I: Validagcao da Capacidade de Reconstrucao

A integracao de autoencoders em pipelines de descoberta de motifs fundamenta-se na premissa de
que a compressao dimensional executada pelo codificador preserva caracteristicas temporais essenci-
ais das séries originais. Essa premissa nao constitui garantia teérica universal, mas uma propriedade
emergente que depende criticamente de escolhas arquiteturais e configuracoes de treinamento. A
validagao empirica dessa capacidade reconstrutiva representa, portanto, etapa metodolégica incon-
tornével, que antecede logicamente a aplicacdo do método proposto a tarefa de detecgdo. Esta
secao documenta o protocolo de exploragao sistematica do espago de hiperpardmetros, conduzido
com objetivo duplo: (i) estabelecer metodologia rigorosa para quantificar fidelidade reconstrutiva
de diferentes configuragoes de autoencoder; (ii) criar base empirica para selegao de parametros ade-

quados que serao empregados nas etapas subsequentes.
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A arquitetura neural empregada segue o paradigma vanilla autoencoder, caracterizado por to-
pologia totalmente conectada, sem incorporacgao de estruturas especializadas como convolugoes ou
recorréncias. Essa escolha deliberadamente conservadora prioriza simplicidade e interpretabilidade
sobre sofisticagao arquitetural, permitindo isolar o efeito da representagao latente nao linear sem
confundi-lo com capacidades indutivas especificas de arquiteturas mais elaboradas. A implementa-
¢ao utiliza a classe autoenc_ed do pacote daltoolboxdp, que encapsula modelo PyTorch acessado
via interface reticulate.

A rede organiza-se em trés componentes funcionais dispostos sequencialmente. O autoencoder
recebe como entrada a série temporal previamente normalizada, transformada em uma matriz por
meio da aplicacao de uma janela deslizante de tamanho equivalente ao parametro sw_size. Cada
linha dessa matriz corresponde a um segmento temporal contiguo da série de comprimento sw_size,
processado pelo encoder por meio de sucessivas transformagoes lineares e nao lineares, com dimen-
sionalidade progressivamente reduzida, até atingir o gargalo dimensional representado pela camada
latente. Esta, por sua vez, constitui representacao compacta de dimensao resultante da aplicacao
da taxa de compressao (ratio) sobre a dimensao original (encoding size = |sw_size x (1 —ratio)],
onde ratio € (0,1) e |-| denota a fungao piso —floor function). O decoder reconstr6i uma apro-
ximagao do sinal original por expansao simétrica, partindo do vetor latente e aplicando camadas
densas com dimensionalidades crescentes até produzir saida de dimensao original sw_size.

A néao linearidade essencial ao poder representacional da rede é introduzida por funcoes de
ativacdo aplicadas apoés transformacoes lineares em cada camada oculta. A classe autoenc_ed
do pacote daltoolboxdp emprega a fungdo Rectified Linear Unit (ReLU), definida como f(x) =
max(0,x), que preserva valores positivos inalterados enquanto anula valores negativos. A camada
de saida utiliza ativagao linear (fungao identidade), apropriada para problemas de regressao nos
quais o objetivo consiste em predizer valores continuos sem restrigoes de faixa, permitindo que a
rede reconstrua sinais normalizados em toda a extensao de variagdao observada nos dados.

O espago de configuragoes investigado abrange trés dimensoes paramétricas principais que in-

fluenciam diretamente a capacidade de reconstrugao:

e Proporcgao de treinamento (train_size): define fracao inicial da série temporal reservada
para ajuste de pesos da rede, testada em {10%, 20%, 30%, 40%, 50%}, refletindo trade-off entre
quantidade de exemplos disponiveis para aprendizado e tempo computacional dispensado para

o treinamento do modelo.

e Dimensao de entrada (sw_size): equivale ao comprimento temporal da janela deslizante

aplicada a série, com valores explorados em {10, 20, 30, 40, 50, 60, 70, 80,90} amostras.

e Taxa de compressao (ratio): especifica fragdo da dimensionalidade eliminada na camada
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latente, variando em {10%,20%, 30%, 40%, 50%, 60%, 70%, 80%, 90%}. Valores proximos a
zero implicam compressao leve (espago latente quase tdo grande quanto a entrada), enquanto

valores proximos a um impoem compressao agressiva (gargalo dimensional severo).

A combinacdo cartesiana dessas trés dimensoes principais — 5 proporgoes de treinamento x 9
tamanhos de janela x 9 taxas de compressao — totaliza 405 configuragoes tinicas por série temporal;
multiplicando-se pelas 40 séries selecionadas do MIT-BIH para esta fase exploratoria (correspon-
dentes a derivagao V1), obtém-se universo experimental de 16200 execugoes independentes.

O protocolo de processamento de cada configuragao seguiu sequéncia padronizada de operagoes.
Inicialmente, a série temporal bruta foi submetida a normalizacao z-score, transformando amplitu-
des para distribuicao com média zero e varidncia unitaria. Em seguida, aplicou-se segmentacao por
janelas deslizantes de comprimento sw_size com passo unitario, gerando conjunto de segmentos
sobrepostos. Esse conjunto foi particionado temporalmente: a fragao inicial da série correspondente
ao pardmetro train_size forma o conjunto de treinamento. Um modelo autoencoder com arquite-
tura determinada pelos pardmetros sw_size e ratio foi instanciado por meio da classe autoenc_ed,
ajustado e aplicado & série normalizada, utilizando os mecanismos fit e transform da biblioteca
daltoolbox. Finalmente, foram calculadas trés métricas quantificando fidelidade reconstrutiva, de-

talhadas a seguir.

e Cocficiente de Determinacio (R?) quantifica a propor¢ao da variancia dos dados originais
explicada pelas reconstrugoes, fornecendo indicador adimensional de qualidade de ajuste. A
interpretacio ¢ direta: R? = 1 indica reconstrucio perfeita, enquanto B2 = 0 corresponde ao
desempenho de um modelo que nao supera predigao constante pela média. No contexto desta
investigacdo, R? serve como métrica priméria de selecdao de configuracdes, com expectativa de

valores superiores a 95% para validar suficiéncia da representagao latente.

e Erro Quadrdtico Médio Normalizado (NRMSE) expressa a magnitude tipica do erro de recons-
trugao em relacao a amplitude do sinal, proporcionando medida de erro relativo independente
de escala absoluta. Valores baixos de NRMSE (tipicamente < 5%) indicam desvios pequenos

em relagdo & variagao natural do sinal, sugerindo reconstrugao de alta fidelidade.

e [Erro Percentual Absoluto Médio (MAPE) quantifica o desvio relativo médio das predi¢oes em
relagédo aos valores reais, expresso como percentual. Diferentemente do NRMSE, que normaliza
globalmente pela faixa de variacao, o MAPE normaliza ponto a ponto pelo valor observado,
penalizando erros proporcionalmente & magnitude local. O MAPE é particularmente sensivel
a valores proximos de zero no denominador, podendo inflar artificialmente em regices de
baixa amplitude; nao obstante, permanece ttil como indicador complementar de erro relativo,

especialmente quando a distribuicao de amplitudes apresenta assimetrias.
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A identificacao da melhor configuracao de hiperpardmetros procedeu por estratégia de anélise
sequencial em trés estigios, cada um refinando sucessivamente o espago de busca por eliminacao
de dimensoes ja otimizadas. Essa abordagem de otimizacao em cascata reduz progressivamente a
cardinalidade do conjunto de candidatos, facilitando visualizacao e interpretacao de tendéncias em
cada dimensdo paramétrica isoladamente. O R? foi estabelecido como métrica primaria de selecdo,
com NRMSE e MAPE servindo como indicadores complementares de validagao cruzada: confi-
guracoes que maximizam R? devem simultaneamente minimizar as métricas de erro, confirmando
consisténcia da escolha.

No primeiro estagio, analisou-se a dimensao train_size sobre o conjunto completo de 16200
execugoes. Para cada um dos cinco valores testados (10%, 20%, 30%, 40%, 50%), foram calculadas as
estatisticas descritivas das trés métricas agregadas sobre todas as combinagoes de sw_size e ratio:
Meédia Aritmética, Mediana, Varidncia, Desvio Padrao, Desvio Absoluto da Mediana (MAD), Inter-
valo Interquartil (IQR), Coeficiente de Variagao (CV) e Coeficiente de Varia¢ao Robusto (RCV).
Foram geradas as visualizacdes de tendéncia central (R? vs. train_size, NRMSE vs. train_size,
MAPE vs. train_size) e dispersao relativa (CV vs. train_size, RCV vs. train_size).

No segundo estégio, fixou-se train_size no ponto de balango entre o tamanho da amostra de
treinamento e o melhor valor das métricas de reconstrucao identificado no primeiro estagio. Entao
analisou-se a dimensao sw_size sobre o subconjunto filtrado de 3240 execugoes (9 tamanhos de ja-
nela x 9 taxas de compressao x 40 séries). Para cada tamanho testado (sw_size € {10,20,...,90}),
foram computadas as mesmas estatisticas descritivas e medidas de dispersao, agregando sobre todas
as taxas de compressao. Foram plotados gréaficos andlogos ao estagio anterior.

No terceiro estagio, foram fixados train_size e sw_ size, nos valores de melhor custo-beneficio
identificados, analisando-se a dimensao ratio sobre subconjunto final de 360 execugoes (9 taxas de
compressdo x 40 séries). Para cada taxa testada (ratio € {10%,20%,...,90%}), foram obtidas
as mesmas estatisticas descritivas e medidas de dispersao dos estégios anteriores. Novamente fo-
ram plotados graficos analogos aos estégios anteriores, que revelam o trade-off entre compactacao
dimensional e fidelidade de reconstrugao das séries.

Esta estratégia de otimizagao sequencial assume independéncia entre dimensoes paramétricas e
a configuragdo de melhor custo-beneficio resultante dessa exploragao sistematica foi adotada uni-
versalmente nas Etapas II e III, garantindo que comparagoes metodologicas reflitam exclusivamente
diferencas entre esquemas de representacao. Os resultados detalhados dessa analise, incluindo va-
lores numéricos de métricas para cada dimensao, graficos de sensibilidade, tabelas de estatisticas
descritivas e identificacao da configuracao adotada com justificativa quantitativa, sdo apresentados

no Capitulo V.
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IV.4 Etapa II: Treinamento dos Modelos Autoencoder

A Etapa II operacionaliza o treinamento dos modelos autoencoder que serdao posteriormente em-
pregados na fase de descoberta de motifs, aplicando a configuragao de hiperparametros identificada
na exploragao sistematica da Etapa I. Esta secao documenta o procedimento de treinamento dos 96
modelos especificos — um por série do conjunto de dados — e o esquema de persisténcia que viabi-
lizara sua aplicagdo na Etapa III, onde serao integrados ao framework Harbinger para comparagao
sisteméatica entre métodos.

O treinamento dos modelos empregou a arquitetura vanilla autoencoder validada na Etapa I,
cuja estrutura topologica foi detalhadamente especificada na Segao IV.3. A implementagao realizou-
se pela construcao do algoritmo hmo_autoencoder, que materializa a interface padronizada fit e
detect, por meio do uso de fungdes dos pacotes daltoolbox (normalizacao), tspredit (transfor-
magoes de série, como janelas deslizantes e construgao do conjunto de treinamento) e daltoolboxdp
(criacdo de modelos usando autoencoder).

O treinamento dos 96 modelos foi conduzido sequencialmente através dos Algoritmos 1, 2 e 3,
que, respectivamente, criam o objeto autoencoder com a configuracao definida na Etapa I, treinam
o modelo (fase fit) e persistem o modelo resultante. Esse fluxo é executado sequencialmente para

cada uma das 96 séries do MIT-BIH, garantindo independéncia entre os modelos treinados.

Algorithm 1 Autoencoder Object Creation

1: function CREATEAUTOENCODEROBIECT(sw _ size, ratio, train_size)
2 obj <~ CREATEBASEOBJECT

3 if ratio < 0 or ratio > 1 then

4 stop “Ratio must be between 0 and 1”

5: end if

6 if train_size <0 or train_size > 1 then

7 stop “Train size must be between 0 and 1”

8

9

end if
: obj.sw _size < sw__size
10: obj.ratio < ratio
11: obj.train_size < train_size
12: obj.encoding _size +— COMPUTEENCODINGSIZE(sw _size, ratio)
13: SETCLASS(0bj, “AutoencoderObject”)
14: return obj

15: end function

Apos o treinamento de cada modelo, o esquema de persisténcia emprega formato dual: pesos da
rede neural sdo salvos em arquivo .pth (formato PyTorch checkpoint) via torch.save, enquanto
metadados contextuais (estatisticas de normaliza¢ao, hiperparametros, histérico de convergéncia)
sao salvos em arquivo .rds (formato nativo do R) via saveRDS. Os artefatos sao organizados hierar-
quicamente em diretorio dedicado, indexados por identificador de série, o que permite recuperacao

deterministica de qualquer modelo sem necessidade de re-treinamento.
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Algorithm 2 Autoencoder Fitting

1: function FITAUTOENCODER(0bj, serie)

2 if serie is null then

3 stop “No data was provided”

4 end if

5: obj + STOREREFERENCES(0bj, serie)

6 normM odel <~ CREATENORMALIZER

7 normData < NORMALIZE(normM odel, serie)

8 windowedData < SLIDING WINDOW (normData, obj.sw__size)

9: if obj.train _size == 1 then
10: test size <1
11: else
12: test size < COMPUTETESTSIZE(windowedData, obj.train _size)
13: end if
14: (trainData, test Data) < SPLIT(windowedData, test _size)
15: autoencoder < INITAUTOENCODER (obj.sw _size, obj.encoding _size)
16: obj.model < TRAIN(autoencoder, trainData)
17: return obj

18: end function

Algorithm 3 Save Autoencoder Model

1: function SAVEMODEL(0bj)

2 params < EXTRACTPARAMETERS(0bj)
3: weights «+ EXTRACTWEIGHTS(0bj)

4: SAVEPARAMETERS(params, paramsFile)
5 SAVEWEIGHTS(weights, weightsFile)

6 return (paramsFile, weightsFile)

7: end function

Ao término da Etapa II, dispe-se de 96 modelos treinados e persistidos em disco. Esses modelos
constituem insumo essencial para a Etapa III (Segao IV.5), onde serdo carregados e aplicados re-
petidamente sob diferentes configuracgoes de descoberta (variando alphabet_size e occurrences),
amortizando o custo fixo de treinamento sobre miltiplas execucoes de deteccao. Adicionalmente,
modelos de referéncia por tipo de derivagao serao aplicados a séries distintas no experimento de de-
tecgao cruzada (cross-detection), avaliando capacidade de generalizacao de representagoes latentes
aprendidas. Os resultados quantitativos do processo de treinamento serao apresentados no Capi-

tulo V.

IV.5 Etapa III: Comparagcao Experimental Sistematica

A Etapa III constitui o nucleo avaliativo desta investigacdo, operacionalizando a comparagao
sistematica entre o método proposto — que substitui a discretizagao estatistica do SAX por codifi-
cagao neural via autoencoder — e a abordagem de referéncia baseada exclusivamente em SAX. Esta
secdo documenta o protocolo experimental que permite quantificar, sob condigbes controladas, as

diferencas de desempenho entre as duas estratégias de descoberta de motifs em séries temporais de
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ECG. A metodologia subdivide-se em dois experimentos complementares: o experimento principal
de deteccao, no qual ambos os métodos processam as 96 séries do conjunto de dados completo, e
o experimento de detecgao cruzada (cross-detection), que avalia a capacidade de generalizacao das
representacoes latentes aprendidas. Os resultados obtidos pela aplicacao deste protocolo também
sao apresentados no Capitulo V.

A implementacao dos métodos comparados adere rigorosamente & interface padronizada estabe-
lecida pelo framework Harbinger [Salles et al., 2020], que define protocolo para detectores de eventos
em séries temporais baseado em linhas de experimento: fase fit para treinamento de modelos, fase
detect para detecgdo dos motifs e fase evaluate para o célculo de métricas de desempenho medi-
ante confronto com anotagoes de referéncia.

O método SAX, na forma como implementado no pacote Harbinger e utilizado neste expe-
rimento, nao requer fase fit de treinamento de modelo, ao contriario do método proposto com
autoencoder. As transformacoes do SAX sao deterministicas, calculadas diretamente dos dados de
entrada durante a propria fase de deteccao. Em razao desta diferenca, o método baseado em auto-
encoder operacionaliza o carregamento dos modelos pré-treinados e persistidos em disco (Etapa IT)
para proceder com a transformacdo da série completa em representacoes latentes. Esta tarefa é

realizada por meio do Algoritmo 4.

Algorithm 4 Load Autoencoder Model

1: function LOADMODEL(paramsFile, weightsFile)

2 params < LOADPARAMETERS(paramsFile)

3 model <~ CREATEAUTOENCODEROBJECT

4 ASSIGNPARAMETERS(model, params)

5: model.network < INITIALIZENETWORK (params)
6 LOoADWEIGHTS(model.network, weightsFile)

7 ASSIGNTRAININGMETRICS (model, params)
8: return model
9: end function

Fase Detect: Simbolizacao e Descoberta

A fase detect de ambos os métodos organiza-se em duas etapas sequenciais.

A etapa de simbolizacao transforma a série temporal continua em sequéncias simboélicas. No
método SAX, essa transformacao ocorre pela normalizacao z-score da série, seguida de agrupamento
dos dados por quantis e mapeamento para um alfabeto de tamanho predefinido alphabet_size, fina-
lizado com a transformagao da série utilizando janelas deslizantes de tamanho encoding_size. Na
abordagem usando autoencoder, esta etapa também ocorre pela aplicagao da normalizacao z-score
& série, transformando-a em seguida pela utilizacao de janelas deslizantes de tamanho sw_size, o
que permite a geragao da representacao latente de dimensao encoding_size utilizando os modelos

pré-treinados e carregados. A partir dai, ha a discretizagdo da série resultante por particionamento
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uniforme (equal-width binning) em intervalos de mesmo tamanho, mapeando cada componente la-
tente para simbolo do alfabeto de tamanho alphabet_size. A utilizagdo dos mesmos parametros
em ambos os métodos assegura que as representacoes simbolicas produzidas, submetidas & etapa
posterior de deteccao, tenham a mesma estrutura. A discretizagdo e simbolizacao realizadas na

abordagem usando autoencoder sao apresentadas no Algoritmo 5.

Algorithm 5 Symbolic Encoding via Autoencoder

1: function ENCODETOSYMBOLS(model, serie, alphabet size)

2 VALIDATEALPHABET (alphabet _size)

3 norm < CREATENORMALIZER

4 normsSerie < NORMALIZE(norm, serie)

5: windowedSerie < SLIDINGWINDOW (normsSerie, model.sw__size)
6 latent < ENCODEWITHAUTOENCODER(model, windowedSerie)

7 vector < VECTORIZE (latent)

8 bins <— DISCRETIZE(vector, alphabet _size)

9: symbols <+ MAPBINSTOALPHABET(bins)

10: sequences <— CREATESYMBOLMATRIX(symbols, model.encoding _size)
11: return sequences

12: end function

A etapa de descoberta, adotada de forma idéntica nos dois métodos, detecta subsequéncias
simbolicas que se repetem com frequéncia superior a um limiar estabelecido e ordena-as segundo
uma medida de contetdo informacional, selecionando padroes que combinam alta frequéncia com
alta distintividade.

Para cada sequéncia simbodlica produzida na etapa de simbolizagdo em ambos os métodos,
calcula-se a entropia de Shannon segundo a distribuicao empirica de simbolos componentes. As
sequéncias sdo entdo agrupadas por identidade simboélica, filtradas pelo limiar de recorréncia
occurrences e ordenadas de forma decrescente, primeiramente por frequéncia de ocorréncia e,
em seguida, por entropia, de modo que padroes mais frequentes e informativamente mais ricos se-
jam priorizados. Para cada candidato na lista ordenada, verificam-se suas ocorréncias na série e,
quando o suporte minimo é atingido, o padrao é registrado como motif; uma vizinhanga de tamanho
equivalente & metade de encoding_size em torno de cada posicao identificada é entao excluida da
busca subsequente, prevenindo correspondéncias triviais por sobreposi¢ao. O processo retorna o
objeto de deteccao contendo motifs, sequéncias e entropias associadas.

Este mecanismo de ranqueamento por contetido informacional — que prioriza motifs segundo
entropia de Shannon — constitui contribuicdo metodologica central do LEMOD: ao aplicar um
critério baseado em teoria da informacao diretamente sobre representagoes latentes, o método sele-
ciona padroes estruturalmente mais coerentes e morfologicamente especificos. Motifs compostos por
simbolos uniformemente distribuidos apresentam entropia maxima, indicando maior complexidade

estrutural; motifs dominados por simbolo tnico exibem entropia proxima de zero, sugerindo padroes
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morfologicamente simples ou degenerados. O Algoritmo 6 formaliza este mecanismo.

Algorithm 6 Motif Discovery

1. function DISCOVERMOTIFS(sequences, ocurrences, encoding _size)
2 for i = 1 to |sequences| do

3 entropy; < — Y ,cx p(a) logs p(a) > Shannon
4 end for

5: data <+ CREATEDATAFRAME(indices, sequences, entropies)

6 gp < GROUPBYSEQUENCE(data)

7 filtered <— FILTER(gp, count > occurrences)

8 candidates < SORTBY ( filtered, desc(count, entropy))

9: A + |encoding _size/2]
10: motifs < ()
11: for word € candidates do
12: support < FINDOCCURRENCES(data, word.sequence)
13: if |support| > occurrences then
14: motifs < motifsU support
15: data < EXCLUDENEIGHBORHOOD(data, support, A)
16: end if
17: end for
18: return BUILDOBJECT(motifs, sequences, entropies)

19: end function

Fase Evaluate: Métricas de Avaliagao

A fase evaluate, também idéntica em ambos os métodos, utiliza as métricas de avaliagdo Soft ED
[Salles et al., 2024| implementadas no Harbinger [Salles et al., 2020]. Trata-se de extensao das
métricas classicas de classificacao adaptada ao contexto de séries temporais mediante introdugao de
tolerdncia temporal. Diferentemente de métricas rigidas que exigem coincidéncia exata de posigoes,
essas métricas contabilizam um evento como verdadeiro positivo se ocorrer dentro de uma janela
temporal de +k amostras em torno de evento anotado. Essa flexibilizagdo reconhece a realidade
pratica de que eventos em séries temporais nao possuem delimitagao temporal precisa, especialmente
em séries de ECG sujeitas a variabilidade fisiol6gica e ruido de aquisigao.

Sao calculadas quatro métricas fundamentais. A acuracia quantifica propor¢ao global de clas-
sificacOes corretas; a precisao mede fracao de deteccOes que correspondem a motifs reais; a re-
vocagao quantifica fracao de motifs verdadeiros efetivamente detectados; a medida F1 harmoniza
precisao e revocacao via média harmonica, constituindo indicador balanceado que penaliza simul-
taneamente excesso de falsos positivos e falsos negativos.

Nesta investigacao, empregou-se uma janela de tolerdncia de £ = 100 amostras, equivalente
a aproximadamente 278 ms na taxa de amostragem de 360 Hz das séries de ECG do MIT-BIH
database. FEsse valor reflete uma margem temporal compativel com a variabilidade natural de
eventos cardiacos, que ndo ocorrem com precisao absoluta entre batimentos sucessivos. Pequenos
deslocamentos entre o instante anotado e o detectado, na escala de centenas de milissegundos,

podem ser clinicamente aceitdveis e ndo caracterizam erros relevantes. A escolha de k = 100
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busca, portanto, equilibrar rigor avaliativo e realismo fisiol6gico, evitando penalizagoes decorrentes
de desalinhamentos minimos, porém sem ampliar excessivamente o critério de tolerancia.

Complementarmente as métricas de detecgdo, a medida de entropia de Shannon empregada no
ranqueamento dos motifs também é aproveitada como indicador de avaliagdo. Como o processo de
descoberta ja estima a entropia de cada subsequéncia candidata para ordenar padroes segundo seu
contetido informacional, esses mesmos valores sao utilizados para quantificar o grau de complexidade
estrutural capturado por cada método. Para cada série, calcula-se a entropia média dos motifs
identificados, ponderada por suas frequéncias de ocorréncia, produzindo uma métrica agregada de
diversidade simbolica. Adicionalmente, mensura-se o tempo de processamento da fase de detecgao
em ambos os métodos, permitindo avaliar a eficiéncia computacional associada & descoberta de
motifs.

Experimento de Detecgao Cruzada

O experimento de detecgao cruzada (cross-detection) investiga capacidade de generalizagao das
representacoes latentes aprendidas por autoencoders, testando se um modelo treinado em série espe-
cifica mantém desempenho adequado quando aplicado a séries distintas da mesma derivagao. Esta
avaliag@o possui relevancia metodologica — verificar se representacoes latentes capturam estruturas
morfologicas transferiveis, para além de memorizacao de caracteristicas idiossincraticas da série de
treinamento — e relevancia prética, ou seja, viabilizar cenarios operacionais nos quais seria impra-
ticavel treinar um modelo especifico para cada nova série analisada.

O protocolo experimental selecionou uma série de referéncia por tipo de derivagao disponivel
no MIT-BIH Arrhythmia Database: r100_MLII para derivacdo MLII, r101_V1 para derivacdo V1,
r102_V2 para V2 e r104_V5 para V5. A derivacdo V4 nao foi testada por possuir apenas uma
série no banco de dados (r124_vV4), impossibilitando avaliagdo de transferéncia. Para cada deriva-
¢ao, treinou-se um modelo autoencoder sobre a série de referéncia com a configuracao identificada
na Etapa I, e esse modelo foi aplicado as séries remanescentes da mesma derivagao, executando
descoberta de motifs com os pardmetros da configuracao principal. A comparacdo de desempenho
procede por confronto direto entre duas condi¢oes experimentais para cada série-alvo: (i) detecgao
com modelo treinado na propria série, conforme experimento principal; (i7) detec¢do com modelo
generalista treinado externamente. A degradagao de desempenho, quantificada por diferengas nas
métricas de acuracia, precisao, revocacao e F7, estima a penalidade introduzida pela generalizagao.

Organizacao de Artefatos e Reprodutibilidade

A execucgao dos experimentos produziu conjunto estruturado de artefatos persistidos em disco,
organizados hierarquicamente por etapa metodologica e série processada. Modelos autoencoder
treinados (96 arquivos .pth contendo pesos neurais e 96 arquivos .rds contendo metadados) fo-

ram armazenados em diretorio dedicado, indexados por identificador de série. Objetos de deteccao
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retornados pelos métodos detect de ambas as abordagens foram persistidos em arquivos .RData in-
dividuais, preservando estruturas completas de motifs (posi¢oes temporais, composigdes simbolicas,
frequéncias de ocorréncia, entropias individuais) para analises posteriores; métricas consolidadas fo-
ram exportadas em formato tabular . csv, facilitando ingestao por ferramentas de analise estatistica
e visualizagao.

A metodologia descrita nesta se¢ao estabelece um protocolo reprodutivel para comparagao siste-
mética de métodos de descoberta de motifs, isolando fontes de variagao nao relacionadas ao objeto
de investigacao e empregando métricas estabelecidas na literatura de deteccao de eventos. A adesao
a interface Harbinger assegura extensibilidade futura, permitindo incorporagao de métodos adici-
onais sem necessidade de reimplementacao do pipeline avaliativo. Os resultados empiricos obtidos

pela aplicagao deste protocolo sao apresentados no Capitulo V.
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Capitulo V Avaliacao Experimental

Este capitulo apresenta os resultados da avaliagao experimental do LEMOD para detecgao de
motifs em séries temporais de ECG utilizando autoencoders. O objetivo central é responder a
questao de pesquisa que orienta esta investigacao: o uso de autoencoders para representagao
de séries temporais proporciona melhor desempenho na deteccao de motifs quando
comparado ao método tradicional SAX?

O protocolo experimental, detalhado no Capitulo IV, organizou-se em trés etapas interdepen-
dentes. A Secado V.1 apresenta a sintese das configuracoes executadas nas trés etapas, consolidada
na Tabela V.1. As secbes subsequentes apresentam os resultados de cada etapa: a Secao V.2 reporta
os resultados da investigacao de hiperparametros do autoencoder e a configuracao ideal identificada;
a Segao V.3 apresenta os resultados do treinamento dos 96 modelos autoencoder; a Segao V.4 docu-
menta os resultados da comparacao experimental sistemética entre o LEMOD e o SAX, incluindo
analise de sensibilidade paramétrica e experimento de detecgdo cruzada; e a Segao V.5 integra os

achados das trés etapas, valida as predigoes de pesquisa e discute limitagoes do estudo.

V.1 Configuragao Experimental

Os experimentos foram conduzidos seguindo o protocolo metodolégico detalhado no Capitulo IV,
aplicado ao MIT-BIH Arrhythmia Database [Moody and Mark, 2001|, cujas caracteristicas técnicas
foram apresentadas na Segao IV.2.

As execucOes ocorreram em infraestrutura computacional de alto desempenho equipada com
processador AMD EPYC 9354 (32 ntcleos fisicos, 64 threads, frequéncia base 3,25 GHz, cache L3
de 256 MB), aceleradora grafica NVIDIA H100 80GB (arquitetura Hopper, 16.896 nticleos CUDA,
memoria HBM3 com largura de banda de 3 TB/s) e 512 GB de memoéria RAM DDR5. O sistema
operacional empregado foi Fedora Linux 39, ambiente que suporta nativamente tecnologias de con-
teinerizacao utilizadas para isolamento de dependéncias.

Todo o codigo-fonte produzido foi desenvolvido primariamente em linguagem R (versao 4.4.2),
privilegiando as seguintes bibliotecas de c6digo aberto com comunidades ativas de desenvolvimento

e manutengao:

e daltoolbox e daltoolboxdp para componentes de pré-processamento, transformagoes de sé-
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ries temporais e abstracao de modelos de aprendizado profundo;
e tspredit para manipulagdo especializada de estruturas de séries temporais;

e Harbinger [Salles et al., 2020] para deteccao de eventos, calculo de métricas de avaliagao e

comparacao sisteméatica de métodos.

A integracdo ao Harbinger ¢é particularmente relevante por garantir interfaces padronizadas
(fit, detect, evaluate) que facilitam extensao futura e incorporacao de métodos adicionais sem
necessidade de reimplementacao de pipelines de avaliagao.

A interoperabilidade com o ecossistema Python, especificamente o framework PyTorch (ver-
sa0 2.0.1) para implementagao de arquiteturas de redes neurais, foi estabelecida via pacote reticulate
(versao 1.28), que permite invocagao bidirecional de objetos e fungdes Python a partir de sessoes R.
Todas as fontes de aleatoriedade durante treinamento foram controladas por definicdo explicita de
sementes geradoras fixas (seed=42), garantindo reprodutibilidade deterministica das execugoes em
ambiente idéntico.

O workflow computacional foi estruturado para maximizar rastreabilidade e viabilizar recupera-
¢ao de execugoes interrompidas. Resultados intermediarios sao persistidos em formatos estruturados

ao término de cada fase:

e Modelos autoencoder treinados sdo salvos em arquivos .pth (formato nativo PyTorch check-

point, contendo dicionéarios de tensores de pesos e metadados de arquitetura);

e Objetos R contendo estruturas de detec¢ao sao persistidos em arquivos .RData (formato binério

comprimido padrao de R);

e Tabelas de meétricas consolidadas sao exportadas em formato .csv (valores separados por
virgula), facilitando interoperabilidade com ferramentas de andlise estatistica externas e pos-

sibilitando ingestao em pipelines de visualizagdo ou bases de dados relacionais.

O coédigo-fonte completo — incluindo scripts de execugao dos experimentos e func¢oes auxiliares
de processamento e analise — foi versionado e disponibilizado em repositério piblico no GitHub!,
assegurando a plena reprodutibilidade dos experimentos em alinhamento com principios de ciéncia
aberta e reprodutibilidade computacional.

A Tabela V.1 consolida os parametros e volumes experimentais implementados nas trés etapas

avaliativas, servindo como referéncia para as segoes subsequentes.

!Disponivel em: https://github.com/cefet-rj-dal-members/luiz-oliveira
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Tabela V.1: Sintese das configuragoes experimentais implementadas nas trés etapas avaliativas.
Parametros metodologicos fundamentados no Capitulo IV.

Etapa Componente Configuragao
I Dataset 40 segmentos das séries de derivacao V1 (10-90 s)
Parametros train_size € {10%, 20%, 30%, 40%, 50%} (5 niveis)
sw_size € {10,20,...,90} (9 niveis)
ratio € {10%,20%, ...,90%} (9 niveis)
Meétricas R?, NRMSE, MAPE
Experimentos 16200 (40 x 9 x 9 x 5)
I Dataset 96 séries completas (48 registros x 2 derivagoes)
Configuragao train_size = 30%, sw__size = 30, ratio = 60%,
encoding size = 12 dimensoes latentes
Modelos 96 treinados (.pth + .rds)
111 Dataset 96 séries completas (48 registros x 2 derivagoes)
Métodos SAX vs. LEMOD
Configuragao principal  alphabet size = 10, occurrences = 6
Anélise de sensibilidade Dimensao 1: alphabet _size € {14,18,22,26}
Dimenséo 2: occurrences € {2,4,8,10}
Avaliagao SoftED (tolerancia k = 100 amostras)
Experimentos 1728 (192 + 768 + 768)
Total 17928 experimentos

V.2 Etapa I: Validagao da Capacidade de Reconstrugao

Esta secao apresenta os resultados da exploracao sisteméatica do espaco de hiperpardmetros do

autoencoder, conduzida conforme o protocolo descrito na Secao IV.3, com o objetivo de identificar
a configuracao que maximiza a fidelidade de reconstrugao das séries de ECG. Os resultados sao
organizados segundo a estratégia de otimizacao sequencial em trés estagios, cada um refinando uma
dimensao paramétrica a partir dos resultados do estagio anterior, garantindo que a configuragao
resultante reflita o comportamento conjunto dos hiperparametros.

Estagio 1 — Proporgao de Treinamento (train_size)

A proporcao de dados destinada ao treinamento governa diretamente a capacidade de generali-
zacao do autoencoder: valores muito baixos limitam o aprendizado das estruturas morfolégicas da
série, enquanto valores elevados reduzem a disponibilidade de amostras para avaliacao da qualidade
reconstrutiva. A Figura V.1 apresenta a distribuicdo de R? e a Figura V.2 as métricas de dispersao

em funcao de train_size. A Tabela V.2 consolida as estatisticas descritivas correspondentes.
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Tabela V.2: Estatisticas descritivas de R? (%) em funcio de train_size com destaque para o valor

de melhor balango identific

ado.

train_size Média Mediana SD MAD CV  RCV 1IQR
10% 91,04 95,22 11,12 3,52 1222 3,70 9,74
20% 94,15 97,42 9,36 196 995 2,02 5,58
30% 95,62 98,53 8,39 1,08 8,78 1,10 3,48
40% 93,96 97,96 9,67 162 10,29 1,66 5,77
50% 94,02 97,68 879 188 935 192 6,22
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Figura V.1: Distribuicio de R? em funcao de train_size. Cada boxplot agrega 3240 experimentos
(40 séries x 9 niveis de sw_size x 9 niveis de ratio).
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Dispersio relativa de R? em funcdo de train_size, confirmando a escolha de

Observa-se tendéncia crescente da mediana de R? até train_size = 30%, seguida de estabi-

lizacdo e queda para proporgoes superiores. A configuragao train_size = 10% apresentou medi-

ana de 95,22% com dispersao relativa elevada (CV=12,22%, RCV=3,70%, Intervalo Interquartil

(IQR)=9.74%), indicando instabilidade na capacidade de generalizacao quando o modelo dispoe

de poucos exemplos de treinamento. O patamar de melhor balango foi atingido em train_size =

30%, que alcangou a maior média (95,62%) e mediana (98,53%), com menor dispersao relativa

(CV=8,78%, RCV=1,10%, IQR=3,48%), equilibrando quantidade de dados para aprendizado e dis-

ponibilidade de amostras para avaliacdo da capacidade de generalizacao.
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As métricas de erro apresentaram comportamento complementar ao Rz, com minimos coinci-
dindo com o maximo em train_size = 30%. A Figura V.3 apresenta a distribuigaio de NRMSE e

a Figura V.4 de MAPE em fungao de train_size.
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Figura V.3: Distribui¢ao de NRMSE (%) em funcao de train_size.
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Figura V.4: Distribuicao de MAPE (%) em funcao de train_ size.

O NRMSE decresceu de 4,39% (train_size = 10%) para 2,51% (train_size = 30%), enquanto
o MAPE reduziu-se de 4,04% para 2,39%. Configuragoes com train_size > 40% apresentaram
deterioracao das métricas, indicando que uma maior propor¢ao de treinamento nao representa,
necessariamente, ganho de qualidade reconstrutiva.

Estagio 2 — Tamanho da Janela Deslizante (sw_size)

O tamanho da janela deslizante determina o contexto temporal capturado em cada amostra de
entrada do autoencoder: janelas curtas reduzem a complexidade da tarefa de reconstrugao, mas
podem ser insuficientes para representar a morfologia completa de um batimento cardiaco; janelas
longas ampliam o contexto temporal disponivel, porém aumentam a dimensionalidade de entrada e
exigem maior capacidade da camada latente para preservar as caracteristicas essenciais do sinal.

Fixando train_size = 30%, analisou-se o impacto do tamanho da janela deslizante sobre a
fidelidade de reconstrucdo. A Tabela V.3 consolida as estatisticas descritivas de R? em funcio de
sw_size. A Figura V.5 apresenta a distribuicdo de R? e a Figura V.6 apresenta as métricas de

dispersao de R? em funcdo de sw_ size.
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Tabela V.3: Estatisticas descritivas de R? (%) em fungdo de sw_ size, fixando train_size = 30%,
com destaque para o valor de melhor balancgo identificado.

sw_size Meédia Mediana SD MAD CV  RCV IQR

10 97,65 9956 4,86 0,33 497 033 1,58
20 98,12 9934 344 047 351 047 147
30 97,90 99,09 3,40 0,63 3,47 0,63 2,00
40 97,02 9868 511 095 526 0,96 2,52
50 96,13 9834 6,70 1,13 697 1,15 3,62
60 9493 98,08 870 133 917 136 3,89
70 93,72 97,73 10,71 149 1142 152 4,62
80 93,00 97,20 11,26 188 1211 194 558
90 92,12 96,75 12,62 218 13,70 225 573
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Figura V.5: Distribuicdo de R? em funcdo de sw_ size, fixando train_size = 30%. Cada boxplot
agrega 360 experimentos (40 séries x 9 niveis de ratio).
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Figura V.6: Dispersio relativa de R (CV e RCV) em funcdo de sw_size, confirmando a escolha
de sw_ size = 30.

Janelas curtas (sw_size < 20) alcangaram medianas superiores a 99%, refletindo a facilidade
da tarefa reconstrutiva quando o contexto temporal é limitado. A escolha de sw_size = 30
fundamentou-se no equilibrio entre dois critérios: (i) preservacio de alta fidelidade (R? > 99%)

e (i1) complexidade computacional gerenciavel, pois janelas maiores ampliam a dimensionalidade
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de entrada da rede neural, exigindo maior capacidade da camada latente para preservar informagao.

Contudo, a partir de sw_size = 30, observa-se degradacao gradual: a mediana de R? decresce
monotonicamente de 99,09% (sw_size = 30) para 96,75% (sw_size = 90), enquanto a dispersao
aumenta progressivamente (CV cresce de 3,47% para 13,70%, RCV de 0,63% para 2,25%, IQR de
2,00 para 5,73).

Embora sw__size = 20 apresente fidelidade marginalmente superior, a configuragdo sw_size =
30 captura contexto temporal morfolégico mais rico — possibilita a descoberta de motifs maiores —
a0 mesmo tempo em que mantém uma dispersao minima antes do crescimento observado para janelas
maiores, conforme confirmado pelos ja mencionados valores de CV, RCV e IQR na Figura V.6. Esse
comportamento é corroborado pelas métricas de erro absolutas. As Figuras V.7 e V.8 apresentam

as distribuigbes de NRMSE e MAPE em fungao de sw_ size.
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Figura V.7: Distribuigao de NRMSE (%) em fungao de sw_size, fixando train_size = 30%. Cada
bozxplot agrega 360 experimentos (40 séries x 9 niveis de ratio).
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Figura V.8: Distribuigdo de MAPE (%) em funcao de sw_ size, fixando train_size = 30%. Cada
bozxplot agrega 360 experimentos (40 séries x 9 niveis de ratio).

Ambas as métricas reforcam a escolha: a dispersdo relativa de R? atinge seu valor minimo em
sw_size = 30 (CV=3,47%), imediatamente antes do crescimento observado para janelas maiores
— o que evidencia que sw_size = 30 é o ponto de maior estabilidade entre os candidatos com R?
mediano superior a 99%. A partir de sw_size = 40, os erros crescem continuamente: o NRMSE

sobe de 2,08% para 3,52% e o MAPE de 1,91% para 3,28% ao ampliar a janela até 90 amostras.
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Estagio 3 — Taxa de Compressao (ratio)

A taxa de compressao dimensional determina o tamanho da camada latente do autoencoder:
valores baixos preservam mais informacao, mas produzem representagdes extensas que compro-
metem a eficiéncia da etapa de simbolizacao; valores elevados geram representacoes compactas,
porém podem descartar caracteristicas morfologicas essenciais do sinal. O parametro ratio governa
diretamente o encoding size resultante, de modo que sua escolha condiciona tanto a qualidade
reconstrutiva quanto a viabilidade prética da descoberta de motifs nas etapas subsequentes. Com
train_size = 30% e sw__size = 30, fixados a partir dos estégios anteriores, explorou-se o trade-off
entre compressao dimensional e fidelidade de reconstrucao. A Tabela V.4 quantifica esse compor-
tamento.

Tabela V.4: Estatisticas descritivas de R? (%) em func¢do de ratio, fixando train_size = 30% e
sw_size = 30, com destaque para o valor de melhor balango identificado.

ratio Média Mediana SD MAD CV RCV IQR

10% 98,57 99,40 245 036 249 036 146
20% 98,52 9935 214 040 218 040 1,50
30% 98,59 9929 166 044 1,69 045 154
40% 98,52 9933 200 0,39 203 039 1,61
50% 98,44 9926 1,84 047 186 048 1,58
60% 98,45 99,22 1,96 0,45 1,99 0,45 1,81
70% 97,95 99,10 2,88 058 294 058 210
80% 97,38 9852 321 105 330 106 253
90% 94,65 97,02 7,06 192 746 198 488

A Figura V.9 apresenta a distribuicao de R? em funcio de ratio, evidenciando o comportamento
nao linear da fidelidade de reconstrucao ao longo da faixa explorada. A Figura V.10 apresenta as

métricas de dispersdo correspondentes.
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Figura V.9: Distribuicdo de R? em funcdo de ratio, fixando train_size = 30% e sw_size = 30.
Cada bozxplot agrega 40 experimentos (40 séries da derivagao V1).
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Figura V.10: Dispersdo relativa de R? (CV e RCV) em funcdo de ratio, confirmando a escolha de
ratio = 60%.

Taxas de compressao moderadas (ratio < 60%) mantém R? acima de 98%, enquanto compres-
soes agressivas (ratio > 70%) induzem degradagao acelerada. A escolha de ratio = 60% representa
o ponto de melhor balango entre compressao dimensional e fidelidade de reconstrucao: essa confi-
guragao reduz a dimensionalidade em 60% (de 30 para encoding size = 12 dimensoes latentes),
maximiza a compressao viabilizando representagoes simbodlicas compactas nas etapas subsequentes,
niao compromete a qualidade reconstrutiva, ao mesmo tempo em que preserva R? superior a 98%.
Trata-se de um compromisso entre custo computacional e qualidade de solucdo — hé configuragoes
com maior fidelidade absoluta (ratio < 20%), mas a compressao adicional oferecida por ratio = 60%
é essencial para viabilizar a etapa de simbolizagao com encoding size = 12 dimensoes, sem degra-
dagao substancial. A Figura V.10 confirma esse comportamento: para ratio < 60%, os valores de
CV, RCV e IQR permanecem baixos e estaveis, ao passo que compressoes superiores (ratio > 70%)
induzem crescimento exponencial dessas métricas, comprometendo a estabilidade e a reprodutibili-
dade da representacao latente entre séries distintas.

Esse comportamento é corroborado pelas métricas de erro absolutas, que confirmaram o ponto
de inflexdo em ratio = 60%. As Figuras V.11 e V.12 apresentam as distribui¢oes de NRMSE e

MAPE em funcéo de ratio, respectivamente.
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Figura V.11: Distribuigdo de NRMSE (%) em fungao de ratio, fixando train_size = 30% e
sw__size = 30. Cada boxplot agrega 40 experimentos (40 séries da derivagao V1).
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Figura V.12: Distribuigao de MAPE (%) em fungao de ratio, fixando train_size = 30% e
sw_size = 30. Cada boxplot agrega 40 experimentos (40 séries da derivagao V1).

O NRMSE manteve-se em 1,98% para ratio = 60%, elevando-se para 3,03% em ratio = 90%. O
MAPE seguiu trajetoria similar: 1,85% para ratio = 60%, crescendo para 3,13% em ratio = 90%.
Tomados em conjunto, os resultados dos trés estigios convergem para a configuracao train_size =
30%, sw_size = 30 e ratio = 60%, resultando em encoding size = 12 dimensoes latentes.

A Tabela V.5 consolida a distribuigdo das trés métricas de fidelidade calculadas sobre as 40 séries
usando a configuracao identificada como de melhor balanco. Esses indicadores validam empirica-
mente que autoencoders com arquitetura adequadamente parametrizada preservam caracteristicas
morfologicas essenciais de séries temporais de ECG: 75% das séries alcancaram R? > 99%, com
mediana de 99,22%; o NRMSE situou-se abaixo de 2% para 75% das séries e o MAPE apresentou

mediana de 1,85%, indicando desvios tipicos inferiores a 2% dos valores observados.

Tabela V.5: Distribuigao agregada das métricas de fidelidade (%) para a configuragdo de melhor
balango. (train_size = 30%, sw__size = 30, ratio = 60%) aplicada as 40 séries da deriva¢ao V1.

Meétrica Média Mediana Desvio Padrao
R? 98,45% 99,22% 1,96%

NRMSE 2,19% 1,98% 1,17%

MAPE 2,07% 1,85% 1,13%

Os resultados desta Etapa I demonstraram que a exploracao sistematica do espaco de hiperpara-
metros identificou configuragoes que equilibram fidelidade de reconstrugao, compressao dimensional
e viabilidade computacional. A configuragao resultante (train_size = 30%, sw_size = 30%,
ratio = 60%, resultando em encoding size = 12) ser4 adotada nas Etapas II para treinamento
dos modelos e sustentara as comparagoes metodologicas da Etapa III. As representagoes latentes de
12 dimensodes preservam mais de 99% da variancia das séries originais, com erros de reconstrugao
tipicamente inferiores a 2%, estabelecendo base solida para aplicacao em descoberta de motifs nas

etapas subsequentes.
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V.3 Etapa II: Treinamento dos Modelos Autoencoder

A Etapa II operacionalizou o treinamento de 96 modelos autoencoder independentes — um
para cada série do MIT-BIH Arrhythmia Database — aplicando exclusivamente a configuracao de
hiperparametros identificada como a de melhor balanco estabelecida na exploracgao sistemética da
Etapa I (train_size = 30%, sw_size = 30, ratio = 60%, resultando em encoding size = 12
dimensoes latentes).

O protocolo de treinamento, detalhado na Secao IV.4, foi aplicado sequencialmente as 96 séries.
Cada modelo convergiu de forma independente, com os pesos neurais otimizados até estabilizacao
da fungao de perda. Ao término de cada execugao, os artefatos foram persistidos em formato dual:
arquivo .pth contendo os pesos finais da rede neural e arquivo .rds armazenando os metadados
contextuais — parametros de normalizagao z-score, historico de loss e configuracgao arquitetural.

Os 96 modelos assim produzidos constituem artefatos estéveis que viabilizam a execucao efici-
ente da Etapa III, eliminando a necessidade de re-treinamento a cada configuracao de descoberta.
Essa separagao entre fase de treinamento (offline) e fase de deteccao (online) reflete um workflow
realista para aplicagoes préticas com grandes volumes de dados: o custo fixo de treinamento é
amortizado sobre as 1.728 execugoes comparativas da Etapa III, em que cada modelo é carregado
e aplicado repetidamente sob variagoes de alphabet size e occurrences. Essa estratégia assegura
que a comparagao metodologica entre o LEMOD e o SAX na Etapa III ocorra sob condigoes expe-
rimentais rigorosamente controladas, isolando o efeito da representacao latente como tnica variavel
manipulada.

E importante destacar o contraste arquitetural com o método SAX: por ser deterministico e
baseado em estatisticas estimadas diretamente dos dados de entrada, o SAX nao requer fase de
treinamento anéloga — sua operagao equivalente ao fit (estimagao de média e desvio padrao para
normalizac¢ao z-score) é executada de forma integrada a fase de detecgdo na Etapa II1. Essa assi-
metria nao constitui desvantagem do LEMOD, mas sim a manifestagao do custo de aprendizado
adaptativo: o treinamento offline é o mecanismo pelo qual o modelo aprende representacoes mor-
fologicas especificas das séries, conferindo a sensibilidade superior a padrdes sutis observada nos

resultados da Etapa III (Secao V.4).

V.4 Etapa III: Comparagao Experimental Sistematica

A Etapa III constitui o ntcleo avaliativo desta investigacdo, operacionalizando a comparagao
sistemética entre o LEMOD — que substitui a discretizagao estatistica do SAX por codificagao
neural via autoencoder — e a abordagem de referéncia baseada exclusivamente em SAX. Esta

se¢ao documenta os resultados obtidos em trés experimentos complementares: (i) detecgao sob
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configuragao principal dos pardmetros de descoberta (alphabet _size e occurrences), (ii) anélise de
sensibilidade paramétrica em duas dimensoes ortogonais, totalizando 1728 execugoes de detecgao; e
(#31) experimento de detecgao cruzada (cross-detection), avaliando a capacidade de generalizagao das
representacoes latentes aprendidas quando modelos treinados em séries especificas sao aplicados a
séries distintas da mesma derivacido. As métricas de avaliacdo abrangem desempenho classificatério
(acuracia, precisao, revocagao e Fi), complexidade informacional (entropia de Shannon dos motifs
identificados) e eficiéncia computacional (tempo de execucao da fase de detecgao por série).

A configuragao principal adotou alphabet size = 10 e occurrences = 6. O tamanho da janela
foi fixado em sw_size = 30 para ambos os métodos, ¢ o word size do SAX foi igualado ao
encoding size = 12 do autoencoder, assegurando comparabilidade estrutural das representagoes
simbolicas produzidas. A avaliagdo empregou as métricas SoftED [Salles et al., 2024| com tolerancia
temporal k£ = 100 amostras — equivalente a aproximadamente 278 ms na taxa de amostragem de
360 Hz do MIT-BIH — valor escolhido de modo a acomodar, de forma conservadora, a variabilidade
fisiol6gica natural no tempo de ocorréncia dos eventos cardiacos, que nao se repetem com precisao
absoluta entre batimentos sucessivos [Moody and Mark, 2001].

Configuragao principal

A Tabela V.6 consolida as métricas de desempenho agregadas sobre as 96 séries para ambos os

métodos sob a configuragao principal.

Tabela V.6: Métricas de desempenho agregadas para configuracdo principal (alphabet size = 10,
occurrences = 6, tolerancia k = 100). N=96 séries. Tempo médio de detecgdo por série. A cor
atribuida aos valores da ultima linha "Diferenca'"reflete 0 método de melhor performance.

Método Acuracia Precisao Revocagao B Entropia (bits) Tempo (s)
LEMOD  952%  958% 9,8% 17,3% 0,44 395
SAX 93,6% 93,3% 5,1% 9,7% 0,90 46,3
Diferenca  +1,6% +2,5% +4,7% +7,6% -0,46 -6,8

O LEMOD alcangou acuracia média de 95,2%, superando o SAX (93,6%). A diferenga de
1,6 pontos percentuais, embora modesta, indica vantagem consistente da codificacao neural na
capacidade de discriminag@o entre observagoes tipicas e motifs verdadeiros. A precisao média foi
de 95,8% para o LEMOD contra 93,3% para o SAX, refletindo menor taxa de falsos positivos na
abordagem proposta: dos motifs identificados pelo LEMOD, 95,8% correspondem efetivamente a
padroes recorrentes verdadeiros, comparativamente a 93,3% no método tradicional.

A revocagao apresentou diferenca acentuada: 9.8% para o LEMOD versus 5,1% para o SAX,
representando ganho relativo de 92%. Essa diferenga indica que a codificagdo neural identifica

praticamente o dobro de motifs verdadeiros em comparagdo com a discretizagao tradicional, evi-
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denciando maior sensibilidade a padroes morfologicamente sutis que a representagao simbdlica fixa
do SAX néo captura adequadamente. A medida Fi, que harmoniza precisdo e revocagao via média
harménica, consolidou a superioridade do método proposto: 17,3% contra 9,7%, diferenca de 7,6%
que reflete simultaneamente menor taxa de falsos positivos e maior taxa de verdadeiros positivos.
A Figura V.13 apresenta visualizacdo comparativa das quatro métricas de desempenho classifi-
catorio. A superioridade do LEMOD em acurécia e precisao é mais discreta, enquanto a diferenca
em revocagao e I} é mais acentuada, evidenciando que a principal vantagem da codificagao neu-
ral reside na capacidade de identificar motifs verdadeiros sem comprometer significativamente a
especificidade. Essa caracteristica é particularmente relevante em aplicagoes biomédicas, onde a

sensibilidade diagnoéstica possui maior valor clinico do que a especificidade absoluta.
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Figura V.13: Comparacao das métricas de desempenho (acurécia, precisao, revocagao e F;) entre o
LEMOD (verde) e SAX (vermelho). Valores médios agregados sobre as 96 séries.

A entropia média dos motifs identificados apresentou comportamento inverso: 0,44 bits para o
LEMOD versus 0,90 bits para o SAX. A entropia de Shannon, calculada sobre a distribuicao de
simbolos componentes de cada padrao, quantifica a diversidade simbélica interna dos motifs des-
cobertos: valores menores indicam padrdes morfologicamente mais homogéneos, com distribuigao
de simbolos mais concentrada, enquanto valores maiores refletem maior variabilidade interna. O
resultado obtido — entropia 51% menor para o LEMOD — indica que a codificagdo neural tende
a identificar padroes estruturalmente mais coerentes e especificos, enquanto a discretizacao tradi-
cional do SAX tende a agrupar subsequéncias morfologicamente heterogéneas sob o mesmo motif,
comprometendo a precisao morfologica da descoberta. Essa maior homogeneidade é, portanto, in-
terpretada como vantagem qualitativa do LEMOD: os motifs descobertos sao mais representativos
de estruturas recorrentes genuinas.

O tempo médio de execucao da fase de deteccao por série foi de 39,5 segundos para o LEMOD
contra 46,3 segundos para o SAX, representando redugao de aproximadamente 15%. Essa vantagem
decorre da eficiéncia da transformagao neural pré-treinada: uma vez carregados os pesos do modelo,

a codificacao das janelas temporais em representacoes latentes é uma operacao matricial vetorizada
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de alta eficiéncia, enquanto o SAX requer calculos iterativos de agregagdo PAA e discretizagao
por breakpoints para cada janela. Considerando as 96 séries, o tempo total de detecgao foi de
aproximadamente 63 minutos para o LEMOD e 74 minutos para o SAX, consolidando a viabilidade
computacional da abordagem proposta. A Figura V.14 apresenta comparativamente as entropias
médias e os tempos de detecgao dos dois métodos, evidenciando que o LEMOD ¢é simultaneamente

mais eficiente em tempo de execugao e identifica motifs de maior homogeneidade morfologica.

0.9 bits 46.3s
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Figura V.14: Entropia de Shannon (bits) dos motifs identificados e o tempo medido na detecgao
para ambos os métodos: LEMOD (verde) e SAX (vermelho).

Para ilustrar qualitativamente o comportamento diferencial dos métodos experimentados, a Fi-
gura V.15 apresenta as detecgoes realizadas por ambos em segmento de ritmo sinusal regular da

série r100_MLII.
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Figura V.15: Exemplo de deteccoes em segmento de ritmo sinusal regular da série r100_MLII
(intervalo 0-3.5 s). Circulos azuis: motifs verdadeiros (anotacoes de referéncia). Marcacoes verdes:
detecgoes do LEMOD. Marcagoes vermelhas: detecgoes do SAX. Configuragao: alphabet size = 10,
occurrences = 6.

Em ritmo regular, o SAX produz detecgoes densas ao longo da linha de base, refletindo alta
recorréncia morfologica de segmentos de baixa variabilidade, enquanto o LEMOD concentra detec-
¢Oes nos batimentos regulares, demonstrando maior seletividade. A Figura V.16 apresenta segmento
correspondente da mesma série em contexto arritmico, permitindo contrastar o comportamento dos

métodos sob condi¢des morfoldgicas distintas.
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Figura V.16: Exemplo de detecgoes em segmento com arritmia da série r100_MLII (intervalo 1618-
1621 s). Circulos azuis: motifs verdadeiros (anotagoes de referéncia). Marcagoes verdes: detec-
¢oes do LEMOD. Marcagoes vermelhas: detecgoes do SAX. Configuragao: alphabet size = 10,
occurrences = 6.

Em contexto arritmico, o LEMOD amplifica a densidade de detecgoes, capturando padroes
recorrentes sutis associados a variabilidade morfol6gica, enquanto o SAX apresenta distribuicao mais
esparsa. Esse comportamento diferencial sugere que a codificagao neural oferece maior sensibilidade
a contextos patoldgicos, potencialmente relevante para aplicagoes diagnodsticas que privilegiam a
deteccao de eventos andomalos.

Analise de sensibilidade paramétrica

Para avaliar a robustez das conclusées frente a variagoes nos parametros de descoberta, ambos os
métodos foram submetidos & analise de sensibilidade paramétrica em duas dimensoes ortogonais. A
primeira dimensao explorou o tamanho do alfabeto simbdlico, fixando occurrences = 6 e variando
alphabet _size € {10,14,18,22,26}, totalizando 960 execugoes (5 configuragdes x 96 séries x 2
métodos). A segunda dimensao explorou o limiar de recorréncia, fixando alphabet size = 10 e
variando occurrences € {2,4,6,8,10}, totalizando 960 execugoes adicionais. A Etapa III somou
1728 experimentos de deteccao comparativa.

Dimensao 1 — variagao de alphabet _size:

A Figura V.17 apresenta a evolugao da acuracia em funcao de alphabet size.
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Figura V.17: Acuracia em fungao de alphabet _size, fixando occurrences = 6.
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O LEMOD mantém acuracia decrescente entre 95% e 92% ao longo de toda a faixa testada,
enquanto o SAX apresenta crescimento gradual de 93,6% (alphabet size = 10) para aproximada-
mente 97,5% (alphabet size = 26), sugerindo que a granularidade simbolica crescente beneficia o
método tradicional na discriminagao global. A Figura V.18 revela o mecanismo subjacente a esse

comportamento.
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Figura V.18: Precisao em fungao de alphabet size, fixando occurrences = 6.

A precisao do LEMOD permanece estavel em aproximadamente 95,8%, enquanto o SAX apre-
senta decrescimento acentuado de 93,3% para aproximadamente 84% em alphabet _size = 26, indi-
cando que o aumento de granularidade amplifica a taxa de falsos positivos no método tradicional.
Essa estabilidade da precisao do LEMOD evidencia que a codificagdo neural mantém especificidade
independentemente do tamanho do alfabeto, consolidando vantagem metodologica & medida que a

granularidade aumenta.A Figura V.19 complementa essa anélise com a evolugdo da revocagao.
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Figura V.19: Revocagao em fungao de alphabet _size, fixando occurrences = 6.

O LEMOD exibe decrescimento gradual de 9,8% para aproximadamente 5% (alphabet size =
26), enquanto o SAX apresenta crescimento substancial de 5,1% para aproximadamente 12,5%
(alphabet _size = 26), com as curvas cruzando-se em alphabet size ~ 15. Esse comportamento
deve ser interpretado em conjunto com a degradagdo de precisao documentada: o SAX identifica
mais motifs verdadeiros para alfabetos maiores, mas ao custo de identificar também um ndamero

muito superior de falsos positivos. A Figura V.20 sintetiza esse trade-off via F7.
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Figura V.20: Fy em fungao do tamanho de alphabet _size, fixando occurrences = 6.

O LEMOD decresce de 17,3% para aproximadamente 9,5%, enquanto o SAX cresce de 9,7%
para aproximadamente 20%, superando o LEMOD para alphabet _size > 15. Esse resultado deve
ser interpretado com cautela: o ganho nominal de F; do SAX em alfabetos grandes decorre pri-
mariamente de aumento de revocacao acompanhado por degradacao de precisao de 93% para 84%,
comprometendo utilidade prética em contextos biomédicos sensiveis a falsos positivos. A configu-
ragao principal (alphabet size = 10) situa-se no regime em que o LEMOD mantém superioridade
em Fj, sustentando a escolha adotada.

Dimensao 2 — variacao de occurrences:

A Figura V.21 apresenta a evolugao da acuricia em fungdo de occurrences, avaliando se o
critério de seletividade afeta a capacidade global de discriminacgao entre observacoes tipicas e motifs

verdadeiros.
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Figura V.21: Acuracia em fungao de occurrences, fixando alphabet size = 10.

Ambos os métodos exibem comportamento estavel, com o LEMOD mantendo-se em aproxima-
damente 95,2% e o SAX em 93,6%. Esse padrao confirma que a vantagem marginal do LEMOD em
discriminagao global é robusta frente a variagoes em occurrences, persistindo independentemente
do critério de seletividade adotado. A Figura V.22 apresenta a evolugdo da precisdo em fungao de
occurrences, verificando se este limiar afeta a especificidade dos métodos na identificagao de motifs

verdadeiros.



64

100%

95.8%

95%  —_— 93.3%
o
? - LEMOD
§ 90% - SAX
o

85%

80%

2 4 6 8 10

occurrences
Figura V.22: Precisao em fungao de occurrences, fixando alphabet size = 10.
Os métodos apresentam precisao estavel ao longo da faixa testada, com o LEMOD preservando

vantagem marginal consistente de 2 a 3 pontos percentuais, indicando menor taxa de falsos positivos

independentemente do critério de seletividade. A Figura V.23 apresenta a evolugao da revocagao.
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Figura V.23: Revocagao em funcao de occurrences, fixando alphabet _size = 10.
O LEMOD mantém revocacao estavel em aproximadamente 9,8%, enquanto o SAX apresenta

crescimento gradual de 4,2% (occurrences = 2) para 5,8% (occurrences = 10), com superioridade

do LEMOD de 4 a 5 pontos. A Figura V.24 sintetiza o desempenho comparativo via F.
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Figura V.24: F} em funcao de occurrences, fixando alphabet size = 10.

O LEMOD preserva superioridade consistente em Fj de 6 a 8 pontos percentuais ao longo de toda

a faixa, validando a robustez da vantagem metodologica frente a diferentes critérios de seletividade.
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Em conjunto, as duas dimensoes da anélise de sensibilidade demonstram que a vantagem do
LEMOD sobre o SAX nao é restrita a configuragao principal, mas constitui propriedade estavel
do método: a codificagdo neural preserva equilibrio superior entre especificidade e sensibilidade
independentemente das escolhas de alphabet size e occurrences, desde que se opere no regime
em que a precisdo ndo é sacrificada em favor de revocacgdo. A investigacdo complementar a seguir
examina uma dimensao adicional da robustez do método: sua capacidade de generalizagao.

Experimento de detecgao cruzada

O experimento de detecgao cruzada (cross-detection) investigou a capacidade de generalizagao
das representacoes latentes, testando se modelos treinados em séries especifica mantém desempenho
adequado quando aplicado a séries distintas da mesma derivagdo. Esse cenério possui relevancia
metodologica ao verificar se as representacoes latentes capturam estruturas morfologicas transfe-
riveis, bem como relevincia pratica, ao viabilizar aplicagdoes em que seria impraticavel treinar um
modelo especifico para cada nova série analisada.

O protocolo selecionou uma série de referéncia por tipo de derivagao disponivel no MIT-BIH
Arrhythmia Database: r100_MLII para MLII, r101_V1 para V1, r102_V2 para V2 e r104_V5 para
V5. A derivagao V4 nao foi testada por possuir apenas uma série no banco de dados (r124_vV4),
impossibilitando avaliacao de transferéncia. Para cada derivagao, o modelo treinado sobre a série
de referéncia foi aplicado as séries remanescentes da mesma derivacdo com os parametros da con-
figuracao principal (alphabet _size = 10, occurrences = 6). A Tabela V.7 consolida os resultados

estratificados por derivacao.
Tabela V.7: Métricas de desempenho em deteccao cruzada estratificadas por derivacdo. Modelo

de referéncia aplicado a séries distintas da mesma derivacao. Configuracao: alphabet size = 10,
occurrences = 6, tolerancia k = 100.

Lead N séries-alvo Método Acuracia Precisao Revocagao R
LEMOD cross-detection ~ 95,7% 86,6% 6,8% 12,6%
MLII 45
SAX 93,2% 94,1% 4,8% 9,2%
Vi 29 LEMOD cross-detection  98,6% 48,4% 12,7% 20,0%
SAX 939%  92,8% 5,7% 10,6%
Vo 5 LEMOD cross-detection ~ 95,8% 79,6% 5,5% 10,3%
SAX 93,3%  94,2% 4.1% 7.9%
Vs A LEMOD cross-detection  91,5% 92,2% 3.2% 6,1%
SAX 93,2% 94,0% 4,1% 7,8%

Para a derivagdo MLII, o modelo r100_MLIT aplicado a 45 séries-alvo alcancgou acurécia de 95,7%,

superando o SAX (93,2%). A precisao foi de 86,6%, inferior aos 94,1% do SAX, indicando taxa
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mais elevada de falsos positivos no cenério de generalizagao. Contudo, a revocagao de 6,8% (contra
4,.8% do SAX) e o Fy de 12,6% (contra 9,2%) demonstram que, mesmo aplicando um tinico modelo
a 45 séries distintas, o LEMOD mantém capacidade superior de identificar motifs verdadeiros—
evidéncia de transferibilidade das representacoes latentes dentro da mesma derivacao.

Para a derivagao V1, o modelo r101_V1 aplicado a 39 séries-alvo apresentou acurécia de 98,6%,
a mais elevada entre as derivagoes testadas, com revocagao de 12,7% (substancialmente superior aos
5, 7% do SAX) e F} de 20,0% (praticamente o dobro dos 10,6% do método tradicional. Contudo,
a precisao foi de apenas 48,4%, indicando taxa elevada de falsos positivos. Esse trade-off — alta
revocagao a custa de precisao reduzida — captura padroes morfoldgicos sutis com alta sensibilidade,
identificando genuinas recorréncias, mas também gerando deteccOes espurias em subsequéncias que
compartilham caracteristicas latentes similares sem serem efetivamente recorrentes. A superioridade
do Fy (20,0% versus 10,6%) indica que, nesse cenério, o ganho em revocagao supera a perda de
precisao, posicionando a derivagao V1 como contexto particularmente favorével & generalizagao de
representacoes latentes.

As derivagbes V2 e V5 apresentam limitagdes amostrais (3 e 4 séries-alvo, respectivamente),
restringindo inferéncias estatisticas robustas. Para V2, o LEMOD preserva vantagem em F; (10,3%
versus 7,9%). Para V5, observou-se inversao: o SAX alcangou F; de 7,8% contra 6,1% do LEMOD,
sendo este o Unico contexto em que o método tradicional superou a codificacdo neural. Esse re-
sultado pode refletir caracteristicas morfologicas particulares da derivacdo V5 nao adequadamente
capturadas pelo modelo treinado na série 1104y 5, ou instabilidade decorrente do tamanho amostral
reduzido.

Os resultados da Etapa III demonstram que a substituicao da discretizacao estatistica do SAX
por codificacao neural adaptativa via autoencoder proporciona ganhos consistentes em desempenho
classificatorio, particularmente em sensibilidade (revocag@o), sem comprometer substancialmente
a especificidade (precisdao). O ganho relativo de 92% em revocagao sob a configuracao principal
(9,8% wersus 5,1%) sustenta que representagoes latentes capturam padroes morfologicos sutis que a
discretizagao linear do SAX né&o identifica adequadamente. A analise de sensibilidade paramétrica
evidencia que o LEMOD preserva estabilidade de precisao e equilibrio superior entre especificidade e
sensibilidade ao longo de toda a faixa de alphabet _size testada, ainda que o SAX supere o LEMOD
em Fj para alfabetos grandes, fazendo-o via degradagao de precisao clinicamente problemética. O
experimento de detecgdo cruzada fornece evidéncias de generalizacdo das representagoes latentes
dentro da mesma derivacao, com desempenho competitivo quando modelos treinados em séries es-
pecificas s@o aplicados a séries distintas. A derivagao V1 emergiu como contexto particularmente
favoravel, com acuréacia de 98,6% e F; de 20,0% em generalizagao. A redugao de aproximadamente

15% no tempo de detecgao por série (39,5s versus 46,3s) complementa as vantagens metodologicas
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com ganho de eficiéncia computacional, consolidando a viabilidade operacional da abordagem pro-

posta.

V.5 Sintese do Capitulo

Este capitulo apresentou avaliacdo experimental sistemética do LEMOD, respondendo & ques-
tao de pesquisa central desta investigagao: representagoes latentes aprendidas por autoencoders
proporcionam desempenho superior na descoberta de motifs em séries temporais de ECG quando
comparadas a discretizagdo simbolica do SAX.

Os resultados obtidos nas trés etapas experimentais permitem responder afirmativamente a essa

questao, com as seguintes evidéncias quantitativas:

e Etapa I validou que autoencoders adequadamente parametrizados (train_size = 30%, sw_size =
30, ratio = 60%, encoding _size = 12) preservam mais de 99% da variancia dos sinais originais
(R? mediano de 99,22%), com erros de reconstrucio tipicamente inferiores a 2%, confirmando

a Predicao 1 (Fidelidade Reconstrutiva).

e Etapa II operacionalizou o treinamento de 96 modelos independentes, consolidando artefatos

estaveis que sustentam a Etapa III sob condi¢oes experimentais rigorosamente controladas.

e Etapa IIT demonstrou que o LEMOD alcanga ganho relativo de 92% em revocagao (9,8%
versus 5,1% do SAX) e superioridade de 78% em F1 (17,3% versus 9,7%), com precisdo supe-
rior (95,8% versus 93,3%) e redugdo de 15% no tempo de detecgao, confirmando a Predigao 2
(Eficacia de Detecgao).

A Predigao 3 (Complexidade Informacional) foi confirmada: a entropia média dos motifs iden-
tificados pelo LEMOD foi de 0,44 bits, contra 0,90 bits do SAX, evidenciando caracteristicas infor-
macionais distintas entre os dois métodos. Conforme discutido na Se¢éo V.4, a menor entropia do
LEMOD reflete maior homogeneidade morfoldgica interna dos padroes descobertos — indicativo de
que a codificagdo neural identifica estruturas recorrentes genuinas com maior coeréncia simbolica,
enquanto o SAX tende a agrupar subsequéncias heterogéneas sob o mesmo motif.

A analise de sensibilidade paramétrica e o experimento de deteccdo cruzada reforcam a ro-
bustez dessas conclusbes: a vantagem do LEMOD em precisao e equilibrio entre especificidade e
sensibilidade mantém-se ao longo de toda a faixa de occurrences testada e na configuragao prin-
cipal de alphabet _size, e as representacoes latentes demonstram capacidade de transferéncia den-
tro da mesma derivagao, com a derivagao V1 emergindo como contexto particularmente favoravel

(F'1 = 20,0% em generalizac¢ao versus 10,6% do SAX).
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Os resultados devem ser contextualizados por limitagoes que circunscrevem o alcance das con-
clusoes. Primeiro, a sensibilidade ao parametro alphabet size revela um trade-off complexo: para
alfabetos grandes (> 15), o SAX supera o LEMOD em F}, porém via degradagao de precisao (de
93% para 84%), o que compromete sua utilidade pratica em contextos biomédicos sensiveis a falsos
positivos. Segundo, a revocagao absoluta de ambos os métodos permanece inferior a 13% mesmo
nas configuragoes mais favoréaveis, sugerindo que a descoberta de motifs baseada exclusivamente
em frequéncia de ocorréncia e entropia pode nao capturar todos os padroes clinicamente relevantes,
motivando a investigacao de critérios complementares de selecao. Terceiro, a validacao empirica
limitou-se ao MIT-BIH Arrhythmia Database, conjunto consolidado, porém datado, cuja popula-
¢ao e protocolos de aquisicao podem nao refletir plenamente a diversidade morfolégica de bases
contemporaneas de maior escala. Quarto, o experimento de deteccao cruzada apresenta limitagoes
amostrais para as derivagoes V2 e V5 (3 e 4 séries-alvo, respectivamente), restringindo inferéncias
estatisticas robustas para esses contextos.

A combinacdo de alta fidelidade de reconstrucao, convergéncia estavel de treinamento e desem-
penho superior em deteccao estabelece base empirica sélida para as conclusdes apresentadas no
Capitulo VI. As limitagoes identificadas apontam diregoes concretas para trabalhos futuros, discu-

tidas nas consideragoes finais.
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Capitulo VI Conclusao

A descoberta de motifs em séries temporais biomédicas constitui desafio metodoldgico relevante,
pois combina complexidade computacional, necessidade de representacées compactas e preservacao
de caracteristicas morfolégicas essenciais para identificacao de padroes recorrentes clinicamente
significativos. Em sinais de eletrocardiograma, a capacidade de identificar automaticamente es-
truturas repetitivas oferece potencial para suporte & decisao clinica, detecgdo precoce de arritmias
e descoberta de biomarcadores cardiacos previamente imperceptiveis. O avango das técnicas de
aprendizado profundo nas ultimas décadas consolidou arquiteturas neurais como ferramentas ca-
pazes de aprender representagoes nao lineares complexas de forma nao supervisionada, oferecendo
alternativa promissora aos métodos convencionais de analise de séries temporais que dependem de
pressupostos estatisticos rigidos sobre as propriedades dos dados.

Métodos tradicionais de descoberta de motifs, particularmente aqueles baseados em discretizacao
simbolica como o Symbolic Aggregate approXimation (SAX), apresentam limitagdes metodologicas
documentadas na literatura. A imposicdo de normalidade estatistica como premissa fundamen-
tal introduz fragilidades: a transformacdo por Piecewise Aggregate Approximation (PAA) altera
as propriedades distribucionais dos dados originais, resultando em parti¢bes simbolicas com pro-
babilidades desiguais, comprometendo a equiprobabilidade esperada dos simbolos alfabéticos. Em
séries temporais de ECG, essas limita¢Ges manifestam-se de forma particularmente critica, uma vez
que a morfologia do batimento cardiaco exibe variabilidade que nao se conforma necessariamente
a distribuigoes gaussianas, especialmente em contextos patologicos. Discretizagoes lineares tendem
a agrupar padroes morfologicamente distintos sob o mesmo simbolo, enquanto variagoes sutis, mas
clinicamente relevantes, podem ser fragmentadas em categorias diferentes, motivando a investiga-
¢ao de representacoes alternativas capazes de capturar nao linearidades sem pressupor estruturas
estatisticas especificas.

Esta pesquisa propos e validou empiricamente o LEMOD, um método que substitui a discretiza-
¢ao estatistica do SAX por codificacao neural adaptativa via autoencoder, preservando a estrutura
consolidada de descoberta de motifs baseada em frequéncia de ocorréncia e entropia de Shannon.
A abordagem mantém o pipeline estabelecido — segmentagao por janelas deslizantes, transforma-
¢ao para representacao simbolica compacta, busca de subsequéncias recorrentes, ranqueamento por

contetdo informacional — substituindo exclusivamente a etapa critica de discretizacao linear por
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representacoes latentes aprendidas automaticamente a partir dos dados. Essa integracao permite
explorar a capacidade dos autoencoders de extrair caracteristicas morfolégicas relevantes sem impor
suposicoes estatisticas restritivas, ao mesmo tempo em que preserva a eficiéncia computacional e a
interpretabilidade dos métodos baseados em indexacgao simbdlica.

A validagdo empirica, documentada em detalhe no Capitulo V, confirmou as trés predigdes for-
muladas na Segao IV.1. A Predigao 1 (Fidelidade Reconstrutiva) foi confirmada: a configuragao de
melhor balango identificada (train_size = 30%, sw__size = 30, ratio = 60%, encoding _size = 12)
preserva mais de 99% da varidncia dos sinais originais com erros de reconstrugao tipicamente in-
feriores a 2%, demonstrando que a compressao dimensional preserva as propriedades morfologicas
essenciais dos sinais de ECG. A Predigao 2 (Eficacia de Detecgao) foi confirmada com destaque:
sob a configuragao principal (alphabet size = 10, occurrences = 6), o LEMOD alcangou ganho
relativo de 92% em revocacao (9,8% versus 5,1% do SAX) e superioridade de 78% em F; (17,3%
versus 9,7%), mantendo precisao superior (95,8% wversus 93,3%) e reduzindo o tempo de detecgao
em aproximadamente 15% (39,5 s versus 46,3 s por série). A Predigdo 3 (Complexidade Informaci-
onal) foi confirmada: a entropia média dos motifs identificados pelo LEMOD foi de 0,44 bits contra
0,90 bits do SAX, evidenciando que a codificagdo neural identifica padrées morfologicamente mais
homogéneos e coerentes, enquanto a discretizacao tradicional tende a agrupar subsequéncias hete-
rogéneas sob o mesmo motif. A analise de sensibilidade paramétrica e o experimento de detecgao
cruzada reforgaram a robustez dessas conclusoes: a vantagem do LEMOD em precisao e equilibrio
entre especificidade e sensibilidade mantém-se ao longo de toda a faixa de occurrences testada e
na configuracao principal de alphabet size, e as representacoes latentes demonstraram capacidade
de transferéncia dentro da mesma derivagao, com destaque para a derivagao V1 (F} = 20,0% em
generalizagao versus 10,6% do SAX).

As contribuicoes cientificas desta pesquisa abrangem dimensoes metodologica, empirica e pratica
no campo da anélise de séries temporais biomédicas. Do ponto de vista metodolégico, o trabalho
estabelece protocolo para integracao de autoencoders em frameworks de descoberta de motifs, de-
monstrando que representacoes latentes nao lineares superam discretizagoes estatisticas lineares na
preservagao de caracteristicas morfologicas essenciais, oferecendo alternativa a métodos que depen-
dem de suposigoes rigidas sobre as propriedades dos dados. A identificagdo da melhor configuragao
de hiperparametros (train_size = 30%, sw_size = 30, ratio = 60%) por exploragao sistematica
de 16200 experimentos fornece ponto de partida reproduzivel para investigacoes futuras, enquanto a
validacdo de alta fidelidade de reconstrucio (R?> 99%) estabelece critério de qualidade para aplica-
¢oes da arquitetura proposta. Do ponto de vista empirico, a validagao sobre 96 séries do MIT-BIH
Arrhythmia Database por meio de 1728 experimentos de deteccdo, incluindo anélise de sensibilidade

paramétrica e avaliacao de capacidade de generalizacao, indica superioridade consistente do método
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proposto em revocacdo e Fi, com ganhos em sensibilidade a padroes morfologicos sutis. A demons-
tragao de viabilidade computacional e as evidéncias de generaliza¢do (modelos tnicos por derivacao
mantém desempenho competitivo) consolidam as contribuigdes praticas, oferecendo base para de-
senvolvimento de ferramentas de analise automatizada de sinais de ECG com potencial aplicagao
em sistemas de monitoramento continuo e triagem diagnostica.

As conclusoes devem ser contextualizadas por quatro limitagoes que circunscrevem o alcance
dos resultados: (i) sensibilidade ao parametro alphabet size, cujo aumento favorece o SAX em
Fy via degradagao de precisao de 93% para 84%, comprometendo utilidade pratica em contextos
biomédicos sensiveis a falsos positivos; (i) revocagao absoluta inferior a 13% em ambos os métodos,
sugerindo que a descoberta de motifs baseada exclusivamente em frequéncia de ocorréncia e entropia
pode nao capturar todos os padroes clinicamente relevantes, motivando a investigacao de critérios
complementares de sele¢ao; (i) validagdo empirica restrita ao MIT-BIH, conjunto consolidado,
porém datado, cuja populagéo e protocolos de aquisicao podem nao refletir plenamente a diversidade
morfologica de bases contemporaneas de maior escala; e (i) limitagoes amostrais no experimento
de detecgao cruzada para as derivagdes V2 e V5 (3 e 4 séries-alvo, respectivamente), restringindo
inferéncias estatisticas robustas nesses contextos.

Trabalhos futuros podem explorar multiplas diregoes de aprofundamento e extensao desta pes-
quisa. A investigacdo de arquiteturas alternativas de autoencoders, como Variational Autoencoders
(VAE), que incorporam estrutura probabilistica no espago latente, ou arquiteturas baseadas em
mecanismos de atengao (transformer-based autoencoders), que capturam dependéncias temporais
de longo alcance, pode oferecer ganhos adicionais de qualidade na representacao de padroes cardia-
cos complexos. A otimizagao conjunta de hiperpardmetros por técnicas de busca mais sofisticadas,
como otimizacao bayesiana ou algoritmos evolutivos, pode identificar configuracoes superiores as
obtidas por busca em grade, particularmente ao explorar interacoes nao lineares entre dimensoes pa-
ramétricas. A validagio em bancos de dados adicionais e contemporaneos, como PTB-XL! [Wagner
et al., 2020] ou INCART 12-Lead?, permitiria avaliar robustez da abordagem frente a protocolos de
aquisicao distintos, populacoes diversificadas e condigoes patologicas mais amplas. A extensao da
metodologia a outros sinais biomédicos, como eletroencefalograma (EEG) para detecgao de padroes
epileptiformes, permitiria avaliar a generalidade da estratégia de codificagao neural adaptativa além
do dominio cardiovascular. A integracdao com sistemas de suporte a decisao clinica, desenvolvendo
interfaces que traduzam motifs identificados em evidéncias interpretéveis por profissionais de saude,
pode consolidar aplicabilidade pratica da pesquisa. Por fim, a anélise de interpretabilidade do es-
paco latente aprendido, investigando se dimensoes especificas capturam caracteristicas morfolégicas

conhecidas, pode oferecer evidéncias sobre os mecanismos pelos quais a codificagdo neural supera

!Disponivel em https://physionet.org/content /ptb-x1/1.0.3/
“Disponivel em https://physionet.org/content /incartdb/1.0.0/
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a discretizacao tradicional, informando o desenvolvimento de arquiteturas mais especializadas para
sinais cardfacos.

Os resultados consolidados nesta dissertagdao sustentam a viabilidade metodoldgica e pratica
da substituicdo de técnicas convencionais de discretizacao por codificagao neural adaptativa na
descoberta de motifs em séries temporais de ECG. A demonstragao de alta fidelidade de reconstru-
cao (Etapa I), convergéncia estavel de treinamento (Etapa II) e desempenho superior em detec¢ao
(Etapa IIT) confirma que representagoes latentes aprendidas por autoencoders capturam caracteris-
ticas morfologicas essenciais com qualidade superior a obtida por métodos baseados em suposicoes
estatisticas rigidas. A contribuigdo central desta investigagao reside em demonstrar empiricamente
que técnicas de aprendizado profundo, tradicionalmente empregadas em tarefas supervisionadas de
classificagao ou deteccdo de anomalias, podem ser integradas de forma eficaz a frameworks nao
supervisionados de mineracao de padroes, oferecendo ganhos mensuraveis em sensibilidade e espe-
cificidade. Os achados estabelecem base metodologica para o desenvolvimento de ferramentas de
analise automatizada de sinais biomédicos, com potencial para impactar sistemas de monitoramento
cardiovascular continuo, triagem diagnostica em larga escala e descoberta de biomarcadores cardia-

cos em cardiologia digital.
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