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RESUMO

Aprendizado por Refor¢co Profundo Aplicado a Negociagao Intradiaria de Miltiplas
Acgoes

Fernando Henrique de Jesus Fraga da Silva

Orientadores:
Eduardo Bezerra da Silva, D.Sc.
Pedro Henrique Gonzélez Silva, D.Sc.

Resumo da Dissertagao submetida ao Programa de Pés-graduacao em Ciéncia da Computagao
do Centro Federal de Educagéo Tecnolégica Celso Suckow da Fonseca CEFET/RJ como parte
dos requisitos necessérios a obtencao do grau de mestre.

O mercado de agbes é um ambiente dindmico e volétil, no qual empresas de capital aberto
negociam fragoes de seu valor, sujeitas a variagdes continuas de prego influenciadas por fatores
econdmicos, politicos e sociais. Antecipar essas variagoes ¢ uma tarefa complexa, especialmente
no contexto da negociagao intradiaria, em que as decisoes de compra e venda precisam ser toma-
das em intervalos de tempo muito curtos, com base em dados que mudam rapidamente. Nesse
cenério, o Aprendizado por Reforgo (AR) surge como um paradigma promissor, capaz de de-
senvolver estratégias adaptativas por meio da interacao continua entre agente e ambiente. Esta
dissertagao investiga o uso de técnicas de Aprendizado por Refor¢o Profundo (ARP) na nego-
ciacao financeira, com foco em cenérios de negociagao intradiaria envolvendo multiplas acoes.
E proposta uma abordagem baseada em ARP para estimar acdes de compra e venda simul-
taneamente em diversos ativos, utilizando dados de mercado de alta granularidade, de modo a
aproximar-se das condic¢oes reais de negociacao. As analises experimentais foram conduzidas com
o algoritmo Proximal Policy Optimization (PPO). Os resultados obtidos indicam que o agente
proposto apresentou desempenho superior em relagdo a estratégias tradicionais de referéncia,
alcancando ganhos superiores a 10 pontos percentuais em determinados casos.

Palavras-chave:
Aprendizado por Reforgo, Aprendizado por Reforgo Profundo, PPO, Mercado Financeiro,
Mercado de Agoes, Negociagao Intradiaria

Rio de Janeiro,

Janeiro de 2026



ABSTRACT

Aprendizado por Refor¢co Profundo Aplicado a Negociagao Intradiaria de Miltiplas
Acgoes

Fernando Henrique de Jesus Fraga da Silva

Advisors:
Eduardo Bezerra da Silva, D.Sc.
Pedro Henrique Gonzélez Silva, D.Sc.

Abstract of dissertation submitted to Programa de Pos-graduagao em Ciéncia da Computagao
- Centro Federal de Educagao Tecnologica Celso Suckow da Fonseca CEFET/RJ as partial
fulfillment of the requirements for the degree of master.

The stock market is a dynamic and volatile environment in which publicly traded compa-
nies negotiate fractions of their value, subject to continuous price fluctuations influenced by
economic, political, and social factors. Anticipating these fluctuations is a complex task, especi-
ally in the context of intraday trading, where buy and sell decisions must be made within very
short time intervals based on rapidly changing data. In this scenario, Reinforcement Learning
(RL) emerges as a promising paradigm capable of developing adaptive strategies through the
continuous interaction between agent and environment. This dissertation investigates the use
of Deep Reinforcement Learning (DRL) techniques in financial trading, focusing on intraday
scenarios involving multiple stocks. It proposes a DRL-based approach to estimate buy and
sell actions simultaneously across various assets, using high-granularity market data to better
approximate real trading conditions. Experimental analyses were conducted using the Proximal
Policy Optimization (PPO) algorithm. The results indicate that the proposed agent outperfor-
med traditional benchmark strategies, achieving gains exceeding 10 percentage points in certain
cases.

Key-words:
Machine learning, Reinforcement learning, PPO, Financial market, Stock market, Day tra-
ding

Rio de Janeiro,

Janeiro de 2026
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Capitulo I Introducao

1.1 Contextualizagao

O mercado de agbes é uma parte essencial de qualquer economia. Esse mercado constitui
o ambiente no qual as empresas de capital aberto negociam fragoes de seu capital. O mercado
de agoes ¢é considerado um mercado de alto risco, pois qualquer mudanca politica, econémica,
movimentos de outros mercados financeiros ao redor do mundo, catéstrofes naturais, guerras,
entre outros diversos fatores, podem provocar reagoes nele, que podem afetar tanto a economia
local quanto mundial [Altuner and Kilimeci, 2022].

Com a evolugao computacional ao longo dos anos, o mercado de agoes mostra ter um grande
potencial para utilizar modelos de Inteligéncia Artificial (IA) em previsdes mais precisas, por
duas principais razoes. Primeiro, a eficacia dos modelos de A para esse tipo de mercado ja é
objeto de evidéncia comprovada, conforme investigagoes recentes [Conegundes and Pereira, 2020;
Zhang et al., 2023; Qiu et al., 2021]. Segundo, a IA consegue processar vastas quantidades de
dados, o que aprimora suas capacidades preditivas [Giillmez, 2023; Milana and Ashta, 2021].

O mercado financeiro é um dos principais setores onde a IA pode ser aplicada. Isso ocorre
porque, além da precisao dos modelos, é crucial lidar com uma enorme quantidade de dados a
serem processados. Milhoes de investidores globalmente almejam maximizar seus lucros, inde-
pendentemente do ativo negociado ou da praga financeira utilizada. Nesse contexto, previsoes
precisas sao essenciais para decisoes de investimento informadas. A anélise preditiva pode auxi-
liar em questoes-chave, como quais agoes escolher, quando e quanto investir. Uma maior taxa
de acerto nas previsoes pode resultar em um retorno sobre o investimento (ROI) mais elevado,
sendo um fator decisivo para investidores que buscam maximizar seus lucros [Hu et al., 2021;
Theéate and Ernst, 2021].

Apesar de ser um tema amplamente estudado ao longo das tltimas décadas [Iyer and Mehra,
2018; Heaton et al., 2016; Atsalakis and Valavanis, 2009; Kumar et al., 2021], prever com precisao
os precos futuros das agoes e criar estratégias de negociacao lucrativas com base nessas previsoes
ainda representa um desafio consideravel |[Conegundes and Pereira, 2020]. A previsao é uma das

atividades mais desafiadoras e quando relacionada ao mercado financeiro torna-se ainda mais
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complexa devido aos riscos adicionais envolvidos [Chou and Truong, 2019]. A dificuldade em
prever os valores futuros dessas séries decorre de seu carater dinAmico e nao linear, influenciado
por variaveis que estdo em constante mudanga [Coelho et al., 2008].

Os pregos de agbes e moedas podem ser influenciados por uma ampla gama de fatores,
como noticias, economia, politica e outro fatores que sao frequentemente complexos e dificeis
de analisar [Maneejuk and Srichaikul, 2021; Wang et al., 2022b]. Outro fator sao que os pregos
dos mercados financeiros estdao em constante mudanga, e as flutuagoes podem ocorrer a qualquer
momento. Assim, prever os movimentos do mercado exige uma compreensao sutil desses fatores
complexos [Wang et al., 2022al. Em terceiro lugar, as negociagoes podem ser influenciadas
por sentimentos como medo e gandncia [Lin et al., 2018]. Além disso, a alta volatilidade e a
natureza ruidosa do mercado financeiro torna extremamente dificil prever os precos das agoes
com precisao [Sun et al., 2023]. Nesse ambiente complexo, o objetivo consiste em maximizar o
lucro da venda de acoes ou vendé-las antes de o valor ter uma queda grande [Wu et al., 2020].

Técnicas provenientes de diferentes areas tém sido amplamente utilizadas em aplicagdes no
mercado financeiro, incluindo Otimizacao, Processamento de Sinais, Anélise de Séries Temporais,
Teoria de Controle, Métodos Estatisticos Avangados e Aprendizado de Maquina (AM), com inte-
resse especial e crescente da comunidade financeira nesta tltima [Conegundes and Pereira, 2020).
Nesse sentido, a utilizacdo de técnicas de AM se mostram validas, pois as decisdes de compra
e venda no mercado financeiro podem ser auxiliadas pelas previsoes feitas pelos algoritmos de
AM. O uso de méquinas para tomar essas decisoes tem aumentado constantemente no mercado
financeiro [Khushi and Meng, 2019].

O uso mais tradicional de AM para negociar no mercado de agbes é aplicar técnicas de
aprendizado supervisionado para prever precos futuros em um problema de regressao. Essas
previsoes sao entao usadas por um sistema de negociacao que compra e vende agoes com base
em regras predefinidas para operar entradas e saidas de posi¢oes [Conegundes and Pereira, 2020;
Khushi and Meng, 2019].

Segundo Conegundes and Pereira [2020], os principais problemas dessa abordagem sao:

1. ela depende fortemente da qualidade das previsdes, mas prever pregos futuros é muito
dificil;
2. as previsoes de pregos nao se traduzem diretamente em sinais de compra e venda, exigindo

uma camada adicional de logica para converté-las em acoes de mercado;

3. s6 temos um sistema de negociagao totalmente automatizado se tivermos pelo menos dois
subsistemas, onde a saida do primeiro (o modelo de aprendizado supervisionado) é a entrada

do segundo (o sistema de negociacdo);
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4. o proposito do modelo de aprendizado (minimizar o erro de previsao) é diferente do pro-

posito do sistema de negociacao completo, que é maximizar o lucro; e

5. como as regras de negocia¢ao nao sao incorporadas na definicdo do algoritmo de apren-
dizado, varias restrigoes importantes do mundo real sao desconsideradas nesse primeiro

subsistema “inteligente”.

Quando consideramos métodos de AM especificos, os métodos Aprendizado por Reforgo (AR)
se mostram eficientes, pois seu objetivo é maximizar alguma parte da recompensa cumulativa [Wu
et al., 2020]. O aprendizado por refor¢o visa o aprendizado por meio de tentativa e erro [Sun
et al., 2023|, usando um feedback de suas experiéncias e otimizando a proxima iteragao [Altuner
and Kilimei, 2022]. Com uso dessa técnica, podemos treinar algoritmos por meio da otimizagao
das fungoes de recompensa especificas para cada tarefa [Sun et al., 2023|.

Segundo Sun et al. [2023], h4 quatro vantagens para utilizar aprendizado por reforgo para o

mercado de agoes:

1. aprendizado por refor¢o permite treinar um agente de ponta a ponta, recebendo informacoes

do mercado como entrada e agoes de negociacao de saida;

2. aprendizado por reforco ignora a tarefa de prever o preco futuro e otimizar o lucro geral

diretamente;
3. restri¢oes especificas podem ser facilmente utilizadas em aprendizado por reforco;

4. os métodos de aprendizado por refor¢o tém potencial para generalizar para qualquer con-

digdo de mercado.

Neste trabalho, um algoritmo de Aprendizado por Reforco Profundo é usado para otimizar
carteiras com diversas agoes. Para isso, um ambiente de transagoes é modelado como um PDM.

Varios fluxos de valores financeiros de entrada sdo simulados.

1.2 Objetivos

A pergunta de pesquisa que investigamos neste trabalho é a seguinte: Algoritmos de
Aprendizado por Refor¢o Profundo (ARP) sdao adequados para problemas de ne-
gociagao intradidria de mailtiplas agoes?

O objetivo principal deste trabalho é propor uma técnica de Aprendizado por Refor¢o Rro-

fundo (ARP) para estimar transagoes de negociagao intradiaria para diversas empresas, com uma
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granularidade de transacoes o mais proximo da realidade do mercado possivel. Para isso, o es-
tudo concentra-se no treinamento de um agente de ARP com dados de negociagdes provenientes

do site da CBOE, uma empresa especializada em agoes e soluc¢oes de trading e investimentos.

Como objetivos secundarios, podemos listar:

e Modelar corretamente as transagoes de compra e venda de agoes como um PDM, de modo

que possa ser resolvido com um algoritmo de aprendizado por reforgo profundo;
e Comparar o desempenho do algoritmo escolhido com métodos utilizados em outros estudos;

e Conduzir uma anéalise experimental (por meio de simulagoes) do comportamento do algo-

ritmo para diferentes janelas temporais.

As contribuicoes esperadas por este trabalho sao:

e Um algoritmo de aprendizado por reforgo profundo que seja capaz de fazer previsoes de
compra e venda de multi-a¢goes em modelo de negociagao intradidria, com resolugao tem-

poral de um minuto;

e Uma arquitetura para captura de dados do CBOE, com persisténcia de dados no formato

Parquet e em banco de dados.

1.3 Justificativa

O uso de AR para resolver o problema proposto nesse trabalho é justificado por algumas

razoes |Conegundes and Pereira, 2020]:

1. otimizacdo de ponta a ponta. Diferente do método de AM supervisionado, onde ha diversas
etapas para serem feitas, como anélise de dados, treinamento de modelos supervisionados,

otimizagao de parametros, etc., no AR essas etapas sao feitas pelo proprio algoritmo;

2. criagdo automatica e inteligente do sistema de negociagdo. o AR aprende diretamente uma
politica (sistema de negociagao), sendo capaz de aprender politicas mais complexas do que

aquelas derivadas manualmente por especialistas; e

3. treinamento diretamente em ambientes de simulacao. o treinamento do modelo ja é no
ambiente de simulagao, considerando fatores tais como liquidez, laténcia, slippage e custos

de transagao.

Outra motivagdo deste estudo é que trabalhos que utilizam métodos de aprendizado por
reforco em mercado financeiro normalmente utilizam uma representacao dos dados de forma re-

sumida, considerando somente resumos dos valores ou quantidades negociadas (como valores de
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abertura, fechamento, volume, cotagdo méaxima, cotacdo minima, etc.). Este trabalho propoe
um método que possui uma granularidade temporal elevada, sendo esta granularidade de dados
coletados de transagoes a cada minuto por companhias de diversos setores da economia ameri-

cana.

1.4 Metodologia

A fim de criar e treinar um algoritmo capaz de realizar decisoes intra-diarias de compra e
venda de acoes, um conjunto de etapas sao necessarias.

A etapa inicial consistiu na defini¢ao do Processo de Decisao de Markov (MDP) a ser empre-
gado. Nesse momento, foram estabelecidas todas as condicOes iniciais do problema, bem como
especificadas as fungoes de recompensa, as politicas adotadas, os critérios de término de epis6dio
e os espagos de observacao e de acao atribuidos ao agente. As particularidades da versao atual
dessa configuragao sao detalhadas no Capitulo V.

A etapa subsequente consiste na coleta dos dados, a partir dos dados disponibilizados no
CBOE. Para tal finalidade, foi desenvolvido um sistema de extragdo automatizada utilizando
a linguagem de programacao Python, o qual extrai informacoes do site de forma continua em
um horario pré-estabelecido. Com essa obtencao hi uma etapa de tratamento e preparagao
dos dados. Este processo envolveu a padronizacao de tipos numéricos, ajustes em formatagoes
decimais, e a remogao de registros incompletos ou incorretos. Adicionalmente, foram aplicados
filtros aos dados para a eliminacao de duplicidades, manutencao apenas das colunas relevantes e
exclusao de informagoes que nao contribufam para o treinamento e avaliagao do algoritmo.

A etapa subsequente consiste no treinamento do agente. Com os dados ja coletados e de-
vidamente tratados, o modelo é alimentado por essas informacoes, o que possibilita a anélise
dos estados, agOes, recompensas associadas as decisoes tomadas pelo agente e os critérios de
finalizacao dos episodios. Esses elementos possibilitam a interacdo adequada do agente com o
ambiente, orientando-o na adocao de estratégias mais eficazes.

Como estratégia para avaliar o desempenho do agente, serao utilizados benchmarks do mer-
cado para entender se o retorno do agente é superior aos indices utilizados no mercado. Para
garantir a validade dos testes, serao utilizadas observagoes distintas daquelas usadas na fase de

treinamento, evitando viés nos resultados.

1.5 Organizagao dos Capitulos

Além desta introdugao, este trabalho possui mais cinco capitulos. O Capitulo II apresenta

o referencial teorico. No Capitulo III apresentamos os trabalhos relacionados. No Capitulo V
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descrevemos detalhes da metodologia para treinamento dos agentes de negociacao intradiéria.
No Capitulo IV, descrevemos o conjunto de dados empregado neste trabalho, apresentando a
analise exploratoéria e as transformacgoes realizadas. No Capitulo VI fazemos a avaliagdo do
modelo proposto. Finalmente, o Capitulo VII apresentamos a conclusdo, bem como algumas
ideias para trabalhos futuros. Complementando o contetido principal, este trabalho também
inclui o Apéndice A, onde sdo apresentados os sumérios estatisticos para cada um dos conjuntos

de dados, contendo dados estatisticos para cada uma das colunas utilizadas
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Capitulo II Referencial Teoérico

Este capitulo apresenta alguns fundamentos necessarios para o entendimento dos capitu-
los seguintes. A Segao II.1 introduz o funcionamento do mercado financeiro, destacando seus
principais segmentos, mecanismos de precificacao, desafios enfrentados e discute a pratica de
negociacao intradidria. A Secao I1.2 aborda os principais conceitos de Aprendizado por Reforgo
(AR), incluindo a formulagdo por meio de Processo de Decisao de Markov (PDM), o ciclo de
interacao agente-ambiente, o equilibrio entre exploration e exploitation, bem como as fungoes de

valor e vantagem.

II1.1 Mercado Financeiro

O mercado financeiro é um sistema complexo e dindmico onde ocorrem transagoes de ativos
financeiros, como agoes, titulos de divida ptuiblica e privada, commodities, fundos de investimento,
cambio, entre outros instrumentos financeiros |Polleit, 2021|. Essas negociacoes se realizam em
ambientes organizados, como bolsas de valores, ou no mercado de balcdo, sendo fundamentais
para a alocacgao eficiente de recursos na economia e para a precificacdo de ativos baseada nas
expectativas dos agentes econdmicos [Altuner and Kilimei, 2022].

Esse ambiente é segmentado em diferentes mercados, como o mercado de capitais, onde sao
negociadas agoes e debéntures; o mercado monetario, que lida com ativos de curtissimo prazo e
elevada liquidez; o mercado de crédito, que envolve operagoes de empréstimos e financiamentos;
e o0 mercado de cambio, no qual sdo feitas operagoes de compra e venda de moedas estrangeiras.
Cada segmento possui seus proprios mecanismos de operagao, participantes, riscos e regulamen-
tagoes [Hull, 2014; Wang et al., 2022b; Lin et al., 2018|.

A formacao dos precos dos ativos nesse mercado estéd diretamente relacionada & oferta e
demanda, sendo influenciada por varidveis macroeconoémicas, geopoliticas, comportamento dos
investidores, resultados corporativos e indicadores técnicos [Altuner and Kilimei, 2022|. Devido
a essa complexidade, investidores e instituicoes utilizam modelos quantitativos e ferramentas
computacionais para embasar suas decisdes [Wilmott, 2007; Giilmez, 2023; Milana and Ashta,
2021].

Atualmente, um dos principais desafios enfrentados por participantes do mercado financeiro,
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como investidores institucionais e individuais, é a otimizacao da relacao risco-retorno. De forma
mais precisa, busca-se estruturar estratégias que maximizem o retorno esperado de um portfélio
ou operagao, ao mesmo tempo, em que se controla ou minimiza o nivel de risco assumido [Santos
and Coelho, 2010]. Entre as estratégias empregadas com esse proposito, destaca-se a negoci-
acao intradiaria, que visa aproveitar variagoes intradidrias de prego para obter retorno finan-

ceiro |Kyroldinen, 2008|.

I1.1.1 Negociagao intradiaria

A negociagao intradiaria é uma modalidade de operacao especulativa na qual o investidor
abre e encerra posi¢oes no mesmo ativo dentro do mesmo pregao, ou seja, no intervalo de um
tnico dia de negociagao [Hull, 2014]. O objetivo é capturar movimentos de curto prazo nos
precos dos ativos, como agoes ou contratos futuros, explorando padroes técnicos, indicadores,
volume ou outros sinais de mercado. Essa pratica exige alta frequéncia de decisoes, capacidade
de resposta rapida as flutuagoes do mercado e, em muitos casos, o uso de sistemas automatizados
de negociacao [Kyroldinen, 2008].

Apesar do potencial de altos retornos, a negociagdo intradiaria também esta associado a
elevados riscos, especialmente devido & sua alta alavancagem, elevada frequéncia de transacoes
e sensibilidade a ruidos de mercado [Kyroldinen, 2008; Conegundes and Pereira, 2020].

Devido a elevada volatilidade e & complexidade envolvida na previsao de precos em horizontes
temporais tao curtos, o uso de técnicas computacionais avancadas tornou-se cada vez mais recor-
rente. Em especial, técnicas de aprendizado de maquina tém sido empregadas como ferramentas
auxiliares no processo decisorio, permitindo a modelagem de comportamentos de mercado com
base em dados histéricos e em tempo real. Dentre essas abordagens, destaca-se o AR, um pa-
radigma do AM que modela a interacdo de um agente com o ambiente por meio de agoes que

maximizam recompensas acumuladas ao longo do tempo [Conegundes and Pereira, 2020].

11.2 Aprendizado por reforgo

O aprendizado por refor¢o (AR) é uma técnica de aprendizado de méquina cujo objetivo
é encontrar uma politica 6tima que maximize o retorno esperado, sendo esse retorno a soma
descontada das recompensas [Sutton and Barto, 2018]. Nesse método, ndo é informado para o
algoritmo quais acoes ele deve tomar, mas, em vez disso, o mesmo deve descobrir quais agoes
rendem a maximizagao da fungao de recompensa [Sutton and Barto, 2018]. Este tipo de apren-
dizado é baseado na psicologia comportamental dos seres vivos, ji que esses interagem com o

ambiente, aprendendo a partir de experiéncias vividas. No caso do algoritmo de aprendizado
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por reforco, chamamos as experiéncias positivas de recompensas e as experiéncias negativas de
punigoes [Taghavi et al., 2023].

Para alcancar esse objetivo, o agente pode testar diferentes politicas durante a fase de trei-
namento, sendo que apenas uma dessas politicas é a que maximiza a recompensa, chamada de
politica 6tima [Carta et al., 2021].

Diferente do aprendizado supervisionado e nao supervisionado, no AR o agente aprende a
maximizar uma recompensa em um ambiente, em vez de aprender a partir de anotagdes (como
no aprendizado supervisionado) ou agrupar dados similares (como no aprendizado nao supervi-
sionado) [Carta et al., 2021].

O AR pode ser formalizado por meio de um PDM.

I1.2.1 Processo de Decisao de Markov

Um PDM representa uma estrutura matematica utilizada para modelar problemas de deci-
sao sequencial, nos quais as escolhas realizadas em um determinado momento afetam tanto as
recompensas imediatas quanto os estados futuros do sistema [Sutton and Barto, 2018|.

Esse modelo é composto por um conjunto de estados possiveis, representado por S, e por
um conjunto de agoes disponiveis, representado por A. Define-se um estado inicial s;1 € S,
determinado por uma fungao de densidade de probabilidade pj(s1). Além disso, ha uma fungao
de recompensa r : S x A x S — R, responsavel por atribuir um retorno obtido ao realizar uma
acao em um estado e transitar para outro. Também é definida uma funcao de transicao de
estados p(si+1 | s¢, ar), que descreve a probabilidade de transi¢ao do estado s; para o estado sy41
apos a execugao da agao ay, respeitando a propriedade de Markov de primeira ordem, expressa
por p(Si+1 | S1,a1,...,8t,at) = p(Se+1 | St,a¢). Por fim, o processo apresenta uma condigao de
término que determina seu encerramento quando satisfeita.

Para tomar decisoes, é utilizada uma funcao de politica mg : S — A, que define a acéo a
ser tomada com base no estado observado. Essa politica pode ser estocéstica, quando modelada
por uma distribui¢do de probabilidade mg(a; | s¢), ou deterministica, quando definida por uma
funcao direta a; = pg(s¢). Em ambos os casos, o vetor de parametros § € R™ representa os pesos

ou coeficientes que ajustam a politica.

11.2.2 Conceitos basicos do Aprendizado por Reforco

No aprendizado por reforco, o agente, que representa a entidade responsével por tomar deci-
soes, interage continuamente com um ambiente que simula o contexto do problema a ser resolvido.

A cada instante de tempo t, o agente observa um estado s; e seleciona uma agdo a; com base
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em sua politica corrente. Em resposta a essa agao, o ambiente fornece uma nova observacao de
estado sy4+1 € um valor de recompensa 744 1.

Esse ciclo de interacao se repete até que uma condicao terminal seja atingida, encerrando o
episddio. A sequéncia completa de estados, acoes e recompensas gerada ao longo dessas interacoes
é denominada trajetoria e é simbolizada por 7.

A Figura II.1 ilustra esse processo, mostrando o fluxo de informacgoes entre o agente e o
ambiente: a cada passo, o agente observa o estado (s;), escolhe uma agao (a;), recebe uma
recompensa (r¢) e transita para um novo estado (s;y1), construindo assim a trajetoria ao longo

do episbddio.

Agente

e A

Estado Recompensa Acdo

Mt +1 -

Ambiente

Figura II.1: Diagrama de blocos ilustrando a estrutura fundamental de um agente de AR. A
figura mostra como, a cada passo temporal, o agente observa o estado do ambiente, seleciona
uma agao e, em seguida, recebe uma recompensa e o novo estado resultante. Esse ciclo continuo
de interagao compoe o processo de tomada de decisdo que orienta o aprendizado do agente.
Adaptado de [Sutton and Barto, 2018|.

11.2.2.1 Exploration vs Exploitation

No contexto do aprendizado por reforgo, existe um desafio central que consiste em equilibrar
a exploragao de novas agoes (Ezploration) com a exploragao do conhecimento ja adquirido pelo
agente (Ezploitation) [Sutton and Barto, 2018]. Se o agente sempre escolher a agdo que, até o
momento, apresentou o melhor retorno, ele podera ignorar outras alternativas que, com o tempo,
poderiam oferecer resultados superiores.

Por outro lado, se o agente apenas explorar novas agoes, sem considerar as que ja demons-
traram bom desempenho, ele pode nao alcangar uma solucao eficiente, incorrendo em perda de
recompensas maiores. HEsse equilibrio é um requisito para que o agente aprenda uma politica

eficaz.
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11.2.2.2 Equagoes importantes

O retorno associado a uma trajetoria 7, representado por G(7), também é chamado de
recompensa acumulada com desconto. Ele consiste na soma das recompensas recebidas ao longo
do tempo, ponderadas por um fator de desconto v € [0, 1]. Esse fator é aplicado para reduzir a
influéncia de recompensas futuras, refletindo a preferéncia por ganhos mais imediatos e evitando
divergéncias em trajetorias infinitas [Sutton and Barto, 2018|. A férmula correspondente esta

expressa na Equacao II.1.

T
G(r) = _~'n (IL.1)

O proposito central dos algoritmos de aprendizado por reforgo é encontrar uma politica 6tima
que maximize a expectativa do retorno, E[G(7)].

Dentro desse contexto, destacam-se as func¢oes de valor. A funcao de valor de uma politica 7
em um estado s;, denotada por V™ (s;), quantifica a expectativa do retorno acumulado a partir

de s, assumindo que o agente seguird a politica w. Essa ideia é formalizada na Equacao I1.2.

V”(st) = Eﬂ-[Gt ‘ St] (112)

De modo semelhante, define-se a fungao valor-acao, Q™ (s, a¢), que estima a recompensa
esperada ao se tomar uma agao a; no estado s¢, e entao seguir a politica m a partir do préximo
estado. Essa funcdo mede a utilidade de realizar determinada acao antes de seguir a politica e

esta representada pela Equacao I1.3.

Q" (s, at) = Ex[Gy | st, aq] (11.3)

Finalmente, a funcao de vantagem indica quanto se pode esperar de retorno adicional caso
o agente escolha uma acao arbitraria a; em vez de seguir a politica 7 no estado s;. Ela é usada
para avaliar como o retorno esperado seria alterado (aumentado ou diminuido) se a agao sugerida
pela politica 7 fosse substituida por uma acao diferente. A funcao de vantagem é calculada pela
diferenca entre a funcao de valor-agéo e a funcao de valor. A Equagao I1.4 expressa o calculo da

funcao de vantagem.

A" (s, a1) = Q7 (s¢,at) — V7 (sy) (I1.4)
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11.2.3 Principais Abordagens de Solugao

O principal objetivo dos algoritmos de aprendizado por refor¢o é identificar a politica que
maximize a expectativa do retorno total descontado, a partir de um estado inicial sg. Existem

diferentes formas de alcancar essa meta, geralmente classificadas em trés grupos principais:

1. Métodos Tabulares. Sao indicados para espagos de estados e agoes discretos (ou passiveis
de discretizagao). Nesses métodos, as fungdes de valor sdo representadas por tabelas e

atualizadas iterativamente por meio das equagoes de Bellman, conforme Equagoes I1.5

e I1.6.

VT(st41) = re + V7 () (IL5)

Q" (541, at41) = 1t +7Q" (8¢, ay) (11.6)

A politica 6tima é inferida implicitamente: a melhor acao é aquela que maximiza V™ ou
Q™ no estado atual. Um exemplo classico é o algoritmo Q-Learning [Watkins and Dayan,

1992].

2. Otimizagao de Politicas. Nesta abordagem, a politica é parametrizada diretamente, po-
dendo ser estocéstica, como my(a¢|st), ou deterministica, como a; = ug(s:). Essa abordagem
é mais adequada a espagos continuos de estados e a¢oes. O algoritmo REINFORCE [Wil-

liams, 1992| é um exemplo representativo dessa categoria.

3. Algoritmos Ator-Critico. Esta abordagem combina as ideias anteriores, sendo uma das
mais utilizadas atualmente. Envolve dois componentes: o ator, que representa a politica do
agente, e o critico, que estima a fungao valor-acao Q™ (s, a) e orienta a atualizagdo do ator.
Um exemplo notavel ¢ o algoritmo Asynchronous Advantage Actor-Critic (A3C) [Mnih

et al., 2016].

O algoritmo empregado neste trabalho, o Prozimal Policy Optimization (PPO), pertence ao

terceiro grupo.

I11.2.4 Meétodos Ator-Critico

Os métodos ator-critico combinam o uso do gradiente de politica, apresentado na Se¢éao 11.2.5,

com um segundo modelo aproximador para estimar a fun¢ao Q™ (s, a).
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A estrutura pode ser interpretada como um sistema composto por um ator (o agente respon-
savel por tomar decisdes) e um critico (uma func¢do que avalia o valor das agoes), que fornece
feedback sobre a qualidade das escolhas feitas. A cada etapa do processo de aprendizado, tanto
os pardmetros do ator quanto os do critico sao ajustados.

O ator pode operar de forma estocastica ou deterministica. No modo estocéstico, as acoes
sao escolhidas com base em uma distribuicao de probabilidade mg(as|s;), conforme apresentado
na Secao 11.2.5. J& no modo deterministico, a agdo é definida diretamente por uma fungao
deterministica: a; = ug(s;). Para empregar essa estratégia, ¢ necessario compreender o teorema

apresentado na Segao 11.2.5

I1.2.5 Teorema do Gradiente de Politica

Assim como outros algoritmos de aprendizado por reforgo, ele resolve problemas formulados
como PDM, conforme descrito na Segao V.2.

Nesse contexto, o algoritmo opera considerando uma distribuicao de probabilidade sobre o
estado inicial, denotada por p(sp), e uma trajetoria 7 constituida por uma sequéncia ordenada
de estados e agoes, iniciando em sy e terminando em um estado terminal, de forma que 7 =
50,00, 81,01, - --,ST—1,a7—1, ST. Cada transicao ao longo dessa trajetoria é associada a um valor
real por meio de uma fungdo de recompensa R : S x A x § — R. Além disso, o processo
decisorio é guiado por uma politica estocastica mg(at|s;), parametrizada por um vetor 6, a qual
expressa a probabilidade de selecionar a agdo a; dado o estado s;. Por fim, o comportamento
dindmico do ambiente é descrito pela fungao de transicao de estados p(s;+1|st, at), que especifica
a probabilidade de transitar do estado atual para o proximo estado apds a execugao da agao
correspondente.

A probabilidade de uma trajetoria completa 7 pode ser expressa como o produto das proba-
bilidades individuais de cada transigao, conforme mostrado na Equagao I1.7 [Sutton and Barto,

2018).

po(T) = p(s0) - me(ao|so) - p(s1|s0,a0) - - - mo(ar—1|s7-1) - P(ST|ST—1, A7 -1). (IL.7)

Busca-se ajustar os parametros 6 da politica mg(a¢|s;) de modo a maximizar a expectativa da

recompensa acumulada e descontada ao longo das trajetérias, como expressa na Equacao I1.8.

0* = arg mOaX]ETNpe(T) [zt: ’ytrt(st,at)] . (I1.8)

A Figura I1.2 ilustra a intui¢do do algoritmo: trés trajetorias distintas partem do mesmo
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estado inicial sg, mas como sdo geradas de maneira estocastica, resultam em retornos diferentes.
As regides de maior intensidade, sinalizado pelas cores quentes, sdo os com recompensa mais
alta, as regioes de menor intensidade, sinalizado pelas cores frias, sdo os com a recompensa mais
baixa. A trajetoria com o marcador verde representa o melhor retorno, seguida da em amarelo
e da em vermelho. O objetivo do algoritmo é ajustar a politica para aumentar a probabilidade

de gerar trajetorias semelhantes aquela de maior retorno.

Figura 11.2: A imagem apresenta uma representagdo esquemética da politica de gradiente no
contexto do aprendizado por reforco. O objetivo do agente é encontrar a trajetéria dtima que
maximize o acimulo de recompensas ao longo do tempo. A trajetoria sinalizada com um simbolo
de confirmacao verde indica uma politica que conduz o agente em dire¢do a regides de maior
recompensa. Ja a trajetéria com a marcagao laranja representa uma politica que, embora se
aproxime de areas recompensadoras, nao é tao eficiente quanto a anterior. Por fim, a trajetoria
sinalizada com um “X” vermelho ilustra uma politica subétima, que direciona o agente para
regides com menor recompensa. Fonte: Policy Gradients - CS 294-112: Deep Reinforcement
Learning - Berkeley

I1.2.6 Meétodos de Regiao de Confianca

Os métodos de regiao de confianga foram introduzidos no contexto de aprendizado por reforgo
para aumentar a estabilidade das atualizacoes de politica. Diferente dos métodos de gradiente de
politicas tradicionais, que podem gerar atualizacoes agressivas e instaveis, os métodos de regiao
de confianca impoem uma restricao explicita sobre a distancia entre a politica atual e a politica
anterior, promovendo uma melhoria mais conservadora e monoténica no desempenho.

Um dos algoritmos mais proeminentes que emprega essa abordagem é o Trust Region Policy
Optimization (TRPO), proposto por [Schulman et al., 2017]. Esse método maximiza uma fungao

objetivo substituta sob a restri¢ao de que a divergéncia de Kullback-Leibler (KL) média entre a


https://rail.eecs.berkeley.edu/deeprlcourse-fa17/f17docs/lecture_4_policy_gradient.pdf
https://rail.eecs.berkeley.edu/deeprlcourse-fa17/f17docs/lecture_4_policy_gradient.pdf
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nova politica e a anterior seja limitada por um limiar §:

max B, [”(at"*t)zxt] (IL.9)

ﬂ-eold (at | St)

sujeito a By [Dkr (g, (-|5¢) | ma(:|s1))] < & (I1.10)

onde:

o my(at|st) é a nova politica parametrizada;

T, (at]s¢) € a politica anterior;

° flt representa a estimativa da fungdo vantagem no tempo t;

Dk, € a divergéncia de Kullback-Leibler entre as distribuigoes de probabilidade;

0 é um hiperparametro que define o limite da regiao de confianca.

Essa abordagem pode ser interpretada como uma tentativa de limitar o quanto a nova politica
pode se afastar da antiga em uma tnica atualizacao, evitando assim degradagoes bruscas de
desempenho. A restricao de KL é tratada por aproximacoes numeéricas eficientes, como o método
de gradiente conjugado.

Na pratica, uma versao alternativa da restricao pode ser utilizando uma penalizacao com
termo de KL, resultando na funcao objetivo:

~ ﬂ'g(at|8t)

L(0) =E: Ay — BDxx, (7o, (]5¢) || 7o (-] 5¢)) (11.11)
0014 (atlst)

onde 8 é um coeficiente que controla o peso da penalidade. No entanto, essa formulagao
requer ajuste cuidadoso de 3, o que pode dificultar a aplicabilidade do método em diferentes

dominios.

I11.2.7 Funcao Objetivo Substituta

A funcao objetivo substituta é uma formulacao amplamente utilizada em métodos de gra-
diente de politica para otimizar os pardmetros da politica sem depender diretamente da funcao
de valor-agao Q(s,a). Essa abordagem visa estimar a diregdo de melhoria da politica com base
em trajetorias amostradas, sem a necessidade de avaliar diretamente a fungao de desempenho

esperada do agente.
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Dada uma politica estocastica mg(a;|s;) parametrizada por 6, a fungao objetivo substituta visa
maximizar o retorno esperado ponderado pela vantagem estimada. Sua forma bésica, derivada

do teorema do gradiente de politica, é expressa por:

Ly (6) = By [log ma(alst) A¢| (I1.12)
onde:

e mg(as|s) representa a probabilidade de selecionar a agdo a; no estado s; segundo a politica

atual;

° flt é uma estimativa da fungao vantagem no tempo t;

e [E,[-] denota a média empirica sobre amostras obtidas da intera¢do com o ambiente.

No entanto, esse objetivo puro tende a ser sensivel a grandes atualiza¢oes dos pardmetros, o
que pode degradar rapidamente a politica. Para contornar esse problema, algoritmos como TRPO
e PPO introduzem uma forma modificada da fungao objetivo, utilizando razoes de probabilidade
entre a nova e a antiga politica.

A vantagem de utilizar a fungao objetivo substituta é permitir miltiplas atualizagoes sobre
o mesmo conjunto de dados coletados, desde que se mantenha o controle sobre o desvio entre
a politica antiga e a nova. Essa estrutura é a base para o desenvolvimento de algoritmos mais
robustos, como o PPO, que utiliza versoes modificadas dessa fun¢do com técnicas de clipping ou

penalidades de divergéncia KL, conforme sera detalhado na Segao 11.2.9.

11.2.8 Coeficiente de Penalidade KL Adaptavel

Uma das estratégias consideradas para controlar a distancia entre politicas sucessivas em
algoritmos de otimizacgao de politica é a penalidade baseada na divergéncia de KL. Essa aborda-
gem busca evitar atualizacoes muito agressivas da politica, introduzindo um termo penalizador
na funcao objetivo que cresce conforme a nova politica mg se afasta da politica anterior mq_,.

A fungao objetivo com penalidade de KL é expressa como:

A mo(at|st)

Licupi(6) = By | — (at|st)At_ BDxy (mo,,(-|5¢) || 7o (-] 50) (I1.13)

onde:

o r,(0) = 0L 4 4 razdo de probabilidade;
Toga (@1]50)

e A; é a vantagem estimada,;
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e Dyi, é a divergéncia KL entre as distribui¢ées de politica antiga e nova;
e (3 ¢é o coeficiente de penalidade que regula a influéncia da divergéncia na funcao objetivo.

Um dos principais desafios dessa abordagem é escolher um valor apropriado para 5. Um
valor pequeno pode permitir atualizagoes instaveis, enquanto um valor muito grande pode frear
excessivamente o aprendizado. Para contornar esse problema, Schulman et al. [2017] propoem
um esquema adaptativo para ajustar S dinamicamente a cada iteragao, com base no valor atual
da divergéncia KL.

Nesse esquema, quando a divergéncia média d se encontra substancialmente abaixo do valor-
alvo diarg, 0 coeficiente é reduzido, isto é, § < /2, favorecendo atualizagdes mais amplas.
Se, ao contrario, d ultrapassa significativamente o valor esperado, o coeficiente é ampliado, de
modo que 8 + [ x 2, reforcando o controle sobre as mudangas na politica. Nos casos em que
a divergéncia permanece em um intervalo aceitavel em torno do alvo, o valor de 8 é mantido,

garantindo estabilidade no processo de otimizagao.

d = & (Dt (ma,(1s2) || mo(-|51))] (I1.14)

Essa técnica de ajuste adaptativo permite que o algoritmo mantenha a divergéncia KL em
torno de um valor ideal, proporcionando uma atualizagdo mais segura e eficiente da politica sem
depender de ajustes manuais intensivos dos hiperparametros. Apesar disso, os autores observam
que, na préatica, o uso do objetivo com clipping (ver Secao 11.2.9) tende a produzir melhores
resultados de maneira mais simples, tornando o KL adaptativo mais tutil como alternativa ou

mecanismo complementar.

I1.2.9 Proximal Policy Optimization (PPO)

O PPO é uma evolugao dos métodos baseados em politicas, oferecendo uma abordagem mais
estavel e eficiente para o treinamento de agentes em ambientes com alta dimensionalidade de
estados e agbes, como os mercados financeiros.

O PPO busca otimizar uma politica estocéastica por meio de atualizagOes iterativas, mas
controladas, evitando que a nova politica se afaste excessivamente da anterior — um problema
comum em métodos como o REINFORCE ou o A3C. Para isso, ele utiliza uma fungao de objetivo
com um limite (clipping) que restringe a magnitude da atualizagdo da politica, promovendo um
aprendizado mais estavel.

No contexto deste trabalho, o PPO permite que o agente aprenda, de forma eficiente, a politica

6tima de negociagdo ao interagir com um ambiente de mercado simulado. A cada episodio, o
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agente observa o estado do ambiente, que inclui variaveis de mercado e dados internos da carteira,
escolhe agoes (como comprar, vender ou manter uma posi¢ao), recebe recompensas baseadas em
seu desempenho financeiro e atualiza sua politica conforme os retornos obtidos. Ao longo do
tempo, o PPO ajusta seus pardmetros para maximizar a fungao de retorno esperado, buscando
estratégias que apresentem maior consisténcia e lucratividade frente aos desafios de mercados
volateis e nao estacionarios.

Por sua capacidade de equilibrar exploragao e estabilidade no aprendizado, oferece um cami-

nho promissor para a construcao de agentes de negociacao auténomos e robustos.
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Capitulo III Trabalhos Relacionados

Neste capitulo sao discutidos os trabalhos relacionados com aplicagao de aprendizado por
reforgo para previsao no mercado financeiro. Para a realizagao da revisao sistematica da litera-
tura, adotou-se a metodologia PRISMA (Preferred Reporting Items for Systematic Reviews and
Meta-Analyses) [Page et al., 2021], a fim de garantir rigor e transparéncia no processo de sele¢ao
e analise dos estudos.

A estrutura do capitulo esté organizada em duas segoes principais. Na Secao I11.1, detalhamos
as etapas do processo de busca e selecao das publicacoes e descrevemos os critérios aplicados para
determinar a elegibilidade e priorizagdo dos estudos analisados; e na Secao I11.2, apresentamos

os resultados da revisao, destacando os principais trabalhos selecionados.

III.1 Selegao dos Trabalhos Relacionados

Para identificar os trabalhos relacionados, foi criada uma chave de busca, em inglés, com-
posta por palavras-chave relacionadas ao tema do trabalho e seus sinénimos, visando ampliar o
alcance da pesquisa. Assim, os descritores principais utilizados foram “Reinforcement Learning”
(referente ao algoritmo) e “Financial Market”/“day trading”/“Day Trading” (referente a area de

atuagao). A tabela III.1 traz as chaves de busca utilizadas.

Tabela III.1: Chaves de busca utilizadas para encontrar os trabalhos relacionados neste trabalho.
Pesquisa feita em 03/08/2024.

Palavras-chave Quantidade de artigos encontrados
“Reinforcement Learning” AND “Financial Market’ ’ 813
“Reinforcement Learning” AND “Day Trading’’ 8
“Reinforcement Learning” AND “Day Trade’’ 3

No escopo, foram considerados artigos em inglés, sem restricao temporal.
Para a busca dos trabalhos, foram selecionadas duas bases de dados: Scopus Elsevier [Elsevier,
2020]. A base Scopus Elsevier foi escolhida pela abundancia de material cientifico disponivel em

seu acervo, que também abrange a area de pesquisa deste trabalho, mercado financeiro.
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I11.1.1 Critérios de Inclusao

Os critérios de inclusdo tém a funcao de orientar o tema escolhido e excluir pesquisas que
nao atendem aos objetivos do estudo.

Sao trés critérios, eles sao:

e Critério 1: Trabalhos que abordem o uso de AR no mercado financeiro especificamente

para estratégias de negociagao intradiaria;

e Critério 2: Trabalhos que abordem o uso de AR no mercado financeiro em outros contextos

que nao sejam negociacao intradiaria;

e Critério 3: Trabalhos que abordem métodos de AM e/ou Aprendizado Profundo (AP) no

mercado financeiro, excetuando-se técnicas de AR, ja contempladas nos critérios anteriores.

IT1.1.2 Critérios de Exclusao

Os critérios de exclusao tém a fungao de excluir trabalhos que nao satisfazem este estudo.

Sao quatro critérios, eles sao:
e Critério 1: Trabalhos que néao tratem do mercado financeiro;

e Critério 2: Trabalhos que tratem do mercado financeiro, mas sem relagao com AR, AM ou

AP;

Critério 3: Trabalhos que nao oferecem informagoes relevantes utilizadas na pesquisa rea-

lizada;

Critério 4: Trabalhos mais antigos (anteriores a 2020) e/ou menos citados em outros tra-

balhos.

I111.1.3 Critérios de Priorizagao

Apoés a inclusao dos artigos na busca, sdo adotados critérios de prioridade que determinam a

relevincia do material obtido. Os artigos foram divididos em trés niveis de prioridade:

e Prioridade Alta: Trabalhos relacionados ao uso de AR ou AM no mercado financeiro,

focado em predicoes em negociagao intradiaria;

e Prioridade Média: Trabalhos relacionados ao uso de AR no mercado financeiro, focado em

outros tipos de transacoes;

e Prioridade Baixa: Trabalhos relacionados ao uso de AM no mercado financeiro, excetuando-

se técnicas de AR, focado em outros tipos de transagoes;
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I11.1.4 Resultados

O resultado da selecdo dos trabalhos, obtidos utilizando a metodologia PRISMA, pode ser
analisado conforme mostrado na Figura III.1. A quantidade de artigos identificados por meio
da chave de busca ajustada com as palavras-chave selecionadas foi determinada na execucao da

busca em 03/08/2024. Foi feita uma atualizacao no dia 20/11/2025.

Artigos identificados através do banco
de dados com a chaves de busca:

. "Reinforcement Learning" AND

8 "Financial Market" (n = 813)
& . "Reinforcement Learning" AND
£ "Day Trading" (n = 8)
= . "Reinforcement Learning" AND
"Day Trade" (n = 3)
\ Total = 824 artigos /
e N N D
Artigos removidos apds Artigos removidos ap6s
o . P s aplicacdo dos critérios de aplicagao dos critérios de
!% Artigos apos apllcagaf) fios critérios de inclusdo exclusio:
= exclusao: — L .
5 . Critério 1: 7 artigos - Critério 1:13 artigos
= Total = 36 artigos . Critério 2: 43 artigos - Critério 2: 18 artigos
. Critério 3: 32 artigos - Critério 3: 294 artigos

\ J \ / \ Critério 4. 382 artlgos/

- N R
- Artigos incluidos para leitura (n=35)
S Artigos apos aplicagdo dos critérios de
£| |Artigos incluidos para realizar relatério exclusao:
g descritivo sobre:

Total = 36 artigos
Total = 14 artigos (Prioridade Alta)

- /

Figura III.1: Fluxograma feito com a metodologia PRISMA para selecao dos trabalhos relacio-
nados

II1.2 Sintese Comparativa

Esta secao apresenta uma sintese comparativa detalhada dos trabalhos analisados na revisao
sistematica, com foco em compreender como os trabalhos das Tabelas I11.2 e II1.3 tem utilizado
o ARP aplicados ao mercado financeiro, quais algoritmos sao mais adotados, em quais contextos
temporais e estruturais atuam melhor, e de que forma lidam com aspectos essenciais da micro-

estrutura de mercado, como granularidade, ativos, agoes continuas e custos reais de execucao.
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O objetivo é estabelecer um posicionamento cientifico claro da proposta desta dissertagao frente
ao estado da arte, destacando explicitamente quais limitagoes recorrentes na literatura sao miti-

gadas ou superadas pelo arcabougo desenvolvido neste trabalho.



Tabela I1I.2: Resumo dos principais trabalhos relacionados aplicando aprendizado por reforco em mercados financeiros, com foco no problema

abordado, solucao proposta e limitagoes observadas.

Autor Algoritmo Problema abordado Solugao adotada Limitagao
Conegundes and Pereira DDPG Desenvolver estratégia Aplicagao de DDPG com Nao valida a hipétese de ja-
[2020] para negociacdo de agOes diferentes combinacées de nelas temporais mais cur-

Qiu et al. [2021]

Sattarov et al. [2020]

Altuner and Kilimeci [2022]

Carta et al. [2021]

Wu et al. [2023]

Ghotbi and Zahedi [2024|

Wang et al. [2023]

QF-TraderNet

Deep NN

DQN

DQN

Triple Q-learning

TDQNK

DQN + LightGBM

brasileiras em negociacao
intradiaria

Operar dados financeiros
em categorias diversas com
comportamentos distintos
e robustos.

Aprender estratégia de ne-
gociagao em criptomoedas
altamente volateis.

Aprender a tendéncia das
agoes.

Capturar interacao compe-
titiva entre agentes no mer-
cado.

Reduzir viés de superesti-
magcao em Q-learning.

Negociar ativos diversos
com foco em risco e re-
torno.

Combinar AR com modelo
tradicional para melhorar
precisao.

janelas deslizantes de dias
anteriores.

Modelo hibrido unindo fi-
nancas quénticas com Q-
learning.

Rede neural profunda para
aprender politica a partir
de dados de BTC, LTC e
ETH.

Analise de sentimentos de
comentéarios financeiros do
X, com inclusdao de infor-
magao em um algoritmo de
DQN.

Ambiente de maultiplos
agentes DQNs simulando
dindmicas de negociacao.
Utilizacao de trés estima-
dores para maior estabili-
dade nas decisoes.

Integra funcoes de kernel
ao Q-learning para maior
generalizagao.

Integragdo de DQN com
Light GBM para geracao de
sinais hibridos.

tas e utiliza apenas dados
de abertura e fechamento
dos leiloes.

Alta complexidade compu-
tacional e utilizacao de da-
dos apenas de abertura e
fechamento dos leiloes
Risco elevado de overfit-
ting; volatilidade extrema
pode reduzir estabilidade.

Utiliza apenas dados de
abertura e fechamento dos
leilGes e previsao apenas de
tendéncia

Cenério simplificado. Nem
todas as dindmicas reais
sao representadas.

Custo computacional
maior e desafios de escala-
bilidade.

Alta exigéncia computaci-
onal e tuning complexo do
kernel.

Nao demonstram como
acharam algumas informa-
c¢oes e grade dependéncia
do modelo auxiliar.

9¢



Tabela I1I.3: Resumo dos principais trabalhos relacionados aplicando aprendizado por reforco em mercados financeiros, com foco no problema

abordado, solugao proposta e limitacoes observadas.

Autor Algoritmo Problema abordado Solugao adotada Limitacao
Jang and Seong [2023] DDPG + Teoria do Gerenciar portfélio maxi- Combina DDPG com prin- Sensivel & composi¢do do
portfélio mizando risco-retorno. cipios da teoria moderna de portfélio e dados histori-
portfolio. COs.

Cui et al. [2023] PPO + CVaR Incorporar controle de Modelo PPO com otimi- Modelo mais sensivel e difi-
risco extremo em cripto. zacao CVaR para priorizar cil de calibrar com alta va-

risco extremo. riancia.
Khan et al. [2023] DQN + CNN Aprender padroes tempo- CNN para extrair features Dependéncia de janelas

Zhang et al. [2023]

Théate and Ernst [2021]

Madhulatha and Ghori
[2025]

Este trabalho

Adaptive RL (HFT)

TDQN

DQN

PPO, A2C, DDPG,
SAC

rais diretamente dos pre-
GOS.

Adaptar politica rapida-
mente em ambiente HFT.

Melhorar estabilidade e ro-
bustez do DQN.

Aumentar a adaptabili-
dade e precisao na previsao
de taxas de cambio.

Criar um algoritmo ca-
paz de transacionar em
negociacao intradiaria
para um portfélio de
agoes.

automaticamente e DQN
para decisao.

Modelo com adaptacao
continua em alta frequén-
cia.

Double DQN com prioriza-
¢ao temporal de experién-
cias.

Modelo  hibrido combi-
nando LSTM para depen-
déncias temporais e DQN
para ajuste adaptativo
baseado em recompensas,
incorporando ainda indica-
dores macroecondmicos.
Aplicagao do PPO em
dados intradiarios de
um portfélio de agoes,
em que supere bench-
marks como S&P500 e
Nasdaq

temporais fixas e custo
computacional elevado.
Nao especifica qual sao os
modelos utilizados como
benchmarks.

Maior complexidade e de-
pendéncia de hiperparame-
tros.

Alta complexidade com-
putacional, baixa gene-
ralizagdo (dados apenas
USD/INR) e desafios de
implementacao em tempo
real.

LE
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A analise da literatura evidencia inicialmente que hd uma predominéncia marcante de mé-
todos baseados em valor, especialmente variantes do algoritmo Deep Q-Network (DQN), em
aplicagoes de negociagao algoritmica. Trabalhos como os de Altuner and Kilimci [2022], Khan
et al. [2023], Wang et al. [2023],Théate and Ernst [2021] e Madhulatha and Ghori [2025] utilizam
DQN, Double DQN ou adaptagoes orientadas & mitigacao de sobrestimacao e instabilidade, tais
como Triple Q-Learning ou o algoritmo especializado TDQN. A popularidade desses métodos
decorre, em grande medida, da simplicidade operacional e da adequagdao ao espago de agOes
discretas, que caracteriza a maioria dos ambientes artificiais empregados nesses estudos. No en-
tanto, a dependéncia de agoes discretas limita substancialmente sua aplicabilidade em cenérios
reais, onde a tomada de decisdo tende a ser continua e integrada & dindmica complexa da micro-
estrutura do mercado. Em ambientes com alta estocasticidade, como mercados intradidrios ou
de alta frequéncia, o DQN também apresenta instabilidades significativas e depende fortemente
de técnicas de estabilizacao adicionais, que nem sempre sao suficientes.

Por outro lado, métodos baseados em politica deterministica, como o Deep Deterministic
Policy Gradient (DDPG), aparecem com menor frequéncia, mas desempenham papel relevante
em trabalhos que demandam agoes continuas. Exemplos incluem Conegundes and Pereira [2020]
e Jang and Seong [2023], que exploram a capacidade do DDPG de lidar com alocagoes continuas
ou ponderacao de portfolios. Contudo, tais estudos permanecem restritos a granularidades dia-
rias ou a ambientes com baixa complexidade estrutural, e apresentam frequentemente elevada
sensibilidade a hiperparametros e dificuldade de generalizacao. Problemas de instabilidade, ten-
déncia ao overfitting e limitada adaptabilidade a mudancas abruptas de regime figuram como
limitagoes recorrentes.

No que diz respeito a métodos mais robustos baseados em politica proximal, observa-se
uma presenca ainda inferior na literatura. O algoritmo Proximal Policy Optimization (PPO),
amplamente reconhecido pela estabilidade em espagos continuos e por sua eficicia em cenérios
de forte variabilidade estocastica, aparece de maneira destacada apenas no trabalho de Cui et al.
[2023]. Entretanto, mesmo nesse caso, o ambiente de aplicagao é simplificado, de granularidade
diaria, restrito a poucos ativos e sem qualquer integracao com dados de microestrutura ou fluxo
de ordens. Ademais, trata-se de um contexto voltado a criptomoedas, cujo comportamento e
estrutura operacional diferem substancialmente do mercado acionéario intradiario. Assim, embora
o PPO seja o algoritmo mais promissor em termos de estabilidade, sua ado¢ao ainda é incipiente
nas pesquisas analisadas.

Ao mapear os tipos de mercado e granularidades temporais utilizadas, nota-se um padrao:

a grande maioria dos trabalhos opera em frequéncia diaria, como demonstram Conegundes and
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Pereira [2020], Jang and Seong [2023|, Cui et al. [2023], Khan et al. [2023] e Théate and Ernst
[2021]. Alguns estudos utilizam granularidade horaria, como Sattarov et al. [2020], enquanto
poucos avangam para niveis inferiores. Carta et al. [2021] empregam multiplas resolugoes, mas
ainda assim sem utilizar microestrutura real. O tinico estudo que se aproxima de granularidades
finas é o de Zhang et al. [2023], que opera com intervalos de segundos. Contudo, mesmo esse
trabalho apresenta limitacoes relevantes, como auséncia de transparéncia metodologica, falta de
integragao com dados reais do livro de ofertas, auséncia de politicas continuas. Assim, apesar de
indicar um movimento em direcao a ambientes mais realistas, a literatura continua distante de
emprega-los de forma consistente.

Outro aspecto refere-se ao uso de multiplos ativos. Embora alguns estudos abordem con-
juntos maiores, como Carta et al. [2021], Jang and Seong [2023] e Cui et al. [2023], a maioria
trabalha com um tinico ativo ou com portfélios reduzidos, frequentemente construidos a partir de
dados diarios. Mesmo nos poucos trabalhos multi-ativos, ha auséncia de integracao com dados
intradiarios de microestrutura, o que dificulta a transposicao dos resultados para cenarios reais.
A capacidade de operar simultaneamente multiplos ativos com granularidade fina representa,
portanto, uma lacuna significativa na literatura.

No que tange ao uso de dados reais de microestrutura, a literatura mostra uma limitacao
ainda mais evidente. Com excegao parcial de Zhang et al. [2023], nenhum estudo utiliza o
livro de ofertas com miiltiplos niveis. A maioria baseia-se exclusivamente em dados agregados,
incapazes de capturar o comportamento dindmico das ordens, a profundidade do mercado, a
liquidez instanténea e as interacdes entre posicoes relativas de compra e venda. Essa limitacao
compromete a validade de modelos que buscam se aproximar do comportamento intradiario real,
uma vez que decisoes eficazes nesse nivel dependem diretamente da compreensao do fluxo de
ordens, da volatilidade de curtissimo prazo e da disponibilidade de liquidez em multiplos niveis.

A analise das limitagdes metodologicas também revela que a maioria dos estudos nao incor-
pora custos de transacgao, laténcia, impacto no preco ou slippage. Essa auséncia, frequentemente
justificada pela simplificagao dos ambientes de simulagao, compromete a aplicabilidade prética
dos modelos propostos, especialmente em mercados intradiarios altamente competitivos. A ne-
gligéncia desse conjunto de fatores pode inflar artificialmente os resultados de desempenho e
mascarar fragilidades que s6 se revelariam em ambientes reais.

Tendo em vista esse panorama, torna-se evidente a contribuicao desta dissertacao. A proposta
desenvolvida aqui avanca significativamente o estado da arte ao empregar dados de granularidade
minuto a minuto, extraidos diretamente da CBOE, com integragao completa dos dez niveis do

livro de ofertas, tanto do lado comprador quanto vendedor, para multiplas a¢oes transacionadas
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simultaneamente. Nenhum dos trabalhos analisados retne simultaneamente granularidade fina,
dados reais de microestrutura, politica continua e ambiente multi-ativo. Além disso, o uso de
agoes continuas no intervalo real [—1, 1] aproxima substancialmente o agente do comportamento
real de negociacao, permitindo variacao proporcional de posicao em vez de decisoes discretas
simplificadas. A adogéo do algoritmo PPO, reconhecidamente mais estavel e adequado para
cendrios continuos, reforga a robustez do modelo, sobretudo em um ambiente intradiario complexo
e altamente estocastico.

A presente dissertacdo também se diferencia por modelar slippage e laténcia de forma expli-
cita, simulando um ambiente coerente com a logica operacional empregada por plataformas reais
de negociacao, aproximando-se de forma inédita da estrutura funcional da prépria CBOE. Ao
incorporar esses elementos, o modelo desenvolvido nao apenas mitiga limitagoes centrais obser-
vadas na literatura, como também aumenta substancialmente a utilidade préatica dos resultados

e sua capacidade de generalizacao para cenarios de produgao.
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Capitulo IV Conjuntos de Dados

Neste capitulo, apresentamos o processo de construgao da base de dados e da representacao
do ambiente utilizadas neste trabalho, abrangendo desde a obtencao das informacoes intradidrias
até a analise exploratoria dos dados. A Secao IV.1 apresenta a arquitetura e o funcionamento do
sistema de web scraping desenvolvido para coletar dados intradiarios do CBOE. Na Secao 1V.2,
discutimos as etapas de tratamento e limpeza dos dados, com foco em garantir consisténcia e qua-
lidade das informagoes. A Segao IV.3 trata da construgao das entradas do agente, descrevendo a
selecao das varidveis, os procedimentos de normalizacao, a agregacao temporal e a representacao
final do estado utilizado pelo modelo de Aprendizado por Refor¢o Profundo (ARP). Por fim, a
Secao V.4 apresenta uma analise exploratoria dos dados coletados, incluindo estudos de retorno
percentual acumulado, valorizacao de portfélios e analise de tendéncias, fornecendo uma visao
geral das caracteristicas estatisticas e dindmicas do conjunto de dados empregado nos experi-

mentos subsequentes.

IV.1 Obtencgao dos dados

A etapa de obtencao dos dados consistiu na implementacao de um sistema de web scraping
responséavel por extrair, em tempo real, informacoes intradidrias disponibilizadas pelo CBOE. A
arquitetura desse sistema, ilustrada na Figura IV.1, foi projetada para realizar coletas continuas
durante o horario das 10h as 18h, em dias tteis de operagao da bolsa de valores norte-americana.

O processo de coleta foi implementado em Python e opera da seguinte forma: o script realiza
requisi¢oes sucessivas as paginas individuais de cada companhia monitorada, aguarda-se um in-
tervalo de dois segundos, a fim de assegurar carregamento completo do contetido e, em seguida,
extral os elementos relevantes do arquivo .html. Esse procedimento é executado para cada uma
das 19 empresas selecionadas para o estudo: Apple, Tesla, Cisco, Microsoft, General Electric,
Ford, Citigroup, Freeport-McMoRan, Bank of America, Coca-Cola, Intel, General Motors, Ame-
rican Airlines, Norwegian Cruise Line, J.P. Morgan, Pfizer, Morgan Stanley, Delta Air Lines e
Newmont Corp.

Cada registro coletado recebe adicionalmente um carimbo temporal obtido diretamente da

méaquina responsével pela coleta, garantindo o alinhamento cronologico das observacoes. Apos
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ARQUITETURA DO SISTEMA DE WEB SCRAPPING
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Figura IV.1: Arquitetura do sistema de coleta de dados implementado para extrair informacdes
intradiarias do CBOE. A figura ilustra o fluxo completo do processo: envio das requisi¢coes
as paginas individuais de cada companhia, aguardo para carregamento do contetido, extracao
estruturada dos elementos do arquivo .html, registro do carimbo temporal local e armazenamento
dos dados tanto no SGBD MySQL quanto em arquivos no formato parquet (camadas raw e
preprocessed).

concluida a extragao diéria, os dados s@o armazenados em duas estruturas: (i) no SGBD MySQL,
para facilitar consultas estruturadas, e (ii) em arquivos parquet, salvos tanto em formato bruto

(camada raw) quanto em forma consolidada (camada preprocessed).

IV.2 Tratamento de dados

Apos a coleta, foi realizada a etapa de tratamento dos dados, com foco em garantir consis-
téncia, padronizagao e qualidade dos dados que serao utilizadas no treinamento e na avaliagao
do agente.

Inicialmente, todos os campos numéricos foram convertidos para formatos padronizados, in-
cluindo a normalizagdo de separadores decimais e a harmonizagao de tipos numéricos. Em

seguida, conduziu-se uma analise exploratoria da integridade dos dados. Verificou-se que aproxi-
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Figura I'V.2: Dados intradiarios da Apple obtidos no site da CBOE. Esses dados incluem pregos,
quantidades negociadas e demais informagoes de mercado que serviram de insumo para a mode-
lagem do ambiente de negociacao e para os experimentos apresentados neste trabalho.

madamente 4% das observagoes apresentavam valores faltantes, ocasionados por falta de infor-

magoes no inicio e fim do dia para as ag¢oes, lentidao no carregamento das paginas ou interrupgoes

momentaneas no servico do CBOE. Esses registros foram removidos para evitar ruido nas etapas

posteriores. Adicionalmente, identificou-se que cerca de 7% das linhas eram duplicadas, resul-

tado de atualizagGes minimas no intervalo de tempo entre coletas, e foram eliminadas.

As Tabelas IV.1 e IV.2 demonstram uma amostragem dos dados ap6s o tratamento.

Agdes - Pregos - Preco por .jAgaes Tipo (~ie
Data Hora Livro de Livro de . A¢d0-  vendidas - transagdo -
Ultimas 10 Ultimas 10 Livro de
ofertas ofertas - ~
transacoes transacoes ofertas
2024-07-10  11:21:49 431,0 230,99 230,940 1,0 asks
2024-07-10  11:21:47 130,0 230,98 230,900 1,0 asks
2024-07-10  11:21:47 100,0 230,97 230,900 400,0 asks
2024-07-10  11:21:46 30,0 230,96 230,910 48,0 asks
2024-07-10  11:21:47 6,0 230,95 230,910 52,0 asks
2024-07-10  11:21:43 110,0 230,92 230,910 1,0 asks
2024-07-10  11:21:41 30,0 230,91 230,911 1,0 bids
2024-07-10  11:21:40 2220 230,90 230,920 3,0 bids
2024-07-10  11:21:40 10,0 230,89 230,920 5,0 bids
2024-07-10  11:21:40 336,0 230,88 230,920 7,0 bids
Tabela IV.1: Amostra dos dados coletados no banco de dados da empresa Apple, contendo

informagoes de preco, quantidade disponivel no livro de ofertas, volume negociado e tipo de
transacao (asks ou bids). Esses dados representam a estrutura informacional disponibilizada pela
CBOE, que reflete as condigbes reais observadas pelo agente durante o processo de aprendizado
e tomada de decisao.
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Agdes - Pregos - Preco por Ag()es Tipo c~le
Data Hora Livro de Livro de - Agdo - yendldas - transagao -
Ultimas 10 Ultimas 10 Livro de
ofertas ofertas - -
transagoes transagoes ofertas
2024-07-10  11:21:50 205,0 261,98 261,870 4,0 asks
2024-07-10  11:21:50 355,0 261,97 261,890 0,0 asks
2024-07-10  11:21:50 5,0 261,96 261,890 100,0 asks
2024-07-10  11:21:50 170,0 261,95 261,890 5,0 asks
2024-07-10  11:21:50 87,0 261,93 261,900 4,0 asks
2024-07-10  11:21:50 255,0 261,79 261,900 78,0 bids
2024-07-10  11:21:49 50,0 261,77 261,800 22,0 bids
2024-07-10  11:21:49 50,0 261,75 261,800 9,0 bids
2024-07-10  11:21:48 54,0 261,72 261.680 18,0 bids
2024-07-10  11:21:48 55,0 261,70 261.680 19,0 bids

Tabela 1V.2: Amostra dos dados coletados no banco de dados da empresa Tesla, contendo
informacgoes de preco, quantidade disponivel no livro de ofertas, volume negociado e tipo de
transagao (asks ou bids). Esses dados representam a estrutura informacional disponibilizada pela
CBOE, que reflete as condigbes reais observadas pelo agente durante o processo de aprendizado
e tomada de decisao.

IV.3 Construcao das Entradas do Agente

A etapa de construcao das entradas do agente estabelece a ponte entre os dados intradiarios
obtidos do CBOE e a representagao vetorial consumida pelo modelo de Aprendizado por Reforgo.
Enquanto as se¢Oes anteriores trataram da coleta e do tratamento dos dados brutos, nesta secao
descrevemos como essas informagoes sao transformadas em observagoes estruturadas, formando
o estado sy utilizado pelo agente durante o treinamento e a avaliacao.

Essa etapa é fundamental, pois determina como o ambiente é percebido pelo agente e influén-
cia diretamente sua capacidade de identificar padroes relevantes, avaliar riscos e tomar decisoes

lucrativas.

IV.3.1 Selegao das variaveis observadas

Cada observacao temporal contém informacoes provenientes do livro de ofertas e das ultimas
negociagoes efetuadas na bolsa. Apods o tratamento dos dados brutos, as seguintes variaveis

foram selecionadas para compor a representacao informacional do ambiente:

e Cinco melhores pregos de compra (bid) e respectivas quantidades;
e Cinco melhores precgos de venda (ask) e respectivas quantidades;
e Precos das ultimas dez negociagoes efetivamente realizadas;

¢ Quantidades negociadas nas ultimas dez transagoes;
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e Dados internos do agente: saldo disponivel, capital investido, quantidade de cotas em

carteira.

Essas variaveis foram selecionadas por refletirem, simultaneamente, a microestrutura do mer-
cado (por meio do livro de ofertas) e o comportamento recente dos agentes econdmicos (por meio

da série de transagoes).

IV.3.2 Normalizagao e padronizagao

Para assegurar que todas as varidveis apresentassem escalas comparaveis, foi aplicada uma
padronizacao baseada em variagoes relativas. Esse procedimento reduz o impacto de diferengas
de magnitude entre ativos e evita que o modelo atribua relevancia indevida a pregos absolutos
mais elevados.

As seguintes transformagoes foram utilizadas:

Precos e quantidades do livro de ofertas foram convertidos para variacoes percentuais em

relagdo ao preco médio do minuto anterior;

Precos das tltimas negociagoes foram convertidos para retornos logaritmicos;

Quantidades negociadas foram escaladas via normalizacao min-max;

e As variaveis internas do agente foram normalizadas por seus valores maximos possiveis ao

longo do episddio.

Essa estratégia facilita o aprendizado e estabiliza o comportamento numérico da rede neural

que parametriza a politica e a funcao de valor.

IV.3.3 Agregacgao temporal

Para que o agente capturasse padroes de curto prazo, foi incorporada uma janela deslizante
contendo as ultimas p observagoes. Assim, cada estado inclui ndo apenas a observagao corrente,

mas também um histoérico recente:

St = [-Tt—u—i-l, Lit—p+25 - - - 733t],

em que cada vetor x; contém todas as variaveis descritas anteriormente.
A profundidade temporal p foi definida experimentalmente, conforme discutido no Capi-
tulo VI, e buscou representar o equilibrio entre capturar dindmica temporal suficiente e evitar

redundancia excessiva.
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IV.3.4 Representagao final do estado

Apos a selecdo, normalizacdo e agregacao temporal, as variaveis sdo concatenadas em um

nico vetor:

Ty € Rd,

onde d depende do ntimero de ativos considerados, das variaveis extraidas do livro de ofertas
e da profundidade p da janela temporal.

Assim, o estado final fornecido ao agente é um tensor:

xd
sy € RV s

representando o conjunto completo de informagoes disponiveis no instante ¢. Esse tensor é
utilizado como entrada da politica 7(a | s) durante o processo de tomada de decisao descrito na
Secao V.2.

A construgao rigorosa desse vetor de entrada assegura que o agente disponha de uma repre-
sentagao rica e coerente da dindmica intradidria, permitindo que o modelo aprenda estratégias
sensiveis a microestrutura do mercado e as condicoes recentes de negociacao.

A Tabela IV.3 sintetiza todas as varidveis que compdem as observagoes x; utilizadas na
formacao do estado s; do agente. Ela contempla informacGes provenientes do livro de ofertas,
incluindo os cinco melhores precos e quantidades de compra e venda, bem como os precos e
volumes das tltimas dez negociacoes registradas, oferecendo ao agente uma visao detalhada da
microestrutura do mercado. Além dos dados brutos, a tabela inclui varidveis derivadas, como o
retorno logaritmico e a variagao percentual do preco médio, que ajudam a capturar dindmicas
de curto prazo. Também sao incorporadas variaveis internas relacionadas & posicao do agente,
como saldo disponivel, valor investido, niimero de cotas em carteira, valor total do portfolio e
lucro ou prejuizo nao realizado, essenciais para a tomada de decisao financeira. Por fim, a tabela
destaca que o estado inclui uma estrutura temporal baseada em uma janela de p observagoes
histéricas, garantindo que o agente tenha acesso a informagoes sequenciais necesséarias para iden-

tificar padroes temporais relevantes.

IV.4 Analise exploratéria

Nesta sec@o, sao apresentadas anélises referentes aos dados utilizados como base para o
treinamento e teste do agente. Todos os dados empregados nos processos de treino e teste dizem

respeito as empresas listadas na Secdo IV.1. Na Tabela IV.4 reline as empresas analisadas, o
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Tabela IV.3: Conjunto de varidveis utilizadas na construgao das observagoes x; e, consequente-
mente, do estado s;. As varidveis provém do livro de ofertas, das tltimas negociagoes efetivadas
e de informacoes internas ao agente.

Nome da Variavel Descrigao

Livro de ofertas (Top-of-Book)

Bid Price [1..5] Cinco melhores pregos de compra disponiveis no livro de ofertas no
instante t.

Bid Volume [1..5] Quantidade disponivel para compra em cada um dos cinco niveis de
melhor oferta.

Ask Price [1..5] Cinco melhores precos de venda ofertados no instante ¢.

Ask Volume [1..5] Quantidade disponivel para venda em cada um dos cinco niveis de

melhor oferta.

Ultimas transacoes

LastTrade Price [1..10] Precos das tltimas dez negociacoes efetivamente realizadas.
LastTrade Volume [1..10] Quantidade negociada em cada uma das tltimas dez transacoes.

Variaveis derivadas

Return Log Retorno logaritmico do preco médio entre t — 1 e t.
PriceChange Variacao percentual do preco médio: %I\EH.

Variaveis internas do agente

Cash Balance Saldo disponivel para novas operacoes no instante ¢.
Invested Value Valor investido na posigao corrente.

Shares Held Quantidade de cotas em carteira.

Portfolio Value Valor total do portfélio: posigdao + saldo.

Unrealized PnL Lucro ou prejuizo nao realizado com base no preco atual.

Estrutura temporal

j-ésima observagao hist6- Cada uma das u observagdes anteriores incluidas na janela temporal:
rica
St = [mt*M‘Fl’ ce ,LL’t].

periodo analisado, a quantidade de observagoes registradas em cada uma delas, além da referéncia
as respectivas tabelas de estatisticas descritivas, que detalham as principais caracteristicas dos

dados coletados em cada periodo.

IV.4.1 Analise de Retorno Percentual Acumulado

O retorno percentual acumulado é uma métrica utilizada para avaliar a valorizagao de um
ativo financeiro ao longo do tempo. Ele indica a variagao percentual do preco de uma acao
em relacao ao seu valor inicial em um determinado periodo de observacao, permitindo uma
comparacao direta do desempenho entre diferentes ativos, independentemente dos seus pregos
absolutos iniciais.

Essa abordagem é particularmente tutil para destacar tendéncias de crescimento ou queda,
bem como para facilitar analises comparativas em estudos de portfolios, estratégias de investi-

mento ou avaliacao de risco entre ativos com escalas diferentes de precos.
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Tabela IV.4: Empresas analisadas no periodo de 03/03/2025 a 31/07/2025. As empresas pos-
suem, cada uma, 432.160 observagoes.

Empresa Ramo Sumario Estatistico
American Airlines Aéreas Tabela A.3
Apple Tecnologia Tabela A.1
Bank of America Financeiras Tabela A.2
Cisco Tecnologia Tabela A.1
Citigroup Financeiras Tabela A.2
Coca-Cola Alimentacao Tabela A.6
Delta Air Lines Aéreas Tabela A.3
Ford Automoéveis Tabela A .4
Freeport-McMoRan Mineradoras Tabela A.5
General Electric Diversos Tabela A.6
General Motors Automoveis Tabela A.4
Intel Tecnologia Tabela A.1
JPMorgan Chase Financeiras Tabela A.2
Microsoft Tecnologia Tabela A.1
Morgan Stanley Financeiras Tabela A.2
Newmont Corp Mineradoras Tabela A.5
Norwegian Cruise Setores Diversos Tabela A.6
Pfizer Farmacéutica Tabela A.6
Tesla Automoéveis Tabela A.4

Neste trabalho, adotamos a normaliza¢ao do preco inicial das agoes. A partir desse ponto de
referéncia, as variagdes nos precos subsequentes sdo expressas como multiplos ou fracoes desse
valor inicial. Com isso, é possivel analisar a trajetoria de valorizacao relativa das empresas, de

forma padronizada.

IV.4.1.1 Empresas de um mesmo setor

A Figura IV.3 apresenta os gréaficos do retorno percentual acumulado para quatro empresas
do setor de tecnologia (Microsoft, Apple, Cisco e Intel) no periodo analisado. Observa-se que,
apesar de diferentes comportamentos individuais, é possivel comparar diretamente o desempenho
proporcional de cada empresa ao longo do tempo. Observa-se que a tnica empresa que teve
valorizacdo no periodo foi a Microsoft, sendo a Intel a com a maior desvalorizacdo. Quando
analisamos suas estatisticas na Tabela A.1, ha uma grande diferenga no prego dessas agoes,
tornando o retorno percentual uma métrica ideal para esse tipo de comparacao entre valores tao
distintos.

A Figura IV.4 apresenta os graficos do retorno percentual acumulado para quatro empresas
do setor de financas (Bank of America, Citigroup, JP Morgan e Morgan Stanley) no periodo
analisado. Observa-se que, exceto a Morgan Stanley, todas as empresas obtiveram um retorno

positivo. O maior retorno do periodo foi da Citigroup, obtendo um retorno de quase 25%.
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Figura IV.3: Grafico comparando a evolugao da valorizagao das empresas do setor de tecnologia
ao longo do periodo de 03/03/2025 a 31/07/2025. A figura evidencia diferengas no comporta-
mento de crescimento entre as companhias analisadas, permitindo observar tendéncias de desem-
penho relativo e periodos de maior volatilidade.

A Figura IV.5 apresenta os graficos do retorno percentual acumulado para duas empresas do
setor de linhas aéreas (American Airlines e Delta Air Lines) no periodo analisado. Observa-se
que, o comportamento de retorno acumulado das empresas é bastante semelhante, demonstrando
que as empresas desse setor valorizam e se desvalorizam com um padrao parecido. Ambas as
empresas tiveram uma desvalorizagao no periodo analisado. Porém, em quase todos os dias, a
American Airlines teve uma queda menor que a Delta Air Lines.

A Figura IV.6 apresenta os graficos do retorno percentual acumulado para trés empresas do
setor automotivo (Tesla, Ford e GM) no periodo analisado. Observa-se que inicialmente ha uma
queda consideravel da Tesla (carros elétricos) em relagao as outras, que tem como maior foco
carros a combustao. Entretanto, ao longo de maio ha uma valorizacao da Tesla, terminando, no
fim do periodo analisado, como a com a menor taxa de retorno. A Ford obtém um retorno de
quase 15%.

A Figura IV.7 apresenta os graficos do retorno percentual acumulado para duas empresas
do setor de mineragao (Freeport-Mcmoran, NewMont) no periodo analisado. Observa-se que
apenas Newmont possui uma valorizacdo, ultrapassando os 40%, sendo o maior retorno de todas
as acoes.

A Figura IV.8 apresenta os gréaficos do retorno percentual acumulado para quatro empresas

dos setores distintos (Coca-Cola, General Eletric, Pfizer e Norwegian Cruise) no periodo anali-
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Figura IV.4: Grafico apresentando a evolugédo da valorizagao das institui¢oes financeiras ao longo
do periodo de 03/03/2025 a 31/07/2025. A figura permite comparar o desempenho relativo entre
as empresas do setor, destacando variagoes de crescimento, estabilidade e possiveis periodos de
maior volatilidade.

sado. Observa-se que a General Eletric é a tinica empresa com um retorno positivo, sendo as
outras trés com retornos negativos. Norwegian Cruise tem a maior queda de todas as agoes que

analisamos.

IV.4.1.2 Valorizagao de portfélio

A valorizacdo acumulada de um portfolio representa a evolucdo percentual do valor total
de um conjunto de ativos ao longo do tempo, considerando uma base de comparacao comum,
normalmente o valor inicial do portfélio. Essa métrica permite avaliar o desempenho agregado
de um grupo de agoes, simulando o comportamento de um investidor que distribuiu igualmente
seu capital entre os ativos do portfélio no inicio do periodo.

Na Figura IV.9, é possivel observar a trajetéria de valorizagdo acumulada de um portfélio
composto por empresas de setor distintos, que inclui as 19 companhias analisadas nesse trabalho.
Para essa anélise, os precos de cada acao foram normalizados em relacao ao primeiro valor
disponivel no periodo. Assim, os valores subsequentes indicam a multiplicagao do capital inicial.

Essa abordagem facilita a comparagao entre ativos com diferentes faixas de prego e destaca
a desempenho relativa de cada acao. Observa-se, na analise feita na Secao IV.4.1.1 ao longo
do tempo, que algumas empresas apresentaram crescimento mais acentuado, enquanto outras

mantiveram uma trajetéria mais estédvel ou até declinante. A andlise de retorno acumulado
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Figura IV.5: Grafico mostrando a evolugao da valorizacao das empresas do setor de linhas aéreas
no periodo de 03/03,/2025 a 31/07/2025. A figura permite comparar o desempenho relativo dessas
companhias, evidenciando tendéncias de recuperagao, variagoes sazonais e possiveis periodos de
maior volatilidade caracteristicos do setor.

dessa forma é 1til para decisoes estratégicas de alocagao de recursos e avaliagdo de riscos em

carteiras diversificadas.

IV.4.2 Analise de tendéncia

O teste de Mann-Kendall proposto por Mann [1945] e posteriormente aprimorado por Kendall
[1975] e Gilbert [1987|, é uma ferramenta estatistica amplamente utilizada na analise de séries
temporais. Seu principal objetivo é verificar se existe uma tendéncia monotonica significativa,
ou seja, um comportamento consistentemente crescente ou decrescente, em uma determinada
variavel observada ao longo do tempo.

Uma tendéncia monotdnica crescente indica que os valores da varidvel tendem a aumentar
de forma sistematica, sem necessariamente obedecer a um padrao linear. Da mesma forma,
uma tendéncia monotoénica decrescente aponta para uma queda continua nos valores ao longo do
tempo. E importante destacar que o termo “monoténica” refere-se & consisténcia da direcdo da
tendéncia, e nao a sua intensidade ou forma exata.

O teste estatistico baseia-se na verificagao da hipdtese nula (Hyp), que assume a inexisténcia
de qualquer tendéncia temporal, ou seja, as observacoes sao aleatérias e nao seguem nenhum
padrao direcional. A hipétese alternativa (H;), por sua vez, postula a presenca de uma tendéncia

monotonica, seja ela ascendente ou descendente.
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Figura IV.6: Grafico apresentando a evolugao da valorizagao das empresas do setor automotivo
ao longo do periodo de 03/03/2025 a 31/07/2025. A figura possibilita comparar o desempenho
relativo entre as companhias, destacando tendéncias de crescimento, oscila¢cbes de mercado e
eventuais diferengas no comportamento financeiro dentro do setor.

Uma das principais vantagens do teste de Mann-Kendall em relagdo a outros métodos de
analise de tendéncia é sua robustez estatistica: ele nao exige que os dados sigam uma distri-
buigao normal (ou qualquer outra especifica), tornando-o particularmente adequado para dados
ambientais, econdmicos ou financeiros que costumam apresentar assimetrias, valores anémalos
ou valores ausentes. Alids, o teste tolera valores faltantes, o que o torna aplicdvel mesmo em

séries temporais incompletas Pandolfi et al. [2016].
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1.5 Empresa
—— FREEPORT-MCMORAN INC CLB  —— NEWMONT CORP COM
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Figura IV.7: Gréfico apresentando a evolugdo da valorizagdo das empresas do setor de minera-
¢ao ao longo do periodo de 03/03/2025 a 31/07/2025. A figura permite comparar o desempenho
relativo entre as companhias, destacando oscilagoes associadas as condigoes do mercado de com-
modities, variagdes de demanda e outros fatores que influenciam o setor.

1.3 Empresa
—— COCA COLA —— NORWEGIAN CRUISE
1.2 —— GENERAL ELECTRIC —— PFIZER INC
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Figura IV.8: Grafico ilustrando a evolugao da valorizagao de empresas pertencentes a diferentes
setores da economia no periodo de 03/03/2025 a 31/07/2025. A figura permite comparar o com-
portamento de mercados distintos ao longo do tempo, destacando divergéncias de desempenho,
tendéncias especificas de cada setor e momentos de maior volatilidade relativa.
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Figura IV.9: Grafico apresentando a evolugdo da valorizagao de um portfélio balanceado com-
posto pelas agoes das 19 empresas analisadas neste estudo, ao longo do periodo de 03/03/2025 a
31/07/2025. A figura evidencia o comportamento agregado do portfolio, permitindo observar sua
estabilidade, tendéncias de crescimento e possiveis variagoes resultantes da diversificagdo entre
diferentes setores.

Tabela IV.5: Tendéncia dos retornos acumulados, avaliada por meio do teste de Mann-Kendall,
acompanhado dos respectivos valores-p. O teste foi conduzido considerando um nivel de signi-
ficancia a = 0,05, permitindo verificar a presenca de tendéncias monoténicas significativas nas
séries analisadas.

Empresa Tendéncia Valor-p
(MK)
American Airlines Group Crescente 3,30-1073
Apple Sem tendéncia 0,07
Bank of America Crescente 0,0
Cisco Systems Crescente 2,88-10715
Citigroup Crescente 0,0
Coca-Cola Decrescente 6,23 - 1073
Delta Air Lines Crescente 8,67-107%
Ford Motor Crescente 0,0
Freeport-McMoRan Crescente 8,43 -10715
General Electric Crescente 0,0
General Motors Crescente 8,87-10710
Intel Sem tendéncia 0,45
JPMorgan Chase Crescente 0,0
Microsoft Crescente 0,0
Morgan Stanley Crescente 0,0
Newmont Crescente 0,0
Norwegian Cruise Crescente 7,61-1076
Pfizer Sem tendéncia 0,69
Tesla Crescente 8,82.10~ 1
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Capitulo V. Metodologia para Construcao do Agente de Negociagao

Intradiaria via Aprendizado por Reforco Profundo

Neste capitulo, apresentamos a metodologia proposta para resolver a principal questao abor-
dada nesta dissertagao, a saber, a adequagao de algoritmos de ARP para problemas de negociagao
intradiaria com maultiplas agoes. A Segao V.1 apresenta a formulagdo do problema analisado.
A Segdo V.2 trata da modelagem do PDM necessario para o agente. Por fim, na Segao V.3,
apresentamos os experimentos realizados para o treinamento e teste do agente, bem como as

métricas utilizadas em sua avaliacao.

V.1 Formulagao do problema

Em consonéncia com a Segao 1.2, o problema investigado nesta pesquisa consiste em avaliar
se um algoritmo de Aprendizado por Refor¢o Profundo (ARP) é capaz de apresentar desempenho
superior, no contexto de negocia¢ao intradiaria envolvendo multiplas acoes, quando comparado
a estratégias de referéncia amplamente utilizadas, como buy and hold e indices de mercado.

Sob a perspectiva do Aprendizado por Reforgo (AR), esse problema pode ser estruturado em
dois componentes interdependentes. O primeiro refere-se a capacidade do agente de estimar, a
partir do estado observado, a probabilidade de variacoes futuras no prego de multiplos ativos.
Essa estimativa é essencial para a construgao de uma funcao de valor ou de uma politica pa-
rametrizada. O segundo componente diz respeito ao processo de tomada de decisdo sequencial:

dado um estado s, o agente seleciona uma agao

ai >0 indica agao de compra,

at € [—1,1], ar < —6 indica acao de venda,

—6 <a; <9 indica manutengdo da posicao.

A escolha da agao visa maximizar a recompensa acumulada, definida pela fungao R(s¢, at).
O agente interage com o ambiente ao longo de episodios e aprende uma politica 7(a | s) que
orienta suas agoes com base na dinamica de transi¢ao dos estados e nas recompensas observadas,

buscando otimizar seu desempenho em um ambiente dindmico e estocastico como o mercado
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financeiro.

A integracao entre esses dois componentes, previsao de variacoes futuras e tomada de decisao
sequencial, define a formulagao central do problema. O agente deve, simultaneamente, inferir a
evolucao provavel dos precos e determinar a agdo 6tima entre comprar, vender ou manter sua

posicao. A Figura V.1 ilustra esse fluxo de decisao.

Retroalimentagao

1 - Estado atual

do algoritmo 2 - Andlise da

variacao
(com as
. ~ futura e tomada
informacoes de decisa
e decisdo
passadas)

Figura V.1: Fluxo do processo de decisao do agente no PDM. Cada caixa numerada corresponde
a uma etapa da dindmica de interagao: (1) o agente observa o estado atual, composto pelas
informagoes historicas relevantes; (2) realiza a analise da variagdo futura, isto é, estima valores
esperados para o proximo instante e avaliar as trés agoes disponiveis (comprar, manter ou vender);
e (3) a partir da decisao selecionada, o ambiente retorna um novo estado, reiniciando o ciclo.
A seta de retroalimentagao ilustra a evolucido temporal do processo, indicando que cada decisao
atual influencia diretamente as proximas observagoes do agente.

Consideramos um ambiente no qual, no tempo t, o agente observa um conjunto de infor-
magoes referentes aos pregos e demais variaveis de multiplos ativos financeiros. A partir dessas
observagoes, o objetivo é que o agente aprenda uma politica 7(a | s) capaz de orientar decisdes
no instante subsequente ¢ + 1, buscando maximizar o retorno acumulado ao longo do tempo.

Durante o processo de aprendizado, o agente interage repetidamente com o ambiente, recebe
recompensas em funcdo das agoes tomadas e atualiza seus pardmetros com o intuito de melhorar
seu desempenho em episédios futuros. Essa formulagdo assume um cenério intrinsecamente
dindmico e estocastico, no qual a incerteza dos movimentos do mercado torna a decisao sequencial
um elemento central do problema. Compete ao agente explorar e identificar oportunidades,
ajustando sua politica a fim de maximizar o retorno esperado.

Além disso, a formulag@o do problema contempla dois cenarios experimentais distintos: ativo
Unico e miultiplos ativos. No cenario de ativo Uinico, o agente interage com o ambiente consi-
derando apenas um Unico ativo financeiro. Nesse caso, a a¢do a; representa exclusivamente a
decis@o de comprar, manter ou vender o ativo em questao, conforme a discretizacao definida pelo
limiar §. Esse cenéario permite avaliar a capacidade do agente de identificar pontos de entrada e

saida, explorando a dindmica temporal dos precos de um tinico ativo e maximizando o retorno
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associado & sequéncia de decisoes tomadas.
No cenario de multiplos ativos, o problema apresenta maior complexidade, pois o agente deve
tomar decisoes simultaneas envolvendo multiplos ativos. Nesse contexto, a agao no instante ¢

passa a ser representada por um vetor

a = (azgl)?a?)v s aaz(tN)> s
em que N denota o niimero de ativos disponiveis e cada componente agi) € [-1,1] indica a
decisao associada ao ativo 7, seguindo a mesma interpretacao de compra, venda ou manutencao.
Além disso, o médulo de cada componente esta associado & intensidade da acdo, refletindo a
fracao de capital a ser alocada ou desalocada em cada ativo.

Dessa forma, além de decidir entre comprar, vender ou manter posi¢oes individualmente, o
agente deve aprender a balancear o portfélio ao longo do tempo, selecionando quais ativos devem
receber maior ou menor alocacao de recursos. Esse processo envolve a coordenacao das decisoes
individuais em uma estratégia global de alocacao, respeitando restricées de capital e buscando
maximizar o retorno agregado do portfélio. O cenario miltiplos ativos, portanto, aproxima
a formulagao do problema de situagoes reais de gestdao de portfélio, nas quais o desempenho
depende nao apenas da decisao sobre cada ativo isoladamente, mas também da interacao entre
eles.

A avaliagdo empirica e a comparagdo com estratégias de referéncia serdo discutidas detalha-

damente no Capitulo VI.

V.2 Especificacao do Processo de Decisao de Markov

Para o desenvolvimento do agente de negociacao intradiaria, foi necessario formalizar a estru-
tura do Processo de decimal de Markov (PDM) que fundamenta sua interagdo com o ambiente.
Essa modelagem envolve a definigdo do espago de estados, do conjunto de agoes, da funcao de
recompensa, das condigoes iniciais e dos estados terminais, que em conjunto determinam o com-

portamento dindmico do processo de aprendizado.

V.2.1 Estados

O estado s; utilizado pelo agente é construido conforme detalhado na Segao IV.3. Cada
observacgao x; contém as variaveis provenientes do livro de ofertas, das tltimas transagoes e dos
dados internos do agente, conforme listadas na Tabela IV.3. Além disso, o estado incorpora uma

janela temporal com j observagoes consecutivas, formando o tensor final s; € R#*?,
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Assim, o espaco de estados é composto por uma representacao historico-estrutural da mi-
croestrutura do mercado, acrescida de informagoes sobre a posicao e o patriménio do agente.
Essa representagao fornece o contexto necesséario para que a politica aprenda padrdes temporais
e reaja as condigoes do ambiente.

Do ponto de vista operacional, a dindmica dos estados segue o fluxo natural das transicoes
temporais: a cada novo registro do ambiente, um novo vetor x; é incorporado a janela deslizante,
enquanto a observagao mais antiga é descartada. Esse processo garante consisténcia temporal e
mantém o estado atualizado com as variagoes recentes de preco, liquidez e posicao.

Os estados terminais ocorrem em duas situagoes especificas:

e Queda do patrimoénio abaixo do limite minimo: quando a perda acumulada do agente

ultrapassa o limiar ¢, estipulado como fracao do capital inicial.

o Exaustao dos dados: quando o agente alcanga a tiltima observacao disponivel no conjunto

de dados intradiérios.

Essas condigoes delimitam o horizonte do episédio e fornecem sinalizadores claros para o

agente sobre o encerramento de sua trajetoria.

V.2.2 Acgoes

O espago de agoes é continuo no intervalo [—1,1]. Cada agao a; representa a intengao do

agente em relagao & sua posicao no ativo:
e Intervalo [—1, —d[: aciona operagoes de venda,
e Intervalo |9, 1]: aciona operagoes de compra;
e Intervalo [—4, §]: nenhuma operagao é executada.

Para evitar operagoes decorrentes de ruidos numeéricos, utiliza-se um limiar § que define
zonas de inagdo. Assim, somente acgOes superiores a § ou inferiores a —¢ resultam em compras ou
vendas, respectivamente. A magnitude da a¢ao determina a fra¢ao do saldo (no caso de compras)
ou da posigao atual (no caso de vendas) a ser movimentada.

Esse formato continuo justifica o uso de algoritmos apropriados para ambientes continuos,
tais como PPO, Advantage Actor-Critic (A2C), DDPG e Soft Actor-Critic (SAC), empregados

nos experimentos deste trabalho.



99

V.2.3 Funcao Recompensa

Apos definir o espago de estados e agoes, foi necessario selecionar uma funcao de recompensa
que incentivasse o agente a adotar decisoes lucrativas. Trés estratégias principais foram analisa-

das:

e Funcao local;
e Funcao de lucro liquido

e Funcao diferencial de lucro liquido

V.2.3.1 Funcao Local

Avalia a recompensa com base nas transi¢ées entre estados consecutivos. O céalculo considera
a quantidade negociada e a variagao de prego entre as observagoes anterior e posterior a acao
do agente. A Equagao V.1 demonstra o calculo. Nessa equagao, r; é a recompensa obtida, g é a

quantidade de cotas transacionadas, p;_1 € o preco anterior e p; é o preco subsequente & acao.

re =q - (Pi—1 — pr) (V.1)

V.2.3.2 Funcao de Lucro Liquido

Essa abordagem oferece uma visao agregada do desempenho financeiro do agente em uma
transicao especifica, refletindo diretamente o lucro ou prejuizo acumulado no momento. A Equa-
¢do V.2 demonstra a fungdo. Nessa equagao, lp; representa o lucro bruto da transigao atual, 0
representa o valor inicial disponivel para operacao pelo agente, t; representa o valor das taxas

na transigao atual.

=1y —0—t (V.2)

V.2.3.3 Fungao Diferencial de Lucro Liquido

Esta fungao avalia a variagao no lucro liquido entre duas transi¢oes consecutivas. Diferente-
mente da func¢ao local, pode atribuir recompensas mesmo na auséncia de negociacoes, com base
na valorizagdo ou desvalorizagdo das cotas mantidas pelo agente. A Equagao V.3 demonstra a

funcao. Nessa equagao, l;_1 é o lucro liquido da transi¢ao anterior e [; da transigao atual.

re = lt—l — lt (V3)



60

As selecoes dessas funcgoes de recompensa exerce impacto direto na estabilidade do treina-
mento e na qualidade da politica aprendida. No contexto de negociacao intradiaria, optamos por
métricas baseadas em lucro liquido e seu diferencial porque elas capturam nao apenas o resultado
imediato de uma transacao, mas também o efeito acumulado das decisoes do agente ao longo do

episodio.

V.2.4 Parametros da Modelagem

Os principais parametros utilizados na definigdo do PDM encontram-se na Tabela V.1. Esses
parametros incluem o capital inicial 8, o limiar de término por perda ¢, a profundidade temporal
i da janela de observagoes e o limiar de sensibilidade da agdo . Em conjunto, eles delimitam
o comportamento operacional do ambiente e como o agente pode interagir ao longo de cada
episodio.

Tabela V.1: Parametros adotados para a definicao do PDM, abrangendo as varidveis estruturais

e operacionais que determinam o comportamento do ambiente de decisao e orientam as interagoes
do agente.

Notagao Descrigao

« Fator multiplicativo utilizado para ajustar a taxa de lucro liquido
em relagdo ao montante investido, influenciando o calculo das re-
compensas por transi¢ado e por episédio.

0 Quantia inicial disponibilizada ao agente para execugao de opera-
¢oes no ambiente de simulagao.

€ Porcentagem do valor inicial que, ao ser perdida, determina a con-
dicao de término de um episodio.

7 Niamero de observacoes que compoem o estado atual do agente.

d Profundidade da memoria do agente, indicando a quantidade de
observagoes anteriores incluidas no estado atual.

) Limiar para discretizagao da agao continua, determinando a sen-
sibilidade do agente ao decidir entre comprar, vender ou manter
posicao.

V.3 Treinamento e validacao do agente

Tanto o processo de treinamento quanto o de avaliacdo do modelo utilizamos os algoritmos
PPO, A2C, SAC e DDPG. A escolha por estes métodos de Aprendizado por Reforgo Profundo
se devem as suas compatibilidades com ambientes que apresentam espacgos de observagao e acao

continuos, como o agente modelado neste trabalho.
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V.3.1 Configuragao dos Hiperparametros do algoritmo

A implementagao dos algoritmos (PPO, A2C, DDPG e SAC) utilizados neste trabalho segue a
configuracao oferecida pela biblioteca Stable Baselines3, com adaptagoes especificas ao problema
de negociagao intradiaria apresentado. Os principais parametros empregados na construgao e

treinamento do agente sao:

e MlpPolicy: Define que a politica do agente é parametrizada por uma rede neural multica-
madas (Multilayer Perceptron). Essa escolha é adequada para problemas de decisdo com
observagoes numéricas e continuas, como os estados derivados dos dados de mercado cole-

tados, evitando a necessidade de arquiteturas mais complexas, como redes convolucionais.

e env_training: Ambiente vetorizado utilizado pelo algoritmo, implementado por meio da
classe DummyVecEnv. Mesmo quando apenas uma instancia do ambiente é utilizada, o
algoritmo exige que a interagao ocorra por meio de um wvectorized environment, pois seus
mecanismos internos de coleta de transi¢oes, armazenamento no rollout buffer e atualizagao
das politicas sdo estruturados para operar sobre lotes de observagoes e recompensas. O
DummyVecEnv encapsula o ambiente do PDM e o adapta para o formato requerido pelo
algoritmo, padronizando chamadas de reset e step, organizando observagoes, recompensas
e sinais de término em tensores vetorizados. Dessa forma, cada interacao do agente com o
ambiente é registrada de forma consistente, garantindo compatibilidade com a arquitetura

da politica (MlpPolicy) e com o processo de otimizagao do algoritmo.

e learning _rate = le-5: Taxa de aprendizado utilizada pelo otimizador da rede neural. O
valor escolhido (0,00001) é relativamente baixo, o que reduz a magnitude das atualizagoes de
gradiente. Essa opcao é especialmente relevante em ambientes financeiros, onde pequenas
variagoes nos dados podem gerar descontinuidades na superficie de otimizagdo. Uma taxa
de aprendizado menor oferece maior estabilidade ao treinamento, evitando oscilagoes e

divergéncia da politica.

Em conjunto, esses pardmetros buscam garantir um treinamento estavel do algoritmo, re-
duzindo oscilacées no processo de maximizacao da vantagem e acomodando a sensibilidade das
séries temporais de precos. A rede totalmente conectada escolhida se mostrou suficiente para
capturar padroes intra-diarios, enquanto o baixo learning rate e o monitoramento continuo via
TensorBoard ajudam a mitigar comportamentos indesejados durante o processo de otimizagao

das politicas.
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V.3.2 Validagao Cruzada

Para conduzir o processo de treinamento e avaliagao do agente, foi empregada uma estratégia
de validagao cruzada adequada a séries temporais. Essa escolha se justifica pelo fato de que,
nesse tipo de problema, o conjunto de observagoes (x4, y;)L_; apresenta dependéncia ao longo do
tempo: os valores em um instante ¢ sao influenciados, direta ou indiretamente, pelas informagoes
registradas em momentos anteriores.

Para evitar o uso indevido de informacoes futuras, adotou-se a validagdo cruzada temporal,
que preserva integralmente a sequéncia cronolégica dos dados. Essa abordagem reproduz um
cenario mais préximo da pratica, no qual o modelo é ajustado inicialmente com um segmento
histérico e, em seguida, é avaliado em periodos posteriores, respeitando a evolugao natural da
série.

No presente trabalho, a validacao cruzada foi configurada com cinco dobras, nas quais o con-
junto histérico de cada ativo foi particionado em cinco blocos temporais consecutivos, formando
pares de treino e teste sem qualquer vazamento de informacao futura. Em cada iteragao, a se-

paracao entre os conjuntos segue a logica

Treino Teste
— —~
tudo até ty intervalo imediatamente seguinte

de modo que o conjunto de treinamento se expande progressivamente a cada dobra, enquanto
o conjunto de teste corresponde sempre ao periodo subsequente. Esse procedimento garante que,
em todas as iteragoes, o agente treine exclusivamente com informagoes do passado e seja avaliado

apenas sobre periodos posteriores, conforme exemplificado na Figura V.2.

[ Dados

[ Treino I Teste ]

[ Treino [ Teste |

[ Treino [ Teste ]

[ Treino I Teste ]

[ Treino [ Teste J

Figura V.2: Validagao cruzada para séries temporais é uma estratégia de validagao que preserva
a ordem temporal, dividindo os dados em subconjuntos sequenciais para evitar vazamento de
informagoes e avaliar o desempenho do modelo em multiplos pontos no tempo.
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A divisao é realizada programaticamente da seguinte forma: Cada dobra gera dois blocos
distintos, um conjunto de treinamento, contendo observagoes até o instante tz, e um conjunto
de teste, correspondente ao periodo subsequente. Esses blocos sao salvos temporariamente e
utilizados nas etapas de treino e validagao do agente, respectivamente. O agente é treinado com
o conjunto de treino e, posteriormente, avaliado apenas sobre os dados do conjunto de teste, sem
atualizagao adicional de parametros.

Dessa forma, cada experimento é composto por:

1. uma fase de aprendizado, em que o agente interage com o ambiente utilizando exclusiva-

mente os dados do bloco de treinamento;

2. uma fase de teste, em que o agente age de maneira puramente avaliativa no bloco temporal

imediatamente posterior;
3. a repeticao desse processo para as cinco dobras

A Tabela V.2 detalha a divisao feita nos periodos e as proporcoes dos dados.

Tabela V.2: Esquema ilustrando a divisdo das dobras na validagao cruzada temporal. A tabela
mostra como os conjuntos de treino e teste sdo organizados ao longo da linha do tempo. As datas
de inicio e fim como as propor¢oes dos dados sao vistos na tabela

Dobra Inicio Fim Inicio Fim Teste Treino Teste
Treino Treino Teste
1 2025-03-03  2025-03-26  2025-03-26  2025-04-22 50% 50%
2 2025-03-03  2025-04-22  2025-04-22  2025-05-12 66.6% 33.3%
3 2025-03-03  2025-05-12  2025-05-12  2025-06-05 5% 25%
4 2025-03-03  2025-06-05  2025-06-05  2025-07-03 80% 20%
5 2025-03-03  2025-07-03  2025-07-03  2025-07-31 83.3% 16.6%

V.3.3 Meétricas utilizadas

Durante os ciclos de treinamento e teste, diferentes métricas sao registradas e armazenadas,
possibilitando uma anélise aprofundada do desempenho do agente. Esses dados incluem tanto
visualizagoes graficas quanto arquivos CSV, que contém os principais indicadores obtidos.

As métricas de desempenho extraidas durante os experimentos (ver Capitulo VI) sdo descritas

a seguir.

1. Média do lucro liquido do teste. Esta métrica representa a média dos lucros liquidos
observados durante o periodo de teste. O lucro liquido é calculado subtraindo-se os custos

totais (como taxas de transagao e custos operacionais) da receita obtida com as negociagoes
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realizadas. A média do lucro liquido oferece uma visao geral do desempenho do agente em

termos de rentabilidade ao longo de vérias iteragoes ou episddios de teste.

2. Desvio padrao do lucro liquido do teste. O desvio padrao do lucro liquido mede a
volatilidade ou a dispersao dos lucros liquidos obtidos ao longo do teste. Quanto maior o
desvio padrao, maior a variabilidade nos resultados, o que pode indicar um comportamento
de negociacao mais arriscado ou imprevisivel. Esse valor ajuda a entender nao apenas a

rentabilidade média do agente, mas também sua consisténcia ao longo do tempo.

3. Maxima perda acumulada do teste. A maxima perda acumulada é a maior queda
observada no valor do portfélio durante o periodo de teste, calculada como a diferenca
entre o pico mais alto e o fundo mais baixo antes de uma recuperacao. Esta métrica é
crucial para avaliar o risco do agente, pois ela indica a maior perda que o agente pode
sofrer antes de comecar a recuperar o valor perdido. Uma perda acumulada maior sugere

que o agente pode estar se expondo a riscos excessivos.

4. Retorno do teste. O retorno do teste é a variagdo percentual entre o valor final e o
valor inicial do portfélio durante o periodo de teste. Este valor fornece uma visdo geral do
desempenho total do agente, refletindo o quanto ele foi capaz de aumentar ou diminuir seu

capital ao longo do tempo. E uma métrica chave para avaliar a eficacia do agente.

5. Retorno dos indices comparativos. Esta métrica compara o desempenho do agente
com o retorno de indices de mercado amplamente reconhecidos. O retorno dos indices
comparativos serve como uma referéncia para avaliar se a estratégia do agente é superior
ou inferior aos benchmarks do mercado financeiro. O desempenho do agente é analisado
em relacao a esses indices para determinar sua eficicia relativa em condigoes de mercado

comuns.

Além das métricas tradicionais de desempenho, torna-se essencial avaliar o agente também
sob a dtica risco-retorno. Em operacgoes de negociagao intradiaria, a volatilidade intradiaria pode
afetar significativamente o desempenho de qualquer estratégia. Assim, métricas que capturam
apenas o lucro acumulado nao sao suficientes para refletir a qualidade de uma politica aprendida.

A anélise risco-retorno permite compreender se a estratégia é capaz de gerar resultados con-
sistentes diante da variabilidade do mercado. Como a perda acumulada e o desvio padrao do
lucro evidenciam a exposi¢ao ao risco, enquanto o retorno total sintetiza o desempenho acumu-
lado, essas métricas complementares fornecem um panorama mais robusto do comportamento

do agente.
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Dessa forma, a adocao conjunta de retorno e medidas de risco é fundamental para comparar
o agente de Aprendizado por Reforgo com estratégias classicas de mercado, garantindo uma

avaliagdo mais alinhada as préticas consolidadas em finangas quantitativas.
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Capitulo VI Avaliagao Experimental

Neste capitulo apresentamos a anélise experimental detalhada do método proposto. Cada
secao deste capitulo aborda aspectos especificos da avaliagao experimental, desde a configuracao
do ambiente computacional até comparagoes com os métodos existentes. A Secao VI.1, sdo apre-
sentadas as configuragoes principais adotadas para a implementacao do agente de Aprendizado
por Reforco. Essa se¢éo inclui detalhes técnicos sobre a arquitetura do agente, os pardmetros uti-
lizados durante o treinamento, e as configuragoes utilizadas no projeto. A Segdo VI.2 apresenta
uma analise especifica da influéncia do fator de desconto v no comportamento e no desempenho
do agente. Nessa se¢do, sao conduzidos experimentos comparativos com diferentes valores de
v, permitindo avaliar como a ponderagao entre recompensas imediatas e futuras afeta a politica
aprendida, a estabilidade das decisOes e o retorno acumulado ao longo do tempo. A Secao VI.3
é dedicada aos experimentos de sensibilidade as varidveis do estado, cujo objetivo é identificar
quais informagoes provenientes dos dados de ofertas sdo mais relevantes para o desempenho do
agente. Como nem todas as varidveis contribuem de forma equivalente ao processo de decisao,
essa andlise permite distinguir atributos essenciais de elementos redundantes, avaliando o im-
pacto individual e coletivo de cada componente do estado. Os resultados obtidos auxiliam na
compreensao da sensibilidade do agente as diferentes fontes de informagao e orientam a sele¢ao de
variaveis mais eficientes para compor a representacao final do ambiente. A Segdo V1.4 apresenta
uma avaliagdo de arquiteturas de Aprendizado por Reforgo. Os desempenhos das arquiteturas
sao analisadas com base em métricas especificas, possibilitando verificar a que possui maior efeti-
vidade para o problema proposto. A Se¢ao VI.5 apresenta uma avaliagdo dos resultados obtidos
a partir dos experimentos conduzidos. Os desempenhos do agente sao analisados com base em
métricas especificas, possibilitando a verificacao da efetividade do modelo proposto. Também
sao discutidos os principais achados, limitagoes observadas e possiveis diregoes para trabalhos

futuros.

VI.1 Configuragao de Hardware e Software

Os experimentos foram executados em uma maquina com arquitetura x86 64, processador

AMD Ryzen 7 3700U com Radeon Vega Mobile Gfx 8 4-Core 2.3GHz, 12GB de RAM, placa de
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video AMD Radeon Vega 10 Graphics e sistema operacional Ubuntu 24.04.2 LTS.

O desenvolvimento de treinamento e testes levou em consideragdo bibliotecas e frameworks
da linguagem Python. Optou-se pela implementagao do programa de coleta e do treinamento do
agente nessa linguagem, em razao da ampla disponibilidade de bibliotecas e frameworks, o que
simplifica o processo de implementacao. Nessa implementagao, usamos os pacotes detalhados na

Tabela VI.1 e na Tabela VI.2.

Tabela VI.1: Tabela de softwares, frameworks e bibliotecas utilizados na construcao do scrapper
de captura dos dados

Pacote Versao Descrigao

Python v3.10 Linguagem utilizada no projeto

Pandas v2.1.4 Ferramenta de manipulacao e anélise de dados ta-
bulares.

NumPy v1.26.4 Ferramenta de operagoes numéricas no Python.
Fornece arrays eficientes e operacoes de algebra li-
near.

Pytz v2023.3.postl  Responsavel por tratar fusos horarios com precisao,
atil ao lidar com datas e horas em aplicagoes inter-
nacionais.

BeautifulSoup4 v.4.12.2 Responsével por extrair dados de HTML e XML.

Lxml v.5.2.2 Alternativa rapida e robusta para parsing de HT'ML
e XLM. Usado em conjunto com o BeatifulSoup.

Selenium v.4.16.0 Usado para automacao de acesso ao navegador para
0 scraping

Geckodrive-autoinstaller v.0.1.0 Garante que o driver do navegador esteja instalado
automaticamente, facilitando o uso do Selenium,
sem necessidade de configuracdo manual.

SQLAlchemy v.2.0.23 Ferramenta para interagao com bancos relacionais
usando ORM ou SQL puro.
PyMySQL v.1.1.0 Conector leve e escrito em Python para se conectar
a bancos MySQL/MariaDB.
Fastparquet v.2023.10.1  Biblioteca para ler e gravar arquivos parquet.

VI.2 Experimentos de sensibilidade ao fator de desconto

Os experimentos de sensibilidade ao fator de desconto v visam analisar como a preferéncia
temporal do agente influéncia seu desempenho no contexto de negociagao intradiaria. Em Apren-
dizado por Reforco, o fator de desconto controla a importancia relativa atribuida as recompensas
futuras no calculo do retorno esperado, desempenhando papel central no equilibrio entre decisoes
de curto e longo prazo.

O procedimento experimental consistiu em manter inalteradas as demais configuracoes do
ambiente e do algoritmo, variando exclusivamente o valor de . Foram avaliados trés valores

representativos: v = 0,9, v = 0,95 e v = 0,99. Esses valores refletem diferentes horizontes



Tabela VI.2: Software, frameworks e bibliotecas utilizadas para construgao do agente de AR

Pacote Versao Descrigao
Python v3.12  Linguagem utilizada no projeto.
Pandas v2.2.3  Ferramenta de manipulacao e analise de dados ta-
bulares.
Matplotlib v3.9.2  Ferramenta para geracao de graficos e visualizagoes
de dados.
Statsmodels v0.14.4  Biblioteca para modelagem estatistica, testes e ané-
lise de séries temporais.
Stable-Baselines3  v2.3.2  Conjunto de implementagoes de algoritmos de
Aprendizado por Reforgo baseados em PyTorch.
PyMannKendall ~ v1.4.3 Implementa testes de tendéncia em séries temporais
com base no teste de Mann-Kendall.
Gym v0.26.2 Kit de desenvolvimento para criacao e simulacao de
ambientes de Aprendizado por Reforgo.
SB3-Contrib v2.3.0 Extensoes e contribui¢oes adicionais para o Stable-
Baselines3, incluindo algoritmos experimentais.
Shimmy v0.2.1  Adaptador de ambientes compativeis com Gym
para outras APIs de simulagao.
TensorBoard v2.18.0 Ferramenta de visualizagao para métricas e proces-
sos de treinamento em aprendizado profundo.
Scikit-learn v1.6.1  Biblioteca para implementacao de algoritmos de
aprendizado de maquina supervisionado e nao su-
pervisionado.
YFinance v0.2.54 Biblioteca para obtencao de dados financeiros his-
toéricos e atuais da Yahoo Finance.
Lxml vH.3.1  Ferramenta rapida para parsing de HTML e XML

temporais de decisao, desde uma estratégia mais miope, focada em retornos imediatos, até uma

estratégia orientada ao desempenho acumulado ao longo do episéddio.

A Tabela VI.3 apresenta um resumo dos resultados obtidos para cada configuragao de 7,

considerando métricas de retorno final e maxima perda acumulada.

Tabela VI.3: Resumo dos resultados dos experimentos de sensibilidade ao fator de desconto

Valor de v Interpretacgao Retorno
(%)
v=20,9 Enfase em recompensas imediatas, hori- 16,1%
zonte de decisao curto
v = 0,95 Compromisso entre curto e médio prazo 16,0%
v = 0,99 Forte valorizacao de recompensas futuras, 16,3%

horizonte longo

A analise dos resultados evidencia diferencas no comportamento do agente em fun¢ao do valor

de v. Quando configurado com v = 0,9, o agente demonstrou um comportamento mais reativo

e orientado ao curto prazo, priorizando recompensas imediatas. Embora essa configuragao possa
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resultar em ganhos pontuais, ela nao se mostra a melhor estratégia a longo prazo, perdendo
valorizagoes que as agoes teriam ao longo do tempo.

Com v = 0,95, o agente apresentou o pior desempenho entre as configuracoes avaliadas. Esse
resultado pode ser explicado pelo fato de que esse valor intermediario do fator de desconto induz
um comportamento hibrido, no qual o agente nao explora de forma eficiente nem oportunidades de
curto prazo, nem beneficios de longo prazo. Ao atribuir peso moderado as recompensas futuras,
o agente tornou-se menos reativo a variagoes imediatas do mercado, reduzindo sua capacidade
de capturar movimentos intradiarios favoraveis. Ao mesmo tempo, esse nivel de desconto nao foi
suficiente para compensar essa perda de reatividade com ganhos futuros consistentes, resultando
em decisOes que nao maximizaram o retorno acumulado.

Por fim, a configuragao com ~ = 0,99 produziu o comportamento mais alinhado ao objetivo
de maximizac¢ao do desempenho acumulado. Nessa configuracao, o agente demonstrou maior to-
lerancia a variacoes temporarias negativas, aceitando perdas de curto prazo em troca de ganhos
futuros mais consistentes. O maior retorno final observado indica que a valorizagao de recom-
pensas futuras contribui para decisoes mais estaveis e coerentes com a dinAmica do mercado
intradiario considerado.

Em sintese, os experimentos de sensibilidade ao fator de desconto demonstram que a escolha
de v exerce influéncia direta sobre o perfil decisério e o desempenho do agente. Valores mais
baixos de 7y incentivam estratégias excessivamente reativas, capazes de capturar ganhos imediatos,
mas que tendem a sacrificar valor ao longo do tempo ao ignorar a continuidade dos movimentos de
mercado. Por outro lado, valores intermediarios podem induzir comportamentos inconsistentes,
nos quais o agente nao explora de forma eficaz nem oportunidades de curto prazo, nem beneficios
de longo prazo, resultando em desempenho inferior. Nesse contexto, a configuracao com v =
0,99 mostrou-se a mais adequada, ao favorecer decisoes orientadas & maximizacao do retorno
acumulado, com maior estabilidade e coeréncia frente & dindmica intradidria do mercado. Esses
resultados reforcam a importancia de calibrar cuidadosamente o fator de desconto conforme o

horizonte temporal e as caracteristicas do problema de negociacao considerado.

VI.3 Experimentos de sensibilidade as variaveis do estado

Os experimentos de sensibilidade as variaveis do estado constitui uma técnica usada para
determinar o impacto de caracteristicas especificas no desempenho do modelo em AM. Trata-se
de um método que permite compreender o impacto real de cada informacao sobre o desempenho
preditivo do modelo, indo além de uma simples analise de importéancia global.

O procedimento consiste na remocao ou modificagao sistemética de uma variavel do conjunto
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de dados, ou do processo de inferéncia, seguida pela reavaliagao das métricas de desempenho. A
diferenga observada no desempenho permite inferir a relevancia efetiva daquela informagcao para
o modelo.

Tabela VI.4: Resumo dos resultados dos experimentos de sensibilidade as varidveis do estado das
informagoes utilizadas no agente de ARP

Nome da informacao  Explicagao da informacgao Retorno Max.
(%) Perda

Acumu-
lada

Todas as informacgoes Todas as informagoes disponiveis 15,9% -2,02

(Baseline)

Removendo a coluna Quantitativo de a¢Ges negociadas 19,5% -1,74

Shares

Removendo a coluna Valor das agoes negociadas 3,8% -3,19

Prices

Removendo as colu- Informacgoes de Data e Tempo -19,2% -3,17

nas Time

Removendo a coluna Precos das agdes nas tltimas 10 -12,6% -2,84

Last 10 Prices transagoes

Removendo a coluna Quantitativo das acoes as tltimas 10  27,5% -2,39

Last 10 _Shares transacoes

A remocao das diferentes informacoes revelou sinais claros sobre o que o agente estava re-
almente utilizando para tomar decisdes. Quando removemos informagoes explicitas de pregos,
tanto a coluna Prices quanto o histérico Last 10 Prices, o desempenho caiu de forma signifi-
cativa: o retorno e a méaxima perda acumulada aumentou. Esse resultado indica que o agente
depende fortemente de sinais diretos de prego e de sua série temporal recente para estimar ten-
déncias e reagir a movimentos de mercado. Sem esse contexto, o agente perde a capacidade de
identificar entradas e saidas rentéveis e fica mais exposto a perdas excessivas, explicando a piora
observada.

Algumas informagoes ligadas a posigao/quantidade mostram efeito ambiguo. Ao retirar Sha-
res (quantidade de agoes), o agente melhorou ligeiramente, o que indica que essa variavel talvez
tenha introduzido ruido ou redundancia com outras informagoes (por exemplo, sinais derivados
do prego). Ja a remogao de Last_ 10 _Shares também aumentou o lucro em relagao ao baseline, o
que reforga a hipotese de que histéricos de quantidade, no formato atual, ndo estavam acrescen-
tando previsibilidade, possivelmente porque o volume ou as posi¢oes nao eram informativos no
horizonte temporal do agente, ou porque estavam correlacionados com outras entradas de forma

que confundiam a politica.
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Finalmente, a remocao de Time teve efeito negativo, provavelmente porque com essa infor-
macgao o agente seja capaz de capturar pequenas variagoes ou sincronizag¢oes do mercado (por

exemplo, laténcia ou padroes em curtissimo prazo) que o agente aproveita.

VI.4 Comparagao de arquiteturas de Aprendizado por Reforgo

Esta segdo apresenta uma anélise comparativa entre diferentes algoritmos de aprendizado
por reforco aplicados ao contexto do mercado financeiro. O objetivo é avaliar o desempenho, as
vantagens e as limitagoes de cada abordagem frente as caracteristicas especificas do ambiente
de negociagao desenvolvido. Sao considerados algoritmos representativos de diferentes familias
de métodos, como o DDPG, o PPO e o0 SAC e o A2C de modo a compreender como distintas
estratégias de exploracdo e atualizacdo de politicas impactam os resultados obtidos. A par-
tir dessa comparagcao, busca-se identificar quais arquiteturas apresentam maior estabilidade de
aprendizado, eficiéncia no uso das recompensas e capacidade de generalizacdo em cenérios de
alta variabilidade. Por fim, os resultados discutidos ao longo desta secao oferecem subsidios para
a escolha do algoritmo mais adequado as caracteristicas do problema e fundamentam as analises
realizadas nos capitulos seguintes.

O algoritmo A2C é uma técnica de aprendizado por reforco que combina elementos dos
métodos de politica (ator) e de valor (critico) para otimizar o processo de tomada de decisao
de um agente. O ator é responsavel por aprender uma politica que define a probabilidade de
selecionar cada acao em um determinado estado, enquanto o critico avalia a qualidade dessa
acao estimando o valor esperado do retorno futuro. A principal caracteristica do A2C é o uso
da vantagem, uma medida que indica o quanto uma ac¢do é melhor do que a média esperada,
reduzindo a variancia do gradiente e acelerando a convergéncia do treinamento. Além disso, ele
realiza atualizagoes de forma sincrona [Mnih et al., 2016].

O algoritmo DDPG é um método de aprendizado por reforgo profundo desenvolvido para
lidar com ambientes continuos, nos quais as agoes nao sao discretas, mas assumem valores reais.
Ele combina ideias do Deterministic Policy Gradient (DPG) com a estrutura das DQN utilizando
redes neurais profundas tanto para representar a politica (ator) quanto a fungao de valor (critico).
O ator aprende uma politica deterministica que mapeia diretamente estados para agoes, enquanto
o critico avalia a qualidade dessas a¢oes estimando o retorno esperado. Para garantir estabilidade
no treinamento, o DDPG emprega redes-alvo e um replay buffer, que armazena experiéncias
passadas e permite o aprendizado por amostragem, reduzindo a correlagao temporal dos dados.
Além disso, ele introduz ruido nas agdes para promover a exploragao do ambiente, compensando

a natureza deterministica da politica |Lillicrap et al., 2016].
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O algoritmo SAC é um método de aprendizado por reforgo profundo baseado em politicas
off-policy que busca equilibrar exploration e exploitation de forma mais eficiente ao incorporar
o conceito de entropia na func¢ao de recompensa. Diferentemente de algoritmos tradicionais que
visam apenas maximizar o retorno esperado, o SAC adiciona um termo de entropia que incentiva
o agente a manter suas acgOes mais estocésticas, promovendo uma exploracao mais ampla do
espago de estados e evitando a convergéncia prematura para politicas subétimas. Ele utiliza trés
redes neurais principais: duas para o critico, a fim de reduzir o viés de superestimagao dos valores
de acdo, e uma para o ator, que aprende uma politica estocastica parametrizada. Além disso, faz

uso de redes-alvo e de um replay buffer para garantir maior estabilidade durante o aprendizado.

Tabela VI.5: Resultados comparativos entre arquiteturas de Aprendizado por Reforgo

Algoritmo Lucro liquido Desvio Padrao do lucro Retorno do  Max. Perda
do portfélio liquido do portfélio portfélio Acumulada

A2C 162,30 49,93 13,83% -1,57
SAC 224,90 +11,81 19,16% -1,66
DDPG 222,890 +15,42 18,99% -1,51
PPO 229,89 +13,16 19,59% -1,37

Com base nos resultados obtidos e apresentados na Tabela VI.5, observa-se que o algoritmo
PPO apresentou o melhor desempenho geral entre as arquiteturas avaliadas, tanto em termos
de retorno do portfélio quanto de estabilidade do aprendizado. O PPO obteve o maior retorno
percentual (19,59%) e a menor perda acumulada (-1,37), demonstrando maior eficiéncia na ma-
ximizagao dos lucros e na mitigacdo de perdas em comparagao aos demais métodos.

Esses resultados indicam que a estratégia de atualizagdo proximal empregada pelo PPO, que
limita a magnitude das mudangas na politica entre iteragoes, contribui para um aprendizado
mais estavel e menos suscetivel a oscilacoes abruptas, caracteristica essencial em cenérios de alta
volatilidade como a negociagao intradiaria. Além disso, por equilibrar adequadamente exploration
e exploitation, o PPO mostra-se capaz de generalizar melhor a partir de dados de mercado
ruidosos, ajustando-se de forma mais robusta as variagoes dinAmicas dos precos. Assim, conclui-
se que, entre os algoritmos analisados, o PPO foi o que obteve o melhor desempenho, sendo a

arquitetura utilizada nos préximos testes.

VI.5 Resultados

Esta secao tem como finalidade apresentar e analisar, de forma detalhada, os resultados
obtidos a partir dos experimentos propostos. Durante o processo de treinamento e avaliagao do

agente, utilizando-se os dados descritos na Segao IV.4, foram coletadas e monitoradas diversas
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métricas relevantes para compreender o desempenho do modelo. Entre elas, destacam-se:

e anélise de agoes do agente treinadas e testadas para uma acao especifica;
e analise de acoes do agente treinadas para uma agoes e testadas em outra;

e anélise de agoes do agente para um portfélio de agoes

VI.5.1 Treinamento e teste para uma mesma agao

O objetivo desta segao é avaliar se o agente, treinado e testado para uma mesma agao,
consegue ter um desempenho superior ao método buy and hold.

O buy and hold é uma estratégia de investimento em que o investidor adquire ativos financeiros
e os mantém em carteira por um longo periodo, independentemente das oscilagoes de curto prazo
do mercado. Essa abordagem baseia-se na premissa de que, ao longo do tempo, os mercados
tendem a se valorizar, permitindo que o investidor capture ganhos provenientes da valorizagao
dos ativos e dos dividendos pagos. Ao evitar operagoes frequentes de compra e venda, o investidor
reduz custos relacionados a taxas, impostos e erros de timing, que podem impactar negativamente
o retorno final.

A intencao é comparar o agente treinado focado em negociagao intradiaria com um método
comum do mercado financeiro, entendendo se no periodo analisado o agente possui um retorno
maior que a métrica. Para exemplificar o funcionamento do algoritmo ao longo das iteragoes, a
Figura VI.1 demonstra a evolugao do preco do ativo e do lucro obtido nas transi¢oes feitas de
negociagao intradidria para a agdo da Coca-Cola.

A Tabela VI.6 apresenta uma comparagao abrangente entre o desempenho de um agente de
AR e a estratégia Buy and Hold para um conjunto diversificado de empresas de diferentes setores
economicos. A anélise enfatiza o valor final médio obtido, o lucro médio, o retorno percentual e
o desvio padrao das operacoes para ambos os métodos, além da diferenga percentual em pontos

percentuais entre as duas abordagens.
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Figura VI.1: Grafico ilustrando, ao longo das iteragoes do processo de anélise, a variacao do
prego do ativo e o lucro (ou prejuizo) obtido pelo agente em cada transi¢do. A figura permite
visualizar como as decisoes do agente se relacionam com a dindmica de precos, evidenciando
momentos de maior ganho, perda ou estabilidade durante a execucao da estratégia.



Tabela VI.6: Resultados comparativos diarios entre o agente de aprendizado por reforco e a estratégia Buy and Hold por empresa.

Empresa Valor Valor Média Retorno Desvio % Média Retorno  Diferenca
Inicial Final Lucro Agente Padrao Iteragoes Lucro Buy Buy & (p-p)
Meédio Agente (%) Agente com Lucro & Hold Hold (%)
(Agente)
American 14,41 15,73 1,32 9,13% 0,91 90% 0,04 0,29% 8,84
Airlines
Apple 241,65 258,96 17,31 7,16% 11,68 90% -0,31 -0,13% 7,29
Bank of 46,14 50,50 4,36 9,46% 0,43 100% 0,58 1,26% 8,20
America
Cisco 51,50 58,67 7,17 13,92% 1,82 100% 1,94 3,76% 10,17
Citigroup 49,78 57,54 7,76 15,59% 4,23 90% 4,94 9,93% 5,65
Coca-Cola 70,64 77,63 6,99 9,90% 1,19 100% -0,16 -0,23% 10,13
Delta Air 50,15 56,43 6,28 12,51% 3,13 100% 1,38 2,75% 9,76
Lines
Ford 9,63 10,74 1,11 11,52% 0,45 100% 0,14 1,50% 10,02
Freport- 55,00 58,98 3,98 7,24% 3,88 90% 0,08 0,15% 7,09
Mcmoran
General 42,00 47,60 5,60 13,34% 1,72 100% 0,93 2,22% 11,12
Motors
Intel Corp 24,50 26,37 1,87 7,64% 1,25 80% -0,59 -2,39% 10,03
JP Morgan 256,03 286,58 30,55 11,93% 9,82 100% 6,47 2,53% 9,41
Microsoft 398,91 444,90 45,99 11,53% 13,32 100% 15,14 3,80% 7,73
Morgan 141,97 155,50 13,53 9,53% 6,74 90% 2,61 1,84% 7,69
Stanley
Newmont 43,25 49,71 6,46 14,93% 2,88 100% 3,28 7,59% 7,34
Norwegian 26,57 28,51 1,94 7,29% 0,18 100% 0,80 3,02% 4,27
Pfizer 26,32 28,42 2,10 7,98% 1,20 90% -0,23 -0,88% 8,86
Tesla 303,88 324,60 20,72 6,82% 13,72 80% 6,93 2,28% 4,54

Gl



Tabela VI.7: Resultados dos testes estatisticos comparando o desempenho do agente de aprendizado por reforco com a estratégia Buy and Hold por
empresa.
Empresa Teste Média Média Buy & p-valor Teste IC95 Agente I1C95 Buy &
Estatistico Agente Hold Significativo? Hold
American t de Student 1,32 0,04 0,006 Sim (0,75; 1,88) (-0,65; 0,73)
Airlines
Apple Mann—Whitney 17,31 -0,31 0,002 Sim (10,07; 24,55) (-9,72; 9,10)
Bank of Mann—Whitney 4,36 0,58 0,001 Sim (4,10; 4,63) (-1,47; 2,63)
America
Cisco Mann—Whitney 7,17 1,94 0,004 Sim (6,04; 8,30) (-0,91; 4,78)
Citigroup t de Student 7,76 4,94 0,192 Nao (5 14; 10,38) (-0,58; 10,47)
Coca-Cola Mann—Whitney 6,99 -0,16 0,000 Sim (6,26; 7,73) (-0,92; 0,59)
Delta Air Lines Mann—Whitney 6,28 1,38 0,027 Sim (4 34; 8,21) (-2,36; 5,12)
Ford Mann—Whitney 1,11 0,14 0,001 Sim (0,83; 1,39) (-0,24; 0,53)
Freeport- t de Student 3,98 0,08 0,085 Nao (1,58; 6,39) (-4,60; 4,77)
Mcmoran
General Motors t de Student 5,60 0,93 0,012 Sim (4,54; 6,67) (-1,20; 3,07)
Intel Mann—Whitney 1,87 -0,59 0,003 Sim (1,09; 2,65) (-1,88; 0,71)
JP Morgan Mann—Whitney 30,55 6,47 0,001 Sim (24,46; 36,64) (-2,70; 15,63)
Microsoft t de Student 45,99 15,14 0,000 Sim (37,74; 54,25) (4,13; 26,15)
Morgan t de Student 13,53 2,61 0,002 Sim (9,35; 17,70) (-2,08; 7,30)
Stanley
Newmont t de Student 6,46 3,28 0,037 Sim (4,67; 8,24) (0,56; 6,00)
Norwegian t de Student 1,94 0,80 0,062 Nao (1,83; 2,05) (-0,50; 2,11)
Pfizer Mann-Whitney 2,10 -0,23 0,001 Sim (1,36; 2,84) (-1,14; 0,68)
Tesla Mann—Whitney 20,72 6,93 0,038 Sim (12,22; 29,23) (-11,50; 25,35)
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A partir dos resultados apresentados, observa-se que o agente de aprendizado por reforco
superou a estratégia Buy and Hold em todas as empresas avaliadas. Em diversas situagoes, o
agente demonstrou capacidade de adaptar suas decisoes de compra e venda a diferentes condigoes
de mercado, resultando em retornos substancialmente superiores. Destacam-se, por exemplo,
General Motors e Intel, que apresentaram diferencas positivas de 11,12 p.p. e 10,03 p.p., respec-
tivamente, quando comparadas ao retorno da estratégia tradicional.

Além disso, o agente exibiu uma alta consisténcia operacional, atingindo lucro em até 100%
das iteragoes para a maioria das empresas. Mesmo nos casos menos favoraveis, como Intel e
Tesla, o agente manteve desempenho positivo em 80% das iteragoes, o que evidencia robustez
nas decisbes tomadas ao longo dos episédios. O comportamento do agente também se destaca
na gestao de risco: na maioria das empresas, a maxima perda acumulada permaneceu em niveis
reduzidos, indicando menor exposicao a perdas durante a trajetéria de decisao.

Além da anélise de desempenho bruto, os resultados estatisticos reforcam de maneira robusta
a superioridade do agente em relacao a estratégia Buy and Hold. Para cada empresa, foram
aplicados os testes t de Student e Mann-Whitney para comparar os retornos médios das duas
abordagens. A hipdtese nula ((Hy) considera que nao ha diferenga entre os retornos médios, isto
é, Hy : Magente < MBuy and Hold, enquanto a hipétese alternativa (Hl) pressupoe que o retorno
médio do agente seja superior ao da estratégia tradicional, Hy : flagente > [Buy and Hold- OS
resultados mostraram diferengas estatisticamente significativas para a maioria das empresas,
com p-valor frequentemente inferiores a 0,01. Empresas como Apple, Microsoft, JPMorgan e
Coca-Cola apresentaram efeitos altamente significativos, indicando que a vantagem do agente
nao se deve ao acaso, mas a um comportamento sistemético de melhor tomada de decisao.
Em poucos casos, como Citigroup, Freeport-McMoRan e Norwegian, nao foi possivel rejeitar
a hipotese nula ao nivel de 5%, embora o agente ainda apresentasse desempenho superior em
termos de retorno médio. Essa combinacao de elevada significincia estatistica, intervalos de
confianga favoraveis e consisténcia pratica consolida a evidéncia de que o agente de AR oferece
ganhos tanto economicamente relevantes quanto estatisticamente sustentados.

Em sintese, os resultados indicam que o agente de AR oferece uma abordagem adaptativa,
com bom gerenciamento de risco e potencialmente mais lucrativa para negociacao de agoes. A
capacidade de maximizar retornos, limitar quedas expressivas e gerar lucro de forma consistente
na maioria dos testes reforca o potencial dessa metodologia como alternativa superior & estratégia

tradicional de Buy and Hold na maior parte dos cenérios analisados.
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VI.5.2 Treinamento e teste para acoes diferentes

O objetivo desta segdo é analisar a capacidade de generalizagdo do agente, ou seja, verificar
se um modelo treinado em determinada acgao consegue apresentar bom desempenho quando
aplicado a uma acao diferente. Essa abordagem busca avaliar se o aprendizado adquirido pelo
agente é especifico de um tnico ativo ou se consegue capturar padroes mais amplos do mercado,
tornando-se aplicavel a diferentes contextos.

Dessa forma, o experimento consiste em treinar o agente utilizando os dados histéricos de uma
empresa e, posteriormente, testar seu desempenho em outra. Essa metodologia é relevante, pois
reflete situagoes reais em que um modelo pode ser exposto a ativos distintos daqueles utilizados
no treinamento, seja por mudancas de portfolio ou pela necessidade de avaliar diferentes setores
do mercado.

Tabela VI.8: Resultados comparativos entre o agente de AR sendo treinado e testado para agoes
diferentes, o agente de AR treinado e testado em uma mesma agao e a estratégia Buy and Hold
por empresa.

Empresa Empresa Retorno Retorno na Retorno Buy SignificAncia
Treino Teste no teste  Tabela VI.6 and Hold(%)  Estatistica
AB;r;I;iS;i JP Morgan 12,45% 11,93% 2,53% Sim
E;T;Si giﬁ:? 10,49% 9,53% 1,84% Sim
Eﬁ;gj Citigroup 19,56% 15,59% 9,93% Nio

Bank of -

JP Morgan America 10,53% 9,46% 1,26% Nao
gﬁfﬁ; Elnel;gi 25.11% 9,46% 1,26% Nio
Citigroup Elnel;‘c’i 10,53% 9,46% 1,26% Sim

Observa-se que, diferentemente dos experimentos anteriores, o agente apresentou um aumento
de desempenho ao ser treinado em uma empresa e avaliado em outra, os resultados da Tabela VI.8
mostram agora uma melhora consistente nos retornos obtidos pelo agente quando comparado
ao cenario em que ele é simultaneamente treinado e testado na mesma agao (Tabela VI.6).
Essa mudanca de comportamento indica que o modelo passou a capturar padroes mais gerais
de mercado, reduzindo sua dependéncia de caracteristicas idiossincraticas de um tnico ativo e
aumentando sua capacidade de transferéncia de aprendizado entre diferentes empresas.

Essa melhora pode ser atribuida a dois fatores principais. Primeiro, ao treinar em uma agao
e testar em outra, o agente é exposto a uma estrutura de precos distinta daquela usada durante

o aprendizado. Em vez de comprometer o desempenho — como ocorreu anteriormente — essa
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divergéncia passou a estimular o agente a internalizar padroes de comportamento mais robustos,
ligados a dinamica setorial na totalidade e nao apenas ao histérico especifico de uma empresa.
O resultado é um agente menos sensivel a ruidos particulares de um ativo e mais responsivo
a movimentos compartilhados entre institui¢oes financeiras, como ciclos de crédito, politicas
monetarias e variagoes macroecondmicas.

Segundo, o fato de varias empresas apresentarem niveis proximos de volatilidade, liquidez e
estrutura temporal de pregos permite que o conhecimento aprendido em um ativo seja aplicavel a
outro. Nesses casos, o agente parece ter aprendido estratégias mais genéricas de posicionamento
em tendéncias de curto e médio prazo, beneficiando-se de maior estabilidade e menos sobreajuste
quando exposto a um novo contexto.

Contudo, é importante destacar que apenas 50% dos casos apresentaram significAncia esta-
tistica, o que limita a confianca na interpretacao de que o agente treinado em uma agao e testado
em outra é, de fato, superior ao cenario em que ele é treinado e testado na mesma empresa. A
auséncia de significincia em metade das combinacoes sugere que parte dos resultados positivos
pode ter ocorrido por variacao aleatéria, o que reduz a robustez das comparacoes. Assim, embora
alguns retornos de teste superem tanto o buy and hold quanto os valores obtidos na Tabela V1.6,
a falta de evidéncia estatistica consistente impede afirmar com seguranca que essa abordagem
generaliza melhor ou traz ganhos sistemaéticos.

Em sintese, embora alguns resultados apontem para um desempenho aparentemente superior
quando o agente é treinado em uma empresa e testado em outra, a auséncia de significAncia
estatistica em metade dos casos impede que essa conclusao seja generalizada com seguranca.
Os achados sugerem um potencial de transferéncia de aprendizado, mas ainda insuficiente para
afirmar de forma robusta que essa abordagem supera consistentemente o treinamento e teste
na mesma agao. Dessa forma, os resultados devem ser interpretados com cautela, indicando a
necessidade de investigacoes adicionais, seja ampliando o conjunto de empresas, seja reforcando
os métodos de validagdo, para determinar se o ganho observado reflete uma capacidade real de

generalizagao ou apenas variagoes conjunturais do mercado.

VI.5.3 Treinamento e teste com um portfélio de acoes

O objetivo desta se¢ao é analisar o desempenho do agente quando o treinamento e o teste sao
realizados em um portfélio de acoes. A ideia é verificar se o modelo, ao aprender em um conjunto
diversificado de ativos, consegue identificar padroes coletivos e inter-relagbes entre diferentes
empresas, traduzindo esse conhecimento em decisoes de negociagao mais consistentes e robustas.

Dessa forma, o experimento consiste em treinar o agente utilizando dados histéricos de um
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portfolio previamente definido e, posteriormente, avaliar seu desempenho nesse mesmo portfélio.
Essa metodologia é relevante porque reflete um cenario real de gestao de carteiras, no qual
investidores tomam decisoes considerando nao apenas o comportamento isolado de uma empresa,
mas a interagao entre diversos ativos que compoem sua estratégia de investimento.

A comparacao é feita em relagdo aos indices S&P500 e Nasdaq, para avaliar se o agente
é capaz de superar esses benchmarks. Com isso, busca-se compreender ndao apenas o retorno
absoluto obtido, mas também a consisténcia e estabilidade do agente diante da dindmica coletiva
de um portfélio de agoes, elemento essencial para validar sua aplicabilidade pratica em contextos
reais de alocag@o de recursos. O portfolio é composto das seguintes agoes: America Airlines,
Apple, Bank of America, Cisco, Citigroup, Coca-Cola, Ford, Freport-Mcmoran, General Motors,

Intel, JP Morgan, Microsoft, Morgan Stanley, Newmont, Norwegian, Pfizer, Tesla.

Tabela VI.9: Resultados comparativos entre o agente de AR sendo treinado e testado em um
portfélio e indices reconhecidos do mercado.

Lucro liquido Retorno do Retorno S&P Retorno
do portfélio ortfolio no periodo Nasdaq no
’ P P periodo
289,79 13,05% 8,37% 12,07%

Os resultados obtidos com o portfélio reforcam a superioridade da estratégia do agente em
relagao aos principais indices de mercado. Conforme apresentado na Tabela V1.9, o agente alcan-
gou um retorno de 13,05%, superando tanto o S&P 500 (8,37%) quanto o Nasdaq (12,07%) no
mesmo periodo. Além disso, o lucro liquido do portfélio foi de 239,79, confirmando a capacidade
da estratégia em gerar ganhos consistentes acima das métricas comparadas.

Essa diferenca evidencia que o modelo nao apenas acompanha o desempenho dos indices de
referéncia, mas também os ultrapassa, demonstrando maior eficiéncia na captura de movimentos
de valorizagao do mercado. Enquanto indices como S&P e Nasdaq representam médias ponde-
radas de um conjunto de empresas e, portanto, diluem as oscilagoes mais expressivas, a politica
de decisao do agente é ajustada continuamente as variagoes observadas nos precos dos ativos, o
que garante maior adaptabilidade.

Dessa forma, a estratégia do agente mostra-se mais vantajosa que as abordagens tradicionais,
j& que alia consisténcia de resultados a flexibilidade de adaptagdo. O fato de superar tanto um
indice amplo e diversificado, como o S&P, quanto um indice mais concentrado em tecnologia,
como o Nasdaq, reforca a robustez da metodologia e sua aplicabilidade em diferentes contextos

de mercado.
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Capitulo VII Conclusoes

VII.1 Analise retrospectiva

Este trabalho investigou a aplicabilidade de Algoritmos de Aprendizado por Refor¢o Profundo
(ARP) para o problema de negociagao intradiaria envolvendo multiplas agoes, com foco em
ambientes de alta granularidade e condi¢Ges proximas ao mercado real. A principal questao
norteadora consistiu em determinar se agentes baseados em ARP seriam capazes de superar
estratégias tradicionais, como o Buy and Hold, tanto no contexto individual de cada ativo quanto
na gestao conjunta de portfolios diversificados.

A abordagem proposta empregou o algoritmo Proximal Policy Optimization (PPO), selecio-
nado ap6s uma andlise comparativa com outras arquiteturas (A2C, SAC e DDPG). Os resultados
mostraram de forma consistente que o PPO ofereceu o melhor equilibrio entre retorno e esta-
bilidade, alcangando o maior retorno agregado (19,59%) e a menor perda acumulada (-1,37%)
entre os métodos avaliados. Esses achados reforgam a adequagao do PPO ao cenario dindmico e
ruidoso das operagoes intradiérias.

Os experimentos permitiram identificar trés aspectos centrais. Primeiro, o agente demons-
trou desempenho superior a benchmarks tradicionais. Quando treinado e testado na mesma
acao, superou a estratégia Buy and Hold em todos os ativos considerados, apresentando lucros
consistentes e recorréncia de resultados positivos mesmo ao longo de miltiplas iteragoes. Em
alguns casos, o ganho superou 10 pontos percentuais em relagao a referéncia. Segundo, essa
superioridade nao foi apenas empirica, mas estatisticamente robusta. Testes t de Student e
Mann—Whitney confirmaram diferengas significativas entre o desempenho do agente e o Buy and
Hold para a maioria das empresas analisadas. Terceiro, a metodologia mostrou-se eficaz também
ao nivel de portfolio. Ao operar simultaneamente 19 ativos, o agente obteve retorno de 13,05%,
sendo superior aos indicadores amplamente utilizados como S&P 500 (8,37%) e Nasdaq (12,07%)
no mesmo intervalo.

Além das evidéncias experimentais, o estudo também contribuiu com a construcdo de uma
infraestrutura completa para coleta, armazenamento e tratamento de dados de alta frequéncia

provenientes do CBOE, incluindo persisténcia em formato Parquet e em banco de dados, permi-
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tindo sua reutilizacao em diferentes experimentos.

Em resumo, os resultados indicam que o ARP é uma alternativa promissora para estratégias
de negociagao intradiaria. A capacidade do agente de ajustar sua politica continuamente em res-
posta as mudancas do ambiente representa uma vantagem competitiva importante em mercados

caracterizados por alta volatilidade.

VII.2 Trabalhos futuros

Apesar dos avangos apresentados, varios caminhos para continuidade da pesquisa se mostram
relevantes. Embora o agente tenha exibido desempenho consistente, sua capacidade de genera-
lizacao entre ativos distintos ainda demanda investigacao aprofundada, dado que a significAncia
estatistica foi alcangada apenas em cerca de metade das combinacOes treinadas e testadas em
acoes diferentes. A incorporacao de varidveis externas, como indicadores macroecondémicos, no-
ticias ou medidas de sentimento, pode ampliar a capacidade do modelo de capturar movimentos
de mercado que nao se refletem unicamente nos precos.

Recomenda-se também comparar o framework proposto com arquiteturas avancgadas de séries
temporais, como redes LSTM, Transformers ou métodos dedicados & negociagao, como o Trading
Deep Q-Network (TDQN), de modo a verificar se a superioridade observada do PPO persiste
diante de modelos mais especializados. Além disso, a otimizacao de hiperparadmetros estruturais,
como janelas temporais menores, estratégias de recompensa alternativas ou detecgao de pontos
de inflexao, podem contribuir para aprimorar o desempenho em cenérios operacionais de tempo
real.

Por fim, os resultados sugerem que, com aprimoramentos adicionais e expansao das arquite-
turas avaliadas, agentes baseados em Aprendizado por Reforco tém potencial para consolidar-se
como alternativas competitivas e eficientes para operagoes intradidrias em ambientes financeiros

caracterizados por elevada complexidade e volatilidade.
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Apéndice A Sumaérios Estatisticos dos Conjuntos de Dados Coletados

Tabela A.1: Estatisticas descritivas das agoes de empresas de tecnologia

Indicador Apple Cisco Intel Microsoft
Acoes no Top of book

Média 142,68 372,91 1484.,66 56,15
Desvio padrao 310,50 357,99 2135,93 98,58
Minimo 1,00 1,00 1,00 1,00
12 Quartil (25%) 30,00 200,00 613,00 5,00
Mediana (50%) 110,00 346,00 1316,00 25,00
32 Quartil (75%) 184,00 503,00 1976,00 98,00
Maéaximo 40.765,00 20.250,00 504.734,00 15.154,00
Precos no Top of book

Média 208,07 62,68 21,49 437,46
Desvio padrao 11,35 5,21 1,62 50,36
Minimo 149,74 5,94 12,00 342,79
1° Quartil (25%) 200,32 59,59 20,28 387,83
Mediana (50%) 208,00 63,22 21,00 447,56
32 Quartil (75%) 213,22 66,15 22,70 478,92
Maximo 244,11 189,00 70,00 600,00
Pre¢o de uma acgao

Média 208,06 62,66 21,49 437,44
Desvio padrao 11,36 4,27 1,61 50,38
Minimo 171,76 52,12 17,89 344,95
12 Quartil (25%) 200,32 59,58 20,28 387,80
Mediana (50%) 208,01 63,18 21,00 447,86
32 Quartil (75%) 213,22 65,97 22,68 478,86
Méximo 244,04 69,89 26,39 561,30
Nimero de acoes vendidas

Média 50,33 62,41 152,99 32,55
Desvio padrao 100,27 101,53 349,20 82,86
Minimo 1,00 1,00 1,00 1,00
1° Quartil (25%) 4,00 6,00 30,00 2,00
Mediana (50%) 20,00 38,00 100,00 10,00
32 Quartil (75%) 100,00 100,00 174,00 45,00

Maéaximo 11.150,00  6.300,00  30.000,00 15.131,00




Tabela A.2: Estatisticas descritivas das a¢des de empresas do setor financeiro

Indicador Bank of America Citigroup JPMorgan Morgan Stanley
Acgoes no Top of book
Média 1397,78 396,01 91,74 97,60
Desvio padrao 1068,93 42273 109,97 121,01
Minimo 1,00 1,00 1,00 1,00
12 Quartil (25%) 700,00 104,00 13,00 19,00
Mediana (50%) 1400,00 250,00 60,00 95,00
32 Quartil (75%) 2000,00 525,00 132,00 142,00
Maximo 62254,00 13019,00 10137,00 17590,00
Precos no Top of book
Média 42,99 75,06 258,92 124,93
Desvio padrao 3,56 10,00 22,38 12,59
Minimo 5,50 10,00 30,10 13,30
12 Quartil (25%) 40,97 69,21 242,39 116,41
Mediana (50%) 43,43 74,18 260,58 126,17
32 Quartil (75%) 45,37 78,61 272,28 132,50
Maximo 62,05 335,01 599,00 250,00
Preco de uma acao
Média 43,00 75,29 258,87 125,26
Desvio padrao 3,51 9,14 21,57 11,50
Minimo 33,08 55,54 200,97 94,54
1° Quartil (25%) 40,99 69,68 242,49 116,61
Mediana (50%) 43,40 74,21 260,66 126,31
32 Quartil (75%) 45,31 78,45 271,01 132,46
Maximo 49,30 96,90 300,95 145,45
Numero de agoes
vendidas
Média 123,96 54,98 35,80 42,76
Desvio padrao 258,14 95,15 57,48 56,21
Minimo 1,00 1,00 1,00 1,00
1° Quartil (25%) 10,00 6,00 3,00 5,00
Mediana (50%) 100,00 26,00 12,00 23,00
32 Quartil (75%) 100,00 100,00 53,00 80,00

Maximo 24000,00 16497,00 4925,00 7405,00
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Tabela A.3: Estatisticas descritivas das agdes de empresas do setor aéreo

Indicador

American Airlines

Delta Airlines

Acgoes no Top of book

Média 2966,02 198,13
Desvio padrao 11492,75 598,16
Minimo 1,00 1,00
1° Quartil (25%) 1300,00 77,00
Mediana (50%) 2684,00 125,00
32 Quartil (75%) 3928,00 230,00
Maéaximo 1005800,00 121212,00
Precgos no Top of book

Média 11,17 48,06
Desvio padrao 1,11 5,34
Minimo 6,50 27,85
12 Quartil (25%) 10,53 44,24
Mediana (50%) 11,29 48,51
32 Quartil (75%) 11,70 50,93
Maéaximo 50,55 129,75
Preco de uma acao

Média 11,17 48,00
Desvio padrao 1,08 5,18
Minimo 8,52 34,74
1° Quartil (25%) 10,54 44,28
Mediana (50%) 11,29 48,49
32 Quartil (75%) 11,69 50,81
Maximo 14,54 60,61
Numero de agoes vendidas

Média 260,64 65,16
Desvio padrao 531,37 181,09
Minimo 1,00 1,00
12 Quartil (25%) 72,00 8,00
Mediana (50%) 100,00 32,00
32 Quartil (75%) 300,00 100,00
Maéaximo 79088,00 24622,00
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Tabela A.4: Estatisticas descritivas das agdes de empresas do setor automotivo

Indicador Ford General Motors Tesla
Acoes no Top of book

Média 11406,65 240,43 73,56
Desvio padrao 11545,60 282,47 217,97
Minimo 1,00 1,00 1,00
1° Quartil (25%) 5119,00 100,00 5,00
Mediana (50%) 10093,00 200,00 25,00
32 Quartil (75%) 15500,00 301,00 100,00
Méximo 714864,00 23400,00 40101,00
Precgos no Top of book

Média 10,34 48,59 295,17
Desvio padrao 0,67 3,64 38,36
Minimo 8,43 14,86 15,00
12 Quartil (25%) 9,93 46,75 263,63
Mediana (50%) 10,26 48,47 297,52
32 Quartil (75%) 10,68 50,17 326,97
Maéaximo 13,00 118,98 670,35
Preco de uma acao

Média 10,34 48,55 295,16
Desvio padrao 0,67 2,75 38,34
Minimo 8,47 41,51 214,61
19 Quartil (25%) 9,93 46,81 263,62
Mediana (50%) 10,26 48,45 297,50
32 Quartil (75%) 10,68 50,05 326,94
Méximo 11,97 54,70 366,29
Numero de agoes vendidas

Média 396,41 63,72 56,47
Desvio padrao 999,02 122,57 110,88
Minimo 1,00 1,00 1,00
1° Quartil (25%) 18,00 8,00 6,00
Mediana (50%) 100,00 43,00 25,00
32 Quartil (75%) 357,00 100,00 98,00
Méximo 62300,00 12385,00 13948,00
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Tabela A.5: Estatisticas descritivas das agoes de empresas do setor de mineragao

Indicador

Freeport-McMoRan Newmont

Acgoes no Top of book

Meédia 246,72 333,46
Desvio padrao 301,73 588,69
Minimo 1,00 1,00
12 Quartil (25%) 100,00 125,00
Mediana (50%) 200,00 300,00
32 Quartil (75%) 325,00 431,00
Méximo 15736,00 47890,00
Precgos no Top of book

Média 39,34 53,05
Desvio padrao 4,32 5,71
Minimo 4,00 6,00
12 Quartil (25%) 37,24 48,44
Mediana (50%) 39,13 53,16
32 Quartil (75%) 41,95 57,41
Maximo 85,27 85,00
Preco de uma acgao

Média 39,30 53,12
Desvio padrao 3,90 5,31
Minimo 27,94 41,94
12 Quartil (25%) 37,27 48,48
Mediana (50%) 39,05 53,18
32 Quartil (75%) 41,71 57,36
Maximo 48,79 66,44
Niumero de agoes vendidas

Média 70,59 64,66
Desvio padrao 113,05 94,52
Minimo 1,00 1,00
12 Quartil (25%) 10,00 10,00
Mediana (50%) 52,00 43,00
32 Quartil (75%) 100,00 100,00
Maximo 10000,00 8300,00
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Tabela A.6: Estatisticas descritivas das agGes de empresas de setores diversos

Indicador Coca-Cola General Electric Norwegian Cruise Line Pfizer
Acgoes no Top of book
Média 377.04 40.70 618.92 2504.75
Desvio padrao 354.65 90.28 1145.79 4711.44
Minimo 1.00 1.00 1.00 1.00
12 Quartil (25%) 120.00 5.00 251.00 1047.00
Mediana (50%) 320.00 11.00 500.00 2108.00
32 Quartil (75%) 541.00 49.00 717.00 3400.00
Maximo 20118.00 10000.00 147871.00 861176.00
Precos no Top of book
Média 70.71 222.78 19.21 24.15
Desvio padrao 1.34 30.38 2.37 1.32
Minimo 62.30 25.00 11.00 14.57
12 Quartil (25%) 69.52 199.96 17.45 23.14
Mediana (50%) 70.91 221.91 18.91 24.14
32 Quartil (75%) 71.74 247.48 20.30 25.22
Maximo 86.88 402.25 34.33 30.36
Preco de uma acao
Média 70.70 223.16 19.20 24.15
Desvio padrao 1.33 28.21 2.33 1.32
Minimo 66.58 159.72 14.21 20.96
1° Quartil (25%) 69.52 200.14 17.46 23.14
Mediana (50%) 70.90 221.89 18.90 24.15
32 Quartil (75%) 71.72 247.35 20.29 25.24
Maximo 74.38 274.83 26.89 27.24
Numero de agoes
vendidas
Média 53.13 36.94 111.52 168.00
Desvio padrao 87.58 83.16 336.81 726.62
Minimo 1.00 1.00 1.00 1.00
1° Quartil (25%) 3.00 4.00 15.00 10.00
Mediana (50%) 24.00 14.00 100.00 100.00
32 Quartil (75%) 100.00 59.00 100.00 170.00
Maéaximo 8600.00 35862.00 35531.00 374266.00
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