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RESUMO

Kairos - Método de deteccao e tratamento de desvio de conceito para previsao de atrasos

de voos

Leonardo Mosqueira de Carvalho

Orientadores:
Eduardo Soares Ogasawara
Anténio Tadeu Azevedo Gomes

Resumo da Tese submetida ao Programa de Pés-graduagao em Engenharia de Produgao e Sistemas
do Centro Federal de Educagdo Tecnolégica Celso Suckow da Fonseca CEFET/RJ como parte
dos requisitos necessarios a obtencao do titulo de doutor.

Este trabalho foca na detecgao e tratamento de desvio de conceito em modelos de previsao de
atrasos de voos no dominio da aviagao. O desvio de conceito se refere a mudancas nas distribuicoes
de dados ao longo do tempo, o que pode afetar a eficicia dos modelos de previsao. O objetivo deste
estudo foi desenvolver um método que pudesse detectar e lidar com tais desvios, visando melhorar
a precisao e confiabilidade dos modelos de previsao de atrasos de voos.

Foi realizada uma extensa pesquisa sobre o estado da arte em desvio de conceito e sua aplicagao
no campo da aviacao. Os métodos existentes foram considerados geralmente genéricos e nao adap-
tados as caracteristicas especificas da aviacdo. Como resultado, foi proposto um novo método
chamado Kairos, que utiliza analise de distribuicao e janelas deslizantes para detectar e tratar
desvio de conceito. Experimentos comparativos foram entao realizados, comparando o método
Kairos com métodos de detecgao de desvio de conceito do estado da arte. Os métodos ativos de
identificacao e tratamento de desvio mostraram-se mais eficazes do que o método passivo.

Ao longo dos experimentos, o Kairos apresentou um desempenho superior aos demais métodos
ativos de detecgao e tratamento de desvio de conceito em termos de desempenho. Os resultados
foram consistentes em diferentes conjuntos de dados e perspectivas de andlise, demonstrando a
eficicia do método proposto.

Palavras-chave:
Desvio de conceito, Previsao de atrasos de voos, Modelos de aprendizado de maquina, Deteccao
de desvio de conceito, Tratamento de desvio de conceito

Rio de Janeiro,

16 de Agosto de 2023



ABSTRACT

Kairos - Concept Drift Detection and Treatment Method for Flight Delay Prediction

Leonardo Mosqueira de Carvalho

Advisors:
Eduardo Soares Ogasawara
Antonio Tadeu Azevedo Gomes

Abstract of tesis submitted to Programa de Pés-graduacao em Engenharia de Produgao e Siste-
mas - Centro Federal de Educagido Tecnolégica Celso Suckow da Fonseca CEFET/RJ as partial
fulfillment of the requirements for the degree of doctor.

This work focuses on the detection and treatment of concept drift in flight delay prediction
models in the aviation domain. Concept drift refers to changes in the data distributions over time,
which can affect the effectiveness of prediction models. The objective of this study was to develop
a method that could detect and handle such drifts, aiming to improve the accuracy and reliability
of flight delay prediction models.

Extensive research was conducted on the state of the art in concept drift and its application
in the aviation field. Existing methods were found to be generally generic and not tailored to the
specific characteristics of aviation. As a result, a new method called Kairos was proposed, which
leverages distribution analysis and sliding windows to detect and treat concept drift. Comparative
experiments were then conducted, comparing the Kairos method with state-of-the-art concept drift
detection methods. The active methods for drift identification and treatment were found to be
more effective than passive methods such as retraining.

Throughout the experiments, Kairos consistently outperformed the other active concept drift
detection and treatment methods in terms of performance. The results were consistent across dif-
ferent datasets and analysis perspectives, demonstrating the robustness and effectiveness of the
proposed method.

Key-words:
Concept drift, Flight delay prediction, Machine learning models, Concept drift detection, Con-
cept drift treatment

Rio de Janeiro,

16 de Agosto de 2023
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Capitulo I Introducao

Dentre os sistemas de transporte, o aéreo é um dos mais criticos [Wu and Truong, 2014]. Neste,
o atraso é um dos indicadores de desempenho mais analisados [IATA, 2021]. Embora haja diversas
maneiras de avaliar os atrasos, na maioria das vezes, um limite de tolerancia para o atraso é usado,
seja na saida ou na chegada. No Brasil, por exemplo, este limite é de 15 minutos.

Atrasos em voos podem ter diversos impactos negativos para passageiros, companhias aéreas
e aeroportos, prejudicando todo o sistema de transporte aéreo [Sathanur et al., 2019]. Dada a
incerteza de sua ocorréncia, os passageiros geralmente planejam viajar muitas horas antes para
seus compromissos. Eles podem ter que aumentar seus custos de viagem para chegar a tempo. Por
outro lado, as companhias aéreas sofrem penalidades, multas e custos adicionais de operacao, como
retencao de tripulantes e aeronaves em aeroportos. Além disso, do ponto de vista da sustentabili-
dade, atrasos também podem causar danos ambientais, aumentando o consumo de combustivel e
as emissoes de gases [Rebollo and Balakrishnan, 2014].

Em relacao as caracteristicas que levam a atrasos de voos, o sistema aéreo brasileiro é muito
semelhante aos principais sistemas do mundo. Podemos citar o clima como uma das principais
varidveis associadas ao indicador de atraso de voo [Sternberg et al., 2016]. Contudo, existem vérios
outros fatores que adicionam complexidade as andlises, como eventos pontuais, contextos sociais e
politicos, sazonalidade, e até outros aspectos como, por exemplo, os que pudemos observar com a
pandemia de COVID-19, que foi motivo de disrupcao no sistema [EUROCONTROL, 2021].

Segundo a Agéncia Nacional de Aviacao Civil (ANAC), no mercado de voos domésticos no Bra-
sil, de janeiro a dezembro de 2020, foram transportados 45,2 milhoes de passageiros domésticos. Isso
representa uma queda acumulada de 52,5% em relacdo ao mesmo periodo de 2019. Em dezembro
de 2020, houve 80,3% menos passageiros que o mesmo més em 2019, tendo o total de passageiros
em 408 mil [ANAC, 2021].

O mercado de voos internacionais, com partidas e chegadas no Brasil, acumulou quedas de 71%
e 62,6% entre demanda e oferta, de janeiro a dezembro de 2020 se comparado a 2019. Durante todo
o ano de 2020, foram transportados 6,75 milhoes de passageiros no mercado internacional. Este
numero é 72% menor do que foi registrado no acumulado dos 12 meses do ano anterior.

Em dezembro de 2019, cerca de 79% dos voos chegaram sem atraso, com uma média geral de
atrasos em minutos de 38,6 minutos. Em época ainda pré-pandémica, em fevereiro de 2020, vemos

como esses numeros ainda sao préximos, com cerca de 84% dos voos no hordrio e um tempo médio
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de atrasos de 37 minutos. Em maio de 2021, cerca de 92,8% dos voos chegou no horario, com uma
média de 30 minutos de atraso. Com a reducao de voos e passageiros em periodo de pandemia,
existe uma clara mudanca de patamares de voos que chegam em tempo e de média de atrasos
[ANAC, 2021].

Dentre os tltimos dados comparativos liberados para 2019, apdés dois anos seguidos de cresci-
mento em percentuais de voos atrasados, houve pequena queda em 2019 de 3% em relacao a 2018.
Porém, muito maiores que os niveis registrados em 2016. Ainda em 2019, no mercado doméstico,
foram realizados 804,9 mil voos (redugao de 1,4%) e transportados 95,3 milhoes de passageiros (alta
de 1,8%). Houve queda de 1,7% na oferta e aumento de 1,14% na demanda, resultando em um
aumento no aproveitamento das aeronaves, de 82,0% para 84,3% [ANAC, 2021]. Uma das poucas
localidades onde a capacidade cresceu menos que a demanda foi a América Latina. Enquanto a
demanda global aumentou 3,4% e a capacidade aumentou 5,4%, na América Latina a demanda au-
mentou 5,8% enquanto a capacidade aumentou apenas 3,4%, segundo o International Air Transport
Association (IATA) [IATA, 2021].

Verificamos novamente um ano atipico, e contrariando qualquer expectativa, quando apuramos
que as companhias aéreas dos EUA transportaram 557 milhGes de passageiros a menos em 2020
do que em 2019, queda de 60% ano a ano. Para todo o ano de 2020, de janeiro a dezembro, as
companhias aéreas dos EUA transportaram 369 milhGes passageiros. Valor abaixo de 927 milhoes
em 2019 e 889 milhoes em 2018. O trafego de passageiros em 2020 foi o mais baixo em companhias
aéreas dos EUA desde meados da década de 1980 [BTS, 2019]. Verificamos como 2020 foi um ano
atipico quando vemos que seu patamar de atrasos em voos ficou em 9%, algo nunca registrado pelo
Bureau of Transportation Statistics (BTS) [BTS, 2019]. O BTS estima que as companhias aéreas
dos EUA transportaram mais passageiros em 2019 do que em qualquer ano anterior. Para todo o
ano de 2019, de janeiro a dezembro, as companhias aéreas transportaram o maior total com base
em registros comparaveis desde 2003. O niimero de passageiros em 2019 aumentou 4,1% em relacao
a 2018, um aumento de 9,0% em relacdo a 2017 e um aumento de 12,3% em relacao a 2016.

Segundo o EUROCONTROL [2021], em termos de atraso geral, o atraso médio por voo no 1°
trimestre de 2021 diminuiu em 1 minuto para 8,4 minutos por voo, enquanto os niveis de trafego
anuais estao cerca de 58% em comparacao ao 1° trimestre de 2020. Espera-se que os niveis voltem
ao patamar de 2019 apenas em 2024. No segundo trimestre de 2021, existe um alto desempenho na
pontualidade, com 87,1% dos voos chegando dentro de 15 minutos, ou antes do horario programado
de chegada. Tal desempenho é atribuido a diminuicao de voos e a possibilidade de partidas antes
do previsto, chegando, por sua vez, muitas vezes antes de seu tempo estimado para chegada. O
motivador clima continua sendo um fator relevante para o atraso médio por voo. Essa contribuicao

aumentada de atraso de tempo de 1 minuto por voo foi impulsionada por eventos climéticos no
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aeroporto (ventos fortes e neve) em janeiro e fevereiro de 2021.

A aplicacao de modelos de aprendizado de maquina entram neste cendrio como instrumento de
avaliacao e de tomada de decisoes de operacao, trajeto, escala, dentre outras, visando a correcao ou
melhoria do sistema aéreo. Por esta razao, muitos modelos preditivos foram desenvolvidos para este
fim [Rong et al., 2015; Kim et al., 2016; Yu et al., 2019]. Os modelos de aprendizado de méaquina
se baseiam em dados, que no caso da aviagdo comercial, podem vir de diversas bases diferentes,
como dados das operagoes de aeroportos, controles de trafego, entidades reguladoras, companhias
de aviacao, e diversas outras como monitoramento e informacgoes gerais sobre o clima.

Na aviagao hd um grande fluxo de dados relacionados a sistemas de monitoramento, operacao
e controles de voo. Ha uma abundancia de dados que podem orientar andlises e decisdes que
possibilitam resolver ou mitigar as causas dos atrasos. Esses dados sao a base para estruturacao de
modelos de andlise de dados. Tais modelos sao utilizados subsequentemente para prover informacoes
preditivas e prescritivas a partir das novas informagoes entrantes. Entretanto, a assertividade desses
modelos depende da manutencao da relacao entre as novas informagoes entrantes e os dados que
deram base ao modelo treinado. Nos casos onde essa relagdo muda para cendrios que nao fizeram
parte do treinamento, o modelo pode nao ser mais vélido.

O Desvio de Conceito é a denominacao dada a essa perda de aderéncia do modelo preditivo aos
dados usados como base para o treinamento. A mudanca nos dados em relagao aos dados utilizados
para o treinamento ocorre de tal forma que o modelo nao consegue mais manter o mesmo nivel de
desempenho. Essas mudancas podem estar, por exemplo, relacionadas a escala do sistema (nimero
de voos, passageiros e capacidade do aeroporto). Mesmo quando ndo hd mudanca na escala, a
relagdo entre as varidveis do sistema de voo (varidveis de entrada) e atrasos (varidvel de saida)
pode mudar [Iwashita and Papa, 2019].

O desvio de conceito pode ser caracterizado como Abrupto, Gradual, Incremental ou Recorrente
[Iwashita and Papa, 2019]. O desvio abrupto é aquele em que existe uma disruptura brusca, onde um
contexto é instantaneamente substituido por outro. O desvio gradual apresenta a mistura de dois
contextos, um anterior e um mais novo, em determinado periodo, até que existe uma substituicao
pelo novo. No desvio incremental, as diferencas acontecem gradualmente, sendo percebidas apenas
em longos periodos. O desvio recorrente se caracteriza pela variagdo entre contextos, onde existe
uma alternancia com certo grau de regularidade, como os ciclos das estagoes, ou datas especificas
como o Dia dos Pais, Dia das Maes e Natal [Lu et al., 2019].

A literatura indica que a existéncia de desvio de conceito pode impactar os modelos preditivos da
forma que apresentem queda de eficicia com o tempo ou até se tornem totalmente inadequados por
um periodo, ou na sua totalidade, dependendo das mudancas ocorridas [Gama et al., 2014; Webb

et al., 2016; Iwashita and Papa, 2019]. Para resolver este problema, na aviagao, alguns estudos
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testaram algoritmos que retreinam os modelos se um desvio ocorre, ou que podem se adaptar as
mudancas, como redes neurais recorrentes [Khamassi and Sayed-Mouchaweh, 2014; Pesaranghader
and Viktor, 2016; Kim et al., 2016]. Entretanto, o tema ainda se apresenta aberto e héd lacunas a

serem estudadas.

1.1 Definicao do problema

Inicialmente, podemos dividir os modos de tratamento do desvio de conceito em dois, passivos
e ativos. No modo passivo, os métodos sao adaptados em intervalos regulares, independentemente
de as mudangas terem ocorrido. Os exemplos incluem métodos que ponderam os exemplos de
acordo com sua idade e métodos que usam janelas de tempo de tamanho fixo. Outro exemplo de
uma forma passiva é o de modelos combinados, consistindo na existéncia prévia de mais de um
modelo, gerando um modelo combinado. Desta forma, a possivel perda de desempenho de um dos
modelos pode ser mitigada pela combinagao. No modo ativo, métodos apenas alteram o modelo de
decisao apods a deteccao de um desvio. Eles sao usados em conjunto com um modelo de detecgao.
Sempre que um novo lote de dados aé introduzido, a detecgdo de desvio é aplicada. Se nenhum
desvio for detectado, o modelo treinado anteriormente ainda serd usado. No entanto, se o desvio
for detectado, um novo modelo é construido usando novas distribuicoes de dados.

Os modelos de aprendizado de méquina sao geralmente estruturados com dados histéricos que
dao suporte a treinamento e teste. No entanto, hd mudancas de contexto que tornam os resultados
dos modelos menos precisos ao longo do tempo [Lu et al., 2019]. Essa mudanca de contexto é
inerente ao cenario de voo e, portanto, é crucial para prever atrasos de voos. Essa complexidade
deve ser trazida aos modelos de tratamento, de forma ativa ou passiva, para serem mantidos com
um nivel minimo de confianga, mitigando problemas operacionais e possibilitando melhorias no
sistema de planejamento de voo, rotas e operagoes gerais. Diante deste cendrio, verificamos que a
adocao da deteccao e tratamento do desvio de conceito mostra claro potencial de complementacao
aos modelos de aprendizagem de maquina para atrasos e voos [Kim et al., 2016].

As principais perguntas deste trabalho podem ser traduzidas em: “Qual é o impacto da detecgao
e tratamento de desvio de conceito na predicao dos atrasos de voos na aviagdo e como isso se
compara a abordagem tradicional sem considerar o desvio de conceito? Quais sdo as vantagens
dos métodos ativos em relacao aos passivos na deteccao e tratamento do desvio de conceito nos
atrasos de voos? Além disso, existe ganho na aplicacdo de um novo método ativo para detecgao
e tratamento de desvios de conceito no contexto de atrasos aéreos, que trate suas caracteristicas,
como comportamentos sazonais?”

Essas perguntas da tese visam investigar o impacto da deteccao e tratamento de desvio de
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conceito nos atrasos de voos na aviacao, considerando a lacuna de estudos que até o momento
tém se concentrado principalmente na abordagem tradicional, que nao considera o desvio de con-
ceito. Além disso, a pesquisa analisard as vantagens dos métodos ativos em relacdo aos passivos
na deteccgao e tratamento do desvio de conceito nos atrasos de voos. O objetivo é explorar como o
desvio de conceito pode afetar os atrasos de voos e se a utilizagdo de métodos ativos pode propor-
cionar melhorias significativas na previsao e gestao dos atrasos em comparacao com a abordagem
tradicional. Essa andlise permitird identificar e compreender as vantagens dos métodos ativos em
termos de deteccao precoce, adaptacao dinamica e tomada de decisao em tempo real, visando a

minimizacao dos atrasos e otimizacao do desempenho operacional na aviagao.

1.2 Objetivo

O objetivo desta tese é desenvolver um modelo de deteccao de desvio para uso na area de aviagao
em complementacao aos modelos de predicao de atrasos em voos. Verificamos casos limitados de
aplicacao de formas tradicionais de resolugao de desvio de conceito, como aprendizado incremental,
onde existe um ciclo de troca e incremento de contextos, e o retreinamento sem identificacao de
desvio, o qual chamamos de tratamento passivo neste trabalho. Em complemento, a maioria dos
modelos de detecgao de desvio propostos sao de aplicacao genérica, nao existindo indicagao de
melhor aplicacao por area de atuacgao.

O método proposto para a deteccao de desvio de conceito é ativo e prévio, e ocorre através da
andlise das distribuigoes de dados entrantes no sistema de predigdo. O modelo é ativo no sentido
de ser um modelo que tratara eventos a medida que identificar mudancas e prévio no sentido de
ocorrer em momento anterior ao processamento do modelo de aprendizado de maquina que efetuara
a predicdo. A hipdtese é que o desvio de conceito pode ser identificado analisando diferentes
contextos e distribuigoes dos dados usados como base para os modelos de predicao, identificando
previamente nesses modelos qual seria o melhor modelo jé existente para seu processamento ou
direcionar para um novo treinamento.

A novidade e contribuicao no desenvolvimento desse trabalho estd no fato de estarmos explo-
rando um novo método de deteccao de desvio de conceito, e em momento e forma diferentes dos
métodos que hoje formam o estado da arte nesta disciplina. O modelo proposto objetiva atender a
lacunas hoje nao tratadas de forma 6tima pelos demais modelos do estado da arte, como os desvios
de conceito recorrentes. Por fim, o modelo proposto também visa trazer uma forma de deteccao
menos reativa, com menor necessidade de reprocessamento, buscando tratamento de cendrios de

dados em tempo real.
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1.3 Estrutura da tese

Além deste capitulo de introducao, esta tese estd subdividida em demais seis capitulos. No
Capitulo II é feita uma explanacao da area de aviagao, dos modelos e métodos utilizados para estudo
e predigao de atrasos em voos. O Capitulo IIT apresenta o Desvio de Conceito, seus tipos, aplicagoes
e estado da arte. O Capitulo I'V descreve trabalhos relacionados da disciplina de Desvio de Conceito
e sua aplicagao, tanto abrangentemente, como na drea de aviagao. O Capitulo V estrutura o modelo
de deteccao de desvio, o detalha e apresenta como serao efetuados os cédlculos e comparagoes. O
Capitulo VI segue com o detalhamento da estrutura do modelo de detecgao de desvio, e apresenta
com maior nivel de profundidade como foram efetuados os calculos e comparagoes. Seguido pelo
Capitulo VII, com os resultados obtidos e andlises feitas a partir dos experimentos. E finalmente,
a tese é finalizada com o Capitulo VIII, de Conclusoes.

Adicionalmente, segue o Apéndice A, que descreve o histdrico dos experimentos prévios feitos
até a qualificacao para embasar parte da tese, onde apresentamos passos e resultados preliminares

que nos levaram as hipdteses correntes.
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Capitulo IT Predicao de atrasos em voos

II.1 Atrasos em voos

A aviagao comercial é um complexo sistema distribuido de transporte e responsavel pelo trans-
porte de milhares de pessoas todos os dias ao longo do globo. Este sistema demanda alto nivel de
gerenciamento para manutenc¢ao da sua eficiéncia. A aviagdo, por sua vez, influencia diretamente
em varias outras areas de atuagao e na economia. Envolve diversas partes e atores, como os proprios
passageiros, mas também pilotos, equipes de bordo e de operagao aeroportudria [Ball et al., 2007].

Um dos problemas mais comuns no setor de aviacao comercial é o atraso em voos, que merece
atencao e andlise de indicadores em qualquer area ou entidade que participe da operagao ou controle
do setor. Podemos definir o atraso em voos como um problema: (i) de classificagdo (regressao
logistica), na identificacao de existéncia ou nao de atraso; ou (ii) de regressao, por exemplo, para
estimativa do tempo de atraso [Wieland, 1997].

Os atrasos podem ser verificados em diversos niveis e por diversas causas. Os passageiros, por
exemplo, seguem seus proprios itinerarios com cada um o seu planejamento. A modalidade de
transporte aéreo pode ser apenas um dos passos nesse planejamento. Companhias aéreas tém toda
a carga de panejamento de capacidade, horarios para aeronaves, pilotos e comissarios de bordo. As
partes deste sistema incluem operacoes de terminais, aeroportos, pistas e gerenciamento do espago
aéreo [Britto et al., 2012].

Todos esses atores e varidveis sao suscetiveis a diferentes tipos de atrasos em varios niveis.
Alguns exemplos incluem problemas mecanicos, condi¢oes climaticas, atrasos no solo, controle de
trafego aéreo, filas de pista e restrigoes de capacidade [Xu et al., 2008]. Pilotos, comissarios de bordo
e aeronaves podem ter horédrios diferentes devido aos descansos exigidos por lei, deveres e planos
de manutengao para aeronaves. Assim, qualquer interrupc¢ao no sistema pode influenciar nos voos
subsequentes da mesma companhia aérea [Deshpande and Arikan, 2012]. Além disso, disturbios
podem causar congestionamento no espaco aéreo ou mesmo em outros aeroportos, criando filas e
atrasando alguns voos de outras companhias aéreas [Xu et al., 2005; Rodriguez-Sanz et al., 2019].

Desta forma, estudar os atrasos nos voos é um assunto essencial para companhias aéreas, ae-
roportos, provedores de servigos de navegacao aérea, entidades de controle como a ANAC [ANAC,
2021], a Federal Aviation Administration (FAA) [FAA, 2017] e o European Organization for the
Safety of Air Navigation (EUROCONTROL) [EUROCONTROL, 2021].
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Diferentes fontes podem induzir atrasos e afetar aeroportos, companhias aéreas ou toda a malha
aérea, sendo importante distinguir um atraso originario de atrasos subsequentes ou propagados. Um
atraso originario é causado por um evento gerador, que pode resultar da operacao do aeroporto,
tripulagdo, entre vérios outros [Abdelghany et al., 2004].

Podemos diferenciar momentos ou niveis em que podem ocorrer atrasos. Por exemplo, o atraso
na partida corresponde a diferenca entre o horario original de partida para decolagem e o tempo
real de partida. Dami and Yahaghizadeh [2018] propuseram uma forma baseada em Internet of
Things (IOT) de prever eventos de atraso de partida.

O atraso na chegada é outra forma de verificar o atraso. Os estudos referentes a chegada discu-
tem previsoes, caracteristicas e causas de atrasos que resultaram na diferenca. Uma vez entendido
que o voo comegou sem demora, € possivel destacar alguns fatores que levam ao atraso de chegada.
Geralmente inclui o tempo na rota ou destino, bem como problemas de trafego que podem afetar
e causar o atraso de chegada apds uma saida pontual [Abdel-Aty et al., 2007]. Chakrabarty [2019]
analisou o atraso na chegada de voo usando quatro algoritmos supervisionados de aprendizagem
de méquina. Além disso, Rodriguez-Sanz et al. [2019] definiram uma metodologia para prever e
avaliar as condicGes operacionais do sistema de chegada do aeroporto.

Como um atraso na chegada ou partida pode gerar atrasos subsequentes, torna-se necessario
também efetuar analise de propagacao de atrasos. Nela, o objetivo é entender como ocorre essa
propagacao a partir de um atraso originario. Esse cenario acontece quando ocorrem atrasos que
impactam outros voos da mesma companhia aérea, como reacoes em cadeia. Envolve previsao,
decisoes de custo-beneficio, realocagao de recursos, re-planejamento de rotas, relocagao operacional,
entre outros [Fleurquin et al., 2014, 2013]. Rodriguez-Sanz et al. [2018] estudaram o quao estaveis
e confidveis os transportadores podem ser para se recuperar da propagacao de atrasos. Os atrasos
também podem ser apresentados em diferentes niveis, como atrasos nos aeroportos, comumente
associados a alocacao de tripulantes, gerenciamento de bagagem, qualidade dos servicos, téaxi,
estacionamento, service desk e atrasos de passageiros [Xu et al., 2008].

Na visao da capacidade aeroportuaria e do sistema, é essencial analisar os investimentos em in-
fraestrutura para alcangar um equilibrio competitivo entre oferta e demanda. A andlise da mudanca
de capacidade desencadearia um conjunto complicado de ajustes e interacoes entre a demanda de
passageiros, passagem aérea, frequéncia de voo, tamanho da aeronave e atrasos de voo, levando
a uma mudanga no equilibrio. Chandramouleeswaran and Tran [2018] ilustram um procedimento
para prever futuros atrasos nos aeroportos com base em recursos de tempo, congestionamento da
rede e condigoes climéticas.

Outro nivel em que se pode evidenciar atrasos é o nivel de companhia aérea, onde é possivel

selecionar alguns fatores, como alocacao de equipes, desembaracos, abastecimento e a porcentagem
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de uso de aeronaves. Essa perspectiva filtra o estudo na visdo de uma ou mais companhias aéreas,
onde seus resultados visam identificar problemas, formas de resolu¢ao ou como melhorar o sistema
[Rebollo and Balakrishnan, 2014; Schultz and Reitmann, 2019a]. Deshpande and Arikan [2012]
analisaram atrasos das companhias aéreas, considerando o tempo de bloqueio programado alocado
para os voos. Em um nivel maior, podemos analisar o atraso na malha aérea, constituida de todos
os itens que a formam, inclusive a rede de rotas. Du et al. [2018] mostraram que, no sistema aéreo,
apenas alguns aeroportos impactam outros aeroportos em propagacao de atrasos, e que todo o

sistema pode ser afetado.

II.2 Meétodos utilizados para andalise de atrasos em voos

Nesta secao, apresentamos os diversos tipos de métodos utilizados para andlise de atrasos em
voos, seguindo uma linha do tempo. Para isso, utilizaremos como base a taxonomia apresentada
por [Carvalho et al., 2021], onde os métodos podem ser classificados como: Andlise Estatistica,
Classificacao, Regressao, Anélise de Redes, Agrupamentos (clustering), Mineracao de Padroes e
Aprendizado de Mdquina. Para este 1ltimo dedicaremos uma secao especifica.

Modelos baseados em anadlises estatisticas sao os modelos historicamente mais utilizados, que
podem incluir andlise de correlagao, Monte-Carlo, testes paramétricos, testes ndo paramétricos e
andlise multivariada (MVA). Tais métodos sao normalmente baseados em dados numéricos histéricos
para chegar a conclusoes sobre o que ocorreu. Podemos ver um exemplo em Abdel-Aty et al. [2007],
onde calcularam a média diaria de atrasos para detectar correlagoes para entender as principais
causas de atrasos no Aeroporto Internacional de Orlando.

Seguindo um pouco na linha do tempo, ainda se identifica o uso de métodos estatisticos. No
entanto, esses trabalhos ja incluem modelos de arvores condicionais e de decisao. Eles comecam
a analisar eventos causais, seus potenciais riscos, provaveis riscos residuais. Entao, a partir dessa
andalise, permitem que os processos de tomada de decisdao se concentrem em problemas com as
probabilidades e impactos mais significativos [Post et al., 2006; Tu et al., 2008; Zonglei et al., 2008].
Classificacao é o processo de criacao de um modelo (classificador) a partir de dados. A partir de um
conjunto de dados com um atributo categérico (rétulo de classe), um modelo é construido a partir
de um subconjunto dos outros atributos do conjunto de dados para prever o rétulo de classe. A
classificacao é conhecida como aprendizagem supervisionada. Dois padroes de métodos estatisticos
de classificacdo de aprendizagem comumente utilizados incluem &rvores de decisao [Thiagarajan
et al., 2017] e Naive Bayes [Choi et al., 2016; Yanying et al., 2019].

Encontramos também modelos usando teoria dos grafos para modelar a rede de comunicagao

de rotas entre aeroportos. Além disso, a partir dessa rede, implementar técnicas para resolver
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problemas praticos. Por exemplo, a analise da proximidade entre os aeroportos conforme as rotas
disponiveis, identificar gargalos ou pontos de concentragao entre rotas [Liu and Willsky, 2013; Xu
et al., 2015; Dai et al., 2018].

Outro método largamente utilizado é o agrupamento, que retine técnicas para agrupar dados
por métricas de similaridade. Os objetos em um cluster sao semelhantes, mas diferem de objetos
de outros agrupamentos [Shalev-Shwartz and Ben-David, 2013]. Nessa abordagem, é desconhecido
um rétulo de classe, caracterizando a abordagem de aprendizagem nao supervisionada. Estudos
incluem Woodburn and Ryerson [2014], que aplicaram andlises de agrupamento para simular como
a implantacdo de uma quinta pista no Aeroporto Internacional de Hartsfield-Jackson Atlanta, na
Geodrgia, pode influenciar a previsibilidade das chegadas de voos.

A andlise de regressao estuda a relagao entre uma varidvel denominada varidvel dependente
e outras varidveis denominadas variaveis independentes. A relacao entre elas é representada por
um modelo matematico e, havendo correlacao entre as variaveis, pode fornecer previsao de com-
portamento futuro. Um dos modelos de regressao, o modelo de regressao linear simples, define
uma relacao linear entre a varidvel dependente e uma variavel independente. Se vérias variaveis
independentes estiverem envolvidas, isso serd chamado de modelo de regressao linear multipla [Han
et al., 2012]. Modelos de regressao sao comumente usados para construir um modelo de regressao
multipla do sistema de voo [Post et al., 2006; Nayak and Zhang, 2011; Zhang and He, 2010]. Ding
[2017] propde um método para modelar usando regressao multipla para prever o atraso de chegada.
Vérios outros estudos criaram modelos de regressao linear para previsao de atrasos [Scarpel and
Pelicioni, 2018; Cheng and Xing, 2011; Nigam and Govinda, 2018; Wang et al., 2018; Diana, 2011;
Cheng et al., 2016; Wang et al., 2016; Tejasviram et al., 2016; Xu et al., 2008].

Mais recentemente, estudos comecaram a aparecer usando métodos de aprendizagem de maquina
para simuladores e previsao de eventos [Chandramouleeswaran and Tran, 2018; Moreira et al., 2018;
Feuser Fernandes and Miiller, 2019]. Esses modelos podem utilizar um ou mais dos métodos menci-
onados até agora, mas se caracterizam como métodos adaptativos e que se baseiam em treinamento

e teste dos modelos que se adéquam a diversos contextos e suas mudancas.

II.3 Aprendizado de maquina

Aprendizado de Maquina é o estudo de métodos que constroem um modelo a partir de dados.
Ele usa dados de amostra, conhecidos como um conjunto de treinamento, para construir modelos de
previsao. Modelos de aprendizagem de maquina tratam parametros por um conjunto de validacao,
e a avaliagdo real produzida usando o conjunto de teste. Nesta categoria, por exemplo, estao

todas as Redes Neurais, como redes neurais recorrentes, redes neurais em cascata e aprendizagem
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profunda (Deep Learning, como CNN e LSTM) [Pouyanfar et al., 2018].

Existem dois tipos principais de redes neurais artificiais: redes neurais artificiais de feedforward
e feedback. A rede neural feedforward é uma rede na qual os neurénios de uma camada sao
conectados apenas aos neuronios da proxima camada, e eles nao formam um ciclo. No feedforward,
os sinais viajam em apenas uma dire¢ao em direcao a camada de saida. As redes neurais de feedback
contém fluxos de comunicagao em ambas as direcoes, introduzindo loops na rede. O comportamento
pode mudar com o tempo, causado pelos diferentes ciclos. Rede neural de feedback, também
conhecida como redes neurais recorrentes. A camada oculta onde ocorre o processamento por meio
da aplicacao de funcoes matematicas e ajustes de peso precisa ser treinada para os resultados serem
adequados aos dados de entrada [Schmidhuber, 2015].

Ai et al. [2019] utilizaram um modelo de Deep Learning (DL) - um LSTM convolucional (Conv-
LSTM) visando prever os atrasos de um aeroporto na malha aérea. Choi et al. [2016] usaram a
mineracao de dados e algoritmos de aprendizagem de médquina supervisionado para prever atrasos
nas companhias aéreas causados por condicoes climdaticas adversas por meio de processamento e
andlise de big data. Além disso, [Schultz and Reitmann, 2019b] usaram modelos de rede neural
convolucional (CNN) e rede neural recorrente (RNN) para apoiar o suporte operacional de decisoes
dos aeroportos. Estudos recentes incluem Schultz and Reitmann [2019b], que utilizou uma aborda-
gem de aprendizado de maquina para prever o embarque de aeronaves, implementando e treinando
uma rede neural de meméria longa (LSTM) recorrente. Em seu modelo, os autores forneceram da-
dos detalhados sobre a movimentacao de passageiros e processos operacionais (espera no corredor,
armazenamento de bagagem de mao ou assentos usados, por exemplo). Além disso, o aprendizado
de maquina também inclui técnicas como maquina vetorial de suporte, tomada de decisao difusa,
méquina de aprendizagem extrema e aprendizado de refor¢o [Shalev-Shwartz and Ben-David, 2013;
Dong et al., 2020].

Um bom exemplo dos métodos usados neste grupo, Redes Neurais é inspirado no cérebro humano
para realizar uma determinada tarefa ou fun¢oes. Rede Neural (ou Rede Neural Artificial) consegue
aprender por meio de exemplos. O processo de aprendizagem ocorre por meio de um conjunto de
unidades de entrada e saida conectadas em que cada conexao possui um peso associado a ela. Na
fase de aprendizagem, a rede aprende ajustando os pesos para prever o rotulo de classe correto
das entradas fornecidas. Ele segue o caminho nao linear e processa as informagoes em paralelo em
todos os nés [Shalev-Shwartz and Ben-David, 2013].

A Figura II.1.a mostra um exemplo hipotético, com dados simples de seis voos. Para cada um
desses seis voos, a tabela contém o Tempo até Partida (TTD - tempo original em minutos marcado
para a partida) e o Tempo desde a Chegada (TSA - tempo em minutos desde que a aeronave chegou

ao solo). Sao informagoes que, ao olharmos os dados de entrada, podemos inferir o resultado, que
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nao serve para treinar a camada de processamento.

id time_to_departure time_since_arriving status_on_departure

1 20 5 Delayed

2 10 30 Delayed delayed
3 15 15 Delayed

4 20 50 On time

5 a0 50 On time

] 30 a0 On time Error: 0.341835 Steps: 53

Figura I1.1: Dados para treinamento da Rede Neural (a); Exemplo basico usando dados de voo (b)

A Figura II.1.b mostra a rede neural apds o treinamento, onde podemos ver 0s pesos que Serao
usados durante o processamento. Neste caso ja aplicado, a rede neural usou como entrada apenas os
dados de TTD e TSA. Na tltima coluna da tabela esté o resultado obtido através do processamento,
indicando quais voos terao ou nao atrasos, diante do modelo previamente treinado.

Outro método amplamente utilizado que se baseia no treinamento de dados para a formatagao
de um modelo é chamado Random Forest [Breiman, 2001], e é um algoritmo de aprendizado de
maquina que funciona criando varias arvores de decisao e combinando seus resultados. Em vez
de aplicar a arvore de decisao como elemento béasico, a Random Forest combina a saida de véarias
arvores de decisao e, finalmente, apresenta sua prépria saida. Ele remove o viés que um tnico
modelo de drvore de decisdo pode introduzir no sistema. Além disso, melhora significativamente o
poder preditivo. Disso segue um ganho na capacidade de predicao em relacao as arvores de decisao
ao trazer a possibilidade de analises combinadas e aleatérias entre as analises de cada arvore.

Segue exemplo, a partir de alguns cenarios observados envolvendo as condicoes climaticas na
origem de uma rota de voo, as condigoes meteorolégicas no destino e a indicacao se as condicoes
representavam adversas ou aceitdveis para realizar o voo sem atrasos, podemos ver parte deste
conjunto de dados na Figura I1.2.a. Separamos o conjunto de dados entre dados de treinamento e
dados que serao testados no modelo treinado. Por fim, apresentamos na Figura I1.2.b um grafico
da arvore com maior nimero de nds, que representa uma das arvores da floresta.

Podemos ver nas Figuras I1.3 e I1.4 uma das possiveis representagoes de um modelo de apren-
dizado de maquina e sua aplicacdo. Respectivamente na Figura I1.3 a estruturacao do modelo de
aprendizado de maquina, e na Figura I1.4 o uso deste modelo para classificagao de dados. Colo-
camos aqui como uma das representagoes, pois a ordem ou existéncia de passos pode variar em
cada proposta, como a existéncia ou nao de fase de pré-processamento e separacao de dados de
treino e testes, por exemplo, embora sejam largamente utilizados, e componentes de boas praticas.

Na primeira figura existe a representacao de coleta de dados brutos, e em seguida uma fase de
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OrigWeather LocalWeather condition

goog goog acceptable
vgood vgood  acceptable
had acceptable acceptable
bad bad adverse
vbad vbad adverse
goog goog acceptable
had vgood acceptable
acceptable acceptable acceptable
bad bad adverse
vbad vbad adverse
goog goog acceptable t ¢« ¢ .

Figura I1.2: Dados para treinamento da Random Forest (a); Exemplo basico usando Random Forest

(b)

pré-processamento, necessaria na maioria dos modelos.

O passo 1.1 de pré-processamento de dados é importante para garantir fatores de qualidade
dos dados, como precisao, integridade, consisténcia e credibilidade. O pré-processamento de dados
pode ser dividido em algumas atividades [Garcia et al., 2016; Ramirez-Gallego et al., 2017], como
reducao de dados, limpeza de dados, transformacao de dados e integracao de dados. A reducao
de dados efetua a selecao de recursos, reducao da dimensionalidade do espaco ou amostragem. Na
selecao de atributos, o objetivo é reduzir o niimero de atributos, ou seja, aqueles irrelevantes ou
redundantes para o problema abordado. A etapa de limpeza remove ruido, dados ausentes que nao
podem ser corrigidos e valores discrepantes. Além disso, esta etapa também oferece a possibilidade
de imputar dados ausentes [Ramirez-Gallego et al., 2017] . A transformagcao de dados é responsavel
por transformar e consolidar os dados em um formato que torne o processo de mineracao de dados
mais eficiente, facilitando o entendimento de padroes nos dados. As técnicas mais comuns incluem
normalizacao, discretizacdo e mapeamento categorico. A integracao de dados é empregada quando
uma visao tUnica e integrada de dados de mais de um banco de dados (geralmente de diferentes
provedores de dados) é necessaria.

Apés o pré-processamento existe a fase de separacao de dados de treino e testes, passo 1.2. Esta
separagao é vista como boa pratica e largamente adotada para melhorar os resultados gerais do
modelo. Quando utilizados os mesmos dados para efetuar o treinamento do modelo selecionado,
e posteriormente efetuar o teste com os mesmos dados, nao se estd colocando os métodos de
aprendizado a prova ja que a afinagao dos algoritimos foi feita com esses mesmos dados. A tendéncia
¢é de que existe uma acuracia, resultado, iguais aos do treinamento. Quando separados os dados em
partes de treinamento e testes, aumentam-se as chances de elevar o nivel de adequacao ao efetuar
os testes e refinamento com outro conjunto de dados, que podem ser separados por volume, por

periodo, dentre outras maneiras [Alloghani et al., 2020].
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Na etapa de aprendizagem, passos 1.3 e 1.4, existe efetivamente e construgao e treinamento do
modelo. Neste etapa sdo montados os algoritmos necesséarios para efetuar a aprendizagem através
dos dados preparados para entrada e gerar os resultados de predicao. Este processo deve se repetir
diversas vezes efetuando-se validagao entre os resultados obtidos e resultados esperados para dados
de treinamento, avaliacdo e melhora da desempenho e sua otimizagao. Finalmente, segue-se para
o teste do modelo com os dados separados para teste. Ainda existem novas fases de validacao e

otimizagao [Sathya and Abraham, 2013].

@ 1.2. Segrega dados
Dados de treino
Dados de teste
1.3. Treinamento 1.4. Testes :
. - Dados previstos
Classificador Classificador

T4l
{ Dados Brutos ]—> Préprocessamento Dados de treino
Dados de teste

Dados de treino

Figura I1.3: Visao de processo de treinamento e teste de aprendizado de maquina.

i
1
l

A partir deste momento, temos um modelo pronto para processar dados de um sistema para
o qual foi projetado e que podemos observar na Figura I1.4. O passo 2.1 é de pré-processamento
de fluxos de dados entrantes e o passo 2.2 o do processamento do modelo, classificagao. Podemos
fazer uma analogia com parte da visdo de construcao do modelo, porém aqui com processamento
de dados fora dos conjuntos iniciais de treinamento e testes, em uma visdo de processamento e

classificagao de dados reais [Sathya and Abraham, 2013].

©)

2.1. ; .
Dados Brutos ~ |——| _ 2.2. Classificador |—————| Dados previstos
Préprocessamento

Figura I1.4: Visao de aplicacdo de um modelo de Aprendizado de Maquina.
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Capitulo IIT Desvio de Conceito

Os dados podem mudar com o tempo. Clima, cenario econémico, cendrio politico, mudangas
tecnolégicas, sazonalidade regional, todos esses fatores sao causas de mudangas de dados que podem
alterar os cendrios em que ocorrem as operacoes de voo. Normalmente, os modelos de aprendizado
de maquina pressupoem um relacionamento estatico entre as varidveis de entrada e saida. Um
cendrio, geralmente de dados historicos, é analisado para estruturar um modelo de previsao do que
ocorrera nos préoximos ciclos do mesmo evento. Este modelo representa a relacdo entre as variaveis
de entrada, que traduzem o cendrio analisado, e as varidveis de saida, que identificam o resultado
dado pelo modelo uma vez treinado com os dados histéricos. No entanto, como esses cendrios e
dados de entrada mudam ao longo do tempo, os modelos preditivos que assumem que as instancias
sao distribuidas sem mudancgas relevantes podem resultar em desempenho ruim ou degradar ao
longo do tempo de maneiras diferentes [Lu et al., 2019]. Nao apenas na drea de transporte aéreo,
mas 0 mesmo ocorre na maioria das areas, incluindo disciplinas totalmente digitais, como comércio
eletronico, e-mails de spam, detecgao de fraude e detecgao de intrusao.

Ao contexto de dados e sua relacdo com o modelo uma vez treinado chamamos de Conceito.
Uma perda de acuracia momentanea, incremental ou total pode ser motivada pela mudanca deste
Conceito, demandando uma complementacao ao modelo de aprendizado de méquina para esta
deteccdo. O termo Desvio de Conceito é usado em aprendizado de méaquina para se referir a
mudancas de conceito, ou seja, mudancas nos relacionamentos subjacentes entre dados e funcoes
do modelo treinado. Esta complementacao, que envolve a monitoracao e adaptagao do modelo, é
algo apontado como necessario nas metodologias de exploragao de dados.

Um dos principais desafios ao criar modelos de aprendizado de méquina é lidar com o desvio
de conceito. Refere-se a uma mudanca na distribuicao dos dados que interfere na relacao entre
a classe de saida Y e as varidveis de entrada X com significancia estatistica. Formalmente, um
Conceito para uma amostra ¢ é definido como a probabilidade da distribui¢ao conjunta x de X e
Y. Isso é descrito na Equagao III.1. Um desvio de conceito entre as amostras ¢ e j é definida como
uma diferenca entre as probabilidades p;(x) e p;(x) com significancia estatistica. Ele é descrito na

Equacao II1.2 [Webb et al., 2016].

concept; = pi(x) = pi(X,Y) (I11.1)
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pi(x) # pi(x) (I11.2)

Toda anélise e estruturacao de um método comecam com a decisao de quais partes do cendrio
de informactes sao relevantes, por exemplo, quais varidveis serao observadas. Porém, além das
variaveis observadas pelo modelo, existem varidveis que nao foram analisadas por nao parecerem
estar relacionadas ao problema ou afetar o resultado. Essas varidveis nao fizeram parte do modelo
em uma primeira selecdo. Porém, com o tempo, ou com alguma mudanca de contexto, essas
chamadas variaveis ocultas podem fazer a diferenga [Webb et al., 2016].

Por exemplo, antes das medidas de restricdo social ocasionadas pela pandemia da COVID-
19, varidveis como o tempo de quarentena para tripulantes e pilotos nao existiam ou nao eram
consideradas. No entanto, havia uma variavel de afastamento em caso de doenca, que, sendo
desprezivel, em geral, estava fora do modelo porque nao trouxe nenhuma mudanga. Com o Desvio de
Conceito, a mudanga total de cendrio tornou-se uma parte essencial do modelo e afeta diretamente

qualquer analise.

II1.1 Tipos

Conforme Gama et al. [2014], podemos tipificar os desvios, como descrito abaixo e mostra a

Figura III.1:

Abrupto - identificado logo apds sua ocorréncia, onde um conceito A é instantaneamente

substituido por um conceito B.

e Gradual - que mistura os conceitos A e B, tornando-os ativos por um determinado periodo,
mas, ao longo do tempo, o nimero de ocorréncias do conceito A diminui & medida que o

conceito B aumenta.

e Incremental - onde as mudancas sao identificadas lentamente. Nesse tipo de desvio, as dife-

rencas acontecem gradualmente, sendo percebidas apenas em longos periodos.

e Recorrente - a recorréncia pode ser caracterizada como variagoes de estados com certo grau
de regularidade, como os ciclos das estacoes, ou datas especificas como o Dia dos Pais, Dia das
Maes e Natal. Os modelos aprendidos nestes periodos podem ser armazenados e reutilizados

em situagoes futuras [Lu et al., 2019].
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Abrupto Incremental

»
>

classe

Gradual Recorrente

N/

Figura III.1: Tipos de Desvio. Adaptado de Gama et al. [2014].

A 4

tempo

I11.2 Drift real e virtual

Os desvios também podem ser classificados como desvios reais ou virtuais [Iwashita and Papa,
2019]. Especificamente, os reais sdo definidos por mudancas nos limites de classe, ou probabilidades
posteriores (i.e., P(Y|X)) independentemente das mudangas nos limites de classe. Pode ser devido
a mudangas na varidvel de saida (p(Y')) ou com sua relagdo com as varidveis de entrada p(X).
Por outro lado, desvios de conceito virtuais acontecem sempre que a probabilidade condicional
(p(X|Y)) muda, o que pode ser devido a mudancas nas varidveis de entrada (p(X)) [Iwashita and
Papa, 2019; Lu et al., 2019; Hoens et al., 2012]. A mudanga de classe pode ocorrer sem uma

mudanca no conceito. Um exemplo visual é mostrado na Figura III.2.

p(X) * p(X) e= p(X)

Desvio de Conceito Desvio de Conceito "
Virtual Real
plylx) = plyIX) + plyIX)

Figura II1.2: Desvio de Conceito real e virtual. Adaptado de Gama et al. [2014].

II1.3 Deteccao de desvio de conceito

Em relagao aos atrasos de voos, pode haver alteragoes relevantes na proporgao de voos atrasados.
Alguns periodos sao mais criticos do que outros [Gui et al., 2020; Sternberg et al., 2016]. Por esse

motivo, detectar e lidar com desvios é um assunto relevante. Ele permite uma acao especifica para
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evitar o aumento de erros em sistemas de aprendizagem online apés o desvio ser observado [[washita
and Papa, 2019; Lu et al., 2019; Webb et al., 2016].

Existem duas categorias principais de detec¢ao de desvio de conceito [Lu et al., 2019]: deteccao
por distribuicao de dados e deteccao por taxa de erro. A deteccao por distribuicdo de dados moni-
tora os dados de entrada verificando a distancia entre as distribuigoes de teste e novos contextos.
Se a distancia dos dados de entrada e os dados usados para os testes do modelo for relevante,
isso pode indicar que ocorreu um desvio. A detecgdo por taxa de erro verifica a camada de saida
analisando a precisao dos resultados, onde compara os resultados de previsao com os resultados
reais para verificar a precisao do modelo. Grandes diferencas nas taxas de erros também podem
indicar que houve desvio.

A Figura III.3 mostra a visdo de um modelo de predicao de dados usando aprendizado de
maquina, porém, aqui complementado com a parte de deteccao de desvio de conceito e eventual
retreinamento do modelo em sua ocorréncia. Existem também indicagoes dos pontos em que po-

deriamos efetuar a deteccao ativa de desvio.

@ 1.2. Segrega dados
Dados de teste
Dados Brutos — 1.0 | I 1.3. Treinamento 1.4. Testes .| Dados previstos
Préprocessamento Dados de treino Classificador Classificador P
Dados de treino

Retreina

@ ; o 22 Comsllendor =~
Préprocessamento

Distribuicdo de
Referéncia
Janela Fixa 3

A
Identifica
Desvio

B
Identifica
Desvio

Figura II1.3: Visao de um modelo de Aprendizado de Maquina e opcoes de detecgao ativa de desvio
de conceito. (A) Detecgao pela andlise das distribuigoes, (B) Deteccao pela andlise de indicadores
de desempenho.

Na Figura III.3 existem duas marcas identificadas, A e B, feitas a partir de uma classificagao
adaptada das taxonomias de referéncia de Gama et al. [2014] e Pesaranghader and Viktor [2016].
Na marca A identificada na figura apresenta o ponto em que uma detecgao de desvio de conceito é
feita através da identificacao da diferenca entre as distribuicoes. Esta forma de deteccao baseia-se
na suposicao de que se as distribuicoes apresentam diferencas além de um limite, existe desvio de

conceito. Embora na figura ocorra antes da fase de pré-processamento, entendemos aqui que esta
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fase pode ou néao ter ocorrido. A marca B, existe a identificacdo de necessidade de mudanca e
retreinamento do modelo a partir da monitoracao da evolugao de algum indicador de desempenho,
como a taxa de erro, para aplicar heuristicas e encontrar pontos de mudanca.

Grande parte das avaliagoes sao feitas com janelas deslizantes, conforme mostrado na Figura
II1.4, em que diferentes alocagoes de tempo t sdo consideradas para as avaliagoes e comparagoes.
Podemos entender essas janelas como conjuntos de dados ou um conjunto de dados de fluxos

continuos particionado em lotes (intervalos de tempo do mesmo tamanho).

4 hAY4d A

t1 t2 t3

\, AN .

Figura I11.4: Janelas deslizantes.

Para exemplificar a forma de deteccao por analise de distribuigdo, segue modelo que identi-
fica desvios de conceito analisando a distancia entre janelas de periodos diferentes. Ele utiliza
informacoes histéricas do aeroporto de Nova York, de voos ocorridos em 2013. O objetivo da
técnica é verificar a distancia entre as distribuigoes de varidveis observadas em dois periodos utili-
zando a covariancia. Atribui-se um maior valor de distancia conforme a correlacao apurada entre
as variaveis de cada periodo.

No caso abaixo, consideram-se janelas de trés meses. Os resultados abaixo foram obtidos me-
diante c6digos escritos em R e executados no Google Colab [Bisong, 2019]. Fora instalado pacote
que fornece informagoes sobre os voos da cidade de Nova York no ano de 2013. Esses dados foram
usados para demonstrar a deteccao de desvios. A figura III.5 mostra as primeiras linhas da base
de origem com dados de voo.

> head(flights)
# A tibble: 6 x 19
year month  day dep_time sched_dep_time dep_delay arr_time sched_arr_time

<int> <int> <int> <7Tnt> <int> <db]> <Tnt> <int>
1 2013 1 1 517 515 2 830 819
2 2013 1 1 533 529 4 850 830
3 2013 1 1 542 540 2 923 850
4 2013 1 1 544 545 -1 1004 1022
5 2013 1 1 554 600 -6 812 837
6 2013 1 1 554 558 -4 740 728

Figura I11.5: Primeiras linhas da base de origem com dados de voo.

Neste exemplo, o desvio de conceito é identificado através da covariancia, definida como a

distancia de nao intersecao entre duas distribuicoes. Quanto maior a distdncia, mais diferentes
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sao as duas distribuicoes. Dois periodos de trés meses foram carregados separadamente para com-
paragao. Todas as varidveis sao comparadas neste exemplo.

A Figura III.6 lista cada uma das varidveis nas bases de dados para os periodos comparados.
Para cada uma das variaveis, existe um valor de distancia associado. Quanto maior o valor, mais
significativa é a diferenca entre os periodos comparados. Vemos que existe uma diferencga absoluta
entre as variaveis do més e do tempo quase total. Isso faz todo o sentido, pois os periodos sao
diferentes. Pelas informagoes relacionadas aos voos, notamos que existem varidveis com distancias
muito maiores que as demais, notadamente a identificagao da aeronave tailnum e o destino dest, as
identificacoes e destinos das aeronaves. Ou seja, entre os periodos analisados, existe uma diferenca
considerdvel nas aeronaves utilizadas e nos destinos cadastrados. Isso corrobora a sugestao de
mudanca de contexto, embora nao haja registro de mudancgas significativas nas taxas de atraso,
seja na chegada ou na saida. Nesse caso, por exemplo, pode ser efeito de alguma sazonalidade em
que foram incluidas rotas e novos destinos, com a utilizacao de aeronaves maiores. Isso poderia ter
alterado o comportamento operacional tanto neste aeroporto quanto em outros que fazem parte da

rede.

Variable Shift
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Figura II1.6: Lista cada uma das varidveis e valores de desvio.

II1.4 Modos de tratamento

Podemos dividir os modos de tratamento primariamente em dois, passivos e ativos. No modo

passivo, os métodos sao adaptados em intervalos regulares, independentemente de as mudancas

terem ocorrido. Os exemplos incluem métodos que ponderam os exemplos de acordo com sua idade



35

e métodos que usam janelas de tempo de tamanho fixo.

Outro exemplo de uma forma passiva é o de modelos combinados, consistindo na existéncia
prévia de mais de um modelo, gerando um modelo combinado. Desta forma, o resultado dos
modelos sao combinamos de forma que a possivel perda de desempenho de um dos modelos seja
mitigada pela combinagao.

Em uma estratégia passiva, presume-se que o desvio de conceito ocorre o tempo todo. Os
modelos sao constantemente atualizados. A desvantagem dessa abordagem é que ela pode retreinar
os modelos, mesmo se nenhum desvio ocorreu no conjunto de dados [Iwashita and Papa, 2019;
Gama et al., 2014].

No modo ativo, métodos apenas alteram o modelo de decisao apds a deteccao de um desvio.
Eles sao usados em conjunto com um modelo de detecgao. Sempre que um novo lote é introduzido,
a deteccao de desvio é aplicada. Se nenhum desvio for detectado, o modelo treinado anteriormente
ainda serd usado. No entanto, se o desvio for detectado, um novo modelo é construido usando
novas distribuicoes de dados. Por outro lado, o retreinamento continuo pode ocorrer entre cada par
de lotes, assemelhando-se a estratégia passiva. Novamente, tal decisao é baseada em se o desvio é
observado sempre que um novo lote é introduzido [Iwashita and Papa, 2019; Gama et al., 2014].

A Figura III.7 parte da representacao de diferentes amostras de dados em janelas de tempo e
como uma forma de tratamento poderia ser aplicada, por exemplo, executando diferentes modelos

de predicao em cada um em diferentes janelas de tempo.

e AV N N \
t1 12 13 t4

VS RN

\_ VAN VAN VAN 7
( Modelo1 )

| Modelo2 |

[ Modelos |

Figura III.7: Representagao de diferentes modelos sendo adotados para diferentes janelas de tempo.

II1.5 Classificagao dos métodos

Os métodos elencados neste secao foram resultados de extensa pesquisa sobre o tema Desvio de
Conceito, onde verificamos que grande parte dos trabalhos cientificos referir-se a certo grupos de
métodos de detecgao, seja para comparacoes, extensao ou detalhamento, assim como referenciados
em parte ou em todo como estado da arte para deteccao de desvio, o que pode ser verificado no

Capitulo IV. Neste trabalho consideraremos como estado da arte os métodos nominalmente citados
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a seguir, que serao discutidos nesta secao, e que aparecem na Figura III.8.

A taxonomia utilizada foi adaptada de Gama et al. [2014] e Pesaranghader and Viktor [2016],
onde foram categorizados detectores de desvio em trés grupos gerais, quais sejam: (i) Andlise se-
quencial; (ii) Abordagens baseadas em controle estatistico de processos; e (iii) Métodos baseados
em janelas. Neste trabalho, adotaremos uma classificacdo adaptada, dividindo primeiramente os
métodos entre aqueles que usam Anélise de Distribuicoes e métodos que usam Anélise de Desem-

penho.

The Cumulative

. Sum (CUSUM)
Métodos baseados 124
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Figura II1.8: Estado da Arte em Desvio de Conceito.

II1.5.1 Analise de distribuigoes

Métodos que utilizam andlise de distribuicoes neste trabalho serdao os métodos que detectam
o desvio de conceito a partir da comparacdo de duas instancias de dados. Identificam o desvio
por meio de uma medida de limite calculada ou indicada como um dos parametros. Nesta secao,
seguem modelos com esta classificagao.

A maijoria das abordagens de deteccao de mudancas em distribuicoes faz isso via média ou
mediana, utilizando limites de que consideram a variancia e desvio padrao, conforme fora mostrado
pelos métodos disseminados descritos anteriormente. Dessa forma, o problema de deteccao de
desvio é reduzido a estimar mudancas significativas na estatistica calculada a partir da sequéncia

de valores que medem uma caracteristica de desempenho.

Analise sequencial

Os métodos de detecgdo de desvio identificados por distribuigoes classificados como andlise

sequencial avaliam variar caracteristicas dos dados. Armazena-se a maior média alcangada, e
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quando o valor acumulado da diferenga do valor corrente e a média é maior que determinado
limite, ocorreu um desvio. O Cumulative Sum (CUSUM) e sua variante Page-Hinkley (PH) [Page,
1954] sao membros deste grupo.

Tanto no CUSUM como em sua variante PH, existe um nimero de qualidade w, que representa
um parametro da distribui¢do de probabilidade; por exemplo, a média. O CUSUM foi concebido
como um método para determinar mudancas nele e propos um critério para decidir quando tomar
uma acao corretiva. Quando o método CUSUM ¢ aplicado as mudancas na média, ele pode ser
usado para a deteccao de etapas de uma série temporal.

Como o nome indica, CUSUM envolve o célculo de uma soma cumulativa (sendo o que o torna
sequencial). As amostras de um processo S, s@o atribuidos pesos wy, e somados conforme descrito
na Equacao II1.3, onde x,, corresponde ao valor atual observado, e w, corresponde & magnitude
das mudancas que sao autorizadas.

So=0

(IIL.3)
Sp+1 = max (0, .S, + x, — wy)

Quando o valor S ultrapassa um certo valor definido (threshold), identifica-se que houve uma
mudanca no valor, um desvio de conceito. A férmula acima detecta mudancas apenas no valor
positivo. Pode ocorrer um delimitador de valor negativo, quando é necessario definir um limite
minimo. Neste caso, quando o valor ultrapassa negativamente este valor, assumi-se que o threshold
também foi ultrapassado.

O teste Page-Hinkley (PH) é uma variante do CUSUM que foi desenvolvido para verificar
mudancas na média de um sinal gaussiano, que seria uma média zerada em uma distribui¢do normal
[Diebold, 2006]. Ele considera uma variavel cumulativa Ur, que recebe a diferenga acumulada entre
os valores X; e sua média Xp. O cdlculo do teste Page-Hinkley (PH) segue na Equagao II1.4, onde
Xr =1/t Ele X, e § corresponde a magnitude das alteragbes que sao permitidas.

Quando essa diferenga é maior que o limite 4, sinaliza-se um desvio. O limite § depende da taxa
admissivel de falsos alarmes. Aumentar § implicard em menos alarmes falsos, mas pode perder ou

atrasar a deteccao de alteracoes.
Ur=Y_ (Xi— Xr—9) (T11.4)

Métodos baseados em janelas

Métodos baseados em janelas usam automaticamente uma janela de referéncia fixa resumindo a
informacao passada e uma janela deslizante resumindo as informagoes mais recentes. Uma diferenca

significativa entre as distribuicoes dessas duas janelas sugere a ocorréncia de um desvio. Para esta
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verificacao, testes estatisticos ou desigualdades matemaéticas sao aplicadas, considerando a hipdtese
nula de que as distribuigoes sao iguais. O Adaptive Sliding Window (ADWIN) [Bifet and Gavalda,
2007] e detectores Sequential Drift (SeqDrift) [Pears et al., 2014] sdo os modelos classificados como
baseados em janelas, na classificacao de andlise de distribuigoes.

O ADWIN utiliza janelas deslizantes de tamanho variavel, recalculadas online conforme a taxa
de mudanga observada a partir do dados nessas janelas. A janela (W) é ampliada dinamicamente
quando nao existe mudancga clara no contexto e diminui quando uma mudanca ¢ detectada. Caso
uma mudanca seja identificada, elimina uma parte obsoleta de um janela.

O ADWIN se baseia no uso do limite de Hoeffding [Bentkus, 2004] para detectar desvios. A
versao inicial do ADWIN mantinha uma janela (W) de instancias em um determinado momento e
compara a diferenca média de quaisquer duas subjanelas (W0 de instancias mais antigas e W1 de
instancias recentes) de W. Se a diferenca média for estatisticamente significativa, entao ADWINO
remove todas as instancias de W0 consideradas para representar o conceito antigo e apenas trans-
porta W1 para o préximo teste. No entanto, como mencionado em [Bifet and Gavalda, 2009],
ADWINO sofre do uso de limite de Hoeffding, que superestima a probabilidade de grandes desvios
para distribuicoes de pequena variacao. Como tal, limite de Bernstein, muito mais restrito, foi usado
em um método de acompanhamento, intitulado ADWIN [Bifet and Gavalda, 2007]. O ADWIN uti-
liza taxas de falso positivos e falsos negativos para controlar desempenho. Uma janela deve ser
mantida para cada dimensao de dado, ao conseguir manipular apenas dados unidimensionais.

Abaixo segue na Equacao I11.5 para a desigualdade de Hoeffding [Bentkus, 2004], onde Xj, ..., X,
sao varidveis aleatérias independentes, E[X] é o valor esperado da média da populagao, n é o nimero
de amostras que temos, também definido como tamanho da amostra. O valor p é o valor esperado
de nossas variaveis aleatérias, v é o valor observado de nossas variaveis aleatdrias e € é épsilon, que
define o desvio de v e p.

Ela fornece um limite superior para a probabilidade de que a soma das varidveis desvie de seu

valor além de um certo limite pré-definido.

.

A desigualdade de Bernstein, expressa na Equacao II1.6, é muito similar, mas considera a

1 n
- ;X — E[X]

> 6) < 2exp (—2n62) . (I1L.5)

2

variancia, onde X; € [a, c|Vi, e 0% é a variancia populacional.

P Se) <2 —ne’ (I1L6)
r € €ex .
= 2P 92y 2¢(c—a)

O SeqDrift2 usa o mesmo mecanismo de janelas do ADWIN, utilizando em sua forma de iden-

1 n
H;Xi—E[X]

tificagdo de mudangas entre distribuigdes o limite de Bernstein [Pears et al., 2014], que apresenta
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limites para a probabilidade de que a soma das varidveis aleatérias se desvie de sua média. Seq-
Drift2 armazena entradas em dois repositorios chamados de esquerda e direita. A medida que as
entradas sao processadas, o repositério esquerdo contém uma combinacao de entradas mais antigas
e novas, aplicando a estratégia de amostragem. O repositério direito coleta as novas entradas que
chegam. Posteriormente, encontra-se um limite superior para a diferenca entre as médias de falsos
negativos e positivos dos dois repositérios, ou seja, para o repositorio esquerdo e para o repositério
direito, usando a desigualdade de Bernstein. Finalmente, uma diferenca significativa entre as duas
médias sugere um desvio. Basicamente o Seqdrift2 é uma melhoria do ADWIN, com menor taxa

de falsos positivos e aumento na velocidade de detecgao de desvios.

I11.5.2 Analise de Desempenho

Os métodos que seguem abaixo efetuam a identificacdo de desvio a partir de comparacao de
resultados do classificador com a classificacao de dados reais. Uma mudanca significativa nessa
medida de desempenho identifica um desvio. O foco passa dos dados da distribuicao para as
distribuigoes de resultados de desempenhos aferidos ao longo das anélises.

A abordagem de avaliacao para deteccao de desvio em relagao a sua corregao funciona a partir
da identificac@o das taxas de verdadeiro positivo (V P), verdadeiro negativo (VN), falso positivo
(FP) e falso negativo (F'N), que indicam como uma detecgao de desvio opera contra um fluxo de
dados em evolucao. Onde VP e VN representam as instancias positivas classificadas corretamente
e as instancias negativas classificadas corretamente, respectivamente. F'P e F'N representam as
instancias negativas classificadas incorretamente como positivas e as instancias positivas classifi-
cadas incorretamente como negativas, respectivamente. Finalmente, P e N representam todas as
instancias positivas e todas as instancias negativas. Diante dessa nomenclatura, a precisao seria
a fracdo entre todas as instancias classificadas corretamente sobre o total de instancias conforme
expressa a Equacao II1.7.

VP+ VN

precisao = PI N (IIL.7)

A taxa de erro pode ser considerada uma medida de classificacao alternativa que é a 1—precisao,
conforme expressa Equagao II1.8.
FP+FN

taxa de erro = PAN (IIL.8)

As medidas de verdadeiro positivo (V' P), verdadeiro negativo (VN), falso positivo (F'P) e falso
negativo (F'N) podem ser usadas para avaliar o desempenho de detectores de desvio. Podemos

considerar de forma geral que um detector de desvio com as maiores taxas de verdadeiro positivo e
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verdadeiros negativos, assim como menores taxas de falsos positivos e negativos seja preferido para

comparacoes.

Abordagens baseados em controles estatisticos de processos

Abordagens baseadas em controles estatisticos de processos utilizam parametros estatisticos,
como média e desvio padrao dos resultados de previsao para detectar desvios de conceito em um
fluxo. Estao inclusos nesta classificacao controles estatisticos que usam medida de desempenho
para detecgao de desvios. O Drift Detection Method (DDM) [Gama et al., 2004], o Early Drift
Detection Method (EDDM) [Baena-Garcia et al., 2006], o Exponentially Weighted Moving Average
(EWMA) [Ross et al., 2012] e Reactive Drift Detection Method (RDDM) [Barros et al., 2017], sao
membros deste grupo.

O DDM usa uma distribuicdo binomial para descrever o comportamento de uma varidavel
aleatéria que fornece o nuimero de erros de classificacdo em uma amostra de tamanho n. O DDM
calcula para cada instancia ¢ no fluxo, a probabilidade de classificacdao incorreta pi e seu desvio
padrao si. Se a distribuigdo das amostras for estaciondria, pi diminuird conforme o tamanho da
amostra aumenta. Um processo estaciondrio é aquele cujas propriedades estatisticas nao mudam
com o tempo [Mitchell, 1997]. Se a taxa de erro do algoritmo de aprendizagem aumentar signi-
ficativamente, ele sugere mudancas na distribui¢do de classes, fazendo com que o modelo atual
construido seja inconsistente com os dados atuais e, assim, fornecendo o sinal para atualizar o
modelo. O DDM calcula os valores de pi para cada instancia, e quando pi 4 si atinge seu valor
minimo, ele armazena pmin e smin. Em seguida, o DDM verifica duas condigoes para detectar
se o sistema estd no nivel de alerta ou desvio de conceito: o nivel de alerta é ativado quando
pi + si > pmin + 2smin. Além deste nivel, ele armazena as instancias antecipando uma possivel
mudanca de contexto. O nivel de desvio de conceito é acionado quando pi 4+ si > pmin + 3smin.
Nesse nivel, o DDM zera as varidveis (pmin e smin) e o modelo induzido. Posteriormente, um
novo modelo é aprendido usando as instancias armazenadas desde que o nivel de aviso foi acionado.
O DDM mostra bom desempenho para detectar mudancas graduais e mudangas abruptas, mas
tem dificuldade em detectar desvios quando a mudanca ¢é lentamente gradual. Em uma mudanga
lentamente gradual é possivel existir acimulo de amostras armazenadas ao longo do tempo, antes
que o nivel de desvio seja ativado, e haja o risco de transbordar o espaco de armazenamento da
amostra [Baena-Garcia et al., 2006].

O EDDM é uma proposi¢ao de modificacao do DDM feita por Baena-Garcia et al. [2006]. O
mesmo mecanismo de alerta foi usado, mas em vez de usar a taxa de erro do classificador, foi
proposta a distancia entre erros na classificacdo. Eles denotam p) como a distancia média entre

dois erros consecutivos e s, como seu desvio padrdo. Usando esses valores, as novas condigoes
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+2.4

fax) < « para o nivel de aviso, e

de aviso e alarme sao fornecidas comp (p +2-s}) / (Ploax
(Pl +2-5) ) (Phoax + 2 Shhax) < B para o nivel de alarme de desvio. Onde « e [ s@o valores de
niveis escolhidos para alarmes de aviso e desvio, sendo que quanto mais perto de 1, mais perto
do limite o alarme serd acionado. Em seu trabalho [Baena-Garcia et al., 2006] utilizam o = 0.95
e f = 0.90. Os valores de p} e s, sdo armazenados quando atinge seu valor méximo (p} + 2 - s}),
que representa 95% da distribuicdo, obtendo pl .. e sl .. . EDDM funciona melhor do que DDM
para desvio gradual lento, mas é mais sensivel ao ruido. Outra desvantagem ¢é que ele considera os
limites e procura por desvios de conceito quando um minimo de 30 erros ocorrem.

O RDDM é um derivacao do DDM chamada de reativa, que desenvolve o anterior eliminando
distribui¢oes muito longas. Ou seja, independente da deteccao de um desvio, apds tempo determi-
nado, descartam-se instancias mais antigas de distribui¢oes muito longas, visando detectar desvios
mais cedo. A ideia principal por trds do RDDM é encurtar o niimero de instancias de distribuicoes
longas e estaveis, a fim de lidar com um problema conhecido de perda de desempenho do DDM.
Isso nao causa nenhuma modificacao na forma de cédlculo, mas aciona o recalculo das estatisticas
usadas para detectar os niveis de aviso e desvio usando um numero menor de instancias.

O EWMA em tradugao do préprio nome é a média mével exponencialmente ponderada. E uma
estatistica para monitorar o processo que calcula a média dos dados de uma forma que atribui cada
vez menos peso aos dados, sendo posteriormente removidos no tempo. Existe um parametro A que
determina a taxa na qual dados mais antigo entram na estatistica. Por exemplo, um valor de A =1
indica que apenas os dados mais recentes entram no cédlculo. Quanto mais o valor de A estiver
perto de 1, mais peso aos valores mais recentes, e quanto mais proximo a 0, maior peso aos valores
mais antigos. A férmula de cdlculo do EWMA segue na Equagao I11.9, onde EW M Ay é a média
de dados histéricos, Y; é a observacao no momento ¢, n é nimero de observagoes a ser considerado,

e 0 < A <=1 ¢ a constante que determina a quantidade de memoria do EWMA. A variancia pode

ser calculada através da Equacao II1.10, onde s é o desvio padrao calculado com dados historicos.

EWMA; = \Y; + (1 - A)EWMA,_; for t =1,2,...,n (I11.9)

2 _ A o (I11.10)

Sewma 2\

Dessa forma, a linha central de controle do EWMA seria tracada como EW M Aqy e limites
controles superiores e inferiores como UCL = EWMAg + kSewma € LCL = EWMAg + kSewma, onde
k pode variar entre ser um valor fixo 3, ou usando as tabelas encontradas em [Ross et al., 2012].
Os limites UCL e LCL sao usados para controlar valores considerados em uma normalidade na

distribuigao. Os que ficam fora desta distribuicao representam uma anormalidade e, levando isso
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para dados resultantes de modelos de predicao, esses controles podem ser usados para deteccao de

desvio quando uma existe um determinado ntimero de ocorréncias que ultrapassam esses limites.

Meétodos baseados em janelas

Nesta secao seguem os métodos baseados em janelas, como na Subsecao II1.5.1, mas que aqui
utilizam medidas de desempenho para detectar o desvio em lugar da diferenca entre distribuigoes.
Sao membros desse grupo os métodos de detecgao de desvio baseados na desigualdade de Hoeffding,
Drift Detection Methods based on Hoeffding’s Bound (HDDM) [Frias-Blanco et al., 2015], Fast
Hoeffding Drift Detection Method (FHDDM) [Pesaranghader and Viktor, 2016] e McDiarmid Drift
Detection Method (MDDM) [Pesaranghader et al., 2018].

A familia HDDM é formada por métodos de deteccao de desvio de conceito baseados em limites
de Hoeffding [Bentkus, 2004]. Sua mecanica funciona através da monitoracao de uma média esti-
mada de desempenho, a partir de erros e acertos de um classificador, e entao detectar mudancas
relevantes. Mantém-se a mecanica de janelas e a cada periodo existe a estimativa de erros afe-
rida pelo modelo de predigao. O HDDM utiliza limites de Hoeffding para verificar a distancia ou
desigualdade das distribui¢oes de informagoes sobre erros nas predigoes. Ou seja, diferenca entre
numero falsos positivos ou falos negativos em tempo ty em relacao ao nimero de falsos a positivos
e falsos negativos em um resultado aferidos em t; indicam o desvio. Enquanto isso, compara a
média dos elementos na janela com a média maxima observada até o momento; subsequentemente,
uma diferenca significativa entre as duas médias, limitada pela desigualdade de Hoeffding, indica
a ocorréncia de desvio.

O MDDM mantém conceito muito parecido com o HDDM, porém, utiliza a desigualdade de
McDiarmid [McDiarmid, 1989], a fim de detectar o desvio. O MDDM prossegue deslizando uma
janela sobre os resultados da previsao, e associa entradas de janela a pesos. O MDDM ao ponderar
os resultados de previsao associados a uma janela deslizante, coloca mais énfase nos elementos mais
recentes. Ele insere 1 na janela se o resultado da previsao estiver correto; e 0 de outra forma. Cada
elemento na janela estd associado a um peso. Uma diferenca significativa entre as duas médias
ponderadas, limitada pela desigualdade de McDiarmid, implica um desvio. Em outras palavras, o
MDDM limita a diferenca entre a média ponderada dos elementos na janela deslizante e a média
ponderada maxima até o momento, usando a desigualdade de McDiarmid. Eventualmente, ele
alarma para desvio do conceito, uma vez que uma diferenca significativa é encontrada. Em um
contexto de fluxo continuo de dados, presume-se que p!, é a média ponderada de uma sequéncia de
entradas nao aleatdrias, no periodo, e u; é a média ponderada méaxima observada até o momento.
Cada entrada p; estd em 0,1 e tem um peso de w;. Seja Ap, = p™ — ul, > 0 a diferenca entre

essas duas médias ponderadas. Dado o nivel de confianca d,,, a desigualdade McDiarmid detecta
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um desvio se Apy, > €. Segue Equacao I11.11 de definigao de g,,, Equagao I11.12 que define v;.

n 2
2iz1Viy, 1 (IIL.11)

2 O

w;
Z?:l Wy

O FHDDM também utiliza janelas deslizantes e limite de Hoeffding, neste caso representado

(111.12)

V; =

por €4, s6 que no FHDDM a janela deslizante ocorre em comparacao aos resultados de predigao
para detectar desvios. O FHDDM armazena os erros e acertos do classificador e irad calcular a
probabilidade de um acerto ser observado em uma janela, armazenando e comparando com a maior
probabilidade de acerto até o momento. Considerando a probabilidade p de acertos em uma janela
de tamanho n em um tempo m, (p,ln), sendo a probabilidade méaxima a (p}ﬂax), onde um desvio
seria identificado quando Ap > £4. Abaixo, seguem Equacao I11.13 de definicdo de Ap, e a Equagao
II1.14 de defini¢ao de 4.

AP = Pliax — P (IIL.13)
11

—/—In= I11.14

€d 2n n 1) ( )

Em [Pesaranghader and Viktor, 2016], no trabalho da definigao do método Fast Hoeffding Drift
Detection Method (FHDDM), foi introduzida abordagem para contar as medidas mencionadas,
definindo a nocao de comprimento de atraso aceitdavel. O comprimento de atraso aceitavel pode
ser definido como um limite para determinar a que distdncia um desvio detectado pode estar
da verdadeira localizacdo do desvio para ser considerado verdadeiro positivo. Considerando o
comprimento de atraso aceitavel A, explicamos as medidas de verdadeiro positivo, falso positivo e
falso negativo da seguinte forma:

Verdadeiro positivo: um desvio que ocorre no momento ¢ é contado como um verdadeiro positivo
se foi relatado pelo método no intervalo de detecgao aceitdvel definido como [t;t + A]. O nimero
de verdadeiros positivos sera contado como o ntimero de desvios detectados nesta faixa.

Falso positivo: a taxa de falsos positivos é calculada como o nimero geral de desvios relatados
fora dos intervalos de tempo aceitaveis.

Falso negativo: Se um desvio ocorreu em um momento ¢, um falso negativo serd contado se o
método nao relatou um desvio no intervalo de detecgao aceitdvel [t;¢ + Al.

Verdadeiro negativo: sao os demais espagos amostrais onde poderiam ter ocorrido desvios ou

aferidos desvios pelo método de deteccao, mas nao ocorreram nenhum dos dois, isso significando
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um acerto na nao identificacao de desvio em momento onde nao tenha ocorrido.

O comprimento de atraso aceitdavel, ou seja, A, pode ser ajustado empiricamente ou com base
no conhecimento prévio sobre o dominio.

A Figura II1.9 demonstra como o verdadeiro positivo, o falso positivo e o falso negativo sao
contados. A primeira linha exibe os locais dos desvios em um fluxo de dados e a segunda linha
exibe os resultados do método de deteccdo. A tultima linha mostra como o método de detecgao
deve ser avaliado em cada ponto do tempo. Os quadrados verdes representam pontos de desvio
detectados com sucesso (verdadeiros positivos), os quadrados vermelhos representam os pontos de
nao deriva que foram confundidos com pontos de deriva pelo método (falsos positivos), enquanto
os quadrados amarelos representam os pontos de deriva que nao foram detectados pelo método de
detecgao (falsos negativos).

Linha do tempo

A A
) )
[ \ [ |
Ocorrido | [ o | [ | [ [ | | [ o ] | [ [ |
Previséo | | [ o ] | [ o ] | | [ [ | [ o ]
Validagdo
A Diferenga de tempo aceitavel para identificagdo
D Drift
VP Verdadeiro positivo
FP Falso positivo
FN Falso negativo
VN Verdadeiro negativo

Figura II1.9: Modelo de avaliacao do FHDDM.

Este tipo de avaliacao é uma medida de desempenho chave para métodos de deteccao de desvio,
para podermos avaliar a responsividade do método na detec¢ao e em que tempo isso ocorre. Quanto
mais proximo ao tempo em que o desvio ocorre de fato, tanto melhor para todo o sistema, inclusive
para se poder estudar ou tratar as causas. Por exemplo, em um sistema de previsao de atrasos em
voos, 0 quanto mais assertivo em termos de momento em que ocorre essa deteccao, mais rapido
poderao ser detectadas as causas e mudancgas que se fagcam necessarias. Principalmente se isso
ocorre em fluxos de dados continuos e sistemas de deteccao em tempo real. Nestes sistemas, caso
a deteccao se dé em tempo muito posterior, as causas podem ter cessado, assim como a prépria
mudancga, fazendo com que possiveis mudancas sejam mais dificeis de serem programadas ou nem
facam mais sentido. Um atraso de detecgdo mais curto permite que os algoritmos de aprendizagem
usem mais instancias da nova distribuicao para treinar os modelos de classificacao. Considerando
o modelo de aprendizagem provavelmente aproximadamente correto [Mitchell, 1997], uma maior

precisao de classificagdo pode ser alcangada usando mais instancias de uma distribuicao.
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I11.5.3 Discussao

CUSUM e Page-Hinkley (PH) sao alguns dos métodos pioneiros e detectam desvio calculando
a diferenca de valores observados da média e alarme quando esse valor é maior do que um limiar
definido pelo usudrio. Esses algoritmos sao sensiveis aos valores dos parametros, que no caso de
estarem muito baixos resultam em alarmes falsos e se estiverem muito altos podem nao detectar
mudancas. Os métodos DDM, EDDM e RDDM mantém conjuntos de varidveis por amostragem
a fim de monitorar o desvio, o que faz com que o seu uso de memoéria seja geralmente baixo, as-
sim como o tempo de processamento. Esses métodos controlam a taxa de erros aferida entre a
comparacao da previsao e dados reais de ocorréncia. Enquanto o DDM controla a taxa de erros, o
EDDM verifica a distancia entre erros na classificagao e o RDDM resolve um problema de conceitos
muitos extensos do DDM. Diferente da familia DDM, os primeiros métodos que aplicam janelas
deslizantes, ADWIN e SeqDrift2, mantém uso de janelas de tempo, que sofrem actimulo caso nao
exista identificacao de mudancas significativas na distribuicao. Isso pode causar maior necessi-
dade de uso de memoria e tempo de processamento. ADWIN e SeqDrift2 geralmente requerem
mais memoria para armazenar resultados de previsao, conforme mantidos em janelas deslizantes
ou repositérios. Eles também sdo computacionalmente mais caros, devido aos procedimentos de
compressao de sub-janela ou de amplificacdo de reservatérios. O SeqDrift2 emprega a desigual-
dade de Bernstein para detectar desvio. A desigualdade de Bernstein é conservadora e requer um
parametro de variancia, em contraste com, por exemplo, a desigualdade de Hoeffding, utilizada no
ADWIN. Essas deficiéncias podem levar a atrasos de deteccdo mais longos e uma perda potencial
de precisao. O HDDM ¢ o primeiro método que emprega janelas deslizantes com controles de erro
de classificacao. Ele emprega a desigualdade de Hoeffding para detectar desvio. O FHDDM utiliza
janelas deslizantes sobre o fluxo, a fim de detectar desvio. Mantemos duas varidveis, ou seja, a
média de elementos na janela no tempo atual e a média méxima observada até agora. O FHDDM
posteriormente emprega a desigualdade de Hoeffding para detectar desvio. Esta abordagem difere,
portanto, do HDDM, que usa uma janela deslizante e mantém apenas duas variaveis.

A Tabela III.1 mostra algumas caracteristicas de cada um dos métodos do estado da arte
apresentados. Essa lista permite um melhor entendimento da classificacao e funcionamento, assim
como a comparacao entre eles. Primeiro, a coluna de Informacao base para deteccao apresenta qual
informacao € utilizada para a deteccao do desvio de conceito. Conforme taxonomia apresentada,
uma separacao basica estd entre os métodos que utilizam diferenca entre informagoes que estao
sendo utilizadas para classificacdo ou resultados da classificacao. E os métodos que usam medidas
de desempenho.

Na coluna Mecanismo, apresentamos a forma de afericao de diferencas, seja entre as distribuicoes

ou entre medidas de desempenho. O mecanismo apresenta o como o método se propoe a quantificar
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a medida que sera verificada. Essa é uma caracteristica fundamental para a deteccao do desvio de
conceito que é abordada como divergéncia ou distancia. Através da diferenca entre distribuicoes
ou desempenho apura-se , associado ao limite, uma tendéncia de desvio ou a sua ocorréncia.

A coluna Limite apresenta o que o método entende como limite para a identificacdo ou nao de
um desvio. Por exemplo, o mecanismo poderia ser a diferenca entre a média da distribuicao corrente
e a média maxima das ultimas distribuicoes. Mas apenas essa informagao nao identifica se houve
ou nao o desvio. Essa é a forma de apresentar em ntmeros as diferencas. O que determinara se
existe um alarme ou desvio de conceito é o limite que cada método propoe. Apuradas as diferencas,

caso ultrapasse o limite, existe um desvio.

Tabela III.1: Tabela comparativa dos métodos

Informacgao base

Método - Mecanismo Limite
para detecgao
o Difi .
CUSUM Distribuigao erenga (?n’Fre Deve ser definido
valor e média
Page-Hinkley Distribuigao Diferenga (?nFre Deve ser definido
(PH) valor e média
Diferenca entre as .. .
ADWIN Distribuigao médias das Limite de Hoe.ffdmg ¢
e Bernstein
distribuigoes
Diferenca entre as
SEQDRIFT Distribuigao médias das Limite de Bernstein
distribuigoes
Calcula a o .
Taxa de erros dos probabilidade de Lm}lt.e da probablhdz}de
DDM . ~ minima de erro e trés
resultados classificagao . -
. vezes o desvio padrao
mcorreta
Distancia média entre
Calcula a erros. Proporgao entre
Taxa de erros dos probabilidade de média e desvio padrao
EDDM . ~ .
resultados classificagao corrente e a média
incorreta méaxima e duas vezes o
desvio padrao maximo
Calcula a o .
Taxa de erros dos probabilidade de LIH}It.Q da probablhdz}de
RDDM . - minima de erro e trés
resultados classificagao . -
. vezes o desvio padrao
ncorreta
Média mével da
EWMA Taxa de erros dos taxa (.16 erros De uma a tr’es vezes a
resultados (classificagao variancia (k)
incorreta )
arin on ncenigg ¢ Diferenca enixe
HDDM P média na taxa de Limite de Hoeffding
erros do desempenho
classificador) P
Desempenho (0 pyerenga entre
MDDM p 5 ACCertos média na taxa de Limite de McDiarmid
erros do desempenho
classificador) p
Desempenho Diferenca entre
FHDDM (apenas predigoes média na taxa de Limite de Hoeffding

corretas)

acertos
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Capitulo IV Trabalhos Relacionados

Este capitulo encontra-se dividido em trés partes, quais sejam: (i) Trabalhos relacionados ao
desvio de conceito; (ii) Desvio de Conceito na predicao de atrasos aéreos; e (iii) Andlise. No
primeiro, repassamos publicacoes mais relevantes sobre desvio de conceito. Na segunda secao,
existe um corte sobre estudos sobre atrasos em voos envolvendo desvio de conceito, ou seja, a
aplicagdo do desvio de conceito em modelos de predi¢do de atrasos em voos. A terceira segao
apresenta uma andlise sobre como estd a aplicagao das formas de deteccao e tratamento de desvio

de conceito, delimitacao do estado da arte e tendéncias.

IV.1 Trabalhos relacionados ao desvio de conceito

Para esta secao, foi realizada pesquisa para identificar estudos relevantes sobre o desvio de
conceito com string de pesquisa usada: (“concept drift”) AND (“predict” OR “data science”) AND
pubyear > 2018. Foram considerados apenas artigos (Revistas e Conferéncias) inteiramente escritos
em inglés. A consulta foi submetida & base de dados Scopus (considerando titulos, palavras-chave
e resumos). Esta pesquisa foi realizada em trés momentos especificos, quais sejam: em 2019,
durante os experimentos prévios que seguem no Apéndice A, publicados em Giusti et al. [2022];
em setembro de 2021, logo antes da qualificacao; e, em fevereiro de 2023, para complementar
a pesquisa antes da defesa. Importante salientar esses momentos diversos que seguem com a
maturidade do trabalho. Em um resultado total, considerando os trés momentos e artigos com
mais de cinco citagoes, selecionamos quatorze artigos principais. Além desta selecao, outros treze
foram selecionados através de smowballing.

Focamos também a pesquisa em desvio de conceito para mineracao de dados. Embora a ideia
de muitos dos métodos para deteccao de desvio de conceito possam ser utilizados em diversas
areas, como alguns que este capitulo abordara, existem &areas de aplicagoes com defini¢des e uso
de métodos especificos, como em Mineracao de Processos. Conforme Sato et al. [2022]; Ceravolo
et al. [2022], ndo é possivel possivel utilizar os mesmos métodos desenvolvidos para mineracao de
dados em Mineragao de Processos. Nessa area, por exemplo, os trabalhos existentes mostram que
a Mineracao de Processos ainda se concentra principalmente na andlise off-line, e a avaliacao de
técnicas de desvio de conceito em processos é complicada devido a falta de protocolo de avaliacao,

conjuntos de dados e métricas comuns.
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Segundo Lu et al. [2019], a detecgao de desvio de conceito baseada em desempenho e na distri-
bui¢ao de dados mantém um papel dominante na pesquisa do assunto. Essa forma de classificagao
foi exatamente o primeiro nivel da taxonomia proposta no Capitulo III, e a forma que separamos

as proximas subsecoes.

IV.1.1 Analise das distribuicgoes

Nesta subsecao estao relacionados trabalhos que tratam do assunto desvio de conceito através
da analise de diferengas entre distribuicoes de dados. Os estudos aqui apresentados detectam e
ou tratam o desvio de conceito usando andlise direta em distribuigoes. Essa andlise pode ser feita
usando dados reais, de previsao, ou uma combinacao deles.

Em seu trabalho sobre o desempenho dos multissensores de qualidade do ar, De Vito et al. [2020]
correlacionaram a dissimilaridade entre distribuicoes com a degradacao de desempenho de monito-
res inteligentes da qualidade do ar. As medidas de dissimilaridade de Kullback-Leibler, Euclidiana
e Hellinger foram correlacionadas com a degradagao de desempenho registrada. Os resultados mos-
tram que quantificar as mudancas na distribuicao de probabilidade dos fatores relevantes permite
explicar e prever desempenhos de modelos de calibragao orientados por dados de campo. Diante dos
resultados, a deteccao de desvio de conceito foi incorporada ao modelo. E os monitores inteligentes
da qualidade do ar passaram a funcionar de forma auténoma sem a necessidade de recalibracao.

Em modelo de predigdo de demanda para redes de téxis, Saadallah et al. [2020] j4 embutiram
deteccao e tratamento de desvio de conceito. O modelo BRIGHT, uma estrutura de aprendizado
supervisionado ciente do desvio de conceito para prever as quantidades de demanda. Para deteccao
de desvio de conceito o modelo usa o teste Page-Hinkley (PH).

O contexto recorrente é um caso particular de desvio, onde as distribuicoes de caracteristicas ja
vistas no passado reaparecem a medida que o fluxo evolui. Este problema foi estudado por Namitha
and Santhosh Kumar [2020] na utilizacao de agrupamento de fluxo, onde utilizou-se K-means como
método de agrupamento. Em seu trabalho propuseram um novo algoritmo para identificar os
contextos recorrentes em clustering de fluxo de dados. Durante a recorréncia do contexto, o modelo
mais adequado é recuperado do repositério e reutilizado. O algoritmo tem requisitos minimos de
memoéria e funciona online com o fluxo. Para deteccao de mudanca de contexto foi utilizado o
detector baseado em anélise sequencial Page-Hinkley (PH). O teste de Page-Hinkley monitora um
parametro que representa mudanca. No agrupamento, a distancia entre os pontos de dados e seus
centros de cluster mais préximos é o parametro escolhido. A deteccao de desvio de conceito explicita
ajuda a que o tamanho da janela seja varidvel para se ajustar ao comprimento do contexto.

Raab et al. [2020] apresentaram novo modelo de deteccao de desvio de conceito, o Kswin. O

modelo usa o teste de Kolmogorov-Smirnov como um detector de desvio de conceito, que espera
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duas janelas de dados. O teste de Kolmogorov-Smirnov é um teste nao paramétrico que aceita dados
unidimensionais sem quaisquer suposigoes de distribuigoes subjacentes. Ele compara a distancia
absoluta entre duas distribuicbes empiricas cumulativas. Neste trabalho, o detector Kswin foi
comparado aos modelos ADWIN, DDM e EDDM.

Em trabalho com objetivo de melhorar o custo de reprocessamento de modelos com a atualizagao
continua de maquinas de aprendizagem extrema sequencial online, Yang et al. [2020] propuseram
um novo método de deteccao de desvio de conceito para aprendizagem incremental em ambientes
nao estaciondrios. Objetivo deste trabalho foi propor mudangas que diminuissem o nimero de atu-
alizagOes necessarias no modelo ao longo o tempo. Estas modificacoes e modelos foram testados em
dados e planta edlica de geracdo de energia. A forma especifica de deteccao de desvio de conceito
foi feita através da medida de dissimilaridade. Esta medida ocorre entre a linha de base e o modelo
treinado, usando os dados coletados, e o modelo atualizado, considerando os dados novos coletados.
A distancia euclidiana foi utilizada para determinar essa dissimilaridade. Essa medida de dissimi-
laridade foi contraposta com possiveis opgoes: distancia de Mahalanobis, distancia Chebychev e
distancia cosseno. Quanto maior a distancia entre as distribuicGes, maior sua dissimilaridade, o
que pode indicar um desvio e consequentemente a necessidade de mudancas no modelo de predicao.
Dentre outros métodos mencionados como base de comparagao, estavam o DDM, ADWIN, HDDM
e EWMA.

Modelos de Redes Neurais Convolucionais (CNNs) foram aplicados por DIsabato and Roveri
[2019] como sistemas de aprendizado de méquina adaptdveis capazes de operar em condi¢oes nao
estaciondrias. Redes Neurais Convolucionais normalmente sao utilizadas para aprendizado utili-
zando imagens. Este trabalho apresenta um mecanismo adaptativo para aprender CNNs capazes
de operar na presencga de desvios. Este é um trabalho menos relacionado ao nosso tema, mas que
mostra a necessidade de tratamento de desvio nas mais diversas aplicagoes. Aqui, em modelos de
predicao utilizando CNNs, que pelo alto poder de processamento e meméria necessérios teriam van-
tagem em contar com um método de detecgao de desvio de conceito ativo, pois um método passivo
seria muito custoso. Optaram pela utilizacdo do teste nao paramétrico CUSUM adequadamente
modificado para operar em distribui¢coes Bernoulli.

Um outro trabalho com foco na melhoria de métodos para aprender redes neurais profun-
das utilizando Redes Neurais Convolucionais (CNNs) foi trazido por Duda et al. [2020]. Neste,
aplicaram-se artificios normalmente utilizados em fluxos de dados como resumo das amostragens,
que sao reducoes de conjuntos de dados que os representam. Substituindo a aprendizagem baseada
na épocas criando aleatoriamente mini-lotes subsequentes permitidos o treinamento da rede neural
para ser mais eficiente. A ideia tirada do algoritmo de boosting resultou em uma diminui¢ao mais

rapida da funcao de perda. No entanto, descobriu-se que a proposta técnica poderia resultar na
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incidéncia de mesmos mini-lotes para distribuicoes diferentes. A aplicacao de um detector de desvio
ajudou a eliminar este problema efetivamente. O CUSUM foi utilizado como detector de desvio.
O trabalho conclui que a aplicagao de um detector de desvio dedicado pode permitir que o sistema
reaja melhor as mudancgas no modelo treinado.

Em seu trabalho sobre detecgao de desvio de conceito Duda et al. [2020], trouxeram um método
ativo que implementa solugoes inspirado no algoritmo Random Forest para os cenarios de fluxo de
dados. O proposto algoritmo combina a capacidade de métodos ensemble para lidar com mudangas
lentas em fluxos de dados continuos com um novo método para detectar a ocorréncia de desvio.
O método aqui foi chamado de Random Forest with Features Importance (RFFI) e, diferente dos
demais estudados neste trabalho, é a relevancia dada a selecao de variaveis observadas. Para realizar
a arvore de decisao, ele considera diferentes pesos, o que chamou de importancia, para fazer a selegao
de features. Embora patente que a selecao de varidveis observadas seja de suma importancia para o
modelo de predicao e para modelos de detecgao de desvio, a maioria dos trabalhos nao faz mencao
a parte de selecao de features em seus modelos. Como descrito em segOes anteriores, a mudanca de
contexto pode ocorrer pela mudanca de pesos entre varidaveis observadas e entrada de varidveis nao
observadas até entdao. Nesta publicacao, a alteracao na arvore de decisao e tratamento de desvio
ocorre na detecgao de mudancas em pesos de varidveis, que funciona como selecao de contexto.
Dentre os métodos utilizados para detecgao de desvio na Adaptive Random Forest (ARF) estavam
o ADWIN, CUSUM, DDM e EDDM.

Um novo método chamado de Multiscale Drift Detection Test (MDDT'), ou deteccao de desvio
em multiescala foi proposto por Wang et al. [2018]. Este é um modelo de detecgao de desvio de
conceito ativo que ocorre com dados apds o pré-processamento, antes de ser aplicado o modelo
de aprendizado de maquina. FEle se apoia na suposicao de que existe um ou um conjunto de
caracteristicas, ou variaveis, que podem servir para monitorar a estabilidade da distribuicao. Com
base nas diferencas entre essas variaveis entre janelas de tempo, utiliza-se o teste t de student,
localizam-se desvios abruptos durante o fluxo de dados. Chamou-se de multiescala pelo fato do
processamento das janelas apresentar selecao de dados para visoes resumidas das distribuicoes.
Primeiro existe uma selecao das janelas, uma estacionaria e outra nova, com todos os dados, onde
é processado o MDDT. Caso exista diferenca entre as distribuigoes, aferida através do teste t de
student, o MDDT é processado novamente em uma escala menor, reduzida, das distribuigoes para
confirmar ou nao o desvio. Embora este modelo busque a simplicidade e resolver problemas de custo
de processamento, tempo e memoéria, muito sensiveis para fluxos de dados, acaba apresentando
andlise limitada para desvios abruptos. Dentre os métodos citados como comparacao estava o
HDDM.

Encontramos modelo de regressdo baseado em agrupamento difuso (Fuzzy c-means) em Song
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et al. [2019], porém, neste caso, no lugar de sintetizar padrdes como se fosse um resumo de con-
textos, os autores incluem continuamente as instancias de dados mais relevantes no conjunto de
treinamento. Eles se propoem a fazer isso com um processo de identificagao continua e retirada de
ruidos. Esta identificagao e retirada sistemdtica de ruidos faria com que a identificacao do desvio
ficasse mais acurada ja que nao contaria com dados que poderiam afetar as andlises, tratando-se
de outliers. O mesmo modelo proposto efetua a identificacao do desvio, sendo um modelo ativo.
Dentre os métodos citados como comparagao estava o ADWIN.

Em um camada acima do problema observado, Song et al. [2020] efetuaram avaliagdo de desvio
entre fuxos de dados correlacionados. Em seu trabalho, apresentaram um método denominado de
Fuzzy Drift Variance (FDV) para medir correlacao de desvio entre diferentes fluxos de dados. Este
trabalho também utiliza Fuzzy c-means e efetuou testes em dados sintéticos com a hipdtese de um
sistema com varios fluxos de dados relacionados cuja identificacao de desvio deveria ser tratada de
forma conjunta. Este tipo de tratamento é anédlogo ao citado em Song et al. [2019], mas considera
um cendrio sistémico onde véarios fluxos de dados podem estar relacionados.

Um método ativo de adaptacgao de modelo utilizando Séries Temporais Fuzzy fora trazido por de
Lima e Silva et al. [2020]. Normalmente Séries Temporais Fuzzy nao sao utilizadas para conjuntos
de dados nao-estaciondrios, o que torna a aplicagao nao aderente as mudancas de contextos e a
sua adaptagao ao desvio. Este trabalho trouxe uma Série Temporal Fuzzy Nao-estaciondria, no
qual funcoes de perturbacao sao usadas para adaptar a associacao de parametros de funcao na
base de conhecimento em resposta a mudancas estatisticas nas séries temporais. As funcoes de
perturbacao tentam definir as mudangas ocorridas entre distribuicoes e adaptar parametros. O
método proposto se mostrou resiliente ao desvio, adaptando parametros do modelo, preservando a
estrutura simbdlica da base de conhecimento.

Uma nova metodologia para reduzir o erros de generalizacao que ocorrem devido a mudanca
de dominio na classificacdo dos dados foi apresentada por Krishnan et al. [2019]. Esta redugao é
alcancada por introducao de uma mudancga de dominio adequadamente selecionada neste modelo
para os dados de treinamento através do que é referido como ”"modelo de distor¢ao”. Essas dis-
torcoes sao introduzidas por meio de uma transformacao dos dados originais afim de aumentar o
dominio de dados observados em treinamento e antecipar mudancas de contexto. Em seguida, uma
rede neural profunda é usada para classificar o dominio aumentado. Aprendendo com o original e
amostras de dados adicionais, o classificador compensa a mudanca de dominio, mantendo seu de-
sempenho nos dados originais. O objetivo é compensar a mudanca ideal que pode ser introduzida
pelo modelo de distorcao sem significativamente degradar o desempenho do modelo. Finalmente,
para efetuar essa equalizacao do que seria o limite de crescimento entre dados originais e distorgoes,

existe um controle de taxa de erros feito a posteriori que compara os resultados reais aos resultados
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do classificador. Este trabalho nao é exatamente um conceito de deteccao de desvio, mas sim uma
forma de deteccao entre distribuicoes e que tem seu modelo de classificagdo embutido. Mas in-
cluimos nesta secao de trabalhos relacionados por apresentar uma ideia vélida de tratamento ativo
que seria a introducao de ruidos intencionais nos dados originais antes do treinamento, aumentando
o dominio e tornando o modelo mais resiliente & ocorréncia de desvios.

Outro trabalho que foca no problema de desvio de conceito propoe uma classificagao e um
novo algoritmo de deteccao de classe com base no indice de coesao e separacao de Mahalanobis Li
et al. [2020a]. Em seu método, primeiro é usado k-means para o agrupamento de dados por sua
proximidade e em seguida utilizada a distancia de Mahalanobis para teste de limite entre dominios.
Caso o numero de ocorréncias fora do limite seja maior que um limite predeterminado, existe a
sugestao de desvio e o modelo é retreinado. Proposta semelhante foi apresentada em Garcia et al.
[2019], onde o algoritmo Higia foi introduzido. O Higia encontra microclusters préximos para uma
nova instancia e classifica a instancia com base na distdncia para o microcluster mais proximo. O
método usa o raio e um limite para lidar com mudangas graduais no fluxo de dados e um buffer
para lidar com novidades. O algoritmo Higia usa a distancia euclidiana para calcular a distancia
entre uma nova instancia e os microclusters mais préximos.

Em Mahdi et al. [2020], foi proposto um novo modelo chamado Diversity Measure Drift Detec-
tion Method (DMDDM) que combina a aplicagao do teste Page-Hinkley [Page, 1954] com a medida
de desacordo (disagreement measure), que estima o nimero de observagoes na qual o classificador
estd incorreto. O método foi comparado com dez métodos de deteccao de desvio em diferentes
cenarios usando varios conjuntos de dados, onde apresentou bom resultado. Inclusive referentes
ao consumo de memoria e necessidade de poder de processamento. Este é um modelo ativo que
utiliza um dos testes considerados como pioneiros, adicionando calculo da medida de desacordo
para identificar mudancas relevantes nas distribuigoes. Em seus testes o método utilizou bases de
dados reais histoéricas de cinco areas diferente e comparou seus resultados nessas mesmas bases com
DDM, ADWIN, HDDM, FHDDM e PH Test.

Algoritmos genéticos foram utilizados em Jedrzejowicz and Jedrzejowicz [2020] para estruturar
um método de classificagao e identificacdo de desvio, validado no experimento computacional com
vérios conjuntos de dados reais e sintéticos. Para deteccao de desvio foi proposto teste de soma
de postos de Wilcoxon, que é um teste nao paramétrico que pode ser usado para determinar se
duas amostras independentes foram selecionadas a partir de populacoes que tém a mesma distri-
buicao. Este trabalho demonstra eficicia e performance similares a demais modelos existentes, mas
apresenta uma diferenca fundamental. Grande parte dos modelos que estudamos até entdao sao
paramétricos e tomam como base uma distribuicdo normal. Isso faz com que seja necessario uma

adaptacao dos dados de saida dos modelos de predicao, o que pode causar maior gasto ou até perda
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de informacoes. Este trabalho traz um método ativo nao paramétrico de deteccao de desvio onde
nao é mandatoério a utilizagao de distribuicoes normais. Dentre outros métodos mencionados como
base de comparacao, estavam o DDM e RDDM.

Mais recentemente Liu et al. [2023] levanta o problema atual e motivagao dos estudos em desvio
de conceitos na classificagao para fluxo de dados, onde os problemas mais comuns sao: identificagao
de desvios de conceito, ruidos e os custos exorbitantes associados a rotulagem de instancias nao
rotuladas em fluxos de dados. Este trabalho propoe uma estrutura de aprendizagem ativa baseada
em uma estratégia de dupla consulta e a lei da memoéria humana de Ebbinghaus, denominada
de CogDQS. Nao se trata apenas de um método para deteccdo de desvio de conceito, mas todo
um modelo de classificacdo que embute a identificacdo e tratamento do desvio. A politica para
discernir o desvio do ruido e a substituicao de instancias desatualizadas por novos conceitos ¢é
baseada em os trés critérios da curva de esquecimento de Ebbinghaus: recordacao, o periodo de
desbotamento e a forga da memdria. O CogDQS conseguiu mostrar que essa abordagem produz
modelos precisos e estdveis com capacidade de generalizacao baixo custo de armazenamento e
processamento computacional, em comparacao com os modelos AOBagging, AOBoosting, DACC
e ADOB. Todos os testes e comparagoes foram feitas através do Massive Online Analysis (MOA)
[Bifet et al., 2010], que é uma plataforma aberta para andlise de fluxo de dados, mesma origem dos
métodos HDDM, FHDDM e RDDM. Embora seja um modelo de classificagdo com a identificagao
e tratamento do desvio de conceito, ele o faz através da andlise das distribuicoes de dados, no caso
fluxo de dados.

Para tratar o problema de andlise de fluxo de dados nao categorizados com a preocupagao
sobre capacidade computacional e meméria, Hoeltgebaum et al. [2022] criaram o Real-time Adap-
tative Component (RAC), um modelo de regressao ponderada, que combina o classificador com um
método de deteccao de anomalias, desvios de conceito. Como componente principal o modelo RAC
utiliza LASSO como modelo de regressao. Como complemento ao modelo, introduz a utilizagao
do método Hall-Buckley-Eagleson (HBE). Onde existe fungao de distribui¢ao cumulativa (cdf) de
uma soma ponderada positivamente de varidveis aleatdrias qui-quadradas usando o método HBE.
Entao considera-se um nivel de significAncia « que indica o desvio. O RAC pode ser considerado
um método ativo e que efetua a detecgao por caracteristicas nas distribuicoes dos dados. Os expe-
rimentos foram separados em duas linhas, na classificag@o e na identificagao de desvios de conceito.
O modelo foi comparado aos métodos de desvio de conceito CUSUM e EWMA dentre outros.

Vemos em trabalhos como Sebastidao and Gama [2007] na aplicacao para detecgao de mudanca
nos exemplos de geracao de distribuigao de fluxos continuos de dados. Neste trabalho o cdlculo da
divergéncia foi utilizado para resolver o problema de construcao de histogramas a partir de fluxos de

dados de alta velocidade que mudam com o tempo. Nele, foram comparadas as mesmas distribuicoes
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sinalizando a mudanca apds atingimento de um determinado limite usando trés métodos diferentes:
a diferenca absoluta de entropia, a divergéncia de Kullback-Leibler e a distancia cosseno. Os
resultados experimentais indicam que a divergéncia de Kullback-Leibler exibe alta probabilidade

na deteccao de alteracoes, taxas de deteccao mais rapidas, com poucos alarmes falsos positivos.

IV.1.2 Anaélise de desempenho

Nesta subsecao estao relacionados trabalhos que tratam do assunto desvio de conceito através
da andlise de desempenho. Os estudos aqui apresentados detectam e ou tratam o desvio de conceito
usando andlise direta nas taxas de erros e acertos. Essa andlise sempre serd feita contando com o
fator de erro do classificador.

Um novo modelo de detecgao de desvio de conceito foi proposto por Lin et al. [2019], o Linear
Four Rates (LFR). O método foi proposto para andlise de detecgao de desvio de conceito para
avaliar desempenho de monitores IoT. Dentre outros dois modelos de comparacao, o método foi
comparado ao DDM, citado como método mais popular. O método LFR tem mecanismo anédlogo ao
DDM, mas busca aprimorar a identificacdo de desvio que ocorre através da medida de desempenho
do classificador. O DDM se concentra na taxa de erro geral e, portanto, falha em detectar um
desvio, a menos que a soma dos falsos positivos e falsos negativos mude. O LFR atribui pesos
diferentes para as classificagoes para resolver este ponto.

Dornadula and Geetha [2019] desenvolveram um novo método de deteccao de fraude em cartoes
de crédito para dados em tempo real. O modelo classifica padroes de comportamento, onde os
titulares do cartao sao agrupados em grupos diferentes com base no valor da transagao. O método
usa estratégia de janela deslizante para agregar as transacoes feita pelos portadores de cartoes
de diferentes grupos de forma que o padrao de comportamento dos grupos possa ser extraido
respectivamente. Ele usa um mecanismo de feedback para deteccao de desvio de conceito calculando
acuracia, precisao e o Coeficiente de Correlagao de Matthews (MCC).

Incorporado a modelo de classificagao de prego para tarifa elétrica, Ng et al. [2019] implemen-
taram uma deteccao de desvio de conceito. A adaptacao ao desvio de conceito feita pela afericao
de desempenho, onde a classificagao é ponderada pelo custo da classificacao. Ou seja, o valor que
pode ser incorporado ao impacto de uma classificacao errada. Este novo modelo nao apresenta a
complexidade, ou alguma base de comparacao com os modelos do estado da arte apontados nesta
tese. Sua novidade esta na ponderacao pelo custo do desempenho, pelo viés de perda ou ganho
financeiro e pelo direcionamento voltado para aplicacao direta em area de negdcio.

Song et al. [2020] apresentaram modelo de detecgao de desvios em fluxos continuos de dados
via regressao utilizando cluster baseados em légica fuzzy. O agrupamento difuso é uma forma de

clustering onde cada um dos elementos pode pertencer a mais de um cluster, e por isso é dito
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como soft. A nova abordagem de regressao adaptativa foi chamada de FUZZ-CARE, utilizada para
reconhecer, treinar e armazenar padroes dinamicamente e atribuir o grau de adesao dos préximos
exemplos pertencentes a estes padroes. Em vez de projetar um procedimento complicado para
continuamente buscar o padrao mais recente, sendo uma abordagem comum na literatura, FUZZ-
CARE resume informacoes anteriores uteis para ajudar prever exemplos recém-chegados. Neste
caso, a diferenca deste modelo para outras propostas similares é tentar sumarizar caracteristicas,
ou contextos, previamente para facilitar a classificagao de novas informacoes, e com isso também a
identificacao de mudangas na distribuigao, tendo como base os contextos definidos na estruturagao
do modelo. Podemos considera-lo também um modelo ativo por se tratar de uma identificacao
feita durante a classificacao, onde as distribuicoes de dados de entrada sao estudadas em relacao
a classificagdo existente no sentido de identificacdo de novo contexto. Em termos de detecgao de
desvio de conceito é um modelo mais simples, que utiliza o erro médio absoluto, dados de predicao
em determinado periodo e os dados reais de ocorréncia.

Em outro trabalho integrado onde é apresentado o modelo ja com uma proposta de detecgao
de desvio de conceito, Le et al. [2019] avaliaram lista de vulnerabilidades em abordagens usando
Processamento de Linguagem Natural (PNL). Neste modelo, existe o treinamento em seis métodos
diferentes: Naive Bayes, Regressao, Support Vector Machine (SVM), Random Forest (RF), XG-
Boost - Extreme Gradient Boosting (XGB) e Light Gradient Boosting Machine (LGBM). A forma
de deteccao de desvio de conceito é feita por observacao direta de medidas de desempenho, sem
efetuar retreinamento. O modelo é selecionado para a classificagao em fungao da 1iltima medida de
desempenho aferida.

Em seu trabalho Tian et al. [2019] propdem novo método que utiliza One-Class Support Vector
Machine (OCSVM) para deteccao de desvio. Mdquinas de vetores de suporte (SVMs) s@o modelos
de aprendizado supervisionado que analisam dados e reconhecem padroes e podem ser usados
para tarefas de classificagao e regressao. Normalmente, o algoritmo SVM recebe um conjunto de
exemplos de treinamento rotulados como pertencentes a uma de duas classes. O algoritmo SVM
representa os exemplos como pontos no espaco, mapeados de forma que os exemplos das categorias
separadas sejam divididos por uma lacuna clara que seja a mais ampla possivel. Novos exemplos
sao mapeados nesse mesmo espago e considerados pertencentes a uma categoria ou outra, com
base em qual lado da lacuna eles se enquadram. Portanto, em SVM de uma classe, o modelo de
vetor de suporte é treinado em dados que possuem apenas uma classe, sendo a classe “normal”.
Ele infere as propriedades de casos normais e, a partir dessas propriedades, pode prever quais
exemplos diferem dos exemplos normais. Porém, apesar de amplamente utilizado para detecgao
de anomalias, OCSVM ainda tem o desafio de lidar com sistemas nao estacionarios de fluxos de

dados, onde as distribuigoes subjacentes de dados variam com o tempo. Pra resolver esse problema,
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é proposto aprendizagem incremental baseada em OCSVM. Para uma amostra de entrada, existe
uma comparagao relativa com trés conjuntos de vetores em OCSVM: vetores de suporte de margem,
vetores de suporte de erro e vetores de reserva. Este método é outro exemplo de método ativo que
utiliza a medicao de desempenho, através do vetor de erros, para identificar desvio de conceito.

O Dynamic Updated Ensemble (DUE) foi proposto por Li et al. [2020b] para resolver o problema
de aprendizagem de fluxos de dados desequilibrados com desvio. O DUE é um método baseado em
bagging que seria a aplicacao da combinacgao do resultado de mais de um modelo de aprendizado
de méaquina para fazer previsoes mais precisas do que qualquer modelo individual. O framework
¢é usado para gerar classificadores candidatos para cada conjunto de treinamento. Ele cria varios
classificadores candidatos para cada bloco e os pondera usando um método de ponderagao por
partes. O peso dos membros do conjunto sao baseados em seu desempenho nos exemplos mais
recentes e no nivel de estabilidade. Esses contextos testados sao periodicamente atualizados para
fazer o conjunto reagir a diferentes tipos de desvio. Em seus experimentos, o método apresen-
tado concentrou-se principalmente em duas classes, mas entende-se que poderia ser estendido para
questoes multi-classe. Este método de deteccdo de desvio parte da andlise de cenarios e usa uma
arvore de decisao para escolha do melhor método de aprendizagem de maquina dados resultados de
eficiéncia aferidos em testes anteriores. Diante da similaridade da distribuicdo de dados, o melhor
método é escolhido. Os contextos e eficiéncia dos modelos sao constantemente recalculada.

Jiang et al. [2022] montou método de classificacao ensemble proposto para melhorar a precisao
da previsao para loT verde. Especificamente, um classificador fuzzy baseado em regras é combinado
com um algoritmo de ponderagao dinamico para melhorar a precisao da classificagao. Em solugao
que trabalha com fluxos de dados no ambiente de Internet das Coisas (IoT) verde, no controle
inteligente do interruptor de luz, na previsao de lampadas economizadoras de energia em edificios
inteligentes. Embora nao seja em si um método ativo de deteccao de desvio de conceito, mas sim
um método passivo, que tenta mitigar o desvio com um modelo mais dindmico, selecionamos este
trabalho pelo seu fato apresentar também um modelo atualizado por aprendizado incremental onde
mudancas nos fluxos de dados sao associados a diferentes modelos e existe a proposta de reapro-
veitamento. Esta é uma caracteristica que nao identificamos em nenhum dos métodos de desvio
de conceito até entao estudados, mas que existe em nossa proposta de forma mais estruturada.
Basicamente, aqui, além de um modelo que tenta atenuar o desvio de conceito, existe a tentativa
de reaproveitamento de modelos para conceitos conhecidos, evitando o retreinamento e tratando
desvios recorrentes.

Mais um exemplo de modelo de aprendizado de maquina adaptativo é introduzido por Wang
et al. [2022]. Eles apresentam novo modelo de adaptacao ao desvio de conceito, chamado iteragoes

adaptativas (AdlIter), que escolhe automaticamente o niimero de iteragoes para diferentes gravidades



o7

de desvios para melhorar a precisao da previsao para fluxos de dados. O modelo de aprendizado
base é o Gradient Boosting Decision Tree (GBDT), o qual foi adaptado. Para reduzir o impacto do
desvio de conceito, o modelo propoe dois niveis de tratamento, o de corte de classificadores fracos e
o de retreinamento, neste tiltimo quando se identifica que o desvio é muito grande para ser tratado
sem retreino. Basicamente existe a identificacdo de nimero de classificadores fracos no inicio do
modelo e caso esse numero aumente localmente, existe o corte de classificadores que nao estao
apresentando com desempenho. No caso desse nuimero de classificadores ultrapassar um limite,
existe o retreino. O Adlter ndo é isoladamente um método de deteccao e tratamento de desvio
de conceito, mas podemos classificd-lo por analogia como um método ativo e por desempenho,
ja que efetua a deteccao e tratamento considerando o desempenho dos classificadores. E embora
a comparagao seja feita com demais modelos adaptativos como ARF Hoeffding Tree Classifier,
OnlineBoosting KNN ADWIN Classifier, OnlineRUSBoost KNN ADWIN Classifier, OnlineBagging
KNN ADWIN Classifier ¢ SRP Hoeffding Tree Classifier, vemos que a base para comparacgao foi

muito semelhante ao método ADWIN.

IV.2 Desvio de conceito na predigao de atrasos aéreos

A literatura anterior sobre previsao de atraso é extensa [Carvalho et al., 2021]. Foi realizado
um estudo de mapeamento sistemético para identificar estudos de ciéncia de dados relevantes sobre
a previsao de atraso de voo com string de pesquisa usada: (“flight delay”) AND (“classification”
OU ‘“regression” ouU “prediction”)). Foram considerados apenas artigos (Revistas e Conferéncias)
inteiramente escritos em inglés. A consulta foi submetida & base de dados Scopus (considerando
titulo, palavras-chave e resumos) em dezembro de 2020 e retornou 141 artigos. Além disso, dois
estudos foram adicionados por meio de snowballing.

Em nossa pesquisa, a maioria absoluta dos estudos utiliza o cendrio de dados estaticos para
treinamento e teste, um cendrio que desconsidera o desvio de conceito [Chen et al., 2008; Khan-
mohammadi et al., 2014; Alonso and Loureiro, 2015]. Porém, encontramos seis estudos que ja
consideram as informacoes como fluxo de dados, ou seja, como janelas de tempo, e abordam o
desvio de conceito [Kim et al., 2016; Khamassi and Sayed-Mouchaweh, 2014; Pesaranghader and
Viktor, 2016; Munoz Hernandez et al., 2019; Wang et al., 2019; Ai et al., 2019]. Embora, de fato,
apenas os trés primeiros investiguem o problema do classificador binario.

Kim et al. [2016] usaram deep neural networks para prever atrasos em voos nos EUA usando
janelas de sete e nove dias antes da previsao. Uma rede neural profunda adicional foi treinada para
classificar o status critico de atraso diario. Uma vez que a escala utilizada era de rotas de voo, essas

previsoes foram adicionadas aos dados individuais de rotas de voo e usadas como entrada em uma
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Rede Neural Profunda. Embora a precisao tenha sido superior a 80% na maioria dos experimentos,
métricas-chave como f1, precisao e recall nao foram relatados. Como nenhuma estratégia especifica
foi usada para identificar ou lidar com desvio de conceito ativamente, consideramos essa abordagem
como uma estratégia passiva, um modelo adaptativo.

Khamassi and Sayed-Mouchaweh [2014] propuseram uma nova abordagem baseada em distancia
ativa de erro para detecgao de desvio e monitoramento, chamado EDIST. Especificamente, o EDIST
compara novos dados com os dados existentes e retreina o modelo se mudancgas significativas sao
encontradas na distribuicao. O classificador usado neste caso foi o Hoeffding Trees. Estratégias
ativas do Drift Detection Method (DDM) e do Early Drift Detection Method (EDDM) foram
implementadas por motivo de comparacao. Eles aplicaram essas técnicas a muitos conjuntos de
dados sintéticos e do mundo real (incluindo o conjunto de dados de voo dos EUA). No entanto,
apenas a precisao foi usada para relatar o desempenho da previsao.

Pesaranghader and Viktor [2016] em seu trabalho de introdugao do Fast Hoeffding Drift Detec-
tion Method (FHDDM), testaram muitas técnicas para deteccao de desvio de conceito. Especifica-
mente, seu trabalho propoe usar o Teorema da Desigualdade Hoeffding para testar a diferenca na
probabilidade de uma determinada classe entre duas distribuicoes de 25 casos, caracterizando uma
estratégia ativa. Os métodos DDM, EDDM, ADWIN e HDDM foram implementados por razoes de
comparagao. A precisao relatada estava em torno de 65% para todos os experimentos com dados
de aviacao. O método proposto apresentou melhores resultados para os conjuntos de dados de voo

dos EUA, em comparagao com os demais modelos.

IV.3 Analise

Com base na extensa pesquisa que realizamos, podemos afirmar que a maioria dos trabalhos
sobre desvio de conceito promovem um estudo agndstico. Esses estudos tém como objetivo estru-
turar uma forma flexivel de deteccao de desvio de conceito que se adapte aos diversos modelos
de aprendizado de maquina. E também que sejam independentes da aplicagao, por exemplo, que
tenham bom desempenho com detecgao de desvios tanto em modelos de predicao de atrasos aéreos,
como quaisquer outras aplicacoes de modelos de classificagao.

Os trabalhos com aplicacao direta em determinada drea de atuacao, como os citados na subsegao
acima, como de Dornadula and Geetha [2019] e Ng et al. [2019], sdo mais raros. Assim como sao
mais escassos os trabalhos com uso de bases de dados reais [Lu et al.,, 2019]. A maioria dos
trabalhos pesquisados nesta tese, nao apenas os citados neste capitulo, utilizam bases de dados
comuns, publicas e histdricas, e na sua maioria sintéticas.

Verificamos que os métodos de deteccao de desvio de conceito nao oferecem alguma relagao clara
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com métodos de aprendizagem de maquina utilizadas em modelos de predi¢ao. Diversos métodos
foram utilizados nesse modelo, e em analises correlatas, efetuando complementacao com um ou
mais métodos de deteccao de desvio de conceito. A Figura IV.1 mostra os métodos de aprendizado
de maquina utilizados nas pesquisas de trabalhos relacionados, que mostra uma prevaléncia em
métodos de agrupamento, onde incluimos Fuzzy c-means e K-means, seguidos por métodos de
redes neurais, contemplando aqui também redes neurais convolucionais. Outros métodos utilizados

foram Random Forest, SVM, Hoeffding Trees e Naive Bayes.

Metodos de predicao

W CHM B Random Forest M Fuzzy c-means K-means

= 5VM H NN B Hoeffding Trees B MNaive Bayes

Random
Forest
Hoeffding
Trees

Fuzzy c-means Maive Bayes

Figura IV.1: Principais modelos de predicao citados nas publicacoes de trabalhos relacionados.

Com relagao aos métodos de deteccao de desvios utilizados ou mencionados como base de com-
paragao, apresentados abaixo na Figura IV.2 | verificamos que os métodos prevalentes sao aqueles
que utilizam janelas deslizantes, com Adwin, HDDM, EDDM, HDDM e FHDDM; seguidos por
abordagens baseadas em controle estatistico de processos, como DDM, EDDM, RDDM e EWMA;
e, na ordem de mais utilizados, abordagens de anélise sequencial como CUSUM e Page-Hinkley.

Modelos adaptativos e combinados, modelos com detecgao explicita do desvio, tém papel cres-
cente nas recentes propostas sobre desvio de conceito. Em contraste, a pesquisa de reciclagem de
modelos com detecgao explicita de desvio de conceito diminuiram. Sendo que sdo cada vez mais
desejados modelos com deteccao explicita, capacidade de tratamento de fluxos de dados reais e
integracao com as metodologias de aprendizado de maquina [Lu et al., 2019].

Conforme exposto anteriormente, a forma de classificagao mais bésica de desvio é a feita por
através da identificacdo da diferenca entre as distribui¢oes ou desempenho. A primeira baseia-se
na hipodtese de que se as distribuicoes apresentarem diferenca além de um limite, existe desvio de
conceito. Neste ponto estdo métodos do estado da arte ADWIN, SeqDrift, CUSUM e Page—Hinkley.
Outros exemplos de modelos que encontramos em nossa pesquisa foram Sebastiao and Gama [2007]

que usaram a dissimilaridade Kullback-Leibler; t2 de Hotelling [Hoens et al., 2012]; verossimi-
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Métodos de deteccdo de drift

W CUSUM m ADWIN m DDM EDDM
® HDDM B Page-Hinkley ™ Distdncia W FHDDM
® RDDM m EWMA B Decision Tree

Distdncia CUS FHDOM

Figura IV.2: Principais métodos de deteccao de desvio de conceito citados nas publicagoes de
trabalhos relacionados.

lhanga logaritmica semi-paramétrica (SPLL) [Kuncheva, 2013]; Dos Reis et al. [2016] que usou o
teste Kolmogorov—Smirnov; Li et al. [2020a] e Yang et al. [2020] que utilizaram a distancia de
Mahalanobis; Jedrzejowicz and Jedrzejowicz [2020] com o teste Wilcoxon; e, distancia Chebychev
e também distancia Cosseno em Yang et al. [2020].

Na forma de identificagao por desempenho, existe a identificagdo de necessidade de mudanga e
retreinamento do modelo a partir da monitoragao da evolugao de algum indicador de desempenho,
como a taxa de erro, para aplicar heuristicas e encontrar pontos de mudanca. Por exemplo, o
método DDM considera trés estados diferentes para a classificacao de evolugao do erro: (i) sob
controle, quando o erro é estével; (ii) fora de controle, quando o erro aumenta significativamente
em comparacao com o passado recente; e (iii) adverténcia, quando o erro estd aumentando, mas
nao atingiu o estado fora de controle. EDDM também considera a distancia entre erros no lugar
de considerar apenas a magnitude do erro. Outros métodos que podemos usar como controle de
desempenho do processo sao: EWMA, RDDM, HDDM, FHDDM e MDDM. Os métodos empregam
um conjunto de regras considerando distribuicao dos erros do classificador para definir o limiar dos
estados.

Conforme colocado no Capitulo III, podemos dividir Desvio de Conceito em tipos Abrupto,
Gradual, Incremental e Recorrente. Verificamos também no Capitulo IV que o estado da arte
normalmente trabalha bem com o tipo abrupto e estd avangando na detecgdo da forma gradual,
sendo mais complexo a identificacao de desvios incrementais e recorrentes. Lembrando aqui que os
tipos Abrupto sao identificados logo apds sua ocorréncia, onde um conceito A é instantaneamente
substituido por um conceito B. Os Graduais onde existe a mistura os conceitos A e B, tornando-os
ativos por um determinado periodo, mas, ao longo do tempo, o niimero de ocorréncias do conceito

A diminui & medida que o conceito B aumenta. Incremental onde as mudancas sao identificadas
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lentamente. Nesse tipo de desvio, as diferencgas acontecem gradualmente, sendo percebidas apenas
em longos periodos. E a recorréncia pode ser caracterizada como variagoes de estados entre valido
e invalido com certo grau de regularidade.

Entendemos que em diversas dreas, como a area de aviagdo, e variacao de atrasos em voos,
podem ocorrer todos os tipos de desvios e, por isso, quanto mais abrangente a possibilidade de
identificacao de desvios, independente do tipo, melhor. Neste sentido, nossa proposta visa aumen-
tar o espectro de atendimento de modelos de identificagao de desvio de conceito do estado da arte,
com o desenvolvimento de técnicas de armazenamento e selecdo de modelos ja treinados visando
melhorar a atuacao e desempenho particularmente em desvios recorrentes. Neste tipo de identi-
ficagao, existe uma selecao ativa de modelo de aprendizado de maquina de acordo com pesos e

formas de distribuigoes de varidveis de entrada.



62

Capitulo V Kairos - Método de detecgao e tratamento de desvio de conceito

para previsao de atrasos de voos

Neste capitulo é apresentado o método Kairos, um método ativo para detecgao e tratamento de
desvio de conceito que complementa os modelos de predicao de atrasos aéreos. Conforme colocado
no Capitulo II, o campo de atrasos aéreos é amplamente estudado, mas apenas mais recentemente
apresentou interesse na aplicacao de métodos de aprendizagem de méaquina na construcao de siste-
mas de predicao. O nimero de trabalhos vem crescendo e encontramos diversos tipos de modelos
sendo desenvolvidos. No entanto, identificamos que existe caréncia de aplicagbes praticas ou in-
dicacao de melhor forma de uso para esta area. Grande parte das publicacoes e aplicagoes sobre
aprendizagem de maquina foca nos métodos e em comparacoes com demais formas de tratamento
para casos gerais, sem aplicacao especifica para determinada area, como a de voos comerciais.

O termo “Kairos” na mitologia grega relaciona-se com o aspecto qualitativo do tempo, signi-
ficando momento oportuno, ocasido certa, oportunidade [Miller, 1994]. A inspiragdo para o nome
atribuido ao método representa a busca pelo melhor momento para identificacao e tratamento do

desvio.

V.1 Visao geral do Kairos

A Figura V.1 apresenta uma visdo geral do Kairos, a qual detalharemos durante este capitulo.
Esta visao geral comeca com a etapa inicial de treinamento e testes, que inclui as atividades de
(1) pré-processamento inicial dos dados e (2) treinamento de um modelo inicial de aprendizado de
maquina. A atividade de pré-processamento é alimentada por dados histéricos; apds a atividade
de treinamento, temos um modelo de classificacao treinado. A seta (a) representa o final da etapa
de treinamento e testes, que ocorre quando o modelo treinado alcancou as medidas de desempenho
desejadas pelo processo especifico de treinamento empregado.

O método Kairos mantém uma tabela de registros em que cada entrada associa um modelo
treinado a uma caracterizacao da distribuicao dos dados usados para o treinamento desse modelo
(janela de dados). Essa tabela é usada para calcular a divergéncia (ou distancia) entre distribuigoes
de diferentes janelas de dados e identificar que modelo treinado deverd ser usado para futuras
predicoes. Na etapa inicial de treinamento e testes essa tabela ainda se encontra vazia; o calculo

da divergéncia nesse caso é feito entre os dados de treinamento e de teste usado na construcao do
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modelo inicial de aprendizado de maquina. Essa distancia de referéncia sera usada como limite de
comparacao posteriormente. Ao final dessa etapa, s@o armazenados na tabela de registros o modelo
treinado, a distribuicao dos dados de teste e a distancia calculada entre os dados de teste e os de
treinamento, representados pela aresta (b). Esta é a primeira entrada na tabela de registros.

O retangulo com borda mais fina assinalado com o titulo “Ciclo do Kairos” delimita uma etapa
continua com atividades ciclicas de tratamento e classificacdo do fluxo de dados de entrada. A
atividade (3) é a de pré-processamento de novas janelas de dados obtidos em um determinado
periodo, o que pode variar de processo para processo. Ao final do pré-processamento de uma
nova janela de dados, ocorre o cédlculo da distancia entre essa nova janela de dados e as janelas de
referéncia armazenadas em cada entrada da tabela de registros (4). A aresta (c¢) representa a leitura
de informagoes de distribuigoes e distancias de referéncia armazenadas na tabela de registros.

A distancia calculada entre a nova janela de dados e a janela de referéncia de uma entrada na
tabela de registros é comparada com a distancia de referéncia associada a entrada. A distancia de
referéncia determina um limite: se a distancia calculada for inferior a esse limite, considera-se que
o modelo armazenado na entrada correspondente da tabela de registros é adequado para efetuar
classificagoes no fluxo de dados de entrada atual. Nesse ponto, diversas situagoes podem ocorrer,
desde nao se identificar modelo adequado algum na tabela de registros, até se identificar multiplos
modelos adequados. Nas secoes seguintes sao apresentados os critérios utilizados para tratar essas
diferentes situagoes. O passo (5) é o responsével pela aplicacao desses critérios, que podem levar
a manutencao do modelo corrente, ou a selecao de um modelo presente na tabela de registros —
aresta (d) — ou ainda ao treinamento de um novo modelo — passo (7) — a ser inserido na tabela —

aresta (e). O passo (6) representa a classificagao dos dados do fluxo de entrada utilizando o modelo

2
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Figura V.1: Visao geral do método de detecgao e tratamento de desvio de conceito para previsao
de atrasos de voos - Kairos.
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V.2 Etapas detalhadas

A Figura V.2 mostra o esquema de aprendizado de maquina com as atividades de detecgao e

tratamento de desvio de conceito propostas pelo Kairos. Abaixo, segue descricao dos passos:

1. Etapa de definicao do modelo de aprendizado de maquina.

1.1

1.2

1.3

14

1.5

Etapa de pré-processamento, com as modificacoes de dados brutos necessarias ao pro-

Cesso.

Na etapa de segregacao de dados é onde existe a divisao dos dados brutos em dados de

treino e testes.

Na etapa de treinamento, o modelo é treinado com os conjuntos de dados segregados

para treinamento.
Na etapa de testes, o modelo é testado com os conjuntos de dados segregados para testes.

Nesta etapa, existe a reducao de dimensionalidade e cdlculo de distancia entre as distri-
buigoes de treinamento e teste. Ao final desta etapa, quando o ciclo for finalizado com

0 bom desempenho do modelo, armazenaremos a ultima distribuicao de referéncia.

2. Ciclos de processamento do modelo, com a classificagao de dados entrantes em fluxo de dados

continuo. Nesta fase, ja temos um registro na tabela de registros de modelos e divergéncias.

O primeiro registro com o modelo treinado, distribuigao de referéncia e o limite de distancia.

2.1

2.2

2.3

Etapa de pré-processamento, com as modificacoes de dados brutos necessarias ao pro-

Cesso.

Na etapa de calculo de distancia, existe a reducao de dimensionalidade e, posteriormente,
o calculo da distancia com relagao a distribuigao de referéncia. Isso é feito para cada

uma das distribuigoes de referéncia na tabela de registros.

Na etapa de verificagao do desvio, existe a comparacao direta de cada distancia calculada
anteriormente com o limite de referéncia para a distribuicao selecionada. Caso o valor
calculado para cada distribuicao seja maior que todos os limites registrados, existe a
identificacao do desvio e necessidade de retreinamento do modelo. Caso o valor calculado
para cada distribuicao seja menor que todos os limites registrados aplicado o parametro
percentual o = 0..1, existe a identificagdo do desvio e necessidade de substituicdo do
modelo. O limite de referéncia de cada registro funciona como o limite superior, e o

parametro « funciona como o limite inferior para definicao de limites do desvio.
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2.4 Na etapa de selecao do modelo verifica-se dentre os registros qual apresenta menor dife-
renca em relagao ao limite, prosseguindo com a sua selecdo. Independente da detecgao
do desvio no passo anterior, existe, dentro do ciclo, a selecao do modelo mais adequado.
O desvio s6 podera ser tratado no préximo ciclo, apds as novas ocorréncias esteram

disponiveis para efetuarmos novo treinamento.

2.5 Na tltima etapa, existe o processamento do modelo selecionado como mais adequado.

3. Caso ocorra a indicacao de necessidade de retreino, assim que houverem novos dados de

ocorréncia, antes de comegar um préximo ciclo de processamento, os modelos sao retreinados.

3.1 Na etapa de retreinamento, o modelo € treinado com os conjuntos de dados do ultimo
periodo pré-processados. Onde também existe o calculo de distancia entre a distribuigao
atual de dados e a distribuicao referente ao tltimo modelo usado. Caso nao exista slot

vazio na tabela de registros, o mais antigo é substituido.
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Figura V.2: Esquema de geral do método de deteccao e tratamento de desvio de conceito para
previsao de atrasos de voos - Kairos.
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V.3 Formalizacao dos principais conceitos do método

Nesta secao o método é formalizado, com a apresentacao dos principais conceitos que o formam.
Acompanham esta formalizagdo o diagrama geral da sua estrutura e exemplificagdo do funciona-
mento com dados sintéticos.

Seja J = {i1,42,...,iy} 0 conjunto de tuplas na janela de dados, onde n é o nimero total de

pontos. Cada ponto ix (1 < k < n) pode ser representado como um vetor de atributos:

i = (a’f, ag, .. ,aﬁl),

onde ag? (1 < j <'m) sao os atributos associados ao ponto i, e m é o nimero total de atributos.
Dessa forma, a janela de dados J pode ser representada como um conjunto de vetores de

atributos:

J={(a},ad,....al), (a3 a3,...,a2),...,(a},ay, ... a")},

onde cada vetor corresponde a um ponto i; na janela, e a;? representa o j-ésimo atributo do
k-ésimo ponto.

Cada janela de dados representa um periodo de informacées, seja nas fases de treinamento e
testes, como no ciclo de processamento. Distancias sao medidas entre distribuicoes construidas a
partir de objetos em duas janelas, uma de referéncia J,,, e uma deslizante J;. A janela de referéncia
representa uma distribuicdo de referéncia, e a janela deslizante representa a delimitacao de objetos
dos fluxos continuos de dados. As duas janelas tém o mesmo tamanho.

Quando em tempo de treinamento e testes, a janela deslizante é a distribuicao de testes e a
de referéncia a distribuicao de treinamento. J& no ciclo de processamento de fluxo de dados, a
janela deslizante é a distribuicao de dados atual, e a de referéncia sendo cada uma das distri-
buigoes armazenadas na tabela de registros. A distancia é a medida de divergéncia entre as duas
distribuigoes.

Como hé diversas dimensoes (diversos atributos) nos dados tratados, aplica-se a reducao de
dimensionalidade através de Linear Discriminant Analysis (LDA) [Hastie et al., 2009]. Comparando
a distancia no subespaco dado pelas L médias das classes, nota-se que distancias ortogonais a esse
subespago nao adicionam novas informacoes, pois contribuem de igual forma para cada classe.
Assim, podemos transformar um problema m-dimensional para um problema com L — 1 dimensoes
ao projetar os dados ortogonalmente nesse subespaco. No nosso caso, transformamos em um
subespago unidimensional H; (onde L = 2).

Seja X, e X, as matrizes de dados das janelas referéncia e deslizante, respectivamente. Ambas
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as matrizes tém dimens@o n x m, onde n é o nimero de objetos (ou pontos) nas janelas e m é o

nimero de atributos (dimensées) originais.

[ 1 [ / ;]
Ti1 12 o Tim Ty Tyg o Ty,
) / / .« e ,
21  X22 T2m To1 Too Tom,
X, = o Xy =
/ / /
| Tnl Tn2 *°° Tnm | B2 Lnm |

Distribuicoes de saida:
Ap6s aplicar o LDA, obtemos um subespaco unidimensional H;. As matrizes de dados trans-

formadas sao projetadas nesse subespaco e tém dimensao n x 1:

Y1 9’1
/
Y2 Yo
Y, =1 |, Yn=
| Yn | _?/7,1_

onde y; = W'z, e Y= WT:B; sao as projecoes dos pontos de entrada no subespaco unidimen-
sional Hy. Aqui, W é o vetor de pesos obtido a partir do LDA.

Essa notacao representa as distribuicoes antes e depois da aplicacdo do LDA. Note que, ao
comparar as distancias no subespago Hjp, estamos comparando as distribuicoes Y, e Y,, sendo as
versoes transformadas das distribuicoes originais.

Como préximos passos, ambas as janelas sao normalizadas, Equacoes V.1 e V.2, e transformadas
em distribuicoes de probabilidade, nas Equacgoes V.3 e V.4. Esses passos sao necessirios como
preparacao para a forma de cdlculo de distancia e comparacéo entre as distribuigoes. Aplicamos a
funcao minmax_scale [Python Software Foundation, 2023] em cada uma das distribuigoes Yy, e Yy,,
para redimensionar os valores de cada distribuigao para o intervalo [0, 1]. As novas distribuigoes
escaladas sao denotadas por Y, norm € Y, norm, respectivamente.

Cada elemento da distribuicao é dividido pelo somatério de todos os elementos, para garantir
que a soma de todos os valores seja igual a 1, o que é uma caracteristica de distribuigoes de
probabilidade. As novas distribui¢oes de probabilidade serao denotadas por Yy, prop € Y, probs
respectivamente.

Portanto, temos:

Yy, —min (Yy,)
max (Y, ) —min (Y})

YJn7 norm — (Vl)
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th — min (YJt)

Y. norm — . V.2
Jio no max (Y,) — min (Y},) (V-2)
Y,
YJn, prob — Zn ) X}Jm)rrr; (VS)
i= n, NOrM
Y
YJt, brob Jt, norm (V4)

TR Y, nom
Aqui, aplicamos entropia relativa ou divergéncia de Kullback-Leibler (KL) entre duas massas de
probabilidade Y, prop € Y, prob, Para apurar sua divergéncia. Entendemos que a forma de analise
de distribuicao serd a mais adequada para uma andlise mais rdpida, por nao depender de anédlise de
indicadores de desempenho. Em nosso modelo utilizaremos a distancia ou divergéncia de Kullback-
Leibler (KL) [Kullback, 2012], também conhecida como entropia relativa, que mede a distancia
entre duas distribuigoes de probabilidade e, portanto, pode ser usada para testar a mudanca.

Uma das maneiras mais gerais de representar divergéncia entre duas distribuigoes é a entro-
pia relativa da teoria da informagao, também conhecida como divergéncia de Kullback-Leibler (ou
KL) [Cover and Thomas, 2012]. Essencialmente, a divergéncia KL é a expectativa da diferenga lo-
garitmica entre a probabilidade de duas distribui¢oes. A KL mede a quantidade de informacao per-
dida ao se aproximar uma distribuicao de probabilidade de referéncia (a “verdadeira” distribuigao)
por meio de outra distribuicao de probabilidade (a distribui¢ao aproximada). E uma medida da
diferenca entre as duas distribuicoes sendo expressa em termos de entropias, sendo medidas da
incerteza associada a cada distribuicdo. Portanto, embora a KL possa ser interpretada como uma
medida de distancia em alguns contextos, é importante entender que ela é uma medida de diferenca
entre distribuicoes e ndao é uma medida de distancia com todas as propriedades matematicas que
esperamos de uma distancia. Em termos informagao, neste trabalho, vamos nos referir a divergéncia
Kullback-Leibler como distancia, assim como foi discutida em diversos trabalhos como em [Amari,
2016; Lee and Seung, 1999; Cover and Thomas, 2012].

Muitas variantes foram propostas procurando resolver essa falta de simetria e natureza nao
métrica entre duas distribuicoes, preservando sua relacao com a taxa de erro do classificador.
Exemplos incluem a distancia de Chernoff, a distancia de Bhattacharyya e a divergéncia de Jensen-
Shannon. No entanto, todas as medidas mencionadas tém outras desvantagens e mostraram ne-
nhuma superioridade conclusiva em ambientes experimentais. A divergéncia KL também tem vérias
vantagens que torna a expressao adequada para ser usada como medida de similaridade entre duas
distribuigoes. Como a Relacao com a Razao de Verossimilhanga (RV), onde a divergéncia de KL é
frequentemente apresentada como o valor esperado da razao de verossimilhanca logaritmica. Essa

defini¢do pode ser especialmente 1til quando conhecemos a distribuicao a partir dos dados e é facil
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calcular o log da razao entre as duas probabilidades. A Estimativa de Maxima Verossimilhanga
(MLE) pode ser vista como uma forma minimizada da divergéncia KL entre os dados da distri-
buicao empirica e a distribuicao do modelo proposto. O estimador de maxima verossimilhanca é
aquele que minimiza a distancia KL até a distribuicao verdadeira. O primeiro termo da expansao de
Taylor das divergéncias KL é equivalente a estatistica do teste do qui-quadrado. Além disso, o teste
espacial de Kulldorff utilizado para agrupamento de dados poder ser estatisticamente comparada
a distancia KL entre a distribuicao dos dados empiricos e a distribuicao de Poisson. A desigual-
dade de Pinsker, distancia de variacao total entre duas densidades, chamada distancia estatistica, é
calculada em funcao da divergéncia de KL dessas duas densidades [Basterrech and Wozniak, 2022].

Atividades referentes aos passos 1.5 e 2.2 da Figura V.2. Com isso, teremos a divergéncia de
Kullback-Leibler entre as distribuicoes de probabilidade Y, ,rop € Y, prob, denotado pela Equagao
V.5. Esse valor pode ser interpretado como a distancia (em termos de informacgao) entre as distri-

buicoes, sendo que valores maiores indicam uma maior diferenca entre elas.

d= DKL (YJn,probv YJt,prob) (V5)

Esta divergéncia sera nossa medida da diferenca entre as duas distribuigoes. A proxima etapa
é determinar se essa medicao é estatisticamente significativa. Formalmente, afirmamos a hipotese
nula Hy : p(z) = q(x) e deseja-se determinar a probabilidade de observar o valor d se Hy for falso.

Ao iniciar a fase de treinamento do modelo M, tomamos como referéncia temporaria a dis-
tribuigao p(x), e para cada rodada de treinamento e testes, afere-se d entre a distribuigao p(x) e
q(x), valor que chamaremos de d como referéncia de limite para apuracao da distancia que serd
armazenado na tabela de registros. Quando se finaliza a fase de treinamento e testes, o modelo
M é associado ao primeiro registro de armazenamento de modelos com o valor de referéncia de (1,
associado a distribuigao p(z).

Para cada ciclo de processamento, seleciona-se o periodo atual, efetua-se o pré-processamento,
e calcula-se a distancia com referéncia a cada uma das distribuigbes armazenadas na tabela de
registros. Esta é a etapa de verificagao do desvio, onde existe a comparacao direta de cada distancia
calculada anteriormente com o limite de referéncia para a distribuicao selecionada. Respectivamente
a atividade 2.3 na Figura V.2. Caso o valor calculado d para cada distribui¢do seja maior que
todos os limites d registrados, existe a identificacao do desvio e necessidade de treinamento de um
novo modelo. Caso o valor calculado d para cada distribuicao seja menor que todos os limites
registrados aplicado o parametro percentual d < d- «, existe a identificacao do desvio e necessidade
de retreinamento do modelo. O parametro o pode variar entre 0 e 1. De outra forma, existindo
algum registro onde a distancia esteja abaixo do limite, e dentro do limite ja aplicado o parametro

percentual d > d-aed< cf, existe modelo ja treinado que pode ser reutilizado.
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Formalmente, o processo de verificacao do desvio pode ser descrito da seguinte maneira:

Seja d a medida de diferenca entre as distribuicoes de probabilidade Y, prop € Y, prob, dada

por d = DKL(YJn,pTObHYJtap"’Ob)'

Seja d o limite de referéncia de cada registro na tabela de registros.

Se d > d, entdao ha um desvio e é necessario realizar um retreinamento do modelo.
e Se d < d- «a, entao hd um desvio e é necessario realizar um retreinamento do modelo.

e Sed-a <d<d,entdo o modelo ja treinado pode ser reutilizado.

Retreinamento , se para todas as linhas da tabela de registros,
temosqued<cii-aoud>czi

Jé existe um modelo treinado adequado , caso contrario

Mesmo que exista indicagdo de retreinamento, o modelo s6 é retreinado no préximo ciclo de
dados, entao, para o ciclo atual, precisamos selecionar o modelo mais préximo, mesmo que todos
tenham ficado fora dos limites. Na etapa de selecdo do modelo verifica-se dentre os registros qual
apresenta menor diferenga em relagao ao limite e a distancia calculada entre a janela atual e a
armazenada em cada registro, prosseguindo com a sua selecdo. Representa a atividade 2.4 na

Figura V.2, e segue na Equacao V.6.

Mselecionado = arg IIlZln Di(!]t, Jz) (VG)

Onde D;(J;, J;) é a distancia calculada entre a janela atual J; e a janela armazenada J; associada
ao modelo M;, e arg min; D;(J;, J;) é o indice do modelo com a menor distancia em rela¢ao ao limite
e a distancia calculada. O modelo selecionado Mgejecionado Serd utilizado para a predi¢ao no ciclo
atual.

Finalmente, como tultimo passo, se foi identificado anteriormente que existe necessidade de
retreino, a partir dessa nova janela de dados, é gerado um novo modelo treinado M,opo. A distri-
buicao atual de dados J; é armazenada juntamente com a distancia calculada entre o fluxo atual
e a distribuicao referente ao ltimo modelo usado. Além disso, o novo modelo treinado Moo €

adicionado a tabela de registros. Se a tabela de registros atingir seu tamanho méximo, o registro

mais antigo é descartado e o novo é adicionado em seu lugar.
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Tabela V.1: Notagao matematica utilizada no método.

Notagao | Descrigao

J Conjunto de pontos na janela de dados

i k-ésimo ponto na janela de dados

a;? j-ésimo atributo do k-ésimo ponto na janela de dados
m Numero total de atributos

n Numero total de pontos na janela de dados

X7, Matriz de dados da janela de referéncia

Xy, Matriz de dados da janela deslizante

w Vetor de pesos obtido a partir do LDA

Y, Distribuicao transformada da janela de referéncia
Y, Distribuicao transformada da janela deslizante

H, Subespago unidimensional obtido a partir do LDA

Y, norm | Distribuicao de probabilidade normalizada da janela de referéncia
Y}, norm Distribuicao de probabilidade normalizada da janela deslizante

Y, prob Distribuicao de probabilidade da janela de referéncia

Y, prob Distribuicao de probabilidade da janela deslizante

d Distancia de Kullback-Leibler entre as distribuicoes Y, ,rob € Y, prob
d Valor de referéncia para a distancia d

« Parametro percentual para apuracao do desvio

V.4 Algoritmos

Abaixo, seguem os algoritmos referentes aos passos acima. No Algoritmo 1, temos a primeira
parte que representa o treinamento e testes do modelo de aprendizagem de maquina. Durante o pro-
cesso, existe o calculo da distancia K L entre as distribuicoes utilizadas. Ao final, armazena-se uma
distribuicao de referéncia e a maior distancia K L registrada. Neste algoritmo, existe a utilizacao
de seis fungoes: Preprocessamento, CalculaDivergencia, EfetuaTreinamento, EfetuaTestes,
VerificaDesempenhoModelo ¢ ArmazenaRegistroTabela.

A funcao PreProcessamento representa aqui apenas a fase de pré-processamento que serd utili-
zada e nao faz parte do modelo. Sendo definida conforme os dados e de cada necessidade. A fungao
CalculaDivergencia do Algoritmo 2, expressa o calculo da distancia KL entre duas distribuigoes.
As funcoes EfetuaTreinamento, EfetuaTestes sdo apenas uma representacao do treinamento e
testes do classificador. A fungdo VerificaDesempenhoModelo verifica o desempenho do modelo
treinado e testado. E a fungdo ArmazenaRegistroTabela armazena os resultados do modelo trei-
nado e testado em uma tabela, com suas distribuicoes e limite de distancia calculado.

Segue a fungao CalculaDivergencia no Algoritmo 2, que expressa o calculo da distancia KL
entre duas distribuigoes. Algumas func¢bes importantes chamadas neste algoritmo sao: LDA que
realiza a andlise de discriminante linear (LDA) nos dados de entrada; Normaliza fungdo que nor-
maliza os dados de entrada para ter média zero e desvio padrao igual a um; e, Transforma em

probabilidade, funcao que transforma os dados de entrada em uma distribuigao de probabilidade.
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Algoritmo 1 Treinamento e teste do modelo

1: enquanto Ciclo de treinamento e testes faca

[ S
Loy 29

14:

PreProcessamento(dadosdetreinamento)

Carrega janelatreinamento com distribuicao de comparagao.

Normaliza janelatreinamento.

modelo < EfetuaTreinamento(janelatreinamento)

PreProcessamento(dadosdetestes)

Carrega janelatestes com distribuicdo de comparacao.

Normaliza janelatestes.

EfetuaTestes(modelo,janelatestes)

desempenhoModelo <— VerificaDesempenhoModelo(modelo)

distancia < CalculaDivergencia(janelatestes,janelatreinamento)

se desempenhoModelo >= limiteAceitacao entao
AbandonaLoop.

fim se

15: fim enquanto
16: ArmazenaRegistroTabela(Modelo, distancia, janelatestes)

Algoritmo 2 Calcula a divergéncia KL

1:
2
3
4:
5:
6
7
8
9:

funcao CarcuLaDIVERGENCIA(P, Q)

LDA(P)

LDA(Q)

Normaliza(P)

Normaliza(Q)

Transforma em distribuig8o de probabilidade(P)
Transforma em distribuic8o de probabilidade(Q)

devolve [ p(z)log (%) dx

fim fungao
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O Algoritmo 3 representa o processamento do classificador apés o treinamento, onde os dados
entrantes sao fluxos de dados constantes. Primeiro existe a selecao de nova janela de dados e o
seu pré-processamento. Entao, comeca-se a buscar o melhor modelo na tabela pré-existente de
distribuigoes e modelos ja treinados. Para cada distribuicao de referéncia encontrada na tabela,
calcula-se a distancia KL, referente a nova janela de entrada. Caso a distancia calculada esteja
no limite registrado na tabela, contando com o parametro «, seleciona-se o classificador ja trei-
nado. Caso, até o final da tabela de registro nao se encontre classificador aderente, no limite de
distancia, efetua-se novo treinamento do classificador, com a distribuicao de entrada, nova janela de
dados. Com a necessidade de retreinamento, registra-se também a ocorréncia de um desvio de con-
ceito. A funcéo ProcessaModeloML aqui representa o processamento do classificador selecionado.
A fungao VerificaDesvioModelo é chamada para verificar se o desvio entre os novos dados e a
distribuicao de comparacgao € significativo. A funcao é melhor detalhada mais abaixo no Algoritmo
4. O resultado dessa funcao é um booleano desvio e o modelo mais adequado, utilizado na funcao
ProcessaModeloML. Caso seja identificado um desvio significativo, o algoritmo registra esse desvio,
efetua o treinamento do modelo com os novos dados e calcula a divergéncia entre a ultima janela de
dados utilizada pelo modelo antigo e a nova janela de dados utilizada pelo modelo atualizado. Por
fim, é armazenado o registro da tabela com o novo modelo, a distancia calculada e a nova janela

de dados.

Algoritmo 3 Processamento do classificador

1: enquanto Fluxo continuo de dados faga
Recebe novosdados
PreProcessamento(novosdados)
Carrega novajanela com distribuicao de comparagao.
Normaliza novajanela.
desvio, modeloMaisAdequado = VerificaDesvioModelo(novosdados)
ProcessaModeloML (novajanela, modeloMaisAdequado)
se desvio entao
Registra desvio
novoModelo <— EfetuaTreinamento(novosdados)
distancia < CalculaDivergencia(janela(modeloMaisAdequado), novajanela)
10: ArmazenaRegistroTabela( novoModelo, distancia, novajanela)
11: fim se
12: fim enquanto

O Algoritmo 4 detalha fungao VerificaDesvioModelo que implementa a deteccao do desvio
e selecdo do melhor modelo, baseado na distancia KL (Kullback-Leibler). Esta fungao recebe
uma nova janela de dados janelanova como entrada e faz a comparacao com as distribuicoes de
referéncia armazenadas na tabela de registros. O algoritmo utiliza a distancia KL para calcular a
divergéncia entre a nova janela de dados e as janelas de referéncia na tabela. A distancia KL, é uma

medida de divergéncia entre duas distribuicoes de probabilidade e pode ser utilizada para medir
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a diferenga entre a distribuicao de referéncia e a distribuigdo dos novos dados. Caso a distancia
entre a nova janela de dados e a janela de referéncia seja menor do que a distancia de referéncia
multiplicada por um fator «, o algoritmo registra que nao houve desvio (desvio = False). Caso
contrario, o algoritmo registra que houve desvio (desvio = True). O algoritmo também calcula
a diferenca entre a distancia de referéncia e a distancia entre a nova janela de dados e a janela
de referéncia dif Distancia. Essa diferenca € utilizada como um critério adicional para selecionar
o melhor modelo, caso haja desvio. O modelo com a menor distancia pode ser selecionado e

armazenado na variavel modeloComM enor Distancia.

Algoritmo 4 Deteccao do desvio e selecao do melhor modelo

1: fungao VERIFICADESVIOMODELO(janelanova)

2 enquanto Tabela com distribuicoes e distancias KL de referéncia faga

3 Carrega janelareferencia com distribui¢ao de comparagao.

4 Carrega distanciareferencia de distribuicao de referéncia.

5: distancia + CalculaDivergencia(janelanova,janelareferencia)

6 se (distancia < distanciareferencia) and (distancia > distanciareferencia * «) entao
7 Registra desvio = False

8

9

senao
Registra desvio = True
10: fim se
11: fim enquanto
12: Armazena modeloComMenorDistancia
13: devolve desvio, modeloComMenorDistancia

14: fim fungao

V.5 Exemplo passo a passo

Colocamos um exemplo a seguir com dados de voos extraidos da ANAC com uma simplificagao
do que seria a execugao do fluxo definido anteriormente. A Figura V.3 mostra o resultado ao final
das atividades de treinamento e testes do primeiro modelo gerado na etapa inicial de operacao
do Kairos. Na parte inferior esquerda da figura ha a representacao da distribuicao do primeiro
més de dados, apds a aplicacdo de LDA. O primeiro més corresponde a distribuicdo usada para o
treinamento. Na parte inferior direita da figura héd a distribui¢do do segundo més, apds aplicacao
de LDA, e corresponde aos dados de teste. A parte superior direita da figura mostra a distancia KL
calculada entre as duas distribui¢ées. Com isso, o primeiro registro da tabela de registros (parte
superior direita da figura) recebe o modelo M treinado, a tltima distribuicao de referéncia p(z), e
o valor do limite KL.

Na etapa ciclica de processamento afere-se sempre a distancia entre a janela referéncia g(x) e a
janela selecionada p(z), apurando d. A janela referéncia corresponde a cada uma das distribui¢oes

armazenadas na tabela de registros. Compara-se o valor de d com d para cada registro, cada
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Registro  Modelo Distribuicdo  Limite KL

1 M p(x) 11,06
Distancia KL:11.86
Distribuicao de treinamento - primeiro més Distribuicao de teste - sequndo més
10 10 4
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Figura V.3: Maior diferenga KL apurada na fase de treinamento e testes. Primeiro registro na
tabela de registros.

distribuigao da tabela, e verifica-se onde d < de qual a menor distancia. Existe uma varredura
da tabela de registros de modelos ja treinados. Para o exemplo abaixo, consideramos o parametro
a = 0, ou seja, serd considerado o valor cheio de d para identificacao para selecao do modelo e
identificacao de desvio.

A Figura V.4 mostra um exemplo de ciclo de processamento onde é calculada a diferenca entre
a distribuicao de referéncia armazenada na tabela e a nova distribuicao sendo processada. No
exemplo, a distancia d foi de 7,88, menor que o valor limite d do modelo M. Dessa forma, nao
se detecta desvio, e o modelo é mantido. A figura mostra como a tabela de registros manteve-se

inalterada.

Registro  Modelo Distribuicdo  Limite KL

»x 1 M p(x) 11,06
Distancia KL:7.88
Distribuicao do registro 1 Distribuicdo para processamento
10 10
0.8 08
0.6 06
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Figura V.4: Diferenca KL apurada no primeiro ciclo de processamento. Menor que o limite.

A Figura V.5 mostra exemplo de novo ciclo de processamento onde se detecta um desvio de

conceito. No exemplo € calculada a diferenca entre a distribuicdo de referéncia armazenada na
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tabela e a nova distribuicao sendo processada. No exemplo, a distancia d foi de 14,99, maior que
o valor limite d do modelo M , de 11,06. Dessa forma, é detectado o desvio, e um novo modelo
serd treinado. O novo modelo M’, fungao da nova distribuigao p(x)’ e o valor d entram como novo

registro na tabela de referéncia, conforme mostra a parte superior direita da figura.

Registro  Modelo Distribuicdo Limite KL

1 M p(x) 11,06
Distancia KL:14.99 > 2 M1 p(x) 14,99
Distribuigao do registro 1 Distribuicao para processamento
10 1 10
) o
08 08
0.6 1 06
. - )
L
&
021 o 0.2
00 1 L L g 0.0 ) e
00 02 04 0.6 0.8 10 0.0 02 04 06 08 10

Figura V.5: Diferenca KL apurada em novo ciclo de processamento. Ultrapassou o limite. Tabela
mantida, sem deteccao do desvio.

A Figura V.6 mostra exemplo de novo ciclo de processamento onde se detecta um desvio de
conceito. Neste ciclo, j& se utiliza o modelo M’, a distribui¢ao p(x) e o valor d (segunda linha da
tabela, correspondendo ao modelo atualmente selecionado para uso em classificagdes de voos). A
figura mostra um exemplo onde ¢ calculada a diferenga entre a distribuigao de referéncia armazenada
na tabela e a nova distribuicao sendo processada. No exemplo, a distancia d foi de 17, 06, maior que
o valor limite d do modelo M’ , de 14,99. Dessa forma, é detectado o desvio. Os outros registros
armazenados e ja treinados da tabela sao testados. No presente exemplo, o primeiro registro é
selecionado e a diferenga KL calculada entre as distribuigoes.

A Figura V.7 mostra o resultado da comparacao da nova distribui¢ao com a do primeiro registro
ja armazenado. No exemplo, a distancia d foi de 10,98, menor que o valor limite d do modelo M ,
sendo de 11,06. Dessa forma, o modelo M é selecionado para o processamento corrente. A tabela
de registros foi mantida a mesma, mas o registro corrente mudou, voltou a ser o primeiro. Note
que, primeiro, o desvio s6 é detectado se nenhum modelo ja registrado for aderente e, segundo, que
o teste serd feito com cada registro existente da tabela, selecionando o mais aderente. Na etapa
de selecao do modelo, verifica-se dentre os registros qual apresenta menor diferenca em relacao ao
limite e a distancia calculada entre a janela atual e a armazenada em cada registro, prosseguindo
com a sua selecao.

A verificacdo é repetida a cada ciclo de processamento, com a selecao do registro mais adequado
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Registro  Modelo Distribuicdo  Limite KL

1 M p(x) 11,06
Distancia KL:17.06 »> 2 M1 p(x)' 14,99
Distribuicao do registro 2 Distribuigao para processamento
10 1 10
) .
08 08
06 0.6
04 0.4
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® LA
0.0 , ®e 0.0
00 02 04 06 08 10 00 02 04 06 08 10

Figura V.6: Diferenca KL apurada em novo ciclo de processamento. Ultrapassou o limite. Tabela
de registros, apds desvio detectado e modelo retreinado.

Registro  Modelo Distribuicdo  Limite KL

>> 1 M p(x) 11,06
Distancia KL:10.98 2 M1 p(x) 14,99
Distribuicao do registro 1 Distribuicdo para processamento
10 10
08 08

06 06
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Figura V.7: Com o desvio, o primeiro modelo foi testado e selecionado novamente. Distancia KL
estava no limite. Tabela de registros se manteve, pois o modelo nao foi retreinado.

e modelo ja treinado. Caso se apure que nenhum dos modelos ja verificados é adequado, um novo
modelo é treinado e criado um novo registro. Isso faz com que o Kairos fique mais robusto com o
passar do tempo e trate mais contextos de dados sem necessitar de retreinamento do modelo. Se
a tabela de registros atingir seu tamanho maximo, o registro mais antigo é descartado e o novo é

adicionado em seu lugar.

V.6 Implementacao

Para o processamento e tratamento dos dados foi utilizado o Google Colab [Google, 2023],

em ambiente basico de CPU e memoéria. A parte de pré-processamento foi desenvolvido em R
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[R Core Team, 2023], e a parte do método e resultados em Python [Python Software Foundation,
2023], todos disponiveis no GitHub [Carvalho, 2023]. Para o pré-processamento, em linguagem R,
as principais bibliotecas usadas foram: doParallel, magrittr, dplyr, readzl, sqldf, psych, ggplot2
e ggpubr. Para a parte de geragao de modelos e processamento, em Python, as principais bibliote-
cas utilizadas foram: sklearn.discriminant_analysis, sklearn.metrics, sklearn.model_selection,
scipy.stats, torch, sklearn.naive_bayes, sklearn.ensemble e skmulti flow.drift_detection.

Segue indicacao de principais bibliotecas utilizadas por parte do processo:

e Calculo da distancia entre distribuigoes: sklearn.preprocessing,

sklearn.discriminant_analysis e math.

e Estruturacao e processamento dos modelos de aprendizado de maquina:
sklearn.ensemble. RandomForestClassi fier, sklearn.naive_bayes.GaussianN B,

sklearn.preprocessing, e sklearn.model_selection.

e Métricas: sklearn.metrics.

e Estruturagio e execugao dos métodos ADWIN, DDM, HDDM e Page Hinkley:

skmulti flow.dri ft_detection.
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Capitulo VI Experimentos

Este capitulo contém a estruturacdo e o passo a passo de como foram feitos os experimentos
do método proposto, apresentando quais sdo as fontes de dados e como foram processadas; como
foi montado o método proposto; como foram montados os métodos de comparacao; e, como foram

feitas as comparagoes.

V1.1 Pré-processamento

Nesta subsecao, descrevemos quais fontes de dados foram selecionadas e coletadas, assim como
cada passo do pré-processamento efetuado para dar origem as bases de dados usadas pelos modelos
de aprendizado de méaquina. Os dados e grande parte do pré-processamento partem do trabalho
prévio de Teixeira et al. [2020]. Esse trabalho fornece informagoes sobre o Brazilian Flight Dataset
(BFD). A descrigao inclui as fontes de dados de voos regulares (VRA) e dados meteorolégicos. O
VRA é fornecido pela ANAC (Agéncia Nacional de Aviagao Civil) e contém todos os voos brasileiros.
Os dados meteorolégicos sao fornecidos pela ASOS (Automated Surface Observing Systems). A
ASOS é gerida pela Iowa State University (EUA). Ele contém dados meteorolégicos coletados por
sensores instalados em aeroportos de todo o mundo. O artigo traz informacgoes dos anos 2000 até
2019, dois quais extraimos 3 anos, 2016, 2017 e 2018, para efetuar o processamento dos modelos e
testar os métodos de identificagdo e tratamento de desvio de conceito.

Havia diferencas no caminho, formato e contetiidos dos arquivos da ANAC desde o trabalho
prévio de Teixeira et al. [2020], além de inconsisténcias verificadas nos arquivos BFD gerados a
partir de 2013. Informagoes como temperatura, humidade, pressao e velocidade do vento estavam
repetidas em cada tupla. Dessa forma, novos arquivos fonte foram extraidos nas fontes e os scripts
alterados para o pré-processamento. Os scripts foram mantidos em linguagem R, conforme fonte
original. Todo o material base e descrigoes constam na pagina do Data Analytics Lab (DAL)
[Ogasawara, 2023].

A Figura VI.1 mostra o fluxo de etapas do pré-processamento realizado para cada ano, e que

serd detalhado em seguida.

1. Coleta de arquivos de voos no site da ANAC.
O primeiro passo é a coleta dos arquivos de voos que se encontra no site da ANAC. Sao

os arquivos denominados VRA - Voo Regular Ativo, disponibilizados em pastas por ano e



1 2
xtrags os de clima através Pré-processament ados
Coleta de arquivos Pré processamento Extragdo de dados de clima através do Pré-processamento de dado:
B evoccnocteds | ™1 dedadoc devaac da | | Departamento de Agronomia da lowa [ de clima e unido com dados de
de voos no site da de dados de voos da g U ASES A a e localdad
ANAC. ANAC. ArQUIVO VRA ate University. ASOS (Automate voos, através de localidade e

80

-
5

Pré-processamento
do arquivo BFD para  |——
fonte de modelos de

classificagio

3 4

surface Observing Systems) hordrios

ArQuIvo para

Arquive BFD.
Brazilian Flights
Dataset (BFD)

processamento de
modelos de ML.
Arquivo BFDPROC

Arquivos VRA

Arquivo ASOS

\\—/-—\

Figura VI.1: Esquema do fluxo do pré-processamento realizado.

més. Os caminhos e formatos dos arquivos foram alterados em relagao ao trabalho prévio de

Teixeira et al. [2020]. Os mesmos podem ser encontrados agora em [ANAC, 2023].

Pré-processamento de dados de voos da ANAC.

O passo 2 efetua o pré-processamento dos arquivos de voos da ANAC para o formato esperado
pelo projeto BFD. A l6gica de processamento do trabalho prévio de Teixeira et al. [2020],
feita em R, foi alterada para suportar o novo formato do arquivo. Esta logica efetua a
transformagao para o formato esperado para juncao com dados de clima. A légica também

foi alterada para processar cada ano ao invés de todo o conjunto original.

Extracdo de dados de clima através do Departamento de Agronomia da Iowa State University
ASOS (Automated Surface Observing Systems).

O Departamento de Agronomia da lowa State University nos Estados Unidos compila dia-
riamente nao sé informagdes do sistema ASOS dos EUA, mas também de varias entidades
ligadas & aviagao civil e militar de todo o planeta. Esta universidade disponibiliza estes dados

gratuitamente para download através do site da universidade em [IEM, 2023].

Pré-processamento de dados de clima e uniao com dados de voos, por localidade e horarios.
Este passo efetua a juncao entre dados dos voos e de clima dos passos anteriores. Ele traz

dados de clima tanto da partida como da chegada para cada voo.

Pré-processamento do arquivo BFD para fonte de modelos de classificagao.
O dltimo passo ja parte do que seria o arquivo final BFD, que seria o arquivo publicado no
trabalho prévio de Teixeira et al. [2020], nao fossem as diferengas encontradas. A partir do

arquivo BFD, existe a transformacao para o formato que utilizaremos para os experimentos.

Colunas do arquivo de saida do ultimo passo:

e week - Nimero da semana em ordem, comecando em semana 1.
e expected_depart_date - data esperada da partida no formato AAAAMMDD.

e expected_depart_hour - hora esperada da partida no formato 24h.
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expected_duration - duracao esperada do voo.

departure_delay - atraso na partida, sendo a diferenca em minutos entre a partida real

e a partida esperada.

depart_temperature - temperatura na partida em graus celsius.
depart_dew_point - ponto de condensagao da dgua na partida.
depart_humidity - umidade na partida.

depart_pressure - pressao atmosférica na partida.
depart_visibility - visibilidade na partida.

depart_wind_speed - velocidade do vento na partida.

XXXX_ORIG - indicacao de partida ocorrida no aeroporto XXXX. Valor um marcando
ocorréncia e zero nao ocorréncia. H4 um campo como este para cada um dos dez prin-

cipais aeroportos do Brasil:
— SBBR: Brasilia, no Distrito Federal.
— SBCF: Confins, em Minas Gerais.
— SBCT: Sao José dos Pinhais, no Parana.
— SBGL: Galeao, no Rio de Janeiro.
— SBGR: Guarulhos, em Sao Paulo.
— SBKP: Viracopos, em Sao Paulo.
— SBPA: Salgado Filho, no Rio Grande do Sul.
— SBRJ: Santos Dumont, no Rio de Janeiro.
— SBSP: Congonhas, em Sao Paulo.
— SBSV: Dep. Luis Eduardo Magalhaes, na Bahia.

expected_arrival_date - data esperada de chegada no formato AAAMMDD.
expected_arrival_hour - hora esperada de chegada.

real_arrival_date - data real de chegada.

real_arrival_hour - hora real de chegada.

real_duration - duragao real em minutos.

arrival_delay - atraso na chegada, sendo a diferenca em minutos entre a chegada real e

a chegada esperada.
arrival_temperature - temperatura na chegada em graus celsius.

arrival_dew_point - ponto de condensacao da agua na chegada.
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e arrival_humidity - umidade na chegada.

e arrival_pressure - pressao atmosférica na chegada.

e arrival_visibility - visibilidade na chegada.

e arrival_wind_speed - velocidade do vento na chegada.

o XXXX_DEST - indicacao de chegada ocorrida no aeroporto XXXX. Valor um marcando
ocorréncia e zero nao ocorréncia. Ha um campo como este para cada um dos dez aero-

portos listados na descricao do campo XXX_ORIG.

e AZU - indicacao da companhia aérea Azul. Valor um marcando ocorréncia e zero nao

ocorréncia.

e GLO - indicagao da companhia aérea Gol. Valor um marcando ocorréncia e zero nao

ocorréncia.

e TAM - indicagdo da companhia aérea TAM. Valor um marcando ocorréncia e zero nao

ocorréncia.
e expected_year - ano no formato AAAA.
e expected_month - més no formato MM.

e departure_delay_binl5 - indicacdo de atraso na partida maior do que quinze minu-
tos. Aferido pelo campo departure_delay. Valor um marcando ocorréncia e zero nao

ocorréncia.

e arrival_delay_binl5 - indicagdo de atraso na chegada maior do que 15 minutos. Aferido

pelo campo arrival_delay. Valor um marcando ocorréncia e zero nao ocorréncia.

V1.2 Bases de dados para os experimentos

A partir dos arquivos gerados foram selecionadas trés visdes dos dados para diferentes proces-
samentos através dos modelos, para apurar possiveis diferencas nos resultados e comportamentos
tanto dos modelos de aprendizado de méquina quanto dos métodos de deteccao de desvio de con-
ceito. Na visao de malha aérea, foram selecionados todos os voos dos dez principais aeroportos
no Brasil, onde eles eram origens ou destino desses voos. Na visao de aeroportos, cada base de
dados era composta apenas de voos com origem ou destino em determinado aeroporto. Por fim, na
visao de companhias, cada base de dados era composta apenas de voos operados por determinada

companhia.
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VI.3 Configuracao e estrutura dos experimentos

Esta secao apresenta a estrutura utilizada para os experimentos, tanto para o método Kairos
proposto, como para os demais métodos comparados. Além das visées de bases de dados elencadas
na secao VI.2, os experimentos foram também feitos em duas diferentes escalas de tempo para
avaliacao de desvios, semanal e mensal. Além disso, foi criado um paradmetro para os experimentos
com todos os métodos. Esse parametro permite selecionar o periodo para avaliacao de desvios.

Foram desenvolvidos trés diferentes modelos de aprendizado de méaquina para classificacao de
atrasos em voos: Random Forest, Rede Neural e Naive Bayes. Os trés modelos utilizam as mesmas
bases de dados e sdo os mesmos utilizados em todas as formas de andlise: sem retreino, método
passivo e métodos ativos.

Para embasar o direcionamento dos experimentos, assim como para habilitar as comparacgoes,
foram selecionados alguns métodos de deteccao de desvio. Como forma de continuidade dos ex-
perimentos prévios detalhados no Apéndice A, selecionamos o método ativo que efetua a deteccao
de desvio pela média de diferenca entre distribuicoes. Mantivemos também como base o método
passivo de retreinamento a cada periodo, assim como a linha de base, sem deteccao de desvio, que
seria o nao retreino dos modelos de classificacao em qualquer periodo. Como forma de apuracao do
funcionamento dos métodos do estado da arte e de seu comportamento nos cenarios de classificacao
de atrasos em voos, selecionamos quatro métodos ativos de deteccao de desvio, sendo um método
de cada quadrante em nossa taxonomia apresentada no Capitulo III: ADWIN, DDM, HDDM e

Page Hinkley. Segue o resumo dos métodos e formas para experimentos:

1. Execucao dos modelos de classificagdo sem retreinamento. Também chamado em nosso tra-
balho de Linear, corresponde a execucgao da classificagao, através dos trés modelos, a cada

periodo determinado, semanal ou mensal.

2. Execucao do método passivo, que retreina os modelos de classificagao a cada periodo, mesmo

sem a identificacao de desvio.

3. Execucao do método ativo de deteccao de desvio pela média, conforme trabalho prévio pu-

blicado e detalhado no Apéndice A.
4. Execucado do método ativo ADWIN.
5. Execucao do método ativo DDM.
6. Execucao do método ativo HDDM.

7. Execucao do método ativo Page Hinkley.
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A estrutura selecionada teve como objetivos:

1. Manter a base dos experimentos prévios, com a linha de base sem retreino, método passivo

de retreino a cada periodo, e o método por média.

2. Estender experimentos com bases de dados em diferentes niveis qualitativos, notadamente

visoes por malha aérea, companhias e aeroportos.
3. Estender experimentos em diferentes niveis temporais, no caso, semanal e mensal.

4. Verificar o comportamento dos métodos do estado da arte, e suas caracteristicas, nos mesmos

cenarios.

Avaliadas caracteristicas e cenéarios, foi desenvolvido o método Kairos, ja se utilizando de
obervacoes realizadas sobre os resultados. Sempre utilizando as mesmas bases de dados, periodos
e modelos. A partir da andlise do cenario anterior e do comportamento dos métodos do estado da
arte, foi possivel direcionar a melhor forma de proposicao do novo método. A seguir, faremos uma
explanacao de toda a estrutura, que nao segue uma ordem cronoldgica, mas representa todos os
passos de processamento e comparagoes.

Apresentamos na Figura VI.2 o mesmo esquema ja proposto no Capitulo V, que aqui serd melhor
detalhado em termos de como foram submetidos os experimentos. Foram treinados e testados os

trés modelos: Random Forest, Rede Neural e Naive Bayes.

1. Método Kairos - Treinamento e testes.

1.1 Etapa de pré-processamento, com a modificacao de dados brutos necessarias ao processo.
O pré-processamento foi efetuado anualmente para o periodo de trés anos, 2016, 2017 e

2018.

1.2 Na etapa de segregacao de dados é onde ocorre a divisao dos dados brutos em dados
de treino e testes. Nesta etapa, foram selecionados os dois primeiros meses do ano, o

primeiro para treinamento e o segundo para testes.

1.3 Na etapa de treinamento, o modelo é treinado com os conjuntos de dados do primeiro
mes.

1.4 Na etapa de testes, o modelo é avaliado com os conjuntos de dados do segundo meés.
No Kairos, nesta etapa, existe o calculo de distancia entre os dados de teste e treina-
mento, sendo armazenada na tabela de registro a distribuicao de teste, com janela de

comparacao, assim como a distancia KL como limite.
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@ Treinamento e teste - dois primeiros meses.

1.2. Treinamento do .
. : o 1.3. Testes do classificador
1.1. Préprocessameno |————| Classificador com primeiro N R
N com segundo més do ano
més do ano

Dados

préprocessados dos 1.4, Calcula distancia

KL a cada teste e

principais
armazena contexto

aeroportos em um
ano

Figura VI.2: Treinamento e teste do método Kairos.

2. Ciclos de processamento do modelo, conforme Figura VI.3, com a classificagdo de dados.

Nesta fase, j4 temos um registro na tabela de referéncia de modelos e distancias. O primeiro

registro contém os trés modelos treinados, a distribuigao de referéncia (janela fixa) e o limite

de distancia.

21

2.2

2.3

24

Seleciona o periodo para processamento, sempre com a janela de um més, com incre-
mentos mensais ou semanais diante da configuracao selecionada. Ou seja, a janela de
comparacao armazenada e a janela de processamento sempre sao de um meés, mas o in-
cremento de novos dados pode ser feito a cada semana, ou a cada més. Os experimentos

foram feitos das duas formas.

Na etapa de cédlculo de distancia, existe a normalizacao da distribuicao de entrada, com
janela de mesmo tamanho da janela fixa. Posteriormente, é calculada a distancia com
relagao a distribuicao de referéncia selecionada. No final deste passo, teremos a distancia
calculada entre as distribui¢oes. O célculo é feito para cada registro existente na tabela.

Caso seja o primeiro processamento, existe apenas um modelo na tabela.

Na etapa de verificagao do desvio, ocorre a comparacao direta com o limite de referéncia
para a distribuigdo selecionada. O célculo foi feito com cada registro e verifica-se a
menor diferenca dentre os casos em que a distancia calculada ficou no limite anterior-
mente registrado para aquela distribuicdo. Caso o valor ultrapasse o limite em todos os

registros, existe a identificagao de desvio.

Na etapa de selecao do modelo, o Kairos prossegue com o modelo mais adequado sele-
cionado na tabela de referéncia de modelos e distancias, diante da verificacao anterior,
onde seleciona-se aquele com menor diferenca entre as distribui¢ées. A representagao

reduzida da tabela segue na Figura VIL.5.
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2.5 Nesta etapa, existe o processamento dos modelos selecionados diante da escolha na tabela
de registros.

2.6 A cada passo, existe a comparacao com os resultados reais, sendo registrados: tempo de
processamento, indicagéo se houve desvio, indicacao se houve retreino, acuracia, recall,

precision e F1.

@ Processamento pelo nimero de perfodos (semana ou més) a partir do terceiro més do ano.

24,
Seleciona modelo

i,
Verifica desvio

2.5, Classificador

2.6,
Registra

2.1. Seleciona 2.2,
e T I — - -
proximo perfodo Calcula distancia KL

Dados préprocessados

Registro de
modelos e
distancias KL

dos principais aeroportos

em um ano Desvio Identificado

desempenha

Figura VI.3: Processamento do Kairos a partir do terceiro meés.

Retreina modelos.

©

.y
3.1, Treinamento do
@ Classificador com Ultimo
periodo,

Dados préprocessados
dos principais aeroportos
em um ano

NN

Figura VI.4: Retreina os modelos no Kairos.

Registro de modelos e distancias KL

MODELO DISTRIBUIGAO LIMITE
Modelo 1 Distribuigdo 1 Limite 1
Modelo 2 Distribuicdo 2 Limite 2
Modelo 3 Distribuigdo 3 Limite 3
Modelo 4 Distribuigdo 4 Limite 4
Modelo 5 Distribui¢do 5 Limite 5

Figura VI.5: Registro de modelos treinados, janelas de comparagao e distancias limite.

3. Retreino de modelos no Kairos. Pode ser visto na Figura V1.4, que ocorre quando identificado

desvio no fluxo de processamento.

3.1 Seleciona o ultimo periodo utilizado para processamento, para o qual foi identificado o

desvio, e retreina os modelos.

Conforme explicado no comego desta secao, mantivemos também como base o método passivo

de retreinamento a cada periodo, assim como a linha de base, sem deteccao de desvio, que
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seria o nao retreino dos modelos em qualquer periodo. Por serem mais simples, e facilmente
derivados pelos fluxos apresentados, nao representamos graficamente os fluxos do processa-
mento sem identificacao de desvio, ou o fluxo de identificagdo passiva, com retreino a cada
periodo. Mas, para ambos, a cada periodo, existe a comparacao com os resultados reais,
sendo registrados: tempo de processamento, indicacao se houve desvio, indicagao se houve

retreino, acurdcia, recall, precision e F1.

Em seguida, detalhamos a forma dos experimentos com os métodos do estado da arte nos
cenarios de classificacao de atrasos em voos, onde foram selecionados quatro métodos ativos
de detecgao de desvio: ADWIN, DDM, HDDM, Page Hinkley. O mesmo fluxo foi usado para
o processamento do método ativo efetuado pela média. A Figura VI.6 mostra o fluxo de

treinamento e teste dos modelos.
4. Treinamento e testes em cada um dos demais métodos.

4.1 Etapa de pré-processamento, com a modificacao de dados brutos necesséarias ao processo.
O pré-processamento foi efetuado anualmente para o periodo de trés anos, 2016, 2017 e

2018.

4.2 Na etapa de treinamento, o modelo é treinado com os conjuntos de dados do primeiro
mes.

4.3 Na etapa de testes, o modelo é testado com os conjuntos de dados do segundo més.

@ ADWIN, DDM, HDDM, PAGEHINKLEY e MEDIA - Treinamento e teste - dois primeiros meses.

»=| 4.1. Préprocessameno

Dados préprocessados

4.2, Treinamento do

) o 4.3. Testes do classificador
——| Classificador com primeiro [~ & e
N com segundo més do ano
més do ano

dos principais aeroportos

em um ano

Figura VI.6: Retreina os modelos no Kairos.

Tanto o treinamento como o processamento de método ocorrem separadamente, mas sempre
obedecendo uma mesma estrutura légica, com os mesmos dados, periodos e formas de decisao

sobre retreino e afericdo de desempenho. A Figura VI.7 mostra o fluxo de processamento.
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5. Ciclos de processamento dos modelos com a classificagao de dados, para os métodos ADWIN,

DDM, HDDM, Page Hinkley e Média.

5.1 Seleciona o periodo para processamento, sempre com a janela de um més, com incre-
mentos mensais ou semanais diante da configuracao selecionada. Ou seja, a janela de
comparacao armazenada e a janela de processamento sempre sao de um meés, mas o in-
cremento de novos dados pode ser feito a cada semana, ou a cada més. Os experimentos

foram feitos das duas formas.
5.2 Nesta etapa, existe o processamento dos modelos.

5.3 A forma de identificacao do desvio varia para cada método, o que pode ocorrer de diversas
formas, como foi melhor detalhado no Capitulo III. Caso o desvio seja identificado, os

modelos sao retreinados, conforme Figura VI.8.

5.4 A cada passo, existe a comparacao com os resultados reais, sendo registrados: tempo de
processamento, indicagao se houve desvio, indicacao se houve retreino, acuracia, recall,

precision e F1.

@ Processamento pelo niimero de periodos (semana ou més) a partir do terceiro més do ano.

5.3.
Verifica desvio

5.1. Seleciona
proximo periodo

h 4

?

5.2. Classificador

Dados
previstos

Dados reais

Dados préprocessados
dos principais aeroportos

em um ano Desvio identificado

5.4.
Registra
desempenho

Figura VI.7: Fluxo de processamento dos modelos para os métodos ADWIN, DDM, HDDM, Page
Hinkley e Média.

@ Retreina modelos.
N
6.1. Treinamento do
e »=| Classificador com ultimo -.@
periodo,
~—

Dados préprocessados
dos principais aeroportos
em um ano

N~ N

Figura VI.8: Fluxo de retreinamento dos modelos para os métodos ADWIN, DDM, HDDM, Page
Hinkley e Média.
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V1.4 Forma de avaliagao e armazenamento

Nesta secao discorremos sobre a estrutura de comparacoes e avaliagoes desenvolvidas, ilustrada
na Figura VI.9. Para cada periodo de processamento, feito para cada base de dados selecionada,
houve a afericdo e registro de: tempo de processamento em segundos, indicacao se houve desvio,
indicacao se houve retreino, acurécia, recall, precision e F1. As métricas de desempenho comparam
os dados, resultados dos modelos de classificacao e a informagao real de atraso de cada voo. Isso foi
feito para todos os métodos avaliados: a classificacao do mesmo modelo sem retreino; o retreino a
cada periodo; os métodos ativos do estado da arte ADWIN, DDM, HDDM, Page Hinkley; o método
ativo prévio deste trabalho, efetuado pela média; e, finalmente para o novo método Kairos.

Dessa forma foi possivel a comparacgao isolada ou combinada de cada uma dessas métricas,
nas diferentes escalas e tempo e por todas as bases de dados. Todos os dados gerados foram
armazenados em arquivos CSV separadamente. Também foram gerados e armazenados graficos

para cada uma das métricas.

@ Avaliagdo

- I 1.1. Comparacdo de | ]
Inicia - P »=| Fim
l metricas |

[ ]

™) =

Métricas de desempenho Métricas de desempenho
por periodo com Kairos. por periodo com HDDM
Métricas de desempenho Métricas de desempenho
dos modelos sem novo por periodo com
treinamento PAGEHINKLEY

"\___/—"‘_“"\\“_J/"‘—“-\

[ Métricas de desempenho |

dos modelos com novo Métricas de desempenho
treinamento a cada por periodo com DDM
periodo m
Métricas de desempenho Métricas de desempenho
por periodo com MEDIA  |— por periodo com ADWIN

\_____/'_‘“\\____/—"‘_‘“\

Figura VI.9: Estrutura béasica de avaliagao.
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V1.5 Diferentes parametros para os experimentos

Muitas das escolhas possiveis das configuragoes e parametros foram experimentadas ao longo
do trabalho, embora a cobertura desses experimentos nao seja exaustiva. Esta secao descreve os
demais parametros e configuracoes testados e os que foram utilizados para os experimentos. Ao

final, foram utilizados para os experimentos os parametros com melhores resultados.
1. Janelas para comparacao

1.1 Primeira janela - opcao de registrar a distribuicao, janela inicial de teste, e sempre

comparar com ela.

1.2 [Utilizado] Armazenar e comparar com cada distribuigdo armazenada - armazena a
distribuigao no momento do teste e depois cada distribuicao nos momentos de retreino,

junto aos modelos treinados com esta.
2. Janela de retreinamento

2.1 Todo o periodo anterior - utilizacao de todo o periodo anterior para treinamento.
2.2 Seis meses - utilizagao do periodo de até 6 meses treinamento.

2.3 [Utilizado] Um més - utilizagdo de um meés para treino e retreino.
3. Referéncia de distancia

3.1 Menor que o limite.

3.2 Maior que o limite.

3.3 Menor diferenga.

3.4 Limites.

3.5 Menor diferencga para cada registro.

3.6 Menor diferenga para cada registro com parametro « variando entre 0,30 e 0, 90.

3.7 [Utilizado] Menor diferenca para cada registro com parametro o = 0, 90.
4. Numero de registros na tabela

4.1 Entre um e dez registros.
4.2 [Utilizado] Cinco registros.
5. Parametros para deteccao de desvio nos demais métodos

Todos os parametros para deteccao de desvio foram mantidos padrao conforme publicagoes,

geralmente parametro o = 0,95 ou a = 0, 90, conforme Capitulo III e Apéndice A.
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Capitulo VII Resultados

Este capitulo contém os resultados obtidos e andlises feitas a partir destes resultados. A primeira
secao apresenta brevemente quais sao as fontes de dados e como foram executados os experimentos;
como foi montado o método proposto; como foram montados os métodos de comparacgao; e, como
foram efetuadas as comparacoes. As demais secOes apresentam as respostas para as perguntas de
pesquisa listadas a seguir.

Como base para apresentacao dos resultados, seguem as perguntas de pesquisa colocadas no
Capitulo I: “Qual é o impacto da deteccao e tratamento de desvio de conceito nos atrasos de voos
na aviagdo e como isso se compara a abordagem tradicional sem considerar o desvio de conceito?
Quais sao as vantagens dos métodos ativos em relacao aos passivos na deteccao e tratamento do
desvio de conceito nos atrasos de voos? Além disso, se existe ganho na aplicagdo de um novo
método ativo para deteccao e tratamento de desvios de conceito no contexto de atrasos aéreos, que

trate suas caracteristicas como comportamentos sazonais?”

Lista-se a seguir um conjunto de perguntas que irao direcionar as respostas para os perguntas

gerais da pesquisa:

e Q1: A identificagdo e tratamento de desvios de conceito via método ativo consegue ser mais

efetiva do que a manutencao do mesmo modelo ou algum método passivo?

e Q2: Os métodos de identificacao e tratamento de desvios podem alterar sua eficicia ou
comportamento diante de diferentes dimensoes dos dados, como anélises de informacoes de

companhias aéreas, aeroportos ou toda a malha aérea?

e Q3: Os métodos de identificacao de tratamento de desvios podem alterar sua eficicia ou
comportamento diante da dimensao dos dados com relagao ao periodo das janelas de testes e

comparagoes?
e Q4: Quais s@o os métodos ativos atuais com melhor desempenho para cendrios de aviacao?

e Q5: Como o Kairos se comporta comparativamente, do ponto de vista de desempenho, ao

estado da arte dos métodos de detecgao de desvio para cendrios de aviagao?

e (Q6: Qual a evolucao do Kairos em relacao ao método preliminar desenvolvido, método ativo

proposto em Giusti et al. [2022]7
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e Q7: A comparagao entre o Kairos e o estado da arte dos métodos de deteccao de desvio
para cendrios de aviagdo muda diante de diferentes dimensoes dos dados, como andlises de

informacoes de companhias aéreas e aeroportos?
e (8: Existe relacao entre o nimero de desvios identificados e o desempenho dos métodos?

e Q9: Como os diferentes métodos avaliados se comportam do ponto de vista de tempo de

processamento?

VII.1 Protocolos experimental e de dados

Esta secao apresenta os protocolos experimental e de dados. Descrevemos um resumo das es-
colhas e parametros utilizados para selecdo e processamento fundamentais para o entendimento e
reproducao dos experimentos. Subdividimos esta secao apresentando primeiro o protocolo expe-
rimental e em seguida o protocolo de dados. Existe um maior detalhamento sobre como foram

estruturados os experimentos no Capitulo VI.

VII.1.1 Protocolo experimental

Foram desenvolvidos trés diferentes modelos de aprendizado de maquina para classificagao de
atrasos em voos: Random Forest, Rede Neural e Naive Bayes. Os trés modelos utilizam as mesmas
bases de dados e sao os mesmos utilizados em todas as formas de andlise: sem retreino, método
passivo e métodos ativos.

Como base de comparagao, foram selecionados quatro métodos ativos de deteccao de desvio,
sendo um método representativo de cada quadrante em nossa taxonomia apresentada no Capitulo
III: ADWIN, DDM, HDDM e Page Hinkley. Mantivemos também o método passivo de retreina-
mento a cada periodo, assim como a linha de base, sem deteccao de desvio, que seria o nao retreino
dos modelos em qualquer periodo. Tanto o treinamento como o processamento de método ocor-
rem separadamente, mas sempre obedecendo uma mesma estrutura légica, com os mesmos dados,
periodos e formas de decisao sobre retreino e afericdo de desempenho.

Para cada periodo de processamento, feito para cada base de dados selecionada, houve a afericao
e registro de: tempo de processamento em segundos, indicagao se houve desvio, indicacao se houve
retreino, e métricas de desempenho de classificacao (acurdcia, recall, precision e Fl-score). As
métricas de desempenho comparam os dados, resultados dos modelos de classificacao e a informacao
real de atraso de cada voo. Isso foi feito para todos os métodos avaliados: a classificacao do mesmo
modelo sem retreino; o retreino a cada periodo; os métodos ativos do estado da arte ADWIN,

DDM, HDDM, Page Hinkley; o método ativo proposto em Giusti et al. [2022], feito pela média; e,
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finalmente para o novo método Kairos.

Foram utilizados os seguintes parametros:

e Janela de comparacao: armazena a distribuicao no momento do teste e depois cada distri-

buicao nos momentos de retreino, junto aos modelos treinados com esta.
e Janela de retreino: utilizagdo de um més para treino e retreino.

e Tabela de registros: foi utilizado espago de armazenamento de até cinco registros na tabela

de registros.
e Referéncia de distancia: menor diferenca para cada registro com parametro a = 0, 90.

e Parametros para deteccao de desvio nos demais métodos: todos os parametros para deteccao
de desvio foram mantidos padrao conforme publicagoes, geralmente parametro o = 0,95 ou

a = 0,90, conforme Capitulo III e Apéndice A.

VII.1.2 Protocolo de dados

A nossa fase de pré-processamento parte do trabalho prévio de Teixeira et al. [2020]. Esse
trabalho fornece informagoes sobre o Brazilian Flight Dataset (BFD), o qual transformamos em
um novo formato para utilizacdo por parte dos modelos de aprendizado de méquina. A partir dos
arquivos gerados foram selecionadas trés visdes dos dados para diferentes processamentos através
dos modelos, visando apurar possiveis diferencas nos resultados e comportamentos tanto dos mo-
delos de aprendizado de maquina como dos métodos de deteccao de desvio de conceito. Na visao
de malha aérea, foram selecionados todos os voos dos dez principais aeroportos no Brasil, onde eles
eram origens ou destino desses voos. Na visao de aeroportos, cada base de dados era composta
apenas de voos com origem ou destino em determinado aeroporto. Por fim, na visao de companhias,
cada base de dados era composta apenas de voos operados por determinada companhia.

Foram utilizados os seguintes parametros:

e Periodo: entre os anos de 2016 e 2018.

e Periodo de cada processamento: anual.

e Visoes: malha aérea, aeroportos e companhia aérea.

Embora tenhamos destacado na introducao a relevancia do periodo de COVID-19 (2019-2022)
como um exemplo de desvio de conceito na aviagao, optamos por nao utilizar dados desse periodo
nos experimentos realizados. Essa decisao foi tomada com base em alguns fatores que considerare-

mos, como uma analise onde os desvios nao sao tao explicitos como na pandemia. Primeiramente,
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o periodo de COVID-19 foi marcado por mudancas significativas nas operacoes e nos padroes de
voos devido a restrigoes de viagens, fechamento de fronteiras e outras medidas implementadas para
conter a propagacao do virus. Essas alteragoes drasticas na industria da aviacao podem ter intro-
duzido desvios de conceito atipicos e extremos nos dados, o que poderia comprometer a anilise e a
interpretagao dos resultados.

Além disso, o perfodo de COVID-19 foi caracterizado por uma alta volatilidade e incerteza,
tornando desafiador estabelecer uma linha de base estdvel e representativa para os atrasos de
voos. A presenca de fatores externos e nao relacionados ao desempenho operacional regular, como
politicas governamentais e mudancas nas preferéncias dos passageiros, poderia obscurecer os efeitos
do desvio de conceito que desejamos investigar.

Visando obter uma compreensao mais sélida dos atrasos de voos em condigoes mais estaveis e
previsiveis, optamos por utilizar dados anteriores ao periodo de COVID-19 nos nossos experimentos.
Essa escolha nos permite analisar padroes e comportamentos mais consistentes ao longo do tempo,
facilitando a comparacao e a interpretacao dos resultados obtidos com os modelos de aprendizado

de méaquina e os métodos de deteccao de desvio de conceito.

VII.2 Diferenca entre métodos ativos, passivo e nao tratamento

A pergunta Q1 (questionamento sobre se a aplicagdo de métodos de deteccao de desvio de
conceito gerariam melhores resultados nos modelos de predicao de atrasos de voo) ja havia sido
abordada inicialmente nos experimentos prévios, com resultados positivos. O objetivo do questi-
onamento é verificar se a identificacdo e tratamento de desvios de conceito — método ativo — no
caso de classificacao de atrasos de voos consegue ser mais efetiva do que a manutencao do mesmo
modelo ou algum método passivo, como retreino.

Nesta secao existe uma evolucao da andlise do cenario de deteccao de desvios em atrasos de
voos, onde sdo contemplados quatro métodos do estado da arte, ADWIN, DDM, HDDM e PAGE
HINKLEY, conforme Capitulo III. Escolhemos um método de cada quadrante da taxonomia para
compor os métodos ativos e ter uma visao mais abrangente dos cenarios analisados anteriormente.

A resposta aqui se torna mais consistente, com o apoio dos resultados dos demais métodos
ativos. Podemos ver na Figura VII.1 a comparagao entre a aplicagdo do modelo sem retreino,
linha de base, o método passivo e os métodos ativos, contemplando tanto a media, método ativo
proposto em Giusti et al. [2022], como os demais métodos do estado da arte. Neste exemplo, com a
base de dados de malha aérea, em periodo mensal, consolidado dos trés anos, vemos claramente a
prevaléncia dos métodos passivo e ativos sobre o nao retreino. E a prevaléncia de dois dos métodos

ativos utilizados.
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Figura VII.1: Comparacao entre a linha de base, método passivo e ativos. Box plot média mensal
do F1 de todos os modelos - entre 2016 a 2018 - visao de malha aérea.

VII.3 Diferenca entre diferentes dimensoes de dados

Em resposta ao Q2, nesta secao verificamos o comportamento dos métodos com a aplicagao em
diferentes dimensoes de dados, notadamente as dimensoes aeroporto, companhia e malha aérea. O
objetivo foi averiguar se os métodos de identificacao e tratamento de desvios podem alterar sua
eficicia ou comportamento diante da dimensao dos dados.

A Figura VII.2 mostra a dimensao aeroportos, sendo a visdo consolidada do processamento
feito para cada aeroporto. Diferente da visao de malha aérea, todo o periodo foi processado sepa-
radamente apenas com voos partindo ou chegando de cada aeroporto. A figura mostra um cendrio
similar de prevaléncia dos métodos passivo e ativos sobre o nao retreino.

A Figura VIL.3 mostra a dimensao companhias, sendo a visdo consolidada do processamento
feito para cada companhia. Diferente da visao de malha aérea, todo o periodo foi processado
separadamente apenas com voos operados por determinada companhia. Novamente, ocorre um

cendrio similar de prevaléncia dos métodos passivo e ativos sobre o nao retreino.

VII.4 Diferenca entre diferentes frequéncias de periodos de analise

Em resposta ao Q3, esta sec@o mostra os resultados dos experimentos em diferentes frequéncias
de tempo de avaliacao de desvio. Foram testados os periodos semanal e mensal em nossos expe-
rimentos. O objetivo foi apurar se os métodos de identificacdo de tratamento de desvios podem

alterar sua eficdcia ou comportamento diante da dimensao dos dados com relagao ao periodo das
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Figura VII.2: Comparagao entre a linha de base, métodos passivo e ativos na visao aeroportos.
Box plot média mensal do F1 de todos os modelos - entre 2016 a 2018 - visao aeroportos.
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Figura VIL.3: Comparagao entre a linha de base, métodos passivo e ativos na visdo de companhias.
Box plot média mensal do F1 de todos os modelos - entre 2016 a 2018 - visao de companhias aéreas.

janelas de testes e comparagcoes.

Apuramos que sim, existe diferenca na aplicacao de métodos de deteccao de desvios em diferentes
periodos de andlise. Os experimentos mostram que o tratamento de desvio foi melhor que o nao
tratamento. Mas, com janelas de testes e comparagoes menores, como semanal, o tratamento
passivo foi melhor em uma avaliacdo consolidada. Isso pode ser explicado pela menor taxa de
identificacao de desvios, pelas janelas curtas de comparagao. Em contrapartida, com uma frequéncia
muito maior de retreinamento através do método passivo.

A Figura VII.4 mostra a comparacao entre a linha de base, métodos passivo e ativos na visao
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malha aérea, periodo semanal. Mesma visao de malha aérea mostrada na Figura VII.1, com o
processamento dos trés anos, mas aqui com a deteccao do desvio e retreino do método passivo a

cada semana.
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Figura VII.4: Comparacao entre a linha de base, métodos passivo e ativos na visao malha aérea,
periodo semanal. Box plot média semanal do F1 de todos os modelos - entre 2016 a 2018 - visao
de malha aérea.

VII.5 Estado da Arte para cenario de aviagao

Em resposta ao Q4, nesta secao, identificamos os métodos ativos com melhores resultados nas
métricas de desempenho, dentre os métodos do estado da arte em desvio de conceito. Para verificar
quais sao os métodos ativos com melhor desempenho para cendrios de aviacao, e serao entao usados
como base de comparagao com o novo método. Embora o foco seja a comparagao com os métodos
ativos, mantém-se o método passivo - retreino a cada periodo - no estado da arte pelo seu destaque
em termos de desempenho no cenério de aviagao.

Conforme podemos verificar nas Figuras VII.1, VII.2 e VII.3, os métodos HDDM e ADWIN
foram os métodos com melhores métricas de desempenho para os cendrios analisados. Ambos
métodos de andlise com janelas deslizantes. Esse é um indicativo para utilizacao de métodos com
janelas deslizantes para tratamento de desvios de conceito em cendrios de classificagao de atrasos

€em VvoOoOsS.
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VII.6 Comparacao do Kairos ao estado da arte para cenario de aviagao

Nesta secao segue a resposta ao Q5. Uma vez selecionada a base de comparagao, formada pelos
métodos ativos HHDM e ADWIN, além do método passivo, os métodos com melhor resultados,
e que neste trabalho identificamos como o estado da arte para o cendario de deteccao de desvios
de conceito para classificacdo de atrasos em voos, pudemos desenvolver o Kairos. A Figura VII.5
mostra a comparacao consolidada entre os métodos passivo, HDDM, ADWIN e Kairos. Vemos que
o Kairos apresentou melhores resultados em relacao aos demais métodos selecionados. Observamos
na figura que a média do F1 de desempenho dos modelos usados com método Kairos tém maior

concentragao acima de 80%.
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Figura VIL.5: Comparacao os métodos passivo, ativos ADWIN, HHDM, e Kairos. Box plot do
valor médio do F1 entre Kairos e métodos do Estado da Arte.

VII.7 Evolucao do método por diferenga entre distribuigoes

Nesta se¢ao segue a resposta ao 6. O método preliminar, por andlise da diferenca nas médias
entre as distribuicoes, apresentou resultados claramente inferiores nas métricas de desempenho, e
por isso, nem faz parte de base de comparacgao com o Kairos. Porém, julgamos importante efetuar
uma comparacao entre os dois para mostrar a evolugao no desenvolvimento do método desde a ideia
inicial. A Figura VII.6 mostra a comparacao consolidada dos resultados do método por media e o
Kairos.

O desempenho do Kairos foi superior ao método prévio, sempre utilizando apenas a comparagao

entre as distribuicoes. Essa evolucao foi possivel diante das informacoes coletadas anteriormente
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que possibilitaram indicagoes de melhoria no método, assim como observagao dos demais métodos
do estado da arte em detecgao de desvio de conceito.

Box plot média mensal do F1 de todos os modelos - 2016 a 2018 - Sistema

09 —|—
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Figura VIL.6: Comparagao consolidada dos resultados dos métodos por media e o Kairos. Com-
paracao entre média mensal do F1 dos modelos - entre 2016 a 2018 - visao de malha aérea.

VII.8 Comparacao do Kairos em diferentes bases de dados

Neste se¢ao verificamos o comportamento com a aplicacdo em diferentes dimensoes de dados,
notadamente as dimensoes aeroporto, companhia e malha aérea, dentre os métodos passivo, ativos
ADWIN, HHDM, e Kairos. Visando averiguar se os métodos de identificagdo e tratamento de
desvios pode alterar sua eficdcia ou comportamento diante da dimensao dos dados.

A Figura VIL.7 mostra a dimensao aeroportos, sendo a visao consolidada do processamento
feito para cada aeroporto. Diferente da visao de malha aérea, todo o periodo foi processado sepa-
radamente apenas com voos partindo ou chegando de cada aeroporto. Ao final, vemos aqui uma
visao consolidada diferente da malha aérea, mas que mostra um cenério similar, de prevaléncia do
Kairos em comparacao aos demais métodos do estado da arte em aviagao. Observamos na figura
que a média do F1 de desempenho dos modelos usados com método Kairos tém maior concentracao
acima de 80%.

A Figura VII.8 mostra a dimensdo companhias, sendo a visdo consolidada do processamento
feito para cada companhia. Diferente da visao de malha aérea, todo o periodo foi processado
separadamente apenas com voos operados por determinada companhia. Ao final, vemos aqui uma
visao consolidada diferente da malha aérea, mas que mostra um cenario similar, de prevaléncia

do Kairos em comparacao aos demais métodos do estado da arte em aviagdo. A média do F1 de
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Figura VII.7: Comparacao entre o método passivo, HDDM, ADWIN e Kairos na visao aeroporto.
Box plot do valor médio do F1 do Kairos e Estado da Arte - entre 2016 a 2018 - visdo de aeroportos.

desempenho dos modelos usados com método Kairos tém concentracao acima de 80% similar ao

ADWIN, mas apresenta melhores valores que os demais acima de 60%.
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Figura VII.8: Comparagao entre HDDM, ADWIN e Kairos na visdo de companhias. Box plot do
valor médio do F1 do Kairos e Estado da Arte - entre 2016 a 2018 - visao de companhias aéreas.
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VII.9 Comparacgao do Kairos em diferentes frequéncias de tempo

Em resposta ao Q7, nesta secao verificamos o comportamento com a aplicacdo em diferentes
frequéncias de tempo de avaliagdo e tratamento de desvios, dentre os métodos passivo, ativos
ADWIN, HHDM, e Kairos. Visando averiguar se os métodos de identificagdo e tratamento de
desvios pode alterar sua eficicia ou comportamento diante de diferentes frequéncias de tempo.

A Figura VIIL.5 mostrou a comparacao consolidada entre os métodos na frequéncia mensal de
identificacao e tratamento de desvios. O Kairos apresentou melhores resultados em relagao aos
demais métodos selecionados. O Kairos se mostrou melhor em identificar os desvios e efetuar o
tratamento nos cendrios apresentados. A Figura VII.9 mostra a mesma comparacao na frequéncia
semanal. Ela mostra um cendario similar, de prevaléncia do Kairos em comparacao aos demais
métodos ativos do estado da arte em aviacao. Pode-se ver também um empate no desempenho
do Kairos e o método passivo neste cendrio onde existe um novo treinamento do modelo a cada

periodo mais curto, como o semanal.
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Figura VII.9: Comparagao entre o método passivo, ativos HDDM e ADWIN, e Kairos na frequéncia
de tempo semanal. Plot da média semanal do F1 de todos os modelos - entre 2016 a 2018 - visao
de malha aérea.

VII.10 Anaélises sobre nimero de desvios que ocorrem nos voos

Em resposta ao Q8, nesta secao analisamos o nimero de desvios identificados com a utilizagao
de cada método, dentre o Kairos e os métodos do estado da arte em aviagdo. A primeira diferenca

que conseguimos identificar, e pode ser vista na Figura VII.10, é que o ntimero de desvios muda



102

conforme o modelo de aprendizado de maquina no ADWIN e HDDM, e de uma tnica forma no
Kairos. Essa é uma caracteristica do Kairos que o difere dos demais métodos ativos. Como o
Kairos efetua a deteccao do desvio apenas avaliando o histérico de dados e novas distribuicoes, em
uma linha de tempo, a identificacao do nimero de desvios e momentos indicados para tratamento
independem do modelo de aprendizado de maquina utilizado. Como os demais métodos de detecgao
de desvios utilizam alguma métrica de desempenho, o niimero de desvios identificados e momentos
indicados para tratamento podem diferir dependendo do modelo de aprendizado de maquina. Vemos
claramente que a utilizacdo de ADWIN e HHDM registram numeros diferentes de desvios, e em
momentos diferentes, para cada um dos trés modelos de aprendizado de maquina utilizados.

Outra caracteristica especifica do Kairos em relagao aos demais é o fato de reaproveitar modelos
ja treinados, a partir da tabela de registros. Isso significa que existe um indice de reaproveitamento
que faz que niimero de desvios e nimero de novos treinamentos sejam nimeros diferentes. E possivel
afirmar que o indice de reaproveitamento serd menor ou igual ao nimero de desvios detectados.
Isso ocorre porque, quando um desvio é identificado, tem-se a opgao de reutilizar algo ja existente
ou realizar um novo treinamento. Portanto, o nimero de desvios representa um limite superior
para o numero de novos treinamentos necessarios.

Seja: N: o numero total de desvios detectados. R: o nimero de desvios em que é possivel
reutilizar modelo j4 existente. T: o nimero de desvios que requerem um novo treinamento.

O indice de reaproveitamento (I) pode ser formalizado da seguinte forma:

O indice de reaproveitamento (/) é calculado dividindo o niimero de desvios em que é possivel
reutilizar algo ja existente (R) pelo nimero total de desvios detectados (N). Ele fornece uma
medida da proporcao de desvios onde a reutilizacdao é vidvel em relacao ao total de desvios. E
importante destacar que o indice de reaproveitamento (1) é limitado superiormente pelo nimero
de desvios (N), uma vez que todos os desvios requerem alguma agao, seja reutilizacdo ou novo
treinamento. Portanto, I < N. O Kairos apresentou indice de pelo menos 40% nos experimentos
(I = 0,4). Por exemplo, na Figura VII.10 existem dezessete desvios identificados pelo Kairos, o
que, na verdade, se traduziu em dez novos treinamentos. Entao, do ponto de vista de comparagao
de niimero de novos treinamentos, o valor de comparacao do Kairos é de dez, contra, por exemplo,
trinta do método passivo.

Seguindo na anélise, pode-se ver ainda que na aplicagao do ADWIN o nimero de desvios para
os modelos Naive Bayes e Random Forest ficou em patamar maior que o registrado pelo Kairos. E
que na aplicagao do HDDM, o ntimero de desvios para os modelos Naive Bayes e Random Forest

no mesmo patamar pelo registrado no Kairos. O modelo de Redes Neurais nao registrou desvios
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tanto na aplicagdo do ADWIN quanto do HDDM, onde entdao podemos fazer uma comparagao sobre
numero de desvios. Podemos observar na Figura VIL.5 que o HDDM teve melhores resultados nas
métricas de desempenho em relacdo ao ADWIN, ao mesmo tempo que teve um nimero menor
de desvios identificados e, por conseguinte, um ntimero menor de retreinamentos do modelo. O
que nos leva a identificar que o nimero de desvios de retreinamentos por si s6 nao determinam
melhores resultados, mas sim os momentos mais adequados de retreinamento derivado dos melhores

momentos na deteccao dos desvios.
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Figura VII.10: Comparacao do ntimero de desvios de conceito registrados com uso do HDDM,
ADWIN e Kairos. Numero de desvios por método e modelo, base mensal, na visdo de malha
aérea.”

A inexisténcia de registro de desvios no modelo de Redes Neurais tanto no ADWIN quanto no
HDDM sao decorrentes da forma de deteccao de desvio pelas métricas de desempenho, na distancia
entre ocorréncia de erros. As formas de detecgdo foi detalhada no Capitulo III. Essa diferenca
grande no comportamento apenas no modelo de Redes Neurais nos fez analisar este resultado em
especifico, seguindo na Figura VIL.11. Vemos que a identificagao dos desvios e tratamento que
ocorreu no Kairos gerou melhor resultado que os demais métodos, ADWIN e HDDM. A média do
F1 dos modelos com uso do Kairos e método passivo tém maior concentracao acima de 80%.

Importante salientar nesta andlise que o Kairos teve desempenho similar ao método passivo.
Porém, o kairos detectou desvio em cerca de 56% (17 em 30 meses) dos periodos, contra um
novo treinamento em todos os 30 meses por parte do método passivo. E, considerando o indice de
reaproveitamento, esse nimero de novos treinamentos efetivos é bem menor. O Kairos chegou a um
nimero de novos treinamentos, que mesmo muito abaixo do niimero total de periodos, apresentou

o mesmo desempenho do método passivo. Isso indica que a identificacdo e os novos treinamentos
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ocorreram no momento efetivo para propiciar melhor desempenho, sem maior uso de tempo ou

recursos.
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Figura VIIL.11: Comparacao os métodos passivo, ativos ADWIN e HHDM, e Kairos, apenas com
processamento do modelo de Redes Neurais. Box plot mensal do F1 de Redes Neurais - entre 2016
a 2018 - na visao de malha aérea.

VII.11 Avaliagao sobre tempo decorrido

Em resposta ao Q9, efetuamos aqui uma anélise relacionada ao tempo decorrido nos proces-
samentos usando o Kairos e demais métodos do estado da arte em aviagaio, ADWIN e HDDM.
Existe registro do tempo decorrido a cada processamento, o que foi salvo no formato de arquivos
CSV e gréficos. Aqui apresentamos uma visao geral, consolidada dos trés anos, que traduz um
comportamento similar ao encontrado em todas as dimensdes. O Kairos apresentou o maior tempo
em relacao aos demais, cerca de 30% a mais que o ADWIN e 60% a mais que o HDDM. Para todos
os trinta e seis meses, incluindo treinamento, processamento, deteccao do desvio e tratamento, o
Kairos levou cerca de quatro minutos. Aproximadamente sete segundos para cada més, seguidos
de cinco segundos gastos pelo ADWIN e trés segundos pelo HDDM.

A comparacao considerou o processamento de todos os trés modelos de aprendizado de maquina.
Pela caracteristica do Kairos, de detectar o desvio apenas pelos dados de entrada, independente do
modelo de aprendizado de maquina, existe a deteccao do desvio e tratamento de todos os modelos
a cada desvio de conceito. Nos demais métodos, isso ocorre dependendo dos modelos e, como
observamos na Se¢ao VII.10, nao houve deteccao ou tratamento de desvios para o modelo de Redes
Neurais, tanto no ADWIN quanto no HDDM. Essa caracteristica fez com que o Kairos efetuasse

numero significativamente maior de retreinos do modelo de Redes Neurais, explicando o maior
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tempo de processamento. Considerando todos os modelos de aprendizado de maquina utilizados, o
ADWIN identificou quarenta e dois desvios, o HDDM vinte e quatro desvios e o Kairos cinquenta
e um desvios, 0 que se aproxima muito aos percentuais de diferenca nos tempos entre os métodos.
A conclusao da andlise é o tempo ser diretamente proporcional ao nimero de desvios identificados
e nao ao mecanismo do método em si. Ou seja, o método Kairos nao oferece menor desempenho no
tempo na sua mecanica de processamento. Os tempos entre os trés métodos sao similares, e podemos
verificar a diferenca no tempo decorrido diretamente através do numero de desvios identificados.
Da mesma forma, pode-se ver que nao existe ganho de desempenho em tempo de processamento
no aspecto do reaproveitamento de modelos e do indice de reaproveitamento discutido na segao

anterior.
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Figura VII.12: Comparacao do tempo de processamento decorrido registrados com uso do HDDM,
ADWIN e Kairos. Tempo decorrido (em segundos), base mensal, visao de malha aérea.
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Capitulo VIII Conclusoes

Este capitulo contém as consideragoes finais deste trabalho. Aqui, as contribuigoes e descobertas
mais importantes sao destacadas, com discussao adicional sobre a metodologia, a andlise e os
experimentos. O capitulo conclui com o direcionamento de futuros trabalhos, com a evolucao do
método com base nos experimentos e resultados.

Os modelos sao geralmente estruturados com dados historicos que dao suporte a treinamento e
teste. No entanto, hd mudancas que ocorrem com o passar do tempo que tornam os resultados dos
modelos menos precisos. O contexto de dados pode ser modificado, por exemplo, por mudancas
nas leis, regulamentos, participantes, aspectos econdmicos, politicos e de satude, entre outros. Essas
mudancas sao chamadas de Desvio de Conceito, que exige que os modelos se adaptem enquanto
permanecem funcionais. Essas mudancgas podem ser pontuais ou nao, repentinas, incrementais e
alternadas. Essa mudanca de contexto de dados é inerente ao cenario de voo e, portanto, é crucial
para prever atrasos de voos. KEssa complexidade deve ser trazida aos modelos de tratamento,
de forma ativa ou passiva, para serem mantidos com um nivel minimo de confianca, mitigando
problemas operacionais e possibilitando melhorias no sistema de planejamento de voo, rotas e
operagoes gerais. Concluimos que a adogao da andlise de Desvio de Conceito nao so é viavel,
mas que comeca a ser estudada nos cendrios de aviagao, ainda incipientemente, mas mostra um
claro complemento aos modelos existentes, com ganhos mensurdveis. O principal objetivo do nosso
trabalho é desenvolver uma metodologia que possa ser usada para detectar e tratar desvios de
conceito em modelos de aprendizado de maquina na area de aviacao. Para isso apresentamos o
Kairos - Método de deteccao e tratamento de desvio de conceito para previsao de atrasos de voos.

O estado da arte foi analisado através de mapeamento sistematico. Os métodos também foram
classificados e detalhados para ser possivel identificar pontos de melhoria e forma mais adequada
de aplicacao no setor de aviacao. Nesta analise identificamos que os modelos atuais nao consideram
a area de aplicagao, como a aviagdo. FEm sua maioria sdo agnésticos, com objetivo de aplicagao
geral. Este foi um dos pontos de interesse e aplicacao desta tese, foco na area para obtencao de
melhores resultados.

Considerando a classificacdo apresentada na pesquisa, escolhemos um método que atua por
andlise de distribuictes, e que trabalha com janelas deslizantes. As mudancas nas distribuicoes ori-
ginais sao determinantes nas mudancas do modelo e podem ser detectadas previamente com menor

custo e tempo despendidos. Quanto mais ao final do processamento do modelo de aprendizado
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de maquina, maior o custo computacional para deteccao de desvio e maior o tempo gasto para o
mesmo. Entendemos que a forma prévia e por distribui¢ées também é a melhor forma de tratar
fluxos de dados em tempo real. Em complemento, acreditamos que o uso de janelas deslizantes seja
o mais indicado para o caso de aviacao, por se tratar de area onde ocorrem distribuigoes sazonais
e com fluxos de dados constantes, casos onde esta técnica é aplicada.

Conforme os experimentos preliminares, conforme Apéndice A, mostramos ser possivel a aplicacao
de métodos de deteccao de desvios de conceito em modelos de predicao de atrasos em voos. Além
de aplicéveis, os experimentos mostraram que sua aplicagao gera diferencial positivo nos resultados
de modelos de predicao de atrasos de voo. Também comprovamos ser possivel a deteccao de desvio
através da avaliagao de diferencas nas distribuicoes de entrada, utilizando janelas deslizantes. Com
os resultados preliminares positivos, avancamos com o refinamento do método proposto.

Para dar maior abrangéncia na aplicacdo nos cendrios de classificacdo de atrasos em voos,
implementamos experimentos com o estado da arte em deteccao de desvios de conceito. Para esta
comparagao foram elencados quatro métodos (ADWIN e DDM, HDDM, PAGE HINKLEY), um
de cada quadrante da taxonomia apresentada. Comprovamos que a aplicacdo de métodos ativos de
identificacao e tratamento de desvios de conceito consegue ser mais efetiva do que a manutencao
do mesmo modelo ou algum método passivo, como retreino.

Efetuamos os experimentos em diferentes bases de dados e visées e comprovamos que os resul-
tados sdo similares. Assim como na visao de malha aérea, os métodos de identificacdo e tratamento
ativos foram prevalentes nas visdes por aeroporto e companhia aérea. Os experimentos mostram
que o tratamento de desvio foi melhor que o nao tratamento. Mas, com janelas de testes e com-
paracoes menores, como semanal, o tratamento passivo foi melhor. Isso pode ser explicado pela
menor taxa de identificagao de desvios pelos métodos ativos, devido a janela curta.

Em vista do cendrio amplo de anélise para aviacao, identificamos o Estado da Arte em aviagao.
Os resultados mostram que o HDDM e ADWIN s&o os métodos com melhores métricas de desem-
penho para os cendrios analisados. Ambos métodos de andlise com janelas deslizantes, o que foi
um indicativo de que selecao deste tipo de mecanismo foi correta para os experimentos prévios, e
que entao, foi mantido para o desenvolvimento do Kairos.

O Kairos foi implementado com base no método prévio, com a deteccao de desvio através da
avaliacao de diferencgas nas distribuigoes de entrada, e utilizando janelas deslizantes, através da
divergéncia de Kullback-Leibler como base. E o registro histérico de distribuicoes de referéncia e
modelos treinados para reaproveitamento. O método foi entao comparado ao estado da arte em
aviacao identificado. O Kairos ultrapassa o estado da arte, abrangendo também o tratamento do
desvio, e nao apenas a detecgao. E, diante da sua estrutura de registro de histérico, diferente dos

modelos existentes, o nosso modelo tende a fica mais estavel conforme o tempo de utilizagdo. A
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medida que o histérico de distribuigoes e medidas de referéncia sdo acumuladas, mais resiliente, o
sistema se tornara e menos desvios sao detectados com o tempo.

Com base nos experimentos, verificamos que o nosso método foi o melhor método ativo, dentre
os métodos do estado da arte utilizados para comparacao. Os resultados foram também similares

em termos de resultados consolidados para todos os cortes de dados.

As principais contribuicoes deste trabalho sao:

Pesquisa ampla sobre desvio de conceito e estruturagao de taxonomia que pode ser aplicada

amplamente;

Trabalho inédito sobre desvio de conceito na aviacdao com implementacao de comparacao dos

métodos do Estado da Arte da disciplina;

Identificacao do Estado da Arte de desvio de conceito para aviagao; e,

Implementacao de novo método que abrange tanto a detecgao como o tratamento de desvios

de conceito, e que apresentou os melhores resultados que o estado da arte em aviacao.

Embora o novo método tenha sido até aqui testado em cendrios de classificagao de atrasos em
voos, nao existe impedimento em sua aplicacao em quaisquer outros cendrios. Toda a ideia pode
ser aplicada a qualquer cenario para deteccao e tratamento de desvios de conceito. Como evolugao
deste trabalho, indicamos testes e aplicacbes do método em cendrios diversos para comprovar sua

aplicabilidade e eficdcia em sentido amplo.

Trabalhos futuros:

e Complementacao do sistema de deteccao de desvio de conceito com uma andlise de desem-
penho abrangente. Isso envolveria a avaliacdo das métricas de desempenho do método de
detecgao de desvio de conceito, como taxa de deteccao, taxa de falsos positivos e tempo
de resposta. Além disso, comparar o desempenho do sistema proposto com outros métodos
existentes de deteccao de desvio de conceito, utilizando conjuntos de dados de referéncia ou
conjuntos de dados sintéticos. Essa andlise permitiria uma compreensao mais completa da

eficdcia e confiabilidade do sistema, auxiliando na sua melhoria continua.

e Realizacao de experimentos em novos cendarios fora da aviacao, a fim de avaliar a aplicacao
genérica do método como uma ferramenta de deteccao e tratamento de desvio de conceito.
Isso envolveria a aplicagao do sistema em diferentes dominios, como finangas, medicina, ma-

nufatura, entre outros, para verificar sua efetividade em lidar com diferentes tipos de dados
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e contextos. Esses experimentos em cendrios diversificados permitiriam uma andlise mais
abrangente das capacidades e limitacoes do método, bem como a identificagdo de possiveis

ajustes ou adaptagoes necessarias para sua aplicacdo em contextos especificos.

Para facilitar a adogao do método de deteccao e tratamento de desvio de conceito proposto, de-
senvolvimento de uma biblioteca ou framework que disponibilize uma implementagao pronta
e facil de usar. Essa biblioteca poderia conter algoritmos, fungoes e recursos especificos para
a deteccao e tratamento de desvio de conceito, bem como documentacao abrangente e exem-
plos de uso. Isso permitiria que pesquisadores e profissionais de diferentes areas utilizassem
o método de forma mais acessivel, acelerando sua aplicacao em diversas aplicagdes praticas e

promovendo seu avango como uma ferramenta ttil no combate ao desvio de conceito.
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Apéndice A Pesquisa prévia

Este capitulo apresentara histérico de pesquisa, direcionamentos e resultados prévios que nos
levaram ao estado atual. O conjunto com o referencial tedrico e trabalhos relacionados abordados,
servird de base e motivador para as escolhas tomadas ao estruturarmos o novo modelo. Abaixo,
seguem experimentos prévios de deteccao de desvio de conceito ativo na aviacao. Estes experimentos
serviram para direcionar e embasar a proposta apresentada no Capitulo V.

O objetivo deste trabalho prévio foi o de testar premissas e hipdteses bésicas para o modelo

proposto, quais sejam:

e Possibilidade da aplicacdo de métodos de deteccao de desvio de conceito em modelos de

predicao de atrasos em voos;

e Que a aplicacao de métodos de deteccao de desvio de conceito geram diferencial positivo nos

resultados de modelos de predicao de atrasos de voo; e,

e Mostrar ser possivel a deteccao de desvio através da avaliacao de diferencas nas distribuicoes

de entrada, sem o processamento do modelo, conforme proposta de um modelo prévio e ativo.

Buscamos atendimento desses objetivos com um modelo simplificado, em relacao ao proposto,
com a deteccao prévia e ativa usando formas de medida de distancia entre distribuicoes padrao,
como média e variancia. E aqui sem a sele¢do ou armazenamento de contextos. Para dessa forma
conseguir, como descrito e detalhado nas se¢bes abaixo, demonstrar que existe base solida para as
hipdteses que serao desenvolvidas com maior completude e comparagoes com estado da arte na area

de desvio de conceito.

A.1 Metodologia reduzida aplicada

Em Giusti et al. [2022] apresentamos trabalho prévio com o objetivo de estruturar método de
deteccao de desvio de conceito, especificamente, trés estratégias ativas diferentes e uma estratégia
passiva. Também apresentamos experimentos em diferentes escalas de treinamento, observando
dados baseados em aeroportos isoladamente e em dados de todo o sistema, onde foi considerando
informacoes dos dez maiores aeroportos do Brasil, apenas voos comerciais.

O algoritmo 5 descreve a metodologia utilizada para previsao de atrasos de voos com detecgao

de desvio de conceito. O mesmo requer sete parametros: D, aeroporto, mlm, t, b, dd e dh. O
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parametro D corresponde ao conjunto de dados de entrada. O parametro aeroporto identifica um
unico aeroporto se a escala AB for usada ou nulo se SB for usada. O parametro mlm corresponde
ao método de aprendizado de maquina. O parametro t esta relacionado ao tempo e b corresponde
ao tamanho da sequéncia do lote. Finalmente, dd e dh correspondem ao método de detecgao, desvio
de conceito e estratégia de tratamento de desvio, respectivamente. Esses parametros sao descritos

na Tabela A.1.

Algoritmo 5 Metodologia geral

1: funcao metodologia(D, aeroporto, mlm,t,b,dd, dh)
2: D < preprocessamento(D, aeroporto)

3 D; + selecionaPeriodoTreinamento(D,t,b)

4: D; « selecionaPeriodoTreinamento(D,t — 1,b)
5: desvioDetectado <— detectaDesvio(dd, dh, D;, Dj)
6 se desvioDetectado entao

7 mdl < trainM odel(mlm, D;)

8 armazenaM odel(mdl, airport, mlm,dd, dh)

9

: senao
10: mdl < carregaM odelo(airport, mlm, dd, dh)
11: fim se
12: Dyyq + selecionaPeriodoTreinamento(D,t + 1)
13: resultados < teste(mdl, Dyy1)
14: return resultados

15: fim fungao

Tabela A.1: Parametros usados para o experimento

Nome Descrigao [valores]

Base de dados integrada [Teixeira et al., 2020] contendo todos os voos

b brasileiros (ANAC) com registros meteorolégicos (ASOS) [de 2000 a 2018]
Contendo todos os voos brasileiros (ANAC) com registros meteoroldégicos
aeroporto (ASOS) [de 2000 a 2018] AB; or nulo, for SB analisa [nulo, SBBR, SBPA,
SBSV, SBGL, SBCT, SBKP, SBGR, SBCF, SBRJ, SBSP)]
! Modelos de aprendizagem de maquina: Naive Bayes (INB), Neural Networks
mem (NN), Random Forest (RF) [NB, NN, RF]

t Tempo (intervalos de tempo com base anual) [de 2003 a 2017]

b BSS Tempo (intervalos de tempo com base anual) [de 2003 a 2017]

dd deteccao Desvio [median, variancia, media/variancia)

dh Manipulacao do Desvio [linhadebase, ativo, passivo)

A primeira etapa do Algoritmo 5 faz o pré-processamento dos dados (fungao preprocessamento).
Se aeroporto diferir de nulo, o conjunto de dados D sera filtrado para esse aeroporto. Caso
contrario, estuda todo o SB. As linhas 3 e 4 preparam os lotes de treinamento D; e D; do BSS
de b. D; esta atrasado uma posicao para permitir a deteccao de desvio de conceito.

A linha 5 calcula a agao de desvio. Ele considera o método de deteccao de desvio (dd), a es-
tratégia de tratamento de desvio (dh) e as duas sequéncias em lote (D; e Dj). Especificamente,

implementamos as estratégias de tratamento linhadebase, ativa e passiva. A linhadebase cor-
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responde ao treinamento usando a primeira sequéncia de lote para prever todos os outros lotes.
Ou seja, um tratamento padrao mais comum aplicado ao métodos de aprendizado de maquina.
A estratégia passiva treinou um modelo para cada sequéncia de lote para prever o préximo lote.
Finalmente, a estratégia ativa comparou a sequéncia do lote de treinamento atual com a anterior
para detectar se ocorreu um desvio. No caso de nao haver desvio, opta-se pelo modelo previamente
treinado. Caso contrario, um novo modelo é treinado usando a sequéncia de lote de treinamento
atual. A previsao do proximo lote é feita a partir do modelo escolhido.

Para estratégias ativa, implementamos trés métodos de detecgao com base na andlise de dis-
tribuicao de dados. Eles avaliam a ocorréncia de desvios conforme a propor¢ao de atrasos (p(Y))
apresentados em duas sequéncias em lote consecutivas (D; e D;_1). Os trés métodos foram (i)
media, (i) variancia e (iii) media/variancia. Em media e variancia, respectivamente, a media e
variancia de ambas as sequéncias de lotes de treinamento foram comparados para uma diferenca
estatisticamente significativa. Finalmente, em media/variancia, uma diferenga significativa em
media ou variancia indica um desvio. Para esses testes, a propor¢ao de atrasos foi agregada em
semanas e testada para normalidade com os testes de Kolmogorov Smirnov e Shapiro-Wilk [Yap
and Sim, 2011]. Para distribui¢bes normais, o teste t médio foi usado, e o teste F foi usado para a
variancia. Quando as distribui¢tes nao eram normais, o teste de Wilcoxon foi usado para media e
o teste de Levene foi usado para variancia. O valor de p utilizado foi de 0,05 para todos os testes.

A saida da ac@o desvio é atribuida a desvioDetectado, indicando se o treinamento é necessario
no momento ¢t. Se necessario, um método de aprendizado de maquina é treinado usando a sequéncia
em lote D; (linha 7). A saida é um modelo treinado (mdl). O modelo é armazenado para aeroporto,
mlm, dd e dh selecionados. Se nenhum treinamento for necessario, o modelo previamente treinado
mdl é recuperado para o aeroporto, mim, dd e dh selecionados.

A linha 12 seleciona o lote para teste (Dyt+1). O modelo mdl é usado para prever atrasos.
A metodologia retorna os resultados da previsdo. Os experimentos executados com a légica do

Algoritmo 5 sdo descritos na Segao A.2.

A.2 Experimento

Considerando a metodologia geral descrita no Algoritmo 5 e os parametros descritos na Tabela
A.1, o Algoritmo 6 descreve toda a andlise de desvio de conceito. Ele executa a metodologia
considerando o produto cruzado para todos os valores possiveis dos parametros. O processo de
mineracao de dados foi implementado em R para os métodos de pré-processamento e aprendizado
de méquina [Han et al., 2012; James et al., 2021]. Eles estao disponiveis como pacotes R (caret,

nnet, randomForest, e1071, dplyr, PerformanceAnalysis).
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Primeiro, ocorre a selecdo dos dez maiores aeroportos do pais. Sao carregados os trés modelos
de aprendizado de méquina previamente treinados. Modelos usando Naive Bayes (N B), Neural
Networks (NN) e Random Forest (RF'). Foi selecionado o periodo compreendido entre 2003 e 2017,
e na sequéncia os trés tamanhos de janelas para os lotes. Foram listados os trés tipos de afericao
de distancia para a deteccao de desvio ativa, media, variancia e media/variancia. Assim como
as trés formas de comparacao, linhadebase, passiva, ativa. Todos os parametros sao utilizados de

forma cruzada para processamento e posterior comparagao.

Algoritmo 6 Experimento

1: fungao analise_desvio(D)

2 A < {nulo, SBBR,SBPA,SBSV,SBGL,SBCT,SBKP,SBGR,SBCF,SBR.J,SBSP}
3. MLM « {NB,NN, RF}

4 T« {2003,---,2017}

5. B« {1,2,3)

6 DD <+ {media,variancia, media/variancia}

7 DH <« {linhadebase, passiva, ativa}

8 resultados < nulo

9 paraeach a€ Amime MLM,t€T,be€ B,dd € DD,dh € DH +

10: até facaresultados < resultados U metodologia(D,a, mlm,t,b,dd,dh)
11: fim para
12: return results

13: fim fungao

A.3 Resultados

Considerando os métodos media e media/variancia, o nimero médio de desvios detectados ao
longo de todo o perfodo foi de 9,33 e 9,66, respectivamente. Esses niimeros correspondem a 62,2%
e 64% de todos os desvios possiveis, indicando uma alta prevaléncia de desvios entre os lotes. Além
disso, o método variancia apresentou uma média de 3,66 (24%), o que indica que este método é
menos sensivel a desvios em atrasos de voos.

Os resultados de experimentos feitos em niveis de aeroportos e em niveis de malha aérea mostra-
ram similaridade, tanto nos percentuais de desvio detectados, como nas diferencas entre métodos
de deteccao. O mesmo pode ser verificado sobre a estratégia de detecgao de desvio.

As estratégias ativa e passiva apresentaram melhor desempenho do que a linhadebase, esta
ultima sem retreinamento. Especificamente, a estratégia passiva se mostrou a melhor em di-
versos casos, exatamente onde se tinha uma deteccao de desvio muito frequente, o que acabou
influenciando o modelo e indicadores de desempenho. Mas as estratégias ativas tenderam a balan-
cear indicadores de desempenho e acuracia em demais cendrios. Esses resultados indicam que os
modelos de aprendizado de méquina de retreinamento (sejam ativa ou passiva) podem frequente-

mente oferecer modelos melhores do que o treinamento apenas uma vez no inicio, como no método
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linhadebase.

Os experimentos também mostraram que o numero de desvios pode estar relacionado ao de-
sempenho de previsao. Especificamente, o nimero de desvios do método de deteccao de desvio
com base na comparagao media mostrou uma correlacao positiva significativa com precisao. Os
desvios do método media/variancia também mostrou correlagao com precisao, o que era esperado
considerando a alta correlagao com o método media. Esses resultados indicam que quanto maior a

frequéncia de desvios detectados por media, maiores sao as pontuacoes de precisao.

A.4 Discussao e direcionamento

Conforme as pesquisas anteriores, experimentos e resultados, concluimos que:

O estudo mostrou ser possivel a aplicagdo de métodos de deteccao de Desvios de Conceito

em modelos de predicao de atrasos em voos;

O estudo e aplicagoes de métodos de deteccao de desvios de conceito geram diferencial positivo

nos resultados de modelos de predigao de atrasos de voo;

Mostrou ser possivel a detecgao de desvio através da avaliagao de diferencas nas distribuicoes

de entrada, sem o processamento do modelo; e

A principio, houve similaridade entre os resultados quando aplicados em dimenséces diferentes

de dados, notadamente as dimensoes aeroporto e malha aérea.
O que nao foi contemplado nas pesquisas e experimentos até o momento:

e Comparagao com demais métodos do estado da arte na deteccao de desvio;

Experimentos utilizando métodos do estado da arte na deteccao de desvio;

Diferentes escalas de tempo, considerando diferentes janelas, como em meses ou semanas; e

Diferentes parametros para delimitacdao do que se considera desvio.

Diante dos resultados, mostrou-se ser possivel a aplicagao de métodos de deteccao de desvio de
conceito em modelos de predicdo de atrasos em voos. Também de que a avaliacao de diferencas
nas distribuicoes de entrada, sem o processamento do modelo, poderia ser um modelo véalido para
deteccao de desvios. E de que todas as aplicagoes de métodos para deteccao de desvio, sejam
passivos ou ativos, geraram impacto positivo nos resultados. Dessa forma, decidimos por dar
continuidade a pesquisa. Embora nao seja exaustiva, como o préprio estudo apontou, as pesquisas
prévias serviram para mostrar a validade e viabilidade da pesquisa e aplicagao desta disciplina na

area de aviacgao, na complementagao de modelos de predicao de voos, tornando-os mais robustos.
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Com o aprofundamento da pesquisa foi possivel identificar e classificar o que identificamos aqui
como o estado da arte na deteccao de desvio, conforme detalhado no Capitulo III. Verificamos
também que a pesquisa carecia de diferentes bases de comparagao. E que poderia ser enriquecida
com melhor selecao de parametros e analise de diferentes periodos para janelas. Consideramos que
a evolucao na pesquisa deveria contemplar experimentos e comparagoes com demais métodos do
estado da arte na deteccao de desvio. Para robustecer as hipétese e manter uma analise abrangente
paramétrica com demais pesquisas e publicagoes, utilizar e ponderar sobre diferentes escalas de
tempo, considerando diferentes janelas, como em meses ou semanas.

Objetivos de continuidade da pesquisa em tempo de qualificacao:

e Implementar novo método de detecgao e tratamento de Desvio de Conceito conforme Capitulo

V;

e Comparar com estado da arte, em termos de desempenho e tratamento dos diferentes tipos

de desvio de conceito; e

e Utilizar e ponderar sobre diferentes escalas de tempo, considerando diferentes janelas, como

€111 meses Ou semanas.
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