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RESUMO

AranduFlow: Rumo ao uso de metadados de desempenho e dominio para prever tempo de

execucao de workflows em ambientes de HPC

André Igor Pereira

Orientadores:
Rafaelli de Carvalho Coutinho
Daniel Cardoso Moraes de Oliveira

Resumo da Dissertagao submetida ao Programa de Pés-graduagao em Ciéncia da Computacao do
Centro Federal de Educacao Tecnoldgica Celso Suckow da Fonseca CEFET/RJ como parte dos
requisitos necessarios a obtencao do grau de mestre.

A crescente complexidade dos experimentos cientificos tem ampliado o uso de workflows para
organizar aplicacoes executadas em ambientes de Computacao de Alto Desempenho (HPC). Nesses
ambientes, estimar antecipadamente o tempo de execucao é uma tarefa desafiadora, devido a diver-
sidade dos dados de entrada, dos parametros das aplicacoes e das configuragoes da infraestrutura
computacional. Além disso, a concorréncia por recursos em ambientes compartilhados pode fazer
com que execucoes semelhantes apresentem duracoes distintas. Para auxiliar usuarios na submissao
de workflows e no planejamento de seus experimentos, este trabalho apresenta o AranduFlow, um
gateway cientifico adaptavel que utiliza dados historicos e modelos de aprendizado de maquina
para estimar faixas de tempo de execucdo. A proposta integra mecanismos de submissao, coleta de
metadados e predicao, combinando caracteristicas dos dados de entrada, parametros especificos do
dominio e informacoes da infraestrutura computacional. Embora a arquitetura possa ser adaptada
a diferentes aplicagoes, os modelos preditivos sao treinados especificamente para cada workflow.
A abordagem foi avaliada com dois workflows cientificos reais, pertencentes aos dominios de bi-
oinformatica e astronomia e com perfis distintos de utilizacao de recursos, executados em infraes-
truturas heterogéneas de HPC. Os experimentos mostraram que os modelos baseados em arvores
superaram o método de referéncia e alcancaram acurdcia superior a 80% nos cendrios com fai-
xas temporais mais abrangentes. Os resultados também indicaram a relevancia dos metadados de
dominio e das caracteristicas da carga de trabalho para as predi¢oes. Em uma nova infraestrutura
computacional, a utilizacao de um pequeno conjunto de execucoes locais para calibragao produziu
uma melhora expressiva no desempenho preditivo. Esses resultados fornecem evidéncias de que
o AranduFlow pode apoiar a estimativa do tempo de execucao de workflows heterogéneos e ser
adaptado a diferentes ambientes computacionais.

Palavras-chave:
Predi¢do de tempo de execugdao, Workflows cientificos, Computagdo de Alto Desempenho,
Aprendizado de maquina.

Rio de Janeiro,

25 de Setembro de 2026



ABSTRACT

AranduFlow: Towards using performance and domain metadata to predict workflow

execution time in HPC Environments

André Igor Pereira

Advisors:
Rafaelli de Carvalho Coutinho
Daniel Cardoso Moraes de Oliveira

Abstract of dissertation submitted to Programa de Pés-graduacao em Ciéncia da Computacao -
Centro Federal de Educagao Tecnoldgica Celso Suckow da Fonseca CEFET/R.J as partial fulfill-
ment of the requirements for the degree of master.

The increasing complexity of scientific experiments has expanded the use of workflows to or-
ganize applications executed in High-Performance Computing (HPC) environments. In these envi-
ronments, predicting execution time in advance is challenging because of variations in input data,
application parameters, and computing infrastructure configurations. Furthermore, resource con-
tention in shared environments can cause similar executions to have different durations. To assist
users with workflow submission and experiment planning, this dissertation presents AranduFlow,
an adaptable science gateway that uses historical data and machine learning models to estimate
execution-time ranges. The proposed approach integrates submission, metadata collection, and
prediction mechanisms by combining input-data characteristics, domain-specific parameters, and
computing infrastructure information. Although the architecture can be adapted to different ap-
plications, the predictive models are trained specifically for each workflow. The approach was
evaluated using two real-world scientific workflows from the bioinformatics and astronomy do-
mains, with distinct resource-utilization profiles, executed on heterogeneous HPC infrastructures.
The experiments showed that tree-based models outperformed the reference method and achieved
accuracies above 80% in scenarios using broader execution-time ranges. The results also indicated
the relevance of domain metadata and workload characteristics to the predictions. When applied to
a new computing infrastructure, calibration using a small set of local executions produced a subs-
tantial improvement in predictive performance. These results provide evidence that AranduFlow
can support execution-time estimation for heterogeneous workflows and can be adapted to different
computing environments.

Key-words:
Execution time prediction, scientific workflows, high-performance computing, machine learning.

Rio de Janeiro,

25 de Setembro de 2026
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Capitulo I Introducao

Nos udltimos anos, a computagao passou por uma transformacao profunda, caracterizada pelo
aumento exponencial no volume de dados gerados e pela complexidade dos experimentos cientificos.
Areas como astronomia, bioinformética, meteorologia e fisica nuclear dependem fortemente de si-
mulagoes em larga escala e pipelines de analise de dados. Nesse cendrio, os workflows cientificos
emergiram como uma abstracao conceitual e pratica amplamente adotada para representar essas
aplicagoes complexas [de Oliveira et al., 2019]. Um workflow representa uma sequéncia estrutu-
rada de tarefas computacionais interconectadas por dependéncias de dados, permitindo capturar a
organizagao légica, a concorréncia e o fluxo de informagoes ao longo da execugao da aplicagao.

Existem diversas abordagens para especificar, orquestrar e gerenciar a execucao de work-
flows. Usuarios individuais muitas vezes desenvolvem solugbes ad-hoc, utilizando linguagens de
programagao de propésito geral como Python ou scripts de shell. Embora essa pratica ofereca
flexibilidade e controle refinado sobre a execucao de tarefas locais, torna-se ineficiente para geren-
ciar execucoes distribuidas em larga escala. Para contornar essa limitacao, foram desenvolvidos
Sistemas de Gerenciamento de workflows (do inglés, Workflow Management System (WIMS)), que
fornecem abstracoes de alto nivel, tratamento automatico de falhas, portabilidade e facilidade de
escalonamento. Exemplos na literatura e na industria incluem o Apache Airflow!, Pegasus [De-
elman et al., 2015], Nextflow [Di Tommaso et al., 2017], Snakemake [Koster and Rahmann, 2012]
e Common Workflow Language (CWL) [Amstutz et al., 2016].

Muitos desses workflows manipulam conjuntos de dados massivos e envolvem processamento
continuo intenso, aproveitando-se de infraestruturas robustas de Computagao de Alto Desempe-
nho (do inglés, High Performance Computing (HPC)) [Afgan et al., 2018]. O uso de ambientes
HPC, como supercomputadores, clusters de computacao e plataformas em nuvem otimizadas para
alto desempenho [Friese et al., 2025], é essencial para viabilizar execugoes em tempo hébil. Esses
ambientes caracterizam-se por recursos computacionais massivos e heterogéneos, compreendendo
unidades centrais de processamento (do inglés, Central Processing Unit (CPU)), unidades de pro-
cessamento grafico (do inglés, Graphics Processing Unit (GPU)s), sistemas de arquivos paralelos
distribuidos e redes de interconexao de altissima velocidade e baixa laténcia.

Contudo, a utilizacao eficiente dessas plataformas apresenta desafios consideraveis. Infraestru-

"https://airflow.apache.org/



turas de HPC séo tipicamente compartilhadas entre miltiplos usudrios concorrentes. As tarefas dos
workflows disputam recursos criticos, como a largura de banda de Entrada/Saida (E/S), a cache
dos sistemas de arquivos e a memoria principal. Essa concorréncia gera volatilidade temporal, fa-
zendo com que execugoes idénticas do mesmo workflow apresentem duracgoes flutuantes dependendo
da carga do ambiente computacional [Boito et al., 2025; Friese et al., 2025]. Nesse contexto, esti-
mar o tempo de execugao dos workflows torna-se fundamental. Essa estimativa apoia os usudrios
finais no planejamento de suas atividades de pesquisa, auxilia administradores no provisionamento
adequado de recursos e fornece suporte analitico essencial a escalonadores e agendadores de tarefas
para otimizar o uso do ambiente computacional de producao.

Apesar da importancia estratégica de estimar o tempo de execucao de workflows em ambientes
de HPC, formular e solucionar esse problema envolve desafios conceituais e metodolégicos signifi-
cativos. Tradicionalmente, as tentativas de estimar o tempo de execucao apoiam-se em modelos de
regressao classicos para prever o tempo de execucao exato de uma tarefa ou de um pipeline com-
pleto [Alvarenga et al., 2025; Yildirim et al., 2026]. No entanto, a predi¢ao continua apresenta alta
sensibilidade a ruidos operacionais e a concorréncia de recursos, o que compromete sua utilidade
préatica.

Diante disso, reformular a predicao continua como um problema de classificacdo multiclasse,
dividindo o tempo de execucao em intervalos ou faixas preditivas discretas, surge como uma al-
ternativa robusta. No entanto, o projeto dessa abordagem enfrenta o desafio de definir faixas
informativas. Divisdoes manuais ou baseadas em intervalos uniformes frequentemente resultam em
classes severamente desbalanceadas devido a assimetria na distribuicao dos tempos de execugao.
Isso pode introduzir viés no treinamento de algoritmos de Aprendizado de Maquina (AM), concen-
trando as previsoes na classe majoritaria.

Além disso, as solucbes propostas na literatura apresentam limitacoes de generalizacao e de
escopo de atributos. A primeira dessas limitagoes consiste no direcionamento a dominios especificos,
uma vez que muitos trabalhos preditivos sao projetados de forma estritamente voltada a um tnico
workflow cientifico ou a um tipo restrito de workflow [Ribeiro et al., 2024; Ocana et al., 2020], o que
dificulta sua adaptagdo quando novas aplicacoes cientificas sdo introduzidas no ecossistema. Outro
desafio reside no acoplamento a plataformas de execucao: varias abordagens dependem de métricas
intrinsecas de baixo nivel de um hardware particular [Porto et al., 2026; de C. Coutinho et al.,
2016], podendo perder precisao diante da heterogeneidade de plataformas que caracteriza o HPC
moderno. Por fim, observa-se frequentemente um foco exclusivo nas métricas de infraestrutura.
Modelos tipicos predizem a duragao com base apenas em recursos computacionais alocados, como a
quantidade de threads e a meméria solicitada, e no tamanho dos arquivos de entrada em disco [Boito

et al., 2025], negligenciando metadados de dominio, como algoritmos selecionados na configuragao



do workflow ou parametros de execucgao, que podem exercer influéncia relevante sobre o esforgo
computacional e a variabilidade do tempo de execucao.

Diante desse contexto, formula-se a seguinte questao de pesquisa: em que medida uma abor-
dagem baseada em aprendizado de méaquina supervisionado, que combina metadados de dominio,
caracteristicas dos dados de entrada e atributos da infraestrutura, permite estimar faixas de tempo
de execucao de workflows cientificos e adaptar essas estimativas a diferentes ambientes computaci-
onais?

Com o intuito de abordar esse problema, esta dissertagao estabelece um conjunto de metas vol-
tadas a concepgao, implementacao e validagao experimental de uma arquitetura preditiva baseada
em aprendizado de maquina, acoplada a um sistema de submissao. O objetivo geral desta dis-
sertacdo é implementar e avaliar o AranduFlow 2, uma arquitetura de gateway cientifico adaptével
que utiliza modelos de aprendizado de maquina supervisionados para estimar faixas de tempo de
execucao de workflows cientificos em ambientes HPC compartilhados, integrando metadados de
infraestrutura e de dominio de aplicacdo. Adicionalmente, investiga-se a adaptacao das estimativas
a ambientes computacionais nao observados durante o treinamento.

Cabe destacar a distincao entre a generalidade da arquitetura proposta e o escopo dos elementos
especificos de cada workflow: embora a estrutura arquitetural e os mecanismos compartilhados de
configuracao, predicao, submissao e persisténcia do AranduFlow sejam reutilizaveis, cada workflow
integrado requer a definicao de seus préprios parametros, regras de transformacao, atributos predi-
tivos, executor e modelo treinado. Cada modelo é construido com base no respectivo historico de
execucao e nos metadados especificos do dominio da aplicacdo. Assim, a contribuicdo de generali-
dade deste trabalho reside na arquitetura e no processo de integragao de novos workflows, e nao na
proposi¢ao de um tnico modelo universal para todos os dominios.

Para atingir o objetivo geral proposto, definem-se os seguintes objetivos especificos:

1. Projetar a arquitetura do gateway cientifico AranduFlow, garantindo modularidade na in-

gestao de dados e extensibilidade a novos tipos de workflows.

2. Formular a modelagem preditiva temporal como uma classificacdo multiclasse, fundamentada
na discretizagdo por quantis de igual frequéncia, para contornar o desbalanceamento dos

dados histéricos.

3. Implementar coletores e pipelines de engenharia de atributos capazes de extrair variaveis
de infraestrutura computacional e metadados de dominio especificos para dois estudos de
caso de perfis distintos: o workflow Notebook for Parallel Identification of Frequent Subtrees

(NMFSt.P) (intensivo em CPU) e o workflow Montage (intensivo em E/S).

20 nome “Arandu” provém da lingua Guarani e significa “sabedoria” ou “conhecimento” [Proyecto Montoya],
refletindo a capacidade do sistema de aprender a partir de execugbes anteriores e realizar previsoes informativas.



4. Avaliar a influéncia de multiplas resolugoes de quantis de tempo (3, 5, 7, 10 e 15 classes de

tempo) no desempenho dos modelos preditivos.

5. Treinar, validar e comparar diversos algoritmos de classificagao supervisionada contra um ba-
seline operacional, sob um protocolo experimental com hold-out aleatorio e validagao cruzada

estratificada no conjunto de treinamento.

6. Realizar analises de importancia de atributos para estimar empiricamente o impacto relativo
dos metadados de dominio e dos atributos de infraestrutura na predicao das faixas de tempo

de execucao.

7. Avaliar a generalizacao dos modelos preditivos em uma infraestrutura nao observada durante
o treinamento e mensurar os ganhos obtidos por estratégias de calibragao utilizando execugoes

locais.

As principais contribuigoes desta dissertacao organizam-se em cinco frentes. A primeira consiste
no projeto e no desenvolvimento do AranduFlow, uma arquitetura extensivel de gateway cientifico
para configuracao, predicao, submissao e registro de execucoes de workflows em ambientes de HPC,
integrada a uma camada preditiva de suporte ao usuario. A extensibilidade da proposta reside nos
mecanismos de integragao, coleta de metadados e execucao, enquanto cada workflow requer a de-
finigdo de seus préprios atributos e o treinamento de um modelo preditivo especifico. A segunda
contribuicao corresponde a formulacao da estimativa do tempo de execugcdao como um problema
de classificacdo multiclasse, com faixas temporais definidas por quantis e modelos que combinam
metadados de dominio, caracteristicas dos dados de entrada e atributos da infraestrutura. A ter-
ceira consiste na avaliacao experimental da abordagem por meio de dois estudos de caso com perfis
computacionais distintos, executados em diferentes infraestruturas e avaliados em multiplas gra-
nularidades de faixas temporais, utilizando acurdcia, F1-Macro e comparacdao com um baseline
operacional. A quarta contribuicdo compreende a anélise da importancia relativa dos atributos e a
investigacao da adaptacao dos modelos a uma infraestrutura nao observada durante o treinamento,
incluindo a avaliacao de estratégias de calibracdo com execugoes locais. Por fim, a quinta contri-
buicao é a disponibilizacao publica da implementacao e da base de dados de proveniéncia produzida
nos experimentos, favorecendo a reprodutibilidade e a realizagdo de novas avaliagoes.

O restante deste trabalho esta organizado da seguinte forma. O Capitulo II apresenta os fun-
damentos tedricos necessarios a compreensao do trabalho. O Capitulo III discute os trabalhos
relacionados. O Capitulo IV descreve a arquitetura e o funcionamento do AranduFlow, detalhando
seus componentes e a interagao do usuario com o gateway. O Capitulo V apresenta o delineamento
da avaliagao experimental, analisa os dados e discute os resultados obtidos. Por fim, o Capitulo VI

apresenta consideracoes finais e indicacoes para trabalhos futuros.



Capitulo II Referencial Teorico

Este capitulo apresenta os fundamentos conceituais necessarios para a compreensao da execugao
e da andlise de workflows cientificos em ambientes de HPC, bem como os principios associados a
predicao do tempo de execucao por meio de técnicas de aprendizado de maquina. Inicialmente,
discute-se a natureza e a modelagem formal de workflows cientificos. Em seguida, sdo apresenta-
dos aspectos dos ambientes HPC e a necessidade de mecanismos de gerenciamento e de suporte a
decisao. Posteriormente, aborda-se o problema de predicao do tempo de execucgao sob diferentes
formulagoes, incluindo sua transformacao em um problema de classificacao e a introducao de concei-
tos de aprendizado por transferéncia e de calibracao de modelos para portabilidade trans-ambiente.
Por fim, examinam-se os fundamentos da avaliagao de modelos e o papel dos dados histéricos e dos

metadados de execugao como base para abordagens orientadas a dados.

II.1  Workflows Cientificos

Os Workflows sao abstracoes utilizadas para automatizar aplicagbes complexas, cientificas ou
nao, compostas por multiplas tarefas interdependentes. Cada tarefa representa uma etapa com-
putacional, como processamento de dados, limpeza de dados ou reducao de dados, enquanto as
dependéncias definem a ordem de execucao e, em alguns casos, o fluxo de dados entre as tarefas
[Deelman et al., 2015]. De forma geral, um workflow pode ser representado como um grafo aciclico
direcionado (do inglés, Directed Acyclic Graph (DAG)), denotado por W = (V, A), em que V repre-
senta o conjunto de vértices associados as tarefas ou entidades de dados, e A representa o conjunto
de arestas que expressam suas dependéncias.

Workflows sao amplamente adotados em diversos dominios cientificos e de engenharia intensi-
vos em dados e computacao, incluindo bioinformética, astronomia, modelagem climdtica e fisica.
Esses workflows fornecem uma forma estruturada de representar andlises complexas como tarefas
interconectadas, com dependéncias explicitas de dados, o que permite uma execucgao escalavel e
reprodutivel. Para apoiar a implantacao e a execugao desses workflows em infraestruturas de HPC
e supercomputadores, diversos sistemas de gerenciamento de workflows, e.g., Pegasus [Deelman
et al., 2015], Nextflow [Di Tommaso et al., 2017] e Snakemake [Koster and Rahmann, 2012], foram

desenvolvidos. Além disso, frameworks de especificagdo, como a CWL [Amstutz et al., 2016], for-



necem descrigoes padronizadas e portaveis de workflows. Em conjunto, esses sistemas e frameworks
permitem a execucao coordenada de aplicagoes heterogéneas ao se integrarem a escalonadores de
lote e gerenciadores de recursos, abstraindo detalhes de execugao de baixo nivel e utilizando de
forma eficiente recursos computacionais em larga escala.

Entre esses dominios, a bioinforméatica destaca-se como uma das principais areas que utilizam
workflows cientificos. Workflows em bioinformatica envolvem multiplas tarefas computacional-
mente intensivas e utilizam ferramentas heterogéneas, beneficiando-se de execucoes reprodutiveis,
escalaveis e paralelas em ambientes HPC. Um exemplo representativo nesse dominio é o workflow
NMFSt.P, ilustrado na Figura I1.1. O NMFSt.P é um workflow voltado a descoberta de padroes
estruturais recorrentes em grandes colegoes de arvores filogenéticas, com énfase na identificacao de

subarvores frequentes nas topologias das arvores.

___________________________ -
™ Workflow SciPhy |
AN
| Validagdo das Alinhamento Mdltiplo Escolha do Modelo Geragao da Arvore l
Sequéncias | Sequéncias de Seguéncias Evolutivo Filogenética |
|
l \ Biopython | [ ClustalW | [ Biopython | [ RAXML | I
|
| Biopython |
____________________________ -
Geragao do Dicionario Calculo da Similaridade Mapeamento das Geragao das
Similaridades de Saida entre Subarvores Subarvores Subarvores Possiveis
\ Script Python | [ Script Python | \ Script Python | | Script Python |

Figura II.1: Workflow executado pelo notebook NMFSt.P. Fonte: Ferrari et al. [2023]

O workflow inicia-se com uma tarefa de validacao de sequéncias, que verifica a integridade e
o formato dos dados de entrada. Essa validagao é realizada por meio da biblioteca Biopython,
garantindo que todos os arquivos de sequéncia fornecidos estejam no formato FASTA. Apds a
validacao, o workflow prossegue para a etapa de alinhamento multiplo de sequéncias (em inglés,
Multiple Sequence Alignment (MSA)). Na implementagao atual do NMFSt.P, o ClustalW é adotado
como ferramenta padrao de alinhamento. O alinhamento resultante é armazenado em um arquivo
.ALN.

Uma vez que as sequéncias de Acido Desoxirribonucleico (DNA), Acido Ribonucleico (RNA) e
aminodcidos estejam alinhadas, aplica-se a etapa de escolha do modelo evolutivo, na qual se definem
as premissas evolutivas que fundamentam a reconstrucao da arvore filogenética. Essa tarefa também
é suportada pela biblioteca Biopython. Por padrao, o NMFSt.P utiliza o método Neighbor-Joining
(NJ), uma abordagem amplamente utilizada, baseada em distancia, para reconstrucao de arvores
filogenéticas a partir de dados de sequéncias moleculares [Saitou and Nei, 1987]. Com o modelo

evolutivo estabelecido, o workflow avanca para a etapa de construcao da arvore filogenética. Nesse



estagio, os usudrios podem utilizar ferramentas consolidadas de inferéncia filogenética, como RAXML
ou MrBayes, ou o proprio Biopython. O resultado dessa atividade é uma colecao de arvores
filogenéticas que servird de base para a analise de padroes estruturais.

Quando a geracao das arvores é concluida, o NMFSt.P inicia a descoberta de subarvores fre-
quentes. A primeira tarefa é a geracao de subdrvores, que enumera todas as possiveis subarvores
contidas em cada arvore filogenética. Cada subarvore identificada é armazenada em um arquivo
individual. O procedimento de geracao de subarvores é executado de forma independente para
cada arvore filogenética. Apds a geracao de todas as subarvores, o workflow realiza a etapa de
mapeamento de subarvores, na qual as subarvores sao classificadas de acordo com seu tamanho.
Em paralelo, o NMFSt.P constréi uma matriz de ocorréncia de subarvores que contém o indice de
similaridade para cada par de subarvores.

Outro dominio de grande relevancia cientifica que se beneficia amplamente da automagao por
meio de workflows cientificos é a astronomia. Processamentos de imagens astronomicas frequente-
mente lidam com volumes massivos de dados coletados por telescépios, exigindo etapas sistematicas
de projecao espacial, correcao de radiacao de fundo e coadigao fisica para gerar imagens sinéticas
do céu (mosaicos). Um exemplo cldssico e amplamente utilizado na literatura de e-Ciéncia é o
workflow Montage [Bharathi et al., 2008; Deelman et al., 2015], desenvolvido pelo Infrared Proces-
sing and Analysis Center (IPAC) do Caltech.

Nesta dissertagao, para avaliar o AranduFlow em um cendrio intensivo em E/S; adota-se um
fluxo simplificado baseado na primeira parte do tutorial oficial do Montage, focado na geracao de
um mosaico astronémico sem a aplicacao de correcoes de radiacao de fundo. A execucao desse fluxo

compreende as tarefas mostradas na Figura I1.2.

Workflow Montage

Geragao da Tabela de Definigdo do Modelo Reprojecao das Geragao da tabela de
- — —

Imagens FITS Metadados de Entrada de Cabegalho Imagens Metadados Projetados

Originais

mimgtbl | | mMakeHdr | | mProjExec | I mimgtbl

Visualizagao do ¢ Coadigéo e Geragao
Mosaico do Mosaico

Mosaico
Astronémico

mViewer | I mAdd

Figura I1.2: Workflow executado pelo Montage

O fluxo inicia-se com a geracao da tabela de metadados de entrada, realizada pelo mddulo



mImgtbl. Nessa etapa, todo o diretorio contendo as imagens originais no formato Flexible Image
Transport System (FITS) é lido, e os cabecalhos dos arquivos sao inspecionados para extrair coor-
denadas celestes e parametros de projecao. Como resultado, é gerado um arquivo de tabela conso-
lidada com os metadados das imagens de entrada. Em seguida, define-se o modelo de cabecalho.
A partir da tabela de metadados das imagens de entrada, gera-se um arquivo de cabecalho padrao
FITS que define a projecao espacial, a escala de pizels, a orientagdo e a area total a ser coberta
pelo mosaico final.

Com o modelo de cabegalho definido, o fluxo prossegue para a reprojecao das imagens, realizada
pelo médulo mProjExec. Essa etapa utiliza o arquivo de cabecalho padrao e a tabela de metada-
dos para reprojetar as imagens originais para um sistema de coordenadas celestes e uma escala
geografica unificados. As imagens resultantes sdo armazenadas como arquivos FITS intermedidrios
reprojetados. Apds a reprojecado, é gerada uma nova tabela de metadados, novamente por meio
do médulo mImgtbl, agora considerando a pasta que contém as imagens projetadas. Essa tabela
atualizada descreve os arquivos intermedidrios e fornece as informacoes necessarias para coordenar
a consolidacao fisica final.

Por fim, o fluxo realiza a coadi¢do e geragdo do mosaico com o médulo mAdd. Utilizando a
tabela de metadados projetados e o modelo de cabecalho, os pixels das imagens sobrepostas sao
intercalados e normalizados, produzindo a imagem FITS final unificada do mosaico astronémico,

sem a aplicagao de correcoes de brilho de fundo.

II.2 Ambientes de Computacao de Alto Desempenho

Ambientes HPC sao frequentemente organizados como clusters compostos por miltiplos nés in-
terconectados, nos quais as aplicagoes podem explorar diferentes formas de paralelismo para reduzir
o tempo total de processamento. Esses ambientes podem ainda incluir arquiteturas heterogéneas,
combinando CPUs, GPUs e outros aceleradores especializados. Essa heterogeneidade de hardware
entre os nos e entre diferentes infraestruturas pode impactar significativamente o desempenho das
aplicacoes.

Execugoes em ambientes HPC sao tipicamente gerenciadas por sistemas de escalonamento de
tarefas (e.g., Slurm, PBS ou Torque), nos quais as aplicacoes sdo submetidas como jobs que aguar-
dam em filas até a alocag@o dos recursos necessarios.

A execucao nesses ambientes ocorre sob condigoes realistas de compartilhamento e uso mul-
tiusudrio nas quais multiplas aplicagoes competem simultaneamente por recursos computacionais.
Esse contexto introduz variabilidade no desempenho observado, tanto devido a efeitos de contencao
de recursos quanto a diferengas de configuracao entre infraestruturas e ambientes de execugao [Fri-

ese et al., 2025; Boito et al., 2025].



Nesse cendrio, o suporte a decisao para a submissao e para o planejamento de execugoes torna-se
particularmente relevante. A capacidade de estimar antecipadamente o tempo total de execucao
de um workflow cientifico permite apoiar o planejamento eficiente de tarefas e otimizar a ocupagao

dos nos de processamento.

11.3 Aprendizado de Maquina

O AM é uma subérea da Inteligéncia Artificial voltada ao desenvolvimento de algoritmos estatis-
ticamente fundamentados, capazes de extrair padroes e aprender correlagoes a partir de conjuntos
de dados histéricos [Russell and Norvig, 2020]. Em vez de seguir regras explicitamente programa-
das, os modelos de AM ajustam seus parametros internos por meio de processos de otimizacao,
permitindo realizar previsdes precisas sobre novas instancias inéditas.

No ambito do gerenciamento de workflows cientificos e de infraestruturas de HPC, os modelos
de AM tém sido aplicados para estimar demandas de recursos computacionais e prever o tempo de
execucao de tarefas ou de pipelines completos, fornecendo uma base analitica sélida para o suporte
a decisao [Sobrinho and Paumgartten, 2021; Bader et al., 2024].

Os paradigmas de aprendizado sao tipicamente classificados em supervisionados, nao supervi-
sionados e por reforgo [Bishop, 2006; Mitchell, 1997]. Esta dissertacdo centra-se no aprendizado
supervisionado, no qual o modelo é treinado a partir de um conjunto de treinamento composto
por pares de entrada-saida rotulados, denotado por D = {(x;, yi)}f\il, em que x; € R? representa
um vetor contendo as d caracteristicas (features) da execucao e y; denota a varidvel alvo associada
[James et al., 2023; Géron, 2022]. Dependendo da natureza de y;, o problema enquadra-se em
regressao (quando a varidvel alvo é continua, y; € R) ou classificacdo (quando assume valores em

um conjunto discreto de C classes, y; € {1,...,C}).

11.3.1 Formulagao do Problema e Discretizagcao por Quantis

Embora o tempo de execucao de um workflow cientifico seja por natureza uma variavel continua
t € RT, prever um valor continuo exato em ambientes HPC compartilhados é extremamente de-
safiador. Pequenas variacGes de hardware produzem erros significativos em modelos de regressao
pontuais.

Para contornar essa limitacao e conferir maior robustez pratica ao preditor, o AranduFlow for-
mula a estimativa de tempo como uma tarefa de classificagao multiclasse, por meio da discretizagao
da variavel de tempo continuo ¢ em um conjunto de C intervalos correspondentes as classes discre-
tasy € Y = {Q1,Qo,...,Qc} [Hastie et al., 2009; James et al., 2023].

Para garantir que a divisao do tempo preserve a equidade de distribuicao de amostras historicas

— evitando o desbalanceamento de classes em distribuicoes assimétricas de cauda longa —, adota-
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se a discretizacao baseada em quantis. O espaco continuo é particionado utilizando C' — 1 limites
de divisao, definidos pelos percentis de ordem k/C para k € {1,...,C — 1}.
Desta forma, a probabilidade empirica a priori de que uma amostra pertenca a qualquer uma

das classes de quantis @) é aproximadamente uniforme, conforme Equacao II.1.

P(y:Qk)zé, Vke{l,...,C} (IL1)

A modelagem de classificacio baseia-se na inducdo de uma funcéo de decisdo f : R* — ), que
busca minimizar o erro de classificacao nas amostras de teste inéditas. Essa formulacao orientada a
faixas de quantis preserva a expressividade necessaria para auxiliar o usuario final e oferece maior

robustez contra flutuacoes e ruidos espurios da infraestrutura [Hastie et al., 2009].

11.3.2 Modelos Lineares de Regressao e Classificagao

No AranduFlow sao avaliadas duas abordagens lineares cldssicas da literatura: a Regressao

Linear e a Regressao Logistica.

Regressao Linear (LiR)

A Regressao Linear, do inglés Linear Regression (LiR), modela a varidvel alvo continua (tempo
de execucdo t) como uma combinacdo linear ponderada das caracteristicas de entrada x € R?
[James et al., 2023; Hastie et al., 2009], conforme Equacdo I1.2, onde w = [w1,...,wq]T € R?
denota o vetor de coeficientes angulares (pesos) e b € R representa o viés (bias).
d
t(x)=wlx+b= Z wjz; +b (IL.2)
j=1
O ajuste dos parametros no conjunto de treinamento contendo N amostras é realizado via
Minimos Quadrados Ordindrios (do inglés, Ordinary Least Squares (OLS)) que minimiza a soma
dos erros quadraticos médios, conforme Equagao II.3.
1 2 1 Y 2
J(w,b) = — (ti —t(x))" = =< Z (t;i — (wlx; + b)) (IL.3)

2N 4 2N <
=1 =1

Para adequar a Regressao Linear ao problema de classificagao por quantis avaliado, as previsoes
continuas resultantes ¢(x) sao discretizadas a posteriori nos mesmos limiares de quantis calculados

sobre o conjunto de treino.
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Regressao Logistica

Diferente da regressao linear, a Regressao Logistica (do inglés, Logistic Regression (LoR)) é
uma técnica linear adaptada nativamente a tarefa de classificagdo. No cenario multiclasse com C
classes de quantis, emprega-se a extensao multinomial da regressao logistica (também conhecida
como regressao Softmax) [Bishop, 2006]. A probabilidade de uma instancia x pertencer a uma
classe particular ¢ € {1,...,C} é estimada pela funcao Softmax aplicada sobre os escores lineares
de cada classe, conforme Equacao I1.4, onde wy e by representam os pesos e o viés especificos da

classe k.
6wch—l-bc
T
Z?Zl eWi xX+by,

O modelo é treinado minimizando a fungao de entropia cruzada multinomial (do inglés, categori-

Ply=c|x) = (IL.4)

cal cross-entropy loss) via métodos baseados em gradiente, conforme apresentado na Equagao I1.5,
onde y;. é uma varidvel indicadora bindria que assume valor 1 se a classe real da amostra ¢ for igual

a ¢, e 0 caso contrario.

L Noc
LW)=-5 S tielnP(y=cl|x) (IL.5)

i=1 c=1

I1.3.3 Arvores de Decisao

O Classificador por Arvore de Decisao (do inglés, Decision Tree Classifier (DTC)) é um modelo
preditivo nao paramétrico estruturado na forma de um grafo aciclico de decis@o. A arvore realiza
o particionamento hierarquico e recursivo do espago de atributos de entrada em regices disjuntas,
associando a cada né folha uma previsao da classe majoritdria [Hastie et al., 2009; Géron, 2022].

A indugao da drvore baseia-se na selecao do melhor atributo e do melhor limiar de divisao (split)
em cada né interno, visando maximizar a homogeneidade (pureza) dos subnds gerados. Para avaliar
a qualidade de uma divisao, podem ser utilizados diferentes critérios de impureza estatistica, entre
o0s quais se destacam a Impureza de Gini e a Entropia. Nos experimentos desta dissertacao, utilizou-
se a Impureza de Gini, correspondente a configuragdao padrao dos modelos avaliados.

A Impureza de Gini (Ig(v)) mede a probabilidade de uma instancia escolhida aleatoriamente
ser rotulada incorretamente caso fosse classificada de acordo com a distribui¢ao das classes no né
v. Para C classes de quantis, essa impureza é definida pela Equacao I1.6, em que p(i | v) representa

a frequéncia relativa de instancias pertencentes a classe ¢ no né v.
C
Io(v) =1 pli | v)* (IL6)

i=1

O valor maximo de Ig(v) é 1 —1/C, indicando heterogeneidade méxima, enquanto o valor minimo
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é 0, correspondente a pureza absoluta do nd, quando ele contém amostras de uma tnica classe.

Outro critério consolidado é a entropia de Shannon (H (v)), baseada na teoria da informagao, que
quantifica a desordem ou incerteza contida no né v. Sua formulacao é apresentada na Equacao I1.7.

Por convencao matematica, considera-se que 0logy 0 = 0.

C
H(v) == p(i|v)logyp(i | v) (IL.7)

i=1
Em cada etapa da inducao recursiva, avaliam-se todas as possiveis divisdes compostas por um
atributo X; e um ponto de corte s, gerando subnds filhos & esquerda (vy) e a direita (vg). Seleciona-
se o par (Xj,s) que resulta na maior redugao de impureza, conhecida como Ganho de Informagao

(AI), definido pela Equacao IL.8.

Al(v,Xj,s) =I(v) — <]X;;LI(UL) + ]X;): I(UR)> (IL.8)

onde N,, N,, e N,, representam o numero total de amostras no né pai, no subné esquerdo e
no subné direito, respectivamente, e I(-) representa a métrica de impureza escolhida (Gini ou
Entropia). A recursdo é encerrada quando critérios de parada (como profundidade méaxima da
arvore ou nimero minimo de amostras por divisao) sao atingidos. As drvores de decisdo destacam-
se pela alta interpretabilidade das regras induzidas e pela capacidade inerente de capturar relacoes

nao lineares complexas sem a exigéncia de pré-processamento de escala de varidveis numeéricas.

I1.3.4 Florestas Aleatdrias

Apesar de sua interpretabilidade, arvores de decisao isoladas sofrem de alta varidncia, sendo
altamente suscetiveis a pequenas perturbagoes nos dados de treinamento, o que pode levar ao
sobreajuste (overfitting). Para mitigar essa limita¢do, os métodos de comité (ensemble learning)
combinam as previsoes de multiplos modelos individuais. O principal modelo baseado em comité
avaliado neste trabalho é a Floresta Aleatéria, do inglés Random Forest Classifier (RFC) [Hastie
et al., 2009; James et al., 2023].

A Floresta Aleatéria baseia-se na combinagao de duas técnicas fundamentais. O primeiro meca-
nismo é o Bootstrap Aggregating. Para treinar um comité composto por B arvores independentes,
geram-se B subconjuntos de treinamento distintos por meio de amostragem com reposi¢ao a partir
do conjunto de treino original. Cada arvore hy(x) é ajustada sobre o seu respectivo subconjunto de
bootstrap Dy. A previsao final do comité de classificacao é obtida por meio de votacdo majoritaria

entre todas as arvores individuais, conforme definido na Equagao IL.9.

§(x) = moda {hy(x)};, (IL.9)
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O processo de bagging tende a reduzir a variancia global do modelo, uma vez que a média ou
votacao sobre multiplos classificadores atenua as flutuacoes e os erros individuais, frequentemente
preservando um nivel de viés semelhante ao dos modelos-base [James et al., 2023; Hastie et al.,
2009]. O segundo mecanismo é o subespaco aleatério de atributos (Feature Subspace Sampling).
Para descorrelacionar as arvores geradas, garantindo que nao utilizem sempre os mesmos atributos
dominantes, a Floresta Aleatéria introduz uma perturbacao adicional na fase de inducao. Em
cada né de cada arvore, a selecao do melhor ponto de divisao limita-se a avaliar um subconjunto
aleatério composto por 7 atributos selecionados a partir das p varidveis originais. Tipicamente,
adota-se r ~ /p para problemas de classificagao.

Além desses mecanismos, o uso de amostragem bootstrap permite estimar o erro Out-of-Bag
(OOB), que aproxima o erro de generalizagao do modelo utilizando amostras nao selecionadas nas
etapas de bootstrap de cada arvore. Essa estimativa fornece uma aproximagao do erro de genera-
lizagao do modelo dispensando validacoes cruzadas custosas durante o ajuste dos hiperparametros,
embora nao substitua protocolos de avaliacdo em experimentos mais rigorosos [James et al., 2023;
Hastie et al., 2009)].

Adicionalmente, a Floresta Aleatéria permite extrair uma estimativa da relevancia global das
varidveis preditivas por meio da importancia por decréscimo de impureza, como por exemplo Mean
Decrease in Impurity (MDI) e Importancia por Gini. Para um atributo X;, a importancia é
calculada como a soma ponderada de todos os decréscimos de impureza gerados por divisdes sobre

X, ao longo de todas as B 4rvores da floresta, conforme definido na Equacao I1.10.

Ny

total

B
Importancia MDI(X;) = % > > AI(v) (I1.10)

b=1 veTy:split(v)=X;
onde a soma interna estende-se sobre todos os ndés internos v da drvore b que utilizam X; para
realizar o split, ¢ N,/Niotq representa a proporcao de amostras do né v em relagdo ao total do
conjunto de dados [James et al., 2023; Hastie et al., 2009].

Embora ttil para interpretagao exploratéria, essa métrica deve ser analisada com cautela, pois
pode favorecer atributos continuos ou varidveis categéricas com maior nimero de pontos de divisao
possiveis. Nesta dissertacao, a importancia por Gini é utilizada como evidéncia complementar para
discutir a relevancia relativa dos metadados de dominio e de infraestrutura, e ndo como prova

causal isolada do impacto de cada atributo.

11.3.5 Meétricas de Avaliacao de Desempenho

Para avaliar quantitativamente a qualidade preditiva dos modelos supervisionados em diferentes

granularidades de classes de quantis, calculam-se métricas de desempenho derivadas da matriz de
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confusdo. A matriz de confusdo cruza as informacoes reais de classe de teste contra as classes
previstas pelo modelo, mapeando contagens de Verdadeiros Positivos (V P), Verdadeiros Negativos
(VN), Falsos Positivos (F'P) e Falsos Negativos (FN).
A acuricia quantifica a proporcao de previsoes corretas (tanto positivas quanto negativas) em
relac@o ao total de instancias avaliadas [Powers, 2020; James et al., 2023], conforme Equagao II.11.
VP+VN

Acurdcia = IL11
A = P Y VN + FP+ FN (IL-11)

Embora seja uma métrica intuitiva e direta, a acuracia global pode ser enganosa sob desbalan-
ceamento de classes, pois mascara erros em classes minoritarias ao ser dominada pela classe com
maior suporte. Para contornar essa limitacao e fornecer uma avaliacao detalhada, utilizam-se a
Precisao e a Revocacao (Recall). A Precisao (Equagao I1.12) mede a proporcao de instancias que
realmente pertencem a uma classe em relagdo ao total de instancias previstas como tal. Representa

a confiabilidade da previsao positiva atribuida pelo modelo.

VP
Precisao = m (1112)

A Revocagao (Equagao I1.13) mede a proporcao de instancias corretamente identificadas pelo
modelo em relacao ao total de instancias reais daquela classe. Representa a sensibilidade ou capa-

cidade de recuperacao do modelo.

- VP
Revocacao = VPLEN (I1.13)

O equilibrio entre Precisao e Revocagao para uma classe individual é dado pela média harmonica
entre ambas, denominada escore F1 (ou Fj-escore) [Powers, 2020; James et al., 2023], conforme
Equacao I1.14.

Precisao X Revocacao

Fi=2x 11.14
! Precisao + Revocacao ( )

Em cenérios multiclasse como o avaliado nesta dissertacdo, é necessario agregar os escores F1
individuais das C' classes de quantis para obter uma métrica unificada de desempenho global.
Existem duas abordagens principais de agregagao: a ponderada (F1-Weighted) e a macro (F1-
Macro) [Powers, 2020].

Esta dissertacao adota sistematicamente o escore F'1-Macro como a métrica priméria de agregagao.
O F1-Macro calcula a média aritmética simples dos escores F1 individuais das classes, atribuindo
igual importancia preditiva a todas as faixas temporais, independentemente de seu suporte, con-

forme a Equagao II.15, onde F} . representa o escore F1 calculado especificamente para a classe
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ce{l,...,C}.

C
1
Fl,Macro = 6 Z Fl,c (1115)

c=1
A escolha do escore F1-Macro justifica-se pela importancia de avaliar o desempenho do preditor
em todas as classes temporais. Em ambientes de HPC de producao, identificar adequadamente as
execugoes pertencentes as faixas de maior duragao é relevante para apoiar o planejamento do usuario
e reduzir o risco de subestimacao do tempo necessario. O uso do F1-Macro reduz o risco de que o
desempenho nessas classes seja mascarado pelo desempenho nas classes mais frequentes, fornecendo

uma métrica alinhada ao objetivo de avaliar todas as faixas temporais com igual importancia.

II.4 Aprendizado por Transferéncia e Calibracao de Modelos

Modelos preditivos baseados em aprendizado de maquina frequentemente assumem que os dados
de treinamento e de teste seguem a mesma distribuicao de probabilidade. Contudo, em ambientes
heterogéneos de computacgao de alto desempenho, migrar um preditor para uma nova infraestrutura
pode violar essa premissa. Esse fenomeno é conhecido como mudanca de dominio ou desvio de
covariaveis (covariate shift) [Shimodaira, 2000].

Para contornar o desvio de distribuicao sem a necessidade de reexecutar todo o processo de mo-
delagem a partir do zero em um novo ambiente computacional, utilizam-se técnicas de Aprendizado
por Transferéncia (Transfer Learning) [Pan and Yang, 2009]. O objetivo principal é aproveitar o
conhecimento adquirido em um dominio de origem para otimizar o desempenho do preditor em um
dominio de destino relacionado com dados limitados.

Como fundamento para a extensao experimental avaliada no Capitulo V, apresentam-se duas
estratégias de adaptacao do preditor a novos ambientes computacionais utilizando pequenas amos-
tras de execugodes locais. A primeira consiste na calibrac¢do de probabilidades (Platt Scaling). Nessa
abordagem, classificadores de aprendizado de maquina geram escores de confianca que nem sempre
correspondem & probabilidade real da previsao correta. O método de Calibracao de Platt [Platt,
1999] ajusta um modelo logistico sobre as previsdes do modelo base para converter os escores ori-
ginais em probabilidades calibradas. Em problemas multiclasse, a calibracao sigmoide ajusta o
mapeamento entre os escores produzidos pelo classificador e as probabilidades estimadas para cada
classe, sem modificar diretamente a estrutura interna do modelo base.

Ja o segundo método, chamado de ajuste fino ponderado (do inglés, Weighted Fine-Tuning),
baseia-se na técnica de ponderagao de amostras (instance re-weighting), sob desvio de covaridveis
[Shimodaira, 2000]. Em vez de treinar um modelo novo puramente no reduzido conjunto de cali-
bracgao local, o que causaria sobreajuste, treina-se o preditor combinando as instancias de origem

e destino, aplicando pesos de amostragem diferenciados. O peso de treino global é mantido baixo
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(Aorigem), enquanto as instancias de sondagem local do ambiente computacional de destino rece-
bem um peso significativamente maior (Agestino). Essa ponderagao forga o otimizador do modelo a
priorizar a minimizacao dos erros sobre as caracteristicas locais do novo ambiente computacional,

preservando as correlagoes globais aprendidas.

1I.5 Dados Histéricos e Reprodutibilidade

A construcao de modelos preditivos depende da disponibilidade de dados histéricos, incluindo
registros de execucao capazes de descrever as condicoes e os resultados de execugoes anteriores.
No contexto de workflows cientificos, a captura sistematica desses registros favorece analises com-
parativas e reprodutibilidade, além de viabilizar estratégias adaptativas baseadas em experiéncias
passadas [de Oliveira et al., 2012; Freire and Silva, 2012].

Esses registros podem incluir informacgoes sobre parametros de entrada, configuragoes de execugao,
recursos computacionais utilizados, métricas de desempenho e logs das tarefas que compoem o work-
flow. Tais dados sao frequentemente coletados por mecanismos de proveniéncia, que registram tanto
a estrutura dessas aplicagoes quanto as informacoes geradas durante sua execugao.

A disponibilidade desses dados historicos possibilita a construcao de modelos de aprendizado de
maquina capazes de estimar métricas relevantes, como tempo de execucao ou consumo de recursos,
a partir de padroes observados em execugoes anteriores. Além disso, a preservacao sistemaética
dessas informacoes contribui para a reprodutibilidade cientifica, permitindo que experimentos sejam

replicados, analisados e comparados em diferentes contextos computacionais.
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Capitulo III Trabalhos relacionados

Para mapear de forma sistematica o estado da arte e identificar as abordagens mais relevantes
voltadas a predi¢ao de desempenho e ao suporte a execucao de workflows cientificos, esta dissertacao
adotou um protocolo estruturado de revisao bibliografica. A busca primadria foi realizada na base
de dados Scopus e considerou os campos de titulo, resumo e palavras-chave das publicagoes.

A escolha da Scopus como base para a busca primaria foi motivada por sua cobertura multidis-
ciplinar e pela indexacao de periddicos e anais de conferéncias revisados por pares, caracteristica
especialmente relevante para a drea de Computacao, na qual parte significativa dos resultados ci-
entificos é publicada em eventos.

A string de busca foi construida integrando termos de quatro dimensoes fundamentais do pro-
blema de pesquisa: (i) o objeto de estudo (workflows ou dataflows cientificos); (ii) a métrica de
desempenho alvo (tempo de execugao); (iii) a tarefa preditiva (predigdo ou estimativa); e (iv) o
ambiente computacional de execugao (High Performance Computing ou clusters). A formulagao

légica da consulta estd apresentada a seguir:

("scientific workflow*"OR "scientific dataflow*") AND ("execution time"OR
runtime) AND (predict* OR estimat*) AND ("high performance computing"OR HPC

OR clusterx*)

A busca foi executada em 09 de margo de 2026, resultando em um conjunto inicial de 41
artigos. Para orientar a selecao das publicacoes relevantes dentre os resultados, foram definidos
critérios de inclusao e exclusao. Como critérios de inclusao, consideraram-se: CI1, artigos cientificos
completos publicados em periédicos ou anais de conferéncias revisados por pares; CI2, trabalhos
que propoem, avaliam ou revisam modelos de estimativa de tempo de execucao, consumo de CPU,
memoria ou E/S para tarefas ou workflows cientificos completos; e CI3, abordagens direcionadas
a ambientes distribuidos de alto desempenho, como clusters de computacao, infraestruturas HPC
ou infraestruturas de nuvem computacional destinadas a processamento paralelo.

Como critérios de exclusao, foram considerados: CE1, trabalhos focados na predicao de tarefas
de sistemas operacionais de uso geral ou consultas isoladas de bancos de dados relacionais que nao
estejam modeladas como grafos de fluxo de trabalho cientificos, salvo trabalhos de proveniéncia me-

todologicamente préximos, como o APOENA, mantidos para fins de contextualizacao arquitetural;
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CE2, textos curtos, resumos estendidos, relatorios técnicos, tutoriais e patentes; e CE3, estudos
que utilizam estimativas de desempenho meramente como caso de uso ilustrativo secundario, sem
descrever detalhadamente os métodos preditivos ou sem realizar validacao experimental sistematica
do erro de predigao.

O processo de busca, triagem e selecao dos estudos é apresentado na Figura III.1. Na triagem
inicial, realizou-se a leitura dos titulos e resumos dos 41 artigos retornados. A aplicacao dos critérios
de inclusao e exclusao resultou na eliminacao de 25 artigos, restando 16 candidatos para leitura na
integra. Em seguida, os 16 artigos foram integralmente examinados para confirmar seu alinhamento
com o escopo da pesquisa. Durante essa etapa, aplicou-se a técnica de snowballing, que permitiu
identificar cinco publicacoes adicionais relevantes nao recuperadas pela busca inicial, totalizando
21 estudos alinhados ao tema. Para a andalise comparativa aprofundada, foram selecionados os dez
trabalhos com maior afinidade tematica e metodolégica com a proposta desta dissertacao. Essa
afinidade foi determinada pela proximidade simultanea em relacdo as principais dimensoes inves-
tigadas: predicao de tempo de execucao ou de recursos computacionais, utilizacao de workflows
cientificos, execugao em ambientes distribuidos ou de HPC, emprego de dados histéricos e metada-
dos, aplicacao de técnicas de aprendizado de maquina e integragao com mecanismos de submissao
ou suporte a decisdao. Os demais estudos contribuiram para a contextualizacdo do campo, mas
apresentaram aderéncia parcial a essas dimensoes ou abordagens semelhantes as ji contempladas
no conjunto selecionado. Os dez trabalhos sao analisados detalhadamente nas subsecoes seguintes

e sintetizados no mapeamento comparativo.

I11.1 Analise dos Trabalhos Relacionados

Esta secao apresenta uma andlise detalhada e comparativa das iniciativas identificadas na li-
teratura, organizando-as de acordo com a sua abordagem metodolégica e escopo tecnologico. Ini-
cialmente, sao analisados os trabalhos centrados no uso de técnicas de aprendizado de méaquina
supervisionado para a predicao de recursos e tempo. Em seguida, examinam-se as estratégias que
combinam estimativas a algoritmos de escalonamento ativos baseados em heuristicas ou aprendizado
por reforco. Por fim, sdo discutidos os portais cientificos e sistemas de gerenciamento desenvolvidos
para suportar a execucao de workflows em infraestruturas distribuidas.

As abordagens baseadas em Aprendizado de Maquina (AM) tém ganhado destaque na litera-
tura recente pela sua capacidade de capturar a complexidade nao linear associada ao tempo de
execucao de tarefas e workflows em sistemas distribuidos, substituindo ou complementando mode-
los analiticos rigidos.

O trabalho de Rosa et al. [2021] propos o Configurable Resource Cost Prediction Service (CRCPs),

um servico configuravel voltado a prever o tempo de execugao e o custo monetario de workflows
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cientificos em nuvens federadas. Para isso, o CRCPs utiliza modelos de Regressao Linear Multipla.
O principal diferencial da proposta é a integracao das predicoes com a meta-heuristica Greedy Ran-
domized Adaptive Search Procedure (GRASP) para explorar o espaco de busca e sugerir alocagoes
de recursos balanceadas sob a perspectiva de tempo de processamento e custo financeiro. Em-
bora robusto para cendrios de nuvem federada piblica, o uso de regressao continua em ambientes
altamente dindmicos e compartilhados de HPC pode introduzir erros substanciais nas previsoes
pontuais devido a flutuacoes rapidas na concorréncia de recursos fisicos.

Com o objetivo de estimar o tempo de execucao de tarefas de workflows em infraestruturas
heterogéneas locais, Bader et al. [2024] introduziram o método Lotaru. Esta abordagem baseia-se
na execucao sistemética de microbenchmarks de CPU e de E/S na infraestrutura de destino e no
emprego de modelos de regressdo Bayesiana. A principal inovagéao do Lotaru consiste em fornecer
estimativas acompanhadas de uma medida de incerteza explicita, auxiliando o escalonador a lidar
com a volatilidade. No entanto, o método limita-se a predi¢ao de tarefas individuais e exige a
execucao periddica de microbenchmarks intrusivos que consomem capacidade til dos nés. Adicio-
nalmente, o sistema nao é acoplado a uma interface de submissao transparente capaz de capturar
e catalogar dados historicos estruturados de proveniéncia de forma continua e automatizada.

Voltado a infraestruturas de grande escala e integracdo de ambientes, Yildirim et al. [2026]
desenvolveram modelos baseados em Redes Neurais Artificiais para predizer o tempo de execugao
e o perfil de utilizacao de recursos de batch jobs executados em plataformas hibridas de HPC
e nuvem (AWS). A predigao é utilizada para otimizar o escalonamento e suportar decisoes de
migracao de carga entre a infraestrutura local e publica. As redes neurais alcancaram boa acuricia
(medida por MAE e R?), porém, a proposta baseia-se em regressao continua sob atributos genéricos
fornecidos pelo escalonador (como a memdria solicitada e o tempo limite definido pelo usuério),
desconsiderando metadados do dominio intrinseco da aplicacao.

No contexto de suporte especifico a supercomputadores compartilhados de produgao, Porto
et al. [2026] propuseram um protocolo para predigao confidvel de recursos (CPU, meméria e tempo
de execugao) baseado em aprendizado supervisionado. Os autores compararam multiplos algorit-
mos e propuseram uma logica conservadora de decisao estatistica para dimensionamento seguro,
mitigando o risco de estouro de limites (walltime) impostos pelos escalonadores Slurm e PBS. No
entanto, as predicoes apoiam-se predominantemente em varidveis estaticas de infraestrutura e no
histérico global do usuario, sem a modelagem de caracteristicas de dados de entrada ou parametros
especificos dos workflows cientificos.

Por fim, no cenario brasileiro, Sobrinho and Paumgartten [2021] descreveram um servigo de
predicao de recursos voltado a workflows de bioinformética em nuvens federadas. O trabalho

empregou algoritmos de classificacao como RFC e K-Vizinhos Mais Préximos (do inglés, K-Nearest



21

Neighbors (KNN)) para categorizar o consumo de recursos computacionais e estimar tempos de
execucao baseando-se em parametros de entrada do dominio gendémico. Embora represente uma
iniciativa focada na integracao de metadados especificos de aplicacao, a solugao foi especificamente
projetada para o ambiente de nuvem federada e avaliada sob workflows puramente intensivos em
CPU, carecendo de uma validagao sob infraestruturas de HPC de producao compartilhadas e sob
fluxos com alta intensidade de E/S.

Paralelamente aos preditores baseados puramente em aprendizado supervisionado, diversos tra-
balhos focam no desenvolvimento de estratégias de escalonamento ativo, nas quais estimativas de
recursos e tempo de execucao guiam algoritmos heuristicos ou agentes inteligentes no particiona-
mento e na alocacao de tarefas.

Alvarenga et al. [2025] propuseram uma abordagem baseada em uma heuristica hibrida deno-
minada layered-bucket para otimizar a estimativa e o dimensionamento de recursos de workflows
cientificos em ambientes de HPC. O método visa reduzir a fragmentacao e o tempo de fila ao agru-
par requisicoes em faixas discretas de capacidade fisica. Embora demonstre eficiacia para mitigar os
gargalos de agendamento em clusters de produgao sob alta volatilidade de concorréncia, o trabalho
foca no algoritmo de escalonamento e depende de previsces simplificadas baseadas no histérico
geral do cluster, sem induzir classificadores refinados que combinam metadados complexos do fluxo
cientffico.

Abordando o problema sob o paradigma de controle inteligente, Nascimento et al. [2019] de-
senvolveram uma estratégia de escalonamento para workflows paralelos em nuvem baseada em
Aprendizado por Reforco (do inglés, Reinforcement Learning (RL)). O agente de RL aprende de
forma ativa a priorizacao de tarefas e a seleg@o de instancias virtuais com base nas recompensas de
tempo total de execugao (makespan) e custo monetario observadas a cada passo. Embora a aborda-
gem evite a necessidade de um modelo preditivo explicitamente treinado para estimar o tempo de
execucao, as técnicas de RL enfrentam desafios de convergéncia em espagos de estados complexos
e longas etapas de treinamento na inicializacao do sistema, o que limita sua adocao imediata em
gateways cientificos de produgdo em ambientes de HPC.

No contexto de dimensionamento proativo de recursos, de C. Coutinho et al. [2016] propuseram
uma estratégia para workflows genémicos paralelos executados em nuvem. A abordagem baseia-se
na criagcao de perfis historicos de execucao combinados a modelos analiticos de desempenho para
estimar o numero ideal de maquinas virtuais necessarias para satisfazer prazos de execucao (dea-
dlines) definidos pelo usudrio. A proposta visa equilibrar o paralelismo e os custos computacionais
associados. Contudo, assim como no caso do CRCPs, a formulacao esta voltada estritamente ao
provisionamento sob demanda de nuvem elastica, o que difere das restricdes operacionais de infra-

estruturas HPC locais baseadas em filas estaticas de batch.
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A fim de abstrair a complexidade operacional de ambientes distribuidos heterogéneos, diversos
sistemas de gerenciamento e portais cientificos (science gateways) foram desenvolvidos na literatura
para atuar como intermediarios entre os pesquisadores e a infraestrutura fisica de computacao.

Sistemas cldssicos como Pegasus [Deelman et al., 2015], Nextflow [Di Tommaso et al., 2017] e
Snakemake [Koster and Rahmann, 2012] atuam na orquestragao de tarefas e no controle do fluxo
de dados em clusters HPC e na nuvem. Essas plataformas oferecem robustez contra falhas de
rede e facilitam o agendamento de tarefas. No entanto, embora fornecam estatisticas pds-execucao,
elas nao dispoem de componentes nativos para predicao prévia de tempo de execugao com base no
aprendizado dinamico de dados de proveniéncia anteriores, exigindo que solugoes externas realizem
essa atividade.

No contexto brasileiro, destaca-se o BioinfoPortal [Ocana et al., 2020], que integra aplicagoes
de bioinformaética a infraestruturas nacionais de HPC, oferecendo suporte a submissao, monito-
ramento e andlise de desempenho de aplicagoes cientificas. A proposta explora o uso de dados
de proveniéncia para avaliar eficiéncia, escalabilidade e estratégias de alocacao de recursos em
aplicacoes paralelas. Embora compartilhe similaridades arquiteturais com a abordagem proposta
nesta dissertacao, como a existéncia de uma interface web e o armazenamento de informacgoes
de execucao, o uso dos dados coletados no BioinfoPortal concentra-se predominantemente em
andlises a posteriori e na otimizacdo do uso de recursos, nao enfatizando a predicao prévia do
tempo de execugao como instrumento direto de suporte a decisdo antes da submissao do workflow.

Com foco na modelagem baseada em proveniéncia, o middleware APOENA [Ribeiro et al., 2024]
foi concebido para coletar e estruturar de forma sistematica metadados de execucao a fim de treinar
modelos supervisionados para predi¢ao de recursos. Embora utilize uma arquitetura orientada a
proveniéncia similar & do AranduFlow, o APOENA foi avaliado apenas sob consultas Structured Query
Language (SQL) analiticas em nuvem e nao sob grafos complexos de dependéncias de arquivos
caracteristicos de workflows cientificos.

A Tabela III.1 apresenta uma sintese comparativa das principais abordagens discutidas neste
capitulo. A comparacdo destaca diferencas quanto ao ambiente computacional considerado, as
técnicas utilizadas para predicao de desempenho e ao nivel de integracao com mecanismos de

submissao de workflows cientificos.

II1.2 Discussao Comparativa e Lacunas da Literatura

Como pode ser observado na Tabela II1.1, embora a literatura apresente contribuicoes relevantes
para a estimativa de tempo e alocacao de recursos em sistemas distribuidos, existem lacunas que
limitam a usabilidade pratica dessas abordagens sob a perspectiva do usudario de gateways cientificos

em HPC.
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Tabela II1.1: Comparagao entre abordagens de predi¢ao e suporte a execucao de workflows ci-
entificos

Trabalho Ambiente alvo Técnica utilizada Tipo de predigao Int. sub-
missao

CRCPs [Rosa et al, Nuvem federada Regressao linear + Tempo e custo de Nao

2021] GRASP execugao

Lotaru [Bader et al., Clusters hete- Microbenchmarks + reg. Tempo de execugdo Nao

2024] rogéneos Bayesiana

Yildirim et al. [Yildirim Nuvem e HPC Redes Neurais Artificiais Tempo e uso de re- Nao

et al., 2026] cursos

Porto et al. [Porto et al., HPC comparti- Aprendizado supervisioo- CPU, meméria e Nao

2026] lhado nado tempo

Sobrinho & Paumgart- Nuvem federada Random Forest e KNN Tempo e recursos Nao

ten [Sobrinho and Paum-

gartten, 2021]

Alvarenga et al. [Alva- HPC comparti- Heuristica layered-bucket Estimativa de recur- Nao

renga et al., 2025] lhado sos

Nascimento et al. [Nas- Nuvem compu- Aprendizado por Reforgo Makespan e custo Nao

cimento et al., 2019] tacional (decisdo)

Coutinho et al.  Nuvem compu- Perfis hist. + modelos VM ideal para dea- Néo

[de C. Coutinho et al., tacional analiticos dlines

2016]

APOENA [Ribeiroet al., Computagdo em Aprendizado de mdquina Tempo de consultas Parcial

2024] nuvem + proveniéncia SQL

BioinfoPortal [Ocafia HPC Proveniéncia e andlise Andlise a posteriori Sim

et al., 2020] pods-execugao

AranduFlow HPC hete-  Aprendizado de maquina Faixas de tempo Sim
rogéneo + proveniéncia (quantis)

A primeira dessas lacunas reside na robustez contra ruido e variabilidade em HPC, uma vez
que a maioria dos trabalhos focados na predigao de tempo (e.g., CRCPs, Lotaru, Yildirim et al. e
Porto et al.) formula o problema como regressao continua para estimar o tempo pontual exato em
segundos. No entanto, em clusters HPC de producao, flutuacées na carga fisica introduzem ruido
imprevisivel. O AranduFlow busca contornar essa limitacao ao reformular a tarefa como classificagao
multiclasse por meio de intervalos de tempo definidos por quantis, o que visa amortecer desvios
marginais e fornecer estimativas teis na prética para apoiar o planejamento do usuéario.

A segunda lacuna refere-se a integracdo de metadados de dominio e infraestrutura: a maior
parte dos modelos preditivos fundamenta-se puramente em métricas de hardware solicitadas ou no
tamanho fisico agregado dos dados de entrada. Contudo, varidveis especificas de dominio podem
exercer impacto sobre o esforgo computacional e o makespan. O AranduFlow avancga ao integrar esses
metadados de dominio aos atributos de infraestrutura em uma arquitetura extensivel a diferentes
workflows, embora os modelos estatisticos sejam especializados para cada workflow.

Por fim, a terceira lacuna consiste na falta de integracao com mecanismos de submissao. Portais
como o BioinfoPortal coletam e armazenam metadados ricos para andlise a posteriori, mas nao
utilizam esses dados ativamente para fornecer suporte preditivo antes do disparo do workflow. Por
outro lado, modelos preditivos avangados (e.g., redes neurais de Yildirim et al. e regressao Bayesiana
do Lotaru) operam de forma isolada, carecendo de um ecossistema transparente que os acople
a interfaces web amigaveis e escalonadores subjacentes. A arquitetura modular do AranduFlow

contribui para reduzir essa lacuna ao integrar a predi¢ao e a submissao em uma mesma ferramenta.
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Capitulo IV Arquitetura e Funcionamento do Gateway AranduFlow

Este capitulo apresenta a arquitetura, a implementagdao e o funcionamento do AranduFlow,
o principal artefato desenvolvido nesta dissertacao. O sistema foi concebido como um gateway
cientifico que integra, em um fluxo Unico, a configuracao de workflows, a coleta e a validacao de
parametros, a estimativa prévia de faixas de tempo de execucao, a submissao a infraestruturas de
HPC e o armazenamento da configuragao, da previsao e do tempo posteriormente observado.

A contribuicéo arquitetural do AranduFlow nédo se restringe & avaliacdo de modelos de apren-
dizado de méquina. A camada preditiva constitui um dos servigos internos do sistema e opera em
conjunto com a interface de interagao, o catdlogo de workflows, o mecanismo de persisténcia, os co-
nectores de infraestrutura e os executores responsaveis pelas aplicacoes cientificas. Essa integracao
permite transformar dados histéricos de execugao em informacéoes disponibilizadas ao usudrio antes
de uma nova submissao.

Inicialmente, sao apresentados o escopo e os objetivos arquiteturais do gateway. Em seguida,
descrevem-se a representacao adotada para uma execucgao, a arquitetura geral do sistema, a in-
teracao do usudrio e o funcionamento de cada componente. Também sao detalhados o ciclo de sub-
missao, a persisténcia dos dados, a comunicagao com as infraestruturas, a execucao das aplicacoes

e o retorno do tempo observado.

IV.1 Escopo e Objetivos Arquiteturais

O AranduFlow atua como uma camada intermediaria entre os usudrios de aplicagoes cientificas
e as infraestruturas computacionais responsdveis por sua execugao. Seu objetivo é reduzir a com-
plexidade operacional associada & configuracao e a submissao de workflows em ambientes de HPC,
ao mesmo tempo que oferece informagoes preditivas para apoiar o planejamento do usudrio antes
do inicio do processamento.

Sem o apoio de um gateway, a preparagao de uma execugao pode exigir a edicao manual de
arquivos de configuracao, a construcao de comandos especificos do escalonador, a preparagao dos
dados no ambiente remoto e o acompanhamento individual dos arquivos de saida. Além disso, as
informagoes produzidas apds cada execucao frequentemente permanecem dispersas em arquivos de

configuracao, registros do escalonador e diretérios de resultados, dificultando seu reaproveitamento.
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O AranduFlow organiza a configuracao e a submissdao em um fluxo estruturado, mantendo a as-
sociacao entre a configuragao informada, a previsao apresentada, a infraestrutura selecionada e o
tempo posteriormente observado.

Do ponto de vista do usudrio, o fluxo inicia-se com a selecdo de um workflow previamente
cadastrado. A interface apresenta as atividades e os parametros correspondentes & aplicacao seleci-
onada, permitindo informar os parametros cientificos, referenciar os arquivos, definir a quantidade
de recursos e selecionar uma das infraestruturas disponiveis. A configuracdo pode ser preenchida
por meio dos formularios da interface ou fornecida em um arquivo no formato JavaScript Object
Notation (JSON).

Ap6s o preenchimento, o sistema valida os valores informados e produz uma representagao
padronizada da execucao. Essa representacao retne a identificacdo do workflow, as referéncias
e os metadados dos arquivos de entrada, os parametros cientificos, os recursos solicitados e as
caracteristicas da infraestrutura selecionada. Com base nessas informagoes, o servico de predicao
carrega o modelo associado ao workflow e estima a faixa correspondente ao seu tempo de execugao.

A faixa prevista é apresentada ao usudrio antes da submissdo. Nesse momento, o usudrio pode
retornar a configuragao e modificar os parametros, descartar a previsao ou confirmar a execugao.
A previsdo possui carater informativo: o AranduFlow ndo substitui as politicas administrativas
do escalonador e nao altera automaticamente os recursos solicitados. A decisao final permanece
com o usudrio, enquanto a alocacao e o gerenciamento da fila permanecem sob responsabilidade da
infraestrutura de HPC.

Quando a submissao é confirmada, o gateway atribui um identificador Uinico a execucao, per-
siste a configuracao e a previsao, transfere o documento JSON para o ambiente computacional
selecionado e aciona o executor correspondente ao workflow. O conector de infraestrutura realiza
a comunicacao com o n6 de submissao e encaminha a solicitacao ao escalonador. O identificador é
mantido durante o processamento para que o tempo posteriormente retornado possa ser associado
ao registro correto.

Ao término bem-sucedido do processamento, o tempo real de execucao é incorporado ao histoérico.
Esse mecanismo fecha o ciclo entre configuragao, predicao, execucao e observagao. As medigoes
acumuladas podem ser utilizadas posteriormente para treinamento, validacao e atualizagao dos
modelos preditivos, sem que o processo de retreinamento interfira diretamente na execugao em
andamento.

A extensibilidade do AranduFlow estd na separacao entre os mecanismos compartilhados pelo
gateway e os elementos especificos de cada aplicacdo. A interface, a persisténcia, a estrutura da
configuracao, os conectores de infraestrutura e o fluxo de submissao sao reutilizados pelos diferentes

workflows. Em contrapartida, cada aplicacao possui seu préprio conjunto de atividades, parametros
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de dominio, regras de validagao, atributos preditivos, executor, histérico e modelo treinado. Assim,
a integragao de um novo workflow nao exige a reconstrucao do gateway, mas requer o cadastro de

seus metadados e a implementagao dos elementos especificos necessarios a sua execugao e predigao.

IV.2 Representagao de uma Execugao e Entrada do Modelo Preditivo

O AranduFlow representa uma submissao a partir da identificacdo do workflow selecionado e
do conjunto de informacoes disponiveis antes de sua execucao. Essa representacao é expressa pelo

par ordenado, representado na Equacao IV.1

K=W,x), (Iv.1)

em que W representa conceitualmente a estrutura logica do workflow, conforme definido na
Segao II.1, e x = (w1,22,...,Ty) corresponde ao vetor de atributos utilizado para estimar sua
faixa de tempo de execucao.

A presenca de W nessa representacao nao significa que o grafo do workflow seja fornecido
diretamente ao modelo de aprendizado de maquina. No funcionamento do AranduFlow, W identifica
a aplicagdo selecionada, determina suas atividades e seus parametros de configuracdo e permite
localizar os componentes especificos associados a ela, como o esquema de configuragao, o executor,
o processo de engenharia de atributos e o modelo preditivo previamente treinado. O algoritmo de
predicao recebe como entrada apenas o vetor x.

O vetor de atributos é construido a partir de trés conjuntos de informagoes coletadas antes da
submissao: os parametros de dominio e de configuracao da aplicagao, as caracteristicas dos dados
de entrada e as informagoes da infraestrutura computacional selecionada. Essa construcao pode

ser representada pela Equagao IV.2

x = (d, e, h), (Iv.2)

em que d retne os metadados de dominio e os parametros cientificos, e descreve as caracteristicas
dos dados de entrada, h contém as informacoes da infraestrutura e dos recursos solicitados.

Os metadados de dominio incluem decisdes que alteram o comportamento interno da aplicacao,
como a escolha de algoritmos ou opcoes de processamento. As caracteristicas dos dados de entrada
compreendem informagoes disponiveis antes da execuc¢ado, como quantidade de arquivos, tamanho
total, nimero de sequéncias ou outras medidas de volumetria. As informacoes da infraestrutura
incluem o ambiente selecionado, a quantidade de threads solicitada e as caracteristicas computaci-
onalis necessarias para diferenciar os ambientes cadastrados.

Como os workflows possuem parametros e comportamentos distintos, o AranduFlow mantém
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um modelo preditivo especifico para cada aplicagao. Seja fyy o modelo associado ao workflow W,

a predicao realizada pelo sistema é definida na Equacao IV.3

em que ¢ pertence ao conjunto de classes temporais Yy = {@Q1,Q2,...,Qc}. Cada classe
Q; estd associada a um intervalo de tempo cujas fronteiras sao obtidas a partir do histérico de
execucgoes utilizado no treinamento do respectivo workflow. Dessa forma, uma mesma classe, como
(1, pode representar limites temporais diferentes em aplicagoes distintas.

Apoés calcular g, o Gerenciador de Predi¢do recupera os limites temporais correspondentes a
classe prevista e apresenta esse intervalo ao usudrio. A classe constitui a saida interna do modelo,
enquanto a faixa de tempo constitui a informacao exibida pelo gateway. Essa distingdo permite
que a interface apresente uma estimativa temporal compreensivel sem expor ao usuario os réotulos
empregados internamente pelo classificador.

Portanto, a generalidade do AranduFlow nao decorre de um tunico modelo capaz de processar
diretamente qualquer grafo de workflow. Ela esté na existéncia de um fluxo comum para cadastrar a
aplicacao, coletar seus metadados, construir o vetor de atributos, carregar o modelo correspondente,
apresentar a faixa prevista, realizar a submissao e registrar o resultado observado. Os atributos e

o modelo fyy permanecem especificos de cada workflow.

IV.3 Arquitetura Geral do AranduFlow

O AranduFlow adota uma arquitetura modular orientada ao ciclo completo de uma execugao
cientifica, abrangendo a configuracao do workflow, a producao da estimativa temporal, a submissao
a infraestrutura computacional e a incorporagao do resultado observado ao histérico. Essa orga-
nizacao busca desacoplar a interagao com o usuario dos detalhes especificos dos modelos preditivos,
dos escalonadores e das aplicagoes cientificas executadas.

A arquitetura légica do sistema é composta por quatro médulos principais: Interface Web, Ge-
renciador de Predicao e Persisténcia, Seletor e Conector de Infraestrutura e Executores de Work-
flows. O documento no formato JSON constitui o principal contrato de comunicacao entre a
interface, os servigos internos do gateway e os executores instalados nos ambientes computacionais.

A Figura IV.1 apresenta a organizacao légica do sistema em camadas. Os médulos numerados
de 1 a 3 compoem o gateway, enquanto os Executores de Workflows, identificados pelo nimero
4, sao instalados no ambiente computacional. As setas representam a configuragao realizada pelo
usuario, a producao da faixa estimada, a submissao da execucao e o retorno assincrono do tempo

observado.
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Figura IV.1: Arquitetura légica do gateway AranduFlow.
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IV.4 Interface Web

A Interface Web, identificada como mddulo 1 na Figura IV.1, constitui o principal ponto de
interacao entre o usudrio e o AranduFlow. Por meio dela, o usudrio seleciona o workflow cientifico
que deseja executar, informa os parametros necessdrios, referencia os dados de entrada, escolhe a
infraestrutura computacional e solicita uma estimativa para o tempo de execugao. Dessa forma, a
interface abstrai parte da complexidade associada a configuragao e a submissao manual de workflows
em ambientes de processamento de alto desempenho.

A interacao com a Interface Web compreende dois momentos distintos: o cadastro do workflow
e a configuracéao de uma execucao. No primeiro, define-se a estrutura reutilizavel da aplicacao e de
seus parametros; no segundo, atribuem-se valores concretos a esses parametros e selecionam-se os

dados de entrada e os recursos computacionais para uma execucao especifica.

IV.4.1 Cadastro do Workflow e Definicao de seus Parametros

O cadastro retne a identificacao do workflow, suas atividades e os parametros cientificos asso-
ciados a cada atividade. Para cada parametro, especificam-se o nome, o tipo de dado e, quando
aplicavel, os valores permitidos, os limites numéricos e as condicoes de exibicao. Essas informacoes
constituem os metadados utilizados pela interface para apresentar dinamicamente o formulario de

configuragao de uma execucao. A Tabela IV.1 descreve os campos envolvidos nesse processo.

Tabela IV.1: Campos de cadastro de workflows, atividades e parametros cientificos no AranduFlow.

Grupo Campo Descricao e preenchimento
Workflow Nome Identifica o workflow no catalogo. Preenchimento obrigatdrio.
Workflow Descricao Apresenta a finalidade do processamento cientifico. Preenchi-

mento obrigatorio.

Workflow Icone Representacao visual: Icone que é associado ao workflow.

Workflow Palavras-chave Termos de classificacao separados por virgulas. Campo opcio-
nal.

Atividade Nome da atividade Identifica uma etapa do workflow. Preenchimento obrigatério.

Atividade Descricao Explica o processamento realizado pela atividade. Campo op-
cional.

Atividade Etapa opcional Indica se a atividade é opcional. Caixa de sele¢ao inicialmente
desmarcada.

Parametro Nome Identifica o parametro cientifico da atividade. Obrigatério no
cadastro.

Continua na préxima pagina.
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Tabela IV.1 — continuagao

Grupo Campo Descricao e preenchimento

Parametro Descrigao Explica o significado do parametro. Campo opcional.

Parametro Tipo Categorico (padrao), inteiro, numérico real, texto ou booleano.

Regras Valores permitidos Opcoes adicionadas individualmente para parametros ca-
tegdricos.

Regras Valor minimo Limite inferior opcional para parametros inteiros ou numéricos
reais.

Regras Valor méximo Limite superior opcional para parametros inteiros ou

numéricos reais.

Condigao de Parametro de referéncia Outro parametro cuja resposta condiciona a exibicao do
exibicao parametro atual. Necessario ao adicionar uma condigao.
Condigao de Valor da condicao Valor do parametro de referéncia que permite exibir o
exibicao parametro atual. Necessario ao adicionar uma condigao.

Apés a criagao do workflow, sdo cadastradas suas atividades e, em cada uma delas, os respec-
tivos parametros. O cadastro inicial de um parametro solicita nome, descricao e tipo; os valores
permitidos, limites e condicoes sao definidos no painel de detalhes. Um parametro sem condigoes
permanece visivel no formulario de configuracao; quando existem vérias condicoes, basta que uma
delas seja atendida para que ele seja exibido. Esse cadastro descreve a aplicagao, mas sua inte-
gracao operacional também requer o executor e o modelo preditivo especificos, conforme o escopo

arquitetural apresentado anteriormente.

IV.4.2 Configuragao de uma Execugao

Ao iniciar uma nova execucdo, o usudrio seleciona um dos workflows cadastrados no gateway. A
partir dessa escolha, a interface consulta as informagoes armazenadas sobre o workflow e apresenta
dinamicamente o formulario correspondente. Os campos exibidos dependem das caracteristicas de
cada aplicagao e seus parametros de dominio. Restricoes e dependéncias entre parametros também
podem ser representadas, permitindo que determinados campos sejam habilitados ou preenchidos
de acordo com escolhas realizadas anteriormente.

Na configuracao de uma execugao, o usuario atribui valores aos parametros previamente defi-
nidos, sem precisar cadastrar novamente a aplicacdo. Por exemplo, no cadastro do NMFSt.P, o
parametro algorithm é definido como categdrico, com as opgodes probcons e clustalw; ao configu-
rar uma execucao, o usudrio escolhe uma dessas opgoes e informa os parametros correspondentes.

A Tabela IV.2 apresenta esse formuldrio como exemplo concreto do mecanismo de configuragao do
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Tabela IV.2: Campos de configuracao de uma execucao do NMFSt.P no AranduFlow.

Grupo Campo Descricao e preenchimento

Alinhamento algorithm Algoritmo de alinhamento multiplo: probcons ou clustalw.

ClustalW -TYPE Tipo das sequéncias. Opgao cadastrada: PROTEIN.

ClustalW -ALIGN Ativa o alinhamento completo. Valor booleano.

ClustalW -0UTPUT Formato de saida: CLUSTAL, FASTA, PHYLIP ou NEXUS. O exe-
cutor do NMFSt.P requer CLUSTAL.

Clustal W -0UTORDER Ordem das sequéncias no resultado: ALIGNED ou INPUT.

ClustalW -GAPOPEN Penalidade de abertura de lacuna. Intervalo cadastrado: 5 a
20 (real).

ClustalW -GAPEXT Penalidade de extensao de lacuna. Intervalo cadastrado: 0 a 1
(real).

ClustalW -QUIET Modo silencioso, que reduz as mensagens do processamento.
Valor booleano.

ProbCons -clustalw Saida em formato ClustalW. Valor booleano; deve ser verda-
deiro para o executor do NMFSt.P.

ProbCons -c Iteragoes de transformagao de consisténcia. Intervalo cadas-
trado: 0 a 5 (inteiro).

ProbCons -ir Iteragoes de refinamento do alinhamento. Intervalo cadas-
trado: 0 a 1000 (inteiro).

ProbCons -pre Iteragoes de pré-treinamento. Intervalo cadastrado: 0 a 20
(inteiro).

Arvore filo- evolutionary. Método de construgao da arvore: upgma ou nj.

genética model

Arvore filo- tree_format Formato da arvore: nexus ou newick.

genética

Dados de entrada

Infraestrutura

Infraestrutura

Configuragao al-

ternativa

Arquivos de entrada

Cluster de destino

Threads paralelas

Configuracao avancgada

em JSON

Arquivos de sequéncias em formato FASTA utilizados pelo

workflow.
Selecao de uma das infraestruturas cadastradas no sistema.

Quantidade de threads solicitadas: inteiro positivo, limitado

pela capacidade cadastrada do cluster.

Habilita a importagao dos parametros cientificos por arquivo

JSON.
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Os campos identificados como ClustalW ou ProbCons sao exibidos de acordo com o algoritmo
selecionado. Os intervalos apresentados correspondem aos limites cadastrados no sistema, enquanto
as exigéncias de saida em formato ClustalW decorrem do executor do NMFSt.P. Um mesmo cadas-
tro pode, portanto, originar diferentes configuragoes de execucao, variando os parametros cientificos,
os arquivos e os recursos computacionais. O preenchimento do formulario nao inicia o processa-
mento: ele antecede a solicitacao da estimativa temporal e a confirmagao da submissao.

Apébs o preenchimento do formulario de configuragdo de uma execucgao, a interface organiza
as informacoes em uma representacao estruturada no formato JSON. Esse documento retne a
identificacao do workflow, seus parametros de dominio, as referéncias aos dados de entrada, seus
metadados e a configuracao da infraestrutura selecionada. O uso de uma representacao estruturada
estabelece um contrato de comunicagao entre a interface e os demais componentes do gateway,
evitando que a légica interna de execugao fique diretamente acoplada aos elementos visuais da
aplicagdo. A interface também permite importar e exportar essas configuragoes, favorecendo a
reproducao e a reutilizacao de execugoes previamente definidas.

Com base nas informagées fornecidas, o usudrio pode solicitar uma predicao antes de submeter
o workflow. Nesse momento, os atributos relevantes sao extraidos da configuracao e convertidos
no vetor x esperado pelo modelo associado ao workflow. O intervalo de tempo estimado é entao
apresentado na prépria interface, permitindo que o usuario examine a previsao juntamente com
os parametros e a infraestrutura selecionados. A estimativa possui carater informativo: cabe ao
usuario decidir se mantém a configuragao, modifica algum parametro ou prossegue com a submissao.

Uma vez confirmada a configuragao, a interface encaminha o documento JSON ao Gerenciador
de Predicao e Persisténcia. Esse componente registra os dados da execucao e aciona os médulos
responsaveis pela comunicagdo com a infraestrutura escolhida. A interface permite consultar o
histérico das submissoes confirmadas, incluindo suas configuracoes, previsoes e, quando disponivel,
o tempo observado. Essa integracao reine a definicdo da execucdo e a consulta posterior de seus
registros em um tnico ambiente.

Na versao utilizada neste trabalho, a interface nao implementa mecanismos de autenticacao ou
gerenciamento de contas de usuérios. O acesso foi realizado diretamente no ambiente controlado
empregado nos experimentos, uma vez que o objetivo da implementacao foi validar o fluxo de confi-
guracao, predicao, submissao e registro dos workflows. A incorporacgao de autenticacio, autorizagao
e gerenciamento de credenciais constitui uma extensao necessaria para a utilizacao do gateway em

ambientes compartilhados ou de producao.
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IV.5 Gerenciador de Predigao e Persisténcia

O Gerenciador de Predicao e Persisténcia, identificado como médulo 2 na Figura IV.1, centraliza
o tratamento das configuragoes produzidas pela Interface Web, a comunicacao com os modelos
preditivos e o armazenamento dos registros associados as execucoes confirmadas. Embora essas
responsabilidades possam ser implementadas por servigos distintos, elas sao apresentadas como um
unico médulo légico por participarem do mesmo fluxo de preparacao e registro de uma execucao
no AranduFlow.

Quando o usudrio solicita uma estimativa, o gerenciador recebe a configuracao estruturada em
JSON e identifica o workflow selecionado. Essa identificagao, representada por W, é utilizada para
determinar o esquema de parametros, as regras de transformacao dos dados e o modelo preditivo
correspondente. Entretanto, conforme definido na Secao IV.2, W néao é fornecido diretamente ao
modelo. A entrada efetivamente processada é o vetor de caracteristicas x, construido a partir dos
parametros de dominio, dos metadados dos dados de entrada e dos atributos da infraestrutura
computacional.

A construgao de x segue o mesmo procedimento de preparacao utilizado durante o treina-
mento do modelo. Essa etapa pode envolver a selecao de atributos, a transformagao de variaveis
categoricas, a normalizacao de valores numéricos e a organizacao das caracteristicas na ordem espe-
rada pelo modelo. Essa correspondéncia é necessaria para que a representacao produzida durante
o uso do gateway seja compativel com aquela empregada na construcao do modelo preditivo.

Apébs o pré-processamento, o gerenciador encaminha x ao modelo associado ao workflow. O
resultado corresponde a uma classe de tempo de execucao, posteriormente convertida no intervalo
temporal correspondente. Esse intervalo é devolvido a interface Web e apresentado ao usuario
antes da submissao. Nesse momento, a previsao é considerada proviséria e permanece apenas no
contexto da interacgao corrente.

A utilizacao do modelo pressupoe que as caracteristicas da nova execucao estejam razoavelmente
representadas pelo historico empregado no treinamento. Na versao desenvolvida, o AranduFlow nao
implementa um mecanismo especifico para detectar configuracoes fora da distribuicao observada
nem associa a faixa prevista uma medida de confianca baseada nessa condi¢ao. Portanto, quando
uma nova infraestrutura ou configuracao apresenta caracteristicas substancialmente diferentes das
utilizadas no treinamento, a estimativa pode sofrer degradacao e deve ser interpretada com cautela.

A apresentacao prévia da estimativa permite que o usuario examine o resultado e, caso ne-
cessario, altere pardmetros, metadados ou recursos computacionais antes de prosseguir. Cada
alteracao pode resultar na construcao de um novo vetor x e, consequentemente, em uma nova

estimativa. Essas consultas intermedidrias nao sao armazenadas no banco de dados, pois nao cor-
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respondem a execucgoes efetivamente submetidas.

A persisténcia ocorre somente quando o usudrio confirma a configuragao e solicita a execugao
do workflow. Nesse momento, o gerenciador registra a configuragao estruturada, o vetor de carac-
teristicas utilizado e o intervalo de tempo previsto. Essa decisao evita que simulacoes, alteracoes
de formulario ou previsoes descartadas sejam contabilizadas como execucoes reais no historico do
gateway.

Depois da confirmagao, a configuracao é encaminhada aos componentes responsaveis pela selecao
da infraestrutura e pela submissao do workflow. Ao término do processamento, o registro é com-
plementado com o tempo de execugao observado retornado pelo executor. A associacao entre a
configuracao submetida, a estimativa fornecida e o valor posteriormente observado permite manter
um histérico dos experimentos e comparar o comportamento previsto com o comportamento real
do workflow.

Na versao desenvolvida, os modelos sao treinados externamente ao fluxo operacional do AranduFlow
e posteriormente incorporados ao Gerenciador de Predigao e Persisténcia. Para cada workflow, é
mantido um artefato preditivo ativo, acompanhado das transformagoes necessarias para construir
o vetor de caracteristicas no formato utilizado durante o treinamento. A atualizacdo do modelo
ocorre pela substituicao manual desse artefato apés um novo processo de treinamento. O protétipo
nao implementa versionamento formal dos modelos nem associa aos registros das execugoes um
identificador da versao utilizada. Dessa forma, o histérico permite relacionar a configuracao sub-
metida, o vetor de caracteristicas, a faixa prevista e o tempo observado, mas nao preserva as versoes
anteriores dos modelos para reproducao integral de previsdes apds sua atualizacao.

O protétipo utiliza o SQLite como mecanismo de persisténcia. Essa escolha simplifica a im-
plantacao do gateway, uma vez que o banco pode ser executado localmente, nao exige a configuracao
de um servidor de banco de dados independente e atende as necessidades do ambiente controlado
empregado nos experimentos. No esquema utilizado, sdo armazenadas informagoes sobre os work-
flows cadastrados, seus parametros e restricoes, as infraestruturas disponiveis e as execugoes con-
firmadas.

A versao desenvolvida nao mantém no banco de dados o estado corrente das execucoes, como
aguardando na fila, em processamento, concluida ou interrompida. O registro estd concentrado na
configuracdo submetida, no vetor de caracteristicas, na previsao realizada e no tempo observado
quando a execucao ¢é concluida com sucesso. Portanto, o histérico mantido pelo gateway nao deve
ser interpretado como um sistema de monitoramento do escalonador.

Embora adequado a validagao experimental apresentada neste trabalho, o SQLite possui li-
mitagoes para cendrios com multiplos usudrios e elevado nimero de acessos simultaneos. Como

evolucao do AranduFlow, prevé-se a migracao para um sistema gerenciador de banco de dados mul-
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tiusudrio, capaz de oferecer maior controle de concorréncia, gerenciamento de acesso, escalabilidade
e disponibilidade. Essa alteracao pode ser realizada preservando o modelo 1égico de persisténcia e

o fluxo de interacao dos demais componentes do gateway.

IV.6 Seletor e Conector de Infraestrutura

O Seletor e Conector de Infraestrutura, identificado como médulo 3 na Figura IV.1, é res-
ponsavel por intermediar a comunicacao entre o AranduFlow e os ambientes computacionais nos
quais os workflows sdo executados. Esse médulo separa a configuracao légica de uma execucao dos
mecanismos especificos necessarios para submeté-la a um cluster, reduzindo o acoplamento entre a
Interface Web e as particularidades do ambiente de processamento de alto desempenho.

O termo seletor nao indica a realizacao de uma escolha automatica ou de uma otimizacao entre
diferentes infraestruturas. As infraestruturas disponiveis sao cadastradas no gateway e apresentadas
ao usuario durante a configuragdo da execugdo. Cabe ao usuario selecionar o ambiente em que
pretende executar o workflow, considerando os recursos computacionais disponiveis e as necessidades
de seu experimento.

O cadastro de uma infraestrutura reine as informacoes necessarias para sua identificacao e
utilizacao, como nome do ambiente, enderego do servidor remoto, recursos disponiveis e mecanismo
de submissao de tarefas. Dessa maneira, a interface apresenta uma representagao simplificada do
ambiente, enquanto os detalhes necessarios para estabelecer a comunicagdo remota permanecem
encapsulados no conector.

Apés a confirmacao da execucao, o Gerenciador de Predigéo e Persisténcia encaminha ao co-
nector o documento JSON contendo a identificacao do workflow, seus parametros, os nomes dos
arquivos de entrada, seus metadados e os recursos selecionados. Esse documento é transferido para
o cluster por meio do protocolo SSH File Transfer Protocol (SFTP).

Depois da transferéncia da configuracao, o conector estabelece uma sessao Secure Shell (SSH)
com o servidor remoto. Por meio dessa sessao, é executado o comando responsavel pela submissao
do workflow ao sistema de gerenciamento de filas do cluster. Em todos os experimentos realizados
neste trabalho, foi utilizado o Sun Grid Engine (SGE), e as execugoes foram submetidas por meio
do comando gsub.

A partir da submissao, o SGE assume o gerenciamento da execucao, incluindo sua permanéncia
na fila, a alocagdo dos recursos solicitados e o inicio do processamento quando esses recursos se
tornam disponiveis. Portanto, o intervalo estimado pelo modelo do AranduFlow corresponde ao
tempo de processamento do workflow nas condicoes representadas pelo vetor de caracteristicas,
nao ao tempo de espera introduzido pela fila do escalonador.

A utilizacdo conjunta de SFTP, SSH e SGE representa a implementagdao empregada nos ex-
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perimentos deste trabalho. Entretanto, a responsabilidade l6gica do conector nao esté limitada a
essas tecnologias. Outros protocolos de transferéncia, mecanismos de acesso remoto ou sistemas de
gerenciamento de filas podem ser incorporados mediante a implementacao de conectores especificos,
sem exigir alteracoes no fluxo de configuracao disponibilizado ao usuario.

Como o AranduFlow nao armazena o estado corrente da execugdo, o conector é responsavel
pela submissao, mas nao realiza o acompanhamento continuo da fila do SGE. O histérico mantido
pelo gateway concentra-se nas configuragoes confirmadas, nas previsoes produzidas e nos tempos
posteriormente observados sobre as execugoes, nao substituindo as ferramentas de monitoramento

disponibilizadas pelo préprio escalonador.

IV.7 Executores de Workflows

Os Executores de Workflows, identificados como médulo 4 na Figura IV.1, constituem a camada
responsavel por transformar a configuracao recebida do gateway em uma execugao concreta no am-
biente computacional. Enquanto os demais componentes do AranduFlow tratam os workflows por
meio de uma representagao comum, cada aplicagao cientifica possui pardmetros, arquivos, coman-
dos e dependéncias préprios. Por esse motivo, foi desenvolvido um programa executor especifico
para cada workflow integrado ao gateway.

Apébs a submissao pelo SGE, o programa correspondente ao workflow € iniciado no cluster
e recebe o documento JSON transferido pelo conector. Esse documento contém os parametros
informados pelo usudrio, os nomes dos arquivos de entrada, seus metadados e a configuracao dos
recursos computacionais.

O executor interpreta os campos da configuragao e os converte nos argumentos, comandos e
estruturas exigidos pela aplicacao cientifica. Essa etapa concentra o conhecimento especifico do
workflow e impede que a interface Web ou o conector de infraestrutura precisem conhecer os
detalhes de execucao de cada aplicacao. Assim, alteragoes relacionadas a comandos, formatos de
entrada ou organizacao interna das atividades ficam restritas ao respectivo executor.

Os executores nao sao responsaveis pela persisténcia dos dados do gateway nem pelo armaze-
namento do estado da execugdo. Sua responsabilidade termina apds a realizagdo do workflow e
a devolugao do tempo observado. Essa delimitacao mantém separadas a légica cientifica de cada
aplicacao e a logica de gerenciamento mantida pelo AranduFlow.

Embora os workflows empregados nos experimentos possuam implementagoes especificas, eles
funcionam como casos de uso da arquitetura proposta. A incorporacdo de um novo workflow
requer a definicao de seu esquema de configuragao e a implementacao de um executor capaz de
interpretar esse esquema, organizar suas atividades e iniciar a aplicagdo correspondente. Os demais

componentes do gateway podem continuar utilizando o mesmo fluxo de configuracao, predicao,
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submissao e persisténcia.

IV.8 Registro do Tempo de Execugao Observado

A submissao de um workflow ao SGE ocorre de maneira assincrona, pois a solicitacao pode
permanecer na fila antes que os recursos computacionais sejam disponibilizados. Consequentemente,
a conexao utilizada pelo gateway para executar o comando gsub nao permanece aberta até o término
do processamento. Para permitir que o tempo observado seja posteriormente associado a previsao,
foi implementado um mecanismo de retorno assincrono entre o executor e o Gerenciador de Predigao
e Persisténcia.

Quando o usudrio confirma uma execugao, o gerenciador cria seu registro no banco de dados e
atribui a ele um identificador Unico. Esse identificador é incluido no documento JSON transferido
ao cluster e acompanha a execucao durante todo o processamento. Dessa forma, o executor nao
precisa reproduzir os parametros utilizados na busca pelo registro nem depender da ordem em que
diferentes workflows sao concluidos.

O tempo é medido no préprio programa executor por meio de um relégio monoténico. A
medicao é iniciada imediatamente antes do acionamento das atividades do workflow e encerrada
depois que todas as atividades sdao concluidas. Portanto, o valor observado inclui a coordenacao
das atividades e o processamento realizado pelo workflow, mas exclui o tempo de espera na fila
do SGE, a transferéncia do documento de configuracao, o estabelecimento da conexao SSH e o
processamento da predicao.

Apébs a conclusao bem-sucedida, o executor realiza uma requisicao HT'TP para um ponto de
acesso disponibilizado pelo Gerenciador de Predicao e Persisténcia. O corpo da requisicao contém
somente o identificador da execucao e o tempo observado, expresso em segundos, conforme o exem-
plo a seguir. Ao receber a requisicao, o gerenciador valida os valores informados, localiza o registro

correspondente no SQLite e atualiza o campo destinado ao tempo real de execucgao.

"execution_id": "identificador-unico-da-execucao",

"elapsed_time_seconds": 427.36

Esse mecanismo pode ser representado pela seguinte operagao da Equacao IV.4.

atualizarTempo(ide, tops), (IvV.4)

em que id. representa o identificador tnico atribuido a execucao e tqs corresponde ao tempo

transcorrido entre o inicio e o término das atividades do workflow. A utilizagdo do identificador
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evita ambiguidades mesmo quando diversas execucoes do mesmo workflow utilizam configuracoes
semelhantes.

Se alguma atividade do workflow terminar com erro, o tempo observado nao é encaminhado
ao gateway, pois a execucao nao produziu uma medicao completa comparavel aos dados utilizados
no treinamento e na avaliagdo dos modelos. As informagcoes do erro permanecem disponiveis nos
arquivos de saida e de erro gerados pelo SGE.

A auséncia do retorno do tempo nao é convertida em um estado de falha no banco de dados,
uma vez que a versao desenvolvida nao implementa o acompanhamento centralizado dos estados das
execucgoes. O registro permanece com o campo de tempo observado nao preenchido. A incorporagao
de estados, mensagens de erro e mecanismos de recuperacgao constitui uma possibilidade de evolugao
do gateway.

Ao final desse processo, cada execugao concluida possui, no mesmo registro, sua configuragao,
o vetor de caracteristicas, o intervalo previsto e o tempo efetivamente observado. Essa associacao
fornece os dados necessarios para comparar previsoes e observacoes, além de possibilitar a utilizacao

de execucoes anteriores em andlises posteriores e em processos de atualizagao dos modelos.

IV.9 Consideragoes Finais

Este capitulo apresentou o AranduFlow como um gateway cientifico composto por médulos
que abrangem a configuracao de aplicacoes, a predicao de faixas temporais, a persisténcia das
submissbes confirmadas, a comunicagdo com ambientes de HPC e a execucao dos workflows. A
separacao entre as responsabilidades compartilhadas pelo gateway e os elementos especificos de
cada aplicagao permite incorporar diferentes workflows sem modificar o fluxo geral oferecido ao
usuario.

A camada preditiva foi posicionada como parte desse processo operacional, e ndo como um

componente isolado ou como a totalidade da contribuicao.
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Capitulo V Avaliagao Experimental do AranduFlow

Este capitulo apresenta os experimentos conduzidos para avaliar o desempenho dos modelos
de predicao de tempo de execugao utilizados no AranduFlow. O objetivo principal é investigar a
capacidade do sistema de estimar, com base em dados histéricos de execucao, faixas de tempo de
execucao para workflows cientificos executados em ambientes HPC.

Para avaliar a aplicagdo da abordagem preditiva a diferentes perfis de carga, a avaliacao ex-
perimental baseia-se em dois estudos de caso de naturezas distintas: o workflow NMFSt.P, uma
aplicagao de bioinformética computacionalmente intensiva, apresentado nas Segoes V.2.1 e V.3.1;
e o workflow Montage, uma aplicagdo de astronomia intensiva em operagoes de E/S e manipulagao
matematica de arquivos de imagem, apresentado nas Secoes V.2.2 e V.3.2.

A Segao V.1 apresenta o delineamento da avaliagao, incluindo os ambientes, a configuragao dos
experimentos, a discretizagao do tempo, os modelos e a extensao experimental de calibracgao local.
Em seguida, a Secao V.2 caracteriza os conjuntos de dados, e a Secao V.3 apresenta e discute os
resultados. Ao final do capitulo, a Secao V.4 sintetiza as evidéncias obtidas, enquanto a Secao V.5

delimita as limitagoes a validade da avaliagao.

V.1 Delineamento da Avaliacao Experimental

Esta secao apresenta a metodologia da avaliacao experimental do AranduFlow, com o objetivo
de avaliar a acurdcia das predicoes de tempo de execugao produzidas pelo sistema. Para isso, a
avaliacao é feita a partir de dois workflows cientificos com caracteristicas distintas: o NMFEFSt.P, um
workflow de bioinformatica intensivo em CPU; e o Montage, um workflow de astronomia com alto
consumo de recursos de E/S. Ambos os workflows foram submetidos utilizando o sistema proposto

sob diversas configuracoes de recursos e tamanhos de dados de entrada.

V.1.1 Configuragcao do Ambiente

A avaliacdo experimental foi realizada utilizando dois tipos de méquinas distintas, denominadas
Cluster A e Cluster B. Esses perfis diferem significativamente em termos de arquitetura de proces-
sador, poder de processamento single-core e capacidade de meméria. As principais caracteristicas

das infraestruturas estao descritas na Tabela V.1.
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Tabela V.1: Caracteristicas de hardware e sistema operacional das classes de infraestrutura HPC
avaliadas

Atributo Cluster A (Xeon) Cluster B (Core i7)
Sistema Operacional Ubuntu 22.04 LTS Ubuntu 22.04 LTS
Processador (CPU)  2x Intel Xeon E5-2620 v3  1x Intel Core i7-13700
Threads por né 24 24

Meméria por né 64 GB 128 GB
Ntamero de nés 6 3

No Cluster A, cada né é composto por dois processadores fisicos da familia Intel Xeon E5-2620
v3, totalizando 24 threads de processamento por nd. Sob a modelagem principal do AranduFlow,
esse hardware é representado por um vetor de caracteristicas do hardware, contendo: modelo do
processador (cpu-model = Intel Xeon E5-2620 v3), numero de nucleos fisicos (physical_cores =
12) e logicos (logical_cores = 24), tamanho das memérias caches L2 (12_cache kb = 3.072 KB)
e L3 (13_cache kb = 30.720 KB), capacidade total de Random Access Memory (RAM) (ram_gb
= 62,79 GB), nimero de canais de memodria ativos (ram_channels = 8) e velocidade nominal da
RAM (ram_speed = 0, indicando valor nao especificado). No Cluster B, cada né é composto por
um tnico processador fisico Intel Core i7-13700, também totalizando 24 threads de processamento
por nd, cujas caracteristicas sao mapeadas no vetor como: cpumodel = Intel Core i7-13700,
physical_cores = 16, logical_cores = 24, 12_cache kb = 24.576 KB, 13_cache_kb = 30.720 KB,
ram_gb = 125,49 GB, ram_channels = 0 (ndo especificado) e ram_speed = 0. Ambos os ambientes
utilizam o SGE, versao 8.1.9 (revisao r192), para o gerenciamento de filas de submissao e alocagao
de recursos nos nés de computacao.

Como abordagem de representacao secunddria e comparativa, sao utilizadas pontuacoes de ben-
chmark. Nessa estratégia, o hardware do Cluster A recebe as pontuagoes de cpu_points = 1692,
disk_points = 2583 e ram_points = 3566. J4 o hardware do Cluster B recebe as pontuagoes de
cpu_points = 4095, disk_points = 5701 e ram_points = 10609. A defini¢do dessas pontuagoes
visa quantificar de forma agregada e simplificada a capacidade de processamento e transferéncia de
cada né computacional. A pontuacdo de CPU foi extraida diretamente da métrica Single Thread
Rating da base de dados internacional PassMark!, a qual avalia o desempenho de instrucdes se-
quenciais por thread de processamento. Para caracterizar o desempenho de E/S de disco e a largura
de banda da memoéria RAM, foram executados scripts de benchmark em Python. O benchmark de
disco mede a taxa de transferéncia sequencial fisica em MB/s, enquanto o benchmark de meméria
estima a largura de banda da meméria RAM em MB/s. Em ambos os casos, a pontuagao numérica
atribuida corresponde a média aritmética arredondada das taxas observadas, consolidando uma

escala de desempenho relativo entre as infraestruturas computacionais avaliadas.

Thttps://www.cpubenchmark.net
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V.1.2 Configuragao dos Experimentos

Os dois workflows foram executados em diferentes condicoes por meio do AranduFlow. Para
cada execugao concluida com sucesso, o sistema associou o tempo observado & configuracao, aos
dados de entrada e a infraestrutura utilizada. Os registros resultantes constituiram os conjuntos
histéricos empregados no treinamento e na avaliagao dos modelos preditivos.

Para o workflow cientifico de filogenia NMFSt.P, as variagoes foram aplicadas tanto ao volume
e caracteristicas dos dados de entrada quanto aos parametros de configuracao do workflow. Fo-
ram variados o numero de sequéncias e de arquivos de entrada (em formato multi-FASTA [Ocana
and Davila, 2011; Ferrari et al., 2023]), os algoritmos de alinhamento de sequéncias seleciona-
dos (clustalw ou probcons), os formatos de geracao da arvore filogenética resultante (nexus ou
newick) e a quantidade de threads alocadas para o processamento.

Para o workflow de processamento de imagens astronémicas Montage, a variabilidade dos ex-
perimentos abrange parametros especificos do dominio da astronomia e de desempenho fisico. As
variagoes contemplam o sistema de coordenadas astronémicas (system), o limiar de erro de projecao
(mproject_e), o tipo de coadigao de imagens (coadd_type), a tabela de cores utilizada, o algoritmo
de estiramento de contraste (stretch) e o limiar dindmico. Em termos de volumetria e paralelismo,
variaram-se a quantidade de threads, o tamanho de entrada em MB (size mb) e a quantidade de
arquivos de imagem (qtt_files). Além disso, foram computadas varidveis derivadas de carga de
trabalho concorrente, como arquivos por thread e MB por thread.

Para fins de modelagem preditiva, os atributos coletados nos dois estudos de caso foram or-
ganizados conforme a representagao definida na Segdo IV.2. O conjunto d reine os metadados
de dominio e os parametros de configuragao especificos de cada aplicagao, como os algoritmos de
alinhamento e o formato da arvore no NMFSt.P, ou o sistema de coordenadas e o algoritmo de es-
tiramento de contraste no Montage. O conjunto e descreve as caracteristicas dos dados de entrada,
incluindo a quantidade e o tamanho dos arquivos, bem como o niimero de sequéncias ou imagens
processadas. Por sua vez, o conjunto h contém as caracteristicas da infraestrutura e dos recursos
solicitados, como quantidade de threads, capacidade de memoria e atributos fisicos do processador.
Também foram construidos atributos derivados que relacionam a dimensao da entrada aos recursos
solicitados, como arquivos por thread e MB por thread. Essa organizacao permite analisar tanto a
contribuicao de cada grupo quanto as interagoes entre dados, configuracao e infraestrutura.

As bases utilizadas na avaliacao foram constituidas exclusivamente por execugoes concluidas com
sucesso. ExecucOes interrompidas ou finalizadas com erro nao foram incorporadas aos conjuntos
de dados, pois nao produziram uma medicao completa do tempo de processamento comparavel as

observacoes utilizadas no treinamento e na avaliagdo dos modelos.
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V.1.3 Discretizacao do Tempo de Execucao

O AranduFlow reformula a predicao temporal continua como um problema de classificacao
multiclasse por meio da discretizacao da varidvel continua de tempo de execugao. Para que a
avaliacao dos dois workflows cientificos siga exatamente o mesmo padrao metodoldgico, adotou-se
a discretizagao por quantis para ambos os workflows.

Foram avaliados cinco cendrios de discretizacao, dividindo o tempo de execucao em 3, 5, 7,
10 e 15 classes. Em cada cendrio, as fronteiras dos quantis foram calculadas exclusivamente a
partir dos tempos de execucao pertencentes ao conjunto de treinamento. Apds essa definicdo, as
mesmas fronteiras foram mantidas fixas e aplicadas as amostras do conjunto de teste, sem utilizar
os tempos observados nesse conjunto para recalcular os limites das classes. A discretizacdo por
quantis divide os dados de treinamento de modo que cada classe de tempo de execucao contenha
frequéncias da maneira mais equilibrada possivel. Essa escolha de projeto mitiga problemas de
desbalanceamento de classes em distribuigoes assimétricas, facilitando o treinamento estavel dos
classificadores de aprendizado de maquina e evitando previsdes enviesadas para faixas temporais
curtas de maior ocorréncia. Como representagao metodoldgica, a Tabela V.2 ilustra os intervalos
de tempo e a quantidade de amostras correspondente para o cendario de 5 classes do NMFSt.P,
e a Tabela V.3 apresenta o cendrio correspondente de 5 classes para o Montage. A distribuigao
completa dos intervalos de tempo de execucao e frequéncias de amostras para os cendrios restantes
(3,7, 10 e 15 classes) de ambos os workflows encontra-se detalhada no Apéndice B.

Os intervalos adotam a convencao (a,b], de modo que cada classe inclui seu limite superior
e exclui seu limite inferior, com excecao da primeira classe, que também inclui o menor valor
observado.

Tabela V.2: Distribuicao de frequéncias e intervalos de tempo das classes de tempo de execucao
(cendrio com cinco classes) no NMFSt.P.

Classe Quantidade de Amostras Tempo Minimo (s) Tempo Maximo (s)

Q1 286 4,84 59,57
Q2 285 59,57 222.75
Q3 286 222,75 1.040,48
Q4 285 1.040,48 10.114,91
Q5 286 10.114,91 221.539,98

V.1.4 Modelos de Aprendizado de Maquina no AranduFlow

Esta secao descreve os modelos de aprendizado de maquina, as estratégias de pré-processamento

e a metodologia de avaliagao adotados para prever o tempo de execugao de workflows no AranduFlow.
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Tabela V.3: Distribuicao de frequéncias e intervalos de tempo das classes de tempo de execugao
(cendrio com cinco classes) no Montage.

Classe Quantidade de Amostras Tempo Minimo (s) Tempo Méaximo (s)

Q1 554 5,07 25,44
Q2 554 25,44 46,21
Q3 553 46,21 171,41
Q4 554 171,41 790,19
Q5 554 790,19 92.602,43

A formulacao da tarefa de predicao retoma a representagao introduzida na Secao IV.2, na qual uma
execugao é descrita por K = (W, x). Nessa representacao, W identifica o workflow e determina
os elementos especificos associados a aplicagao, enquanto somente o vetor x é processado pelo mo-
delo preditivo. Conforme definido na Equagao IV.2, esse vetor reldne os metadados de dominio
e configuragdo d, as caracteristicas dos dados de entrada e e as informacoes da infraestrutura e
dos recursos solicitados h. A predicao é formulada como um problema de classificacdo multiclasse,
no qual o tempo de execucao continuo observado é discretizado em faixas temporais baseadas em
quantis.

Foram avaliados quatro algoritmos de aprendizado supervisionado: Regressao Linear (do inglés,
Linear Regression, LiR), Regressao Logistica (do inglés, Logistic Regression, LoR), Classificador por
Arvore de Decisdo (do inglés, Decision Tree Classifier, DTC) e Classificador de Florestas Aleatérias
(do inglés, Random Forest Classifier, RFC). A selecao desses algoritmos justifica-se pelas suas ca-
racteristicas complementares: os modelos baseados em drvores (DTC e RFC) sdo reconhecidamente
eficazes para mapear interagoes nao lineares complexas em dados tabulares heterogéneos sem exi-
gir hipdteses estritas sobre a distribuicdo dos dados, oferecem recursos de interpretacao, como
importancia de atributos, especialmente no caso das arvores de decisao; por sua vez, os modelos
lineares tradicionais (LiR e LoR) foram incorporados para permitir avaliar se abordagens mais
simples e de baixo custo computacional seriam suficientes para o problema proposto. Embora a
LiR seja, inerentemente, um modelo baseado em regressao, ele foi intencionalmente incluido na
avaliacdo para investigar a adequacgao de preditores continuos para estimar faixas de tempo de
execucao. Para permitir uma comparacao justa com as abordagens baseadas em classificagado, as
saidas continuas produzidas por LiR foram discretizadas utilizando os mesmos intervalos de tempo
de execucao empregados para a varidvel alvo. Esta escolha de projeto reflete o objetivo pratico do
AranduFlow, que visa fornecer estimativas em faixas do tempo de execugao antes da submissao do
workflow, em vez de predicoes exatas de tempo de execugao.

Diferentes pipelines de pré-processamento foram empregados para acomodar as caracteristicas

de cada algoritmo de aprendizado. Para LiR e LoR, os atributos numéricos foram normalizados
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por meio de padronizacao standard scaling, e as variaveis categoricas foram codificadas via one-hot
encoding. Em contraste, para DTC e RFC, apenas one-hot encoding foi aplicado, sem normalizacao
dos atributos. Esta escolha é motivada pelo fato de que modelos baseados em arvores sao invariantes
a escala dos atributos, enquanto modelos baseados em regressao normalmente se beneficiam de
atributos de entrada normalizados para garantir estabilidade numérica e melhor comportamento
de convergéncia.

Todas as etapas de pré-processamento foram encapsuladas em pipelines de aprendizado de
ponta a ponta, a fim de evitar vazamento de dados e garantir uma avaliacdo justa. Esses pipelines
foram ajustados exclusivamente com os dados de treinamento, preservando, assim, a integridade
do protocolo experimental. O treinamento e a avaliacdo dos modelos foram realizados utilizando a
biblioteca scikit-learn, seguindo suas praticas padrao de implementacao. Para estabelecer uma
comparacao reprodutivel sem otimizacao especifica para os conjuntos avaliados, todos os modelos
foram treinados com as configuragées padrao de hiperparametros fornecidas pela biblioteca. Essa
escolha permite analisar o comportamento dos algoritmos em suas configuracgoes de referéncia, sem
realizar busca ou selecao adicional de hiperparametros.

Como baseline operacional, utilizou-se um classificador majoritario que sempre prediz a classe
majoritaria observada no conjunto de treinamento. Como a discretizacao por quantis produz classes
aproximadamente balanceadas, esse baseline representa o desempenho esperado de uma politica que
ignora os atributos de dominio e infraestrutura e escolhe apenas a faixa temporal mais frequente.
Para cada cendrio com C' classes, sua acuricia esperada aproxima-se de 1/C, enquanto o F1-Macro
permanece baixo por concentrar previsdoes em uma tnica classe.

O desempenho dos modelos foi avaliado por meio de um protocolo em duas etapas. Inicialmente,
aplicou-se uma divisao hold-out aleatéria, alocando 80% dos dados para treinamento e 20% para
teste. Apds essa separacdo, os limites dos quantis foram estimados exclusivamente sobre os tempos
observados nos 80% destinados ao treinamento e utilizados para atribuir os rétulos das amostras
de ambos os conjuntos. Em seguida, apenas sobre o conjunto de treinamento, realizou-se uma
validacao cruzada estratificada com 5 folds. Para cada combinacao de workflow, nimero de classes
e algoritmo, foram treinados cinco modelos candidatos, cada um usando quatro folds para ajuste e
um fold para validagdao. O modelo candidato com maior F1-Macro no respectivo fold de validagao,
usando a acurdcia como critério secunddrio de desempate, foi selecionado para a avaliacao final.
O conjunto de teste do hold-out permaneceu isolado durante esse processo e foi utilizado apenas
uma vez, para calcular as métricas finais reportadas neste capitulo. A qualidade das predicoes de
tempo de execucao do AranduFlow foi avaliada utilizando acuracia e F1-Macro como métricas de

desempenho preditivo.
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V.1.5 Estratégias de Calibragao Dinamica Local

Como extensao experimental da abordagem preditiva do AranduFlow, investigou-se uma es-
tratégia de calibracao dinamica local para situagoes em que um modelo previamente treinado é
aplicado a uma infraestrutura ainda nao representada adequadamente pelo histérico de treina-
mento. Essa extensao foi avaliada com o objetivo de adaptar as previsdes ao ambiente computaci-
onal de destino sem exigir a reconstrucao do modelo exclusivamente a partir de um novo conjunto
de dados. A estratégia baseia-se em conceitos de aprendizado por transferéncia [Pan and Yang,
2009] e adaptagao de dominio sob desvio de distribuicdo de dados. Por se tratar de uma inves-
tigacao experimental, a calibragao nao integra o fluxo operacional regular do gateway descrito no
Capitulo IV.

O procedimento inicia-se com uma sondagem composta por N.; = 15 execugdes sob con-
figuracoes variadas do workflow. Essas execugoes fornecem a amostra rotulada local D.; =
{(x5, yj)}jlil, utilizada para representar o perfil de desempenho da infraestrutura de destino.

No Ajuste Fino Ponderado ( Weighted Fine-Tuning), o conjunto de sondagem local D, é com-
binado ao conjunto de treino global original Diyeino = {(xz,yz)}f\i 1, composto pelas execugoes
historicas nos clusters A e B. O preditor é ajustado novamente utilizando ponderacao diferenciada
de amostras (instance re-weighting) [Shimodaira, 2000]. Nos classificadores, o ajuste preserva a
mesma familia de modelo avaliada no preditor base, alterando o peso relativo das amostras de
origem e de destino durante o treinamento. Para a abordagem linear de regressao, utiliza-se um

regressor Ridge regularizado. Define-se um vetor de pesos Mg, conforme a Equacao V.1.

Aorigem =0, 1, se k € Direino
e = (V.1)
)‘destino = 5; 07 se k € Dcal

No caso linear, a regressao Ridge minimiza a soma dos residuos quadraticos ponderados sujeita

a uma penalidade L2 sobre os coeficientes (a = 1,0), conforme a Equagao V.2.

min Y - xEB +allB (V-2
k€ DtreinoUDcar

Para aplicar a regressao linear a classificagdo multiclasse por quantis temporais, os rétulos
categéricos, como Q1 e 2, sao mapeados para valores inteiros ordenados 0,1,...,C — 1. Apds
obter a predicdo continua 2 = x! 3, realiza-se o arredondamento e o confinamento (clipping) ao
intervalo [0, C' — 1] para remapear o resultado & classe de quantil correspondente.

Como alternativa, a Calibracao de Probabilidade Local (Platt Scaling) ajusta uma camada de
calibracao sobre as previsoes dos modelos classificadores que fornecem escores ou probabilidades

[Platt, 1999]. Em vez de retreinar o modelo base, utiliza-se o conjunto D, com 15 amostras para
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ajustar um calibrador sigmoide um contra todos (One-vs-Rest) sobre as saidas geradas pelo modelo
original. Para contornar a auséncia eventual de algumas classes de quantis na pequena amostra
de calibracao, o ajuste é realizado diretamente sobre todo o conjunto D.,;, mantendo congelado o
modelo original previamente treinado.

Para garantir o rigor metodolégico e a validade cientifica da avaliacao trans-infraestrutura, a
divisao entre os dados de calibracao e teste no novo ambiente computacional segue regras estritas de
isolamento. O conjunto de calibracao D,y é extraido por amostragem pseudoaleatéria reprodutivel,
com semente fixa, contendo 15 execugoes locais do ambiente computacional de destino. As predigoes
reportadas sao calculadas exclusivamente sobre as execugoes restantes (conjunto de teste local
Diestetocal = Dédestino \ Deal), as quais permanecem completamente ocultas durante o ajuste da
Calibragao de Platt ou do Ajuste Fino Ponderado. Dessa forma, o modelo base e sua camada de
adaptacao podem utilizar o conjunto de calibracao, mas nunca acessam as amostras reservadas para
teste local, impedindo vazamento de informacao (data leakage) na avaliagao final. A ponderacao
assimétrica entre histérico global (Aorigem = 0,1) e sondagem local (Agestino = 5,0), combinada a
regularizagao L2 no caso linear, atua como limitador de variancia e mitiga o risco de sobreajuste
(overfitting) a pequena amostra de calibracao.

A selecao das 15 execugdes constitui um procedimento retrospectivo adotado para avaliar a
viabilidade da calibragao com uma pequena amostra local, e nao um mecanismo operacional imple-
mentado pelo AranduFlow. Em uma implantacao real, como os tempos de execugao ainda nao sao
conhecidos, a amostra de sondagem nao poderia ser estratificada previamente pelas classes tem-
porais. Sua selecao deveria considerar atributos disponiveis antes da execugao, buscando abranger
diferentes tamanhos de entrada, parametros do workflow e configuragoes de recursos computacio-

nais.

V.1.6 Disponibilidade dos Artefatos e Reprodutibilidade

Os cédigos-fonte, os dados e os programas utilizados no processamento, no treinamento e na
avaliacao dos modelos preditivos, bem como na geracao das tabelas e figuras apresentadas nesta
dissertacao, estao disponiveis no repositério publico do AranduFlow. Para identificar de forma
inequivoca os artefatos utilizados neste trabalho, foi disponibilizada a versao v1.0-dissertacao,
associada ao commit73bbc9c8d476aa62536c571d2685b04b87c61cbb?. Essa versdo contém as de-
pendeéncias fixadas, os dados de entrada, as sementes pseudoaleatérias, as instrucoes de configuracao

e 0s programas necessarios para reproduzir os experimentos e regenerar os resultados apresentados.

’https://github.com/Anndrelgor/AranduFlow/releases/tag/vl.0-dissertacao
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47

V.2 Analise Exploratéria dos Dados

Realizou-se uma andlise exploratéoria em ambos os conjuntos de dados para compreender a

correlacao entre as variaveis explicativas e o tempo de execugao observado.

V.2.1 Workflow NMFSt.P

O conjunto de dados utilizado para o workflow NMFSt.P é composto por 1.428 execugoes
(tuplas) coletadas e distribuidas em 740 no Cluster B e 688 no Cluster A. A estrutura dos atri-
butos utilizados para representar essas execucgoes é descrita no dicionario de dados apresentado
na Tabela A.1. KEssas execucoes contemplam diferentes combinacoes de metadados de dominio e
metadados de infraestrutura.

A variavel alvo, tempo de execucgdo, é continua e apresenta variabilidade entre as execugoes. A
Figura V.1 ilustra a distribuicao dos tempos de execucao observados nos experimentos, exibindo
assimetria a direita, com maior frequéncia de execucoes em faixas temporais menores. O tempo
minimo de execucao foi de 4,84 segundos, a média foi de 6.984,27 segundos e o tempo maximo

registrado atingiu 221.539,98 segundos (aproximadamente 61,5 horas).

Distribuicao do Tempo de Execucao - NMFSt.P
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Figura V.1: Distribuicdo do tempo de execugao das multiplas execugoes do workflow NMFSt.P.

A Figura V.2 mostra a relagdo entre o tamanho dos arquivos de sequéncia de entrada e o
tempo de execucgao observado para o NMFSt.P, mantendo todos os outros atributos constantes. Os
resultados sugerem uma tendéncia aproximadamente linear de aumento no tempo de execucao a
medida que o tamanho do arquivo cresce no conjunto observado. Essa correlagao aponta o tamanho
do arquivo de entrada como um fator relevante para a predicao.

A Figura V.3 ilustra o tempo de execucao em relacdo ao ntimero de threads utilizadas. Observa-
se que, inicialmente, o tempo tende a reduzir com o acréscimo de threads. Contudo, a partir de
aproximadamente 14 threads, o tempo de execucao passa a apresentar um ponto de saturagao,
comportamento que pode estar associado a sobrecarga de paralelizagao, aos custos de sincronizacao

ou a contencao de recursos no ambiente compartilhado.
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Figura V.2: Tempo de execugdo do NMFSt.P (em segundos) em fun¢ao do tamanho do arquivo de
entrada (em bytes).
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Figura V.3: Tempo de execugdo do NMFSt.P (em segundos) em funcao do nimero de threads
alocadas.

V.2.2 Workflow Montage

O segundo conjunto de dados é composto por registros de execucao do workflow Montage,
uma aplicacao de processamento de imagens astronémicas para a geragao de mosaicos celestes. A
estrutura dos atributos utilizados para representar essas execucoes é descrita no dicionario de dados
apresentado na Tabela A.2. O conjunto consolidado contém 2.769 execucdes, das quais 770 foram
executadas no Cluster A e 1.999 no Cluster B.

A varigvel-alvo do Montage também apresenta uma distribuicado assimétrica a direita, com
maior concentragao de execugoes nas faixas de menor duracao e uma cauda prolongada em direcao
aos tempos mais elevados, como ilustrado na Figura V.4. O tempo minimo de execugao foi de 5,07
segundos, a média foi de 481,93 segundos e o tempo maximo registrado atingiu 92.602,43 segundos
(aproximadamente 25,7 horas).

No caso do Montage, a andlise exploratéria revela padroes especificos de processamento de
dados astronomicos. Ao contrario do NMFSt.P, que é intensivo em CPU e opera sobre arquivos

individuais compactos de arvores, o Montage processa uma quantidade elevada de arquivos de
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Distribuicao do Tempo de Execucao - Montage
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Figura V.4: Distribui¢do do tempo de execucao das multiplas execugoes do workflow Montage.

imagens astronoémicas (de dezenas a milhares), sendo caracterizado como intensivo em dados.

A relagao entre o volume total dos dados de entrada (size mb) e a quantidade de arquivos
(qtt_files) apresenta correlagdo com o tempo de execucdo, conforme ilustrado na Figura V.5.
Entretanto, o ganho com o uso de multiplas threads parece sofrer perda de eficiéncia em cendrios
com leituras e escritas concorrentes efetuadas pelas tarefas de projecao de imagem (mProjectPP) e
coadi¢ao (mBgModel e mImgtbl).

Adicionalmente, os atributos de dominio da astronomia parecem desempenhar papel relevante.
O sistema de coordenadas astronomicas (system) e o algoritmo de contraste (stretch) estao as-
sociados a variacoes nas demandas computacionais, uma vez que a reprojecao e o estiramento de
escala envolvem operacoes trigonométricas pizel a pixel, gerando variabilidade de tempo nao cap-

turada apenas pelo tamanho das imagens de entrada.
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Figura V.5: Tempo de execucao do Montage (em segundos) em func¢ao do tamanho total de entrada
(em MB).
V.3 Resultados e Discussao

A avaliacdo dos modelos preditivos seguiu o protocolo descrito na Secao V.1.4: primeiro, uma

divisao hold-out aleatéria separou 80% dos dados para treinamento e 20% para teste; em seguida,
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o conjunto de treinamento foi submetido a uma validacao cruzada estratificada com 5 folds para
selecionar o melhor modelo candidato para cada workflow. As métricas de acuricia e F1-Macro
reportadas nesta secao foram calculadas exclusivamente sobre o conjunto de teste mantido isolado
pelo hold-out. O baseline reportado corresponde ao classificador majoritario que prediz sempre a

classe majoritaria observada no conjunto de treinamento, conforme definido na Segao V.1.4.

V.3.1 Resultados para o Workflow NMFSt.P

Os resultados de desempenho preditivo para o NMFSt.P sob a metodologia de discretizacao por
quantis sao descritos na Tabela V.4. Foram avaliados quatro modelos de aprendizado de maquina:

LoR, DTC, RFC e LiR.

Tabela V.4: Acuricia e F1-Macro para os modelos preditivos no workflow NMFSt.P

Classes Baseline LoR DTC RFC LiR

Acc  Fl1-Macro Acc Fl-Macro Acc Fl1-Macro Acc F1-Macro Acc Fl1-Macro

3 0,3322  0,1662 0,6119 0,5826 0,9441 09439 0,9615 0,9615 0,7413 0,7001
5 0,1993  0,0665 0,4476 04174 0,7972 0,7977 0,8357 0,8346 0,4371 0,3333
7 0,1399  0,0351  0,4476 0,4088 0,7203 0,7195 0,7657 0,7659 0,3252  0,2196
10 0,097v9  0,0178 0,3636 0,3002 0,5839 0,5825 0,7028 0,7036 0,2517  0,1629
15 0,0664 0,0083 0,3042 0,2688 0,5175 0,5168 0,5629 0,5619 0,1783  0,1103

Os resultados na Tabela V.4 mostram que todos os modelos superam o baseline. RFC obteve o
maior desempenho preditivo em todos os cendrios, com acurdcia de 96,15% para 3 classes e 56,29%
para 15 classes. O classificador DTC obteve desempenho proximo em vérios cendrios, registrando
acuracia de 94,41% (3 classes) e 51,75% (15 classes).

O vetor de caracteristicas estaticas de microarquitetura forneceu aos modelos informacoes fisicas
detalhadas sobre as capacidades computacionais relativas entre o Cluster A e o Cluster B. O modelo
LiR obteve desempenho moderado a baixo nas classes maiores (e.g. acurdcia de 17,83% para 15
classes), o que sugere dificuldade de modelar linearmente relagdes que possuem saturagao e nao
linearidade.

A Figura V.6 apresenta os valores de importancia de atributos derivados do modelo DTC
treinado no cendrio de 5 classes. Embora o RFC apresente melhor desempenho preditivo em varios
cenarios, o DTC foi utilizado nessa andlise por oferecer uma interpretagao mais direta das decisoes.
Para manter a interpretabilidade das caracteristicas, as varidaveis dummy geradas pela codificagao
one-hot (como as diferentes arquiteturas de CPU) foram reagrupadas de volta para seus atributos
originais. Os resultados indicam que as métricas de carga de trabalho por thread aparecem entre os
principais fatores associados a variabilidade do tempo de execucao: a quantidade de sequéncias por
thread (total_sequencias_per_thread) possui importancia de aproximadamente 26,00%, seguida

pelo algoritmo de alinhamento selecionado (algoritmo) com 19,76% e pelo volume de dados de
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entrada por thread (size_arquivos_per_thread) com 15,04%. Em seguida, aparecem a quantidade
de ntcleos fisicos (physical_cores) com 12,99% e o volume total dos arquivos (size_arquivos)

com 7,04%.

Importancia das Features - NMFSt.P (DT)
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Figura V.6: Atributos mais bem ranqueados de acordo com a importancia de Gini no modelo
Arvore de Decisao (cendrio com cinco classes) no NMFSt.P.

Para avaliar o comportamento preditivo do modelo sob diferentes resolucoes de discretizacgao,
a Figura V.7 apresenta, de forma comparativa, as matrizes de confusao do classificador DTC nos
cendrios com 5 classes (Figura V.7a) e 10 classes (Figura V.7b).

A andlise das matrizes revela que, em ambos os cendrios, os erros de predi¢do concentram-se pre-
dominantemente em classes imediatamente adjacentes & diagonal principal (comportamento conhe-
cido como erro suave ou off-by-one). No cendrio com 5 classes, por exemplo, das 57 execugoes reais
pertencentes a classe Q2, 45 foram corretamente preditas como 2, enquanto os erros limitaram-se
a 3 instancias classificadas como Q1 e 9 instancias como Q3. O mesmo comportamento é observado
no cendrio mais granular de 10 classes: para a classe Q8, das 29 instancias de teste, 15 foram
classificadas corretamente, 6 foram classificadas como Q7, 7 como Q9 e 1 como Q10.

Essa caracteristica de adjacéncia indica menor distancia entre as classes preditas e observadas na
ordenagao dos quantis, mas nao demonstra, por si sé, a redugao de erros severos de planejamento.
Como as faixas possuem larguras temporais distintas, o beneficio operacional desse comportamento
depende dos limites dos intervalos e da decisao apoiada pela previsao, aspectos que nao foram
avaliados diretamente neste estudo. A taxa de acerto é elevada nas classes extremas no cendrio de
5 classes, em que as classes de menor tempo (Q1) e maior tempo (Q5) registraram acertos em 54
de 58 e 48 de 57 amostras, respectivamente. No cenario com 10 classes, a classe Q1 registrou 25
acertos em 29 amostras, enquanto a classe Q10 registrou 15 acertos em 28 amostras, com seus erros
concentrados nas faixas temporais superiores proximas (Q8 e Q9), preservando uma concentragao

de erros nas regioes vizinhas da discretizagao.
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Matriz de Confusao (10 classes) - NMFSt.P
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Figura V.7: Matrizes de confusao para o classificador Arvore de Decisdo no workflow NMFSt.P.

V.3.2 Resultados para o Workflow Montage

Os resultados preditivos para o workflow Montage estao consolidados na Tabela V.5. Foram

avaliados os mesmos quatro modelos preditivos e o baseline sob o mesmo protocolo experimental.

Tabela V.5: Acuracia e F1-Macro para os modelos preditivos no workflow Montage

Classes Baseline LoR DTC RFC LiR
Acc  Fl1-Macro Acc Fl-Macro Acc Fl1-Macro Acc F1-Macro Acc Fl1-Macro
3 0,3321  0,1662 0,7022 0,7046 0,6931 0,6924 0,8032 0,8016 0,7130 0,7016
50,2004 0,0668 0,5415 0,5247  0,5668 0,5678 0,6733 0,6643 0,5289  0,4695
7 0,1426  0,0357 0,4242 0,3927 0,4639 0,4631 0,5343 0,5218 0,4079 0,3417
10 0,0993 0,0181 0,3556 0,3214 0,3791 0,3796 0,4747 0,4622 0,2852 0,2233
15 0,0668  0,0083 0,2347 0,1884 0,2816 0,2820 0,3646 0,3555 0,2166 0,1589

Os resultados na Tabela V.5 mostram que os modelos preditivos superam o baseline em todos

os cenarios de discretizacao. RFC obteve o melhor desempenho em todos os cenarios, alcangando

80,32% de acurécia com 3 classes e 36,46% com 15 classes. O classificador DTC apresentou desem-

penho intermedidrio, com acurdcia de 69,31% para 3 classes e 28,16% para 15 classes, mantendo o

apelo de interpretabilidade das decisoes. O modelo LiR também superou o baseline em todos os

cendrios (e.g., obtendo acuracia de 71,30% para 3 classes), embora com menor precisao em relagao

aos modelos baseados em arvores.

Para viabilizar uma andélise interpretavel sobre a importancia dos atributos no Montage, as

variaveis dummy resultantes da codificagao one-hot foram reagrupadas de volta em seus respectivos

atributos originais. No modelo DTC sob o cenério de 5 classes (Figura V.8), as importancias
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consolidadas indicam que as variaveis mais relevantes na predicdo do tempo sdo o numero de
arquivos por thread files_per_thread (aproximadamente 21,76%), a capacidade fisica de memdria
RAM ram_gb (15,44%), o sistema de coordenadas astronémicas system (14,91%), o algoritmo de
contraste astronomico stretch (7,37%) e a quantidade de threads (6,88%).

O reagrupamento das varidveis dummy permitiu observar que os metadados especificos do
dominio (astronomia) e a quantidade de trabalho por thread aparecem entre os principais fato-

res associados a variabilidade do tempo no Montage.

Importancia das Features - Montage (DT)

Arquivos por thread

ram_gb

Sistema de coordenadas

Algoritmo de contraste

threads

0.00 0.05 0.10 0.15 0.20
Importancia/Peso absoluto

Figura V.8: Atributos mais bem ranqueados de acordo com a importancia de Gini no modelo
Arvore de Decisao (cenério com cinco classes) no Montage.

Para analisar a distribuicao de acertos e erros do modelo preditivo sob diferentes niveis de
granularidade no Montage, a Figura V.9 exibe as matrizes de confusao obtidas para o classificador
Arvore de Decisdo nos cenarios de 5 classes (Figura V.9a) e 10 classes (Figura V.9b), também com
os eixos rotulados em portugueés.

O Montage, por se caracterizar como um workflow intensivo em dados executado em infraestru-
turas concorrentes compartilhadas, apresenta maior dispersao nos erros de classificagao em relacao
ao NMFSt.P, o que reflete a volatilidade intrinseca dos tempos de transferéncia de rede e disco. No
entanto, mesmo sob essa maior variabilidade, parte relevante das previsoes incorretas concentra-se
nas vizinhangas da diagonal principal. No cendrio de 5 classes, as classes extremas exibem maior
estabilidade relativa: a classe Q1 registrou acerto em 72 das 111 amostras (64,9% de recall) e a
classe critica Q5 obteve acerto em 82 das 111 amostras (73,9% de recall). Entre os erros de Q5, a
maior parcela foi deslocada para Q4 (23 casos), com poucos erros adicionais para Q3 (5 casos) e
Q2 (1 caso). O maior indice de confusao ocorre nas classes intermedidrias (Q2, Q3 e Q4), onde a
sobreposi¢ao das faixas de tempo é acentuada.

No cendrio de 10 classes (Figura V.9b), essa dispersao intermedidria torna-se ainda mais evidente
devido ao estreitamento das faixas de quantis, com a taxa de acerto exato caindo significativamente
(e.g. classe Q4 registrando 30,4% de recall). Entretanto, o comportamento de erro suave permanece

em parte preservado nas classes superiores: para a classe mais longa Q10, das 55 execugbes de
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teste, 33 foram corretamente classificadas como Q10, 17 como Q9, 4 como Q8 e 1 como Q7, sem
deslocamentos para classes baixas. Esse resultado indica proximidade na ordenacao das classes, mas
nao permite concluir que o erro temporal seja pequeno ou que haja reducao do risco de interrupgao
por estouro do limite de tempo nos agendadores HPC. A verificacao desse beneficio potencial exige
considerar a largura das faixas, a regra utilizada para definir o limite solicitado e a frequéncia de

execugoes que ultrapassariam esse limite.

Matriz de Confusao (5 classes) - Montage

Matriz de Confusao (10 classes) - Montage
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Figura V.9: Matrizes de confusao para o classificador Arvore de Decisdo no workflow Montage.

Como anélise complementar do modelo base, avaliou-se o desempenho do melhor classificador
no teste agregado (Cluster A + Cluster B) quando o mesmo conjunto de teste é particionado
por infraestrutura. Essa verificacao é relevante porque o modelo base é treinado com dados de
ambas as infraestruturas e também avaliado originalmente sobre um teste combinado. Assim, a
métrica agregada pode mascarar assimetrias de desempenho entre os clusters, sobretudo quando a
quantidade de amostras de teste é desbalanceada.

Os resultados da Tabela V.6 mostram que, no NMFSt.P, o desempenho do modelo base perma-
nece consistente quando o teste é particionado por infraestrutura. Como os subconjuntos de teste
do Cluster A e do Cluster B possuem tamanhos préximos, a métrica agregada é menos sujeita a
ser dominada por uma unica infraestrutura. O RFC mantém desempenho elevado no cenério de
3 classes em ambos os clusters e, nos cenarios mais granulares, apresenta F1-Macro relativamente
préoximo entre as duas infraestruturas. Em 10 classes, por exemplo, o Cluster A alcanca F1-Macro
de 0,6967 e o Cluster B atinge 0,6446, sugerindo que o vetor de caracteristicas de microarquitetura
contribui para capturar diferencas estruturais entre os ambientes sem depender de um unico cluster

dominante.
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Tabela V.6: Desempenho do melhor modelo base no teste agregado e nos subconjuntos de teste
por infraestrutura.

Workflow Classes Modelo Geral A+B Cluster A Cluster B

Acc Fl-Macro n Acc Fl1-Macro n  Acc Fl1-Macro

NMFSt.P 3 RFC 0,9615 0,9615 132 0,9697 0,8711 154 0,9545 0,9299
NMFSt.P 5 RFC 0,8357 0,8346 139 0,8058 0,7934 147 0,8639 0,7788
NMFSt.P 7 RFC 0,7657 0,7659 138 0,7609 0,6756 148 0,7703 0,6920
NMFSt.P 10  RFC 0,7028 0,7036 135 0,6815 0,6967 151 0,7219 0,6446
NMFSt.P 15 RFC 0,5629 0,5619 141 0,5319 0,5050 145 0,5931 0,4889

Montage 3 RFC 0,8032 0,8016 159 0,8868 0,6582 395 0,7696 0,7657
Montage 5 RFC 0,6733 0,6643 147 0,7347 0,2731 407 0,6511 0,5287
Montage 7 RFC 0,5343 0,5218 154 0,5779 0,2545 400 0,5175 0,4112
Montage 10  RFC 0,4747 0,4622 160 0,4562 0,1988 394 0,4822 0,4381
Montage 15 RFC 0,3646 0,3555 150 0,3600 0,2489 404 0,3663 0,3021

No Montage, a diferenga entre acuracia e F1-Macro é mais evidente. O Cluster A apresenta
acurdcia superior a do Cluster B nos cenarios de 3, 5 e 7 classes, mas seu F1-Macro é substan-
cialmente menor em todos os cendrios avaliados. Nos cenarios de 10 e 15 classes, o Cluster B
também supera ligeiramente o Cluster A em acuracia. Esse padrao indica que a acurécia isolada
superestima o desempenho no Cluster A, pois os acertos estdao concentrados em poucas classes e
o classificador perde capacidade de distinguir todas as faixas temporais de maneira balanceada.
Portanto, a analise por infraestrutura reforga a necessidade de reportar F1-Macro juntamente com
acurdcia e evidencia que o desempenho agregado do modelo base nao descreve integralmente a

robustez do preditor em cada ambiente de execucao.

V.3.3 Generalizagao Trans-Ambiente

Com o propésito de avaliar o comportamento e a robustez dos modelos preditivos treinados
quando submetidos a um cendario de transferéncia fora de dominio (out-of-distribution), realizou-se
uma avaliagdo experimental utilizando um ambiente computacional externo e de arquitetura dis-
tinta. Essa avaliacao de generalizacao trans-ambiente permite analisar a capacidade dos modelos
preditivos em manter desempenho quando aplicados a um ambiente computacional distinto da-
quele utilizado durante o treinamento. Essa andlise é relevante porque, em cenarios reais, modelos
treinados para estimar o tempo de execugoes de workflows cientificos podem ser aplicados a infra-
estruturas com caracteristicas diferentes das observadas nos dados de treinamento.

E importante destacar também, que treinar o modelo no cluster A e testar no cluster B,
e vice-versa, faz com que os atributos relacionados ao dominio da infraestrutura computacional
apresentem pouca ou nenhuma variabilidade nos dados de treinamento. Dessa forma, o modelo nao

dispoe de exemplos suficientes para aprender de maneira robusta como atributos da infraestrutura
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computacional influenciam no tempo de execucao dos workflows. Portanto, a avaliacao trans-
ambiente foi incluida como etapa complementar as avaliagoes realizadas dentro do mesmo ambiente,
permitindo analisar ndo somente a capacidade preditiva dos modelos sob condi¢oes conhecidas, mas
também sua capacidade de adaptacdao quando submetidos a uma infraestrutura computacional de
arquitetura distinta.

O ambiente computacional selecionado para essa validagao, denominado Host C, consiste em
um computador pessoal equipado com 16 GB de RAM, operando sob sistema operacional Ubuntu
22.04 em modo WSL2. Por nao constituir uma infraestrutura de HPC, o Host C foi utilizado como
ambiente externo para analisar a portabilidade dos modelos diante de uma mudanca acentuada de
infraestrutura, e ndo como evidéncia de generalizagdo para um terceiro cluster de producao. Foram
coletadas 225 amostras de execucoes do workflow Montage no Host C e discretizadas adotando-se
os mesmos quantis calculados sobre o conjunto de dados do cluster de treinamento (Cluster A e
Cluster B).

Para este ambiente computacional de validacao externa, o vetor de caracteristicas de microarqui-
tetura é mapeado com os seguintes atributos fisicos: o modelo do processador (cpu-model = AMD
Ryzen 5 1600X), o nimero de nicleos fisicos (physical_cores = 6) e légicos (logical_cores =
12), o tamanho das memdrias caches L2 (12_cache kb = 3.072 KB) e L3 (13_cache kb = 8.192 KB)
e a capacidade de memoria principal alocada para o ambiente virtual (ram_gb = 7,73 GB), com
os canais e a velocidade da RAM néao especificados no vetor (ram_channels = 0 e ram speed =
0). Paralelamente, sob a abordagem de representacao secunddria, foram mapeadas as respectivas
pontuacoes de benchmark do host, as quais totalizam: cpu_points = 2189 para o desempenho de
thread tnica, disk_points = 1230 para a taxa de escrita sequencial em disco (MB/s) e ram_points
= 6526 correspondente a largura de banda da memdéria RAM (MB/s).

Investigaram-se duas abordagens para a modelagem dos metadados de hardware nas varidveis
de aprendizado de maquina. A primeira abordagem é a representagao por vetor de caracteristicas,
onde o hardware é descrito por um vetor de atributos fisicos detalhados do processador e barra-
mento, abrangendo quantidade de nticleos fisicos e logicos, tamanhos das memorias caches L2 e
L3, capacidade real de memoria principal, quantidade fisica de canais de memoria ativos e veloci-
dade nominal da RAM. Trata-se da modelagem principal proposta para o AranduFlow. A segunda
abordagem é a representacao por pontuacoes de benchmark, em que o hardware das maquinas de
treinamento é representado por escores brutos agregados obtidos a partir de bancos de dados in-
ternacionais e testes sintéticos de barramento (cpu_points, disk points, ram points). Trata-se
da representagao de comparacao descrita na Secao V.1.1

A Tabela V.7 apresenta de forma comparativa o desempenho preditivo (Acurdcia e F1-Macro)

dos modelos nos cendrios com 3, 5, 7, 10 e 15 classes sob as duas formas de representacao, para o
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workflow Montage.

Tabela V.7: Comparacao de Acuracia e F1-Macro no Host C usando as representacoes por Pon-
tuagoes de benchmark vs. vetor de caracteristicas

Classes Modelo Acurécia Diff. Acurécia F1-Macro Diff. F1-Macro
Bench.  Vetor Bench.  Vetor
3 Regressao Logistica 0,5333  0,3644 -0,1689 0,4300 0,2163 -0,2138
Random Forest 0,3689  0,3689 0,0000 0,1879  0,1879 0,0000
Arvore de Decisdo 0,3689 0,3733 40,0044 0,1937  0,1969 +0,0032
Regressao Linear 0,3467  0,3600 +0,0133 0,1716  0,1765 40,0049
5 Regressao Logistica  0,0356 00,2400 +0,2044 0,0372  0,0900 +0,0528
Random Forest 0,2756  0,2667 -0,0089 0,1080 0,1052 -0,0029
Arvore de Decisdo 0,2756  0,2667 -0,0089 0,1226 0,1114 -0,0112
Regressao Linear 0,2356  0,2444 40,0089 0,0824 0,0818 -0,0006
7 Regressao Logistica  0,0444 00,2222 40,1778 0,0122 0,1042 40,0920
Random Forest 0,2578  0,2622 40,0044 0,1412 0,1479 40,0066
Arvore de Decisdo 0,2578  0,2622 40,0044 0,1297 0,1324 40,0028
Regressao Linear 0,2489  0,2222 -0,0267 0,0998 0,0978 -0,0020
10 Regressao Logistica 0,0311  0,1644 +0,1333 0,0254  0,0729 40,0475
Random Forest 0,2133  0,2222 40,0089 0,0979  0,1364 40,0385
Arvore de Decisdo 0,2178  0,2089 -0,0089 0,0931 0,0857 -0,0074
Regressdo Linear 0,1956  0,2089 40,0133 0,0658  0,0660 40,0002
15 Regressao Logistica 00,0000 0,0667 40,0667 0,0000 0,0359 40,0359
Random Forest 0,2044  0,2089 40,0044 0,0885  0,0852 -0,0033
Arvore de Decisdo 0,1867 0,1911 40,0044 0,0843  0,0828 -0,0015
Regressao Linear 0,1733  0,1911 40,0178 0,0642  0,0628 -0,0014

Os resultados comparativos sugerem que o enriquecimento do espago de atributos com o ve-
tor de caracteristicas fisicas estaticas apresenta indicios de maior estabilidade na generalizacao
trans-infraestrutura, especialmente em cenarios mais granulares. Sob a representagao baseada em
pontuacoes de benchmark, o modelo de LoR aparenta um desempenho artificialmente alto no cendario
de 3 classes (53,33% de acurécia), porém colapsa nos cendrios mais refinados de 5, 7, 10 e 15 clas-
ses, alcangando acurédcias proximas a zero e escores F1-Macro também préximos de zero devido
ao desvio de classes severo. Ao adotar a representacdo por vetor de caracteristicas estaticas de
microarquitetura, o modelo LoR passa a demonstrar um comportamento preditivo mais estavel,
alcancando acurdcias como 24,00% para 5 classes (um ganho liquido de +20,44%), 22,22% para 7
classes (+17,78%) e 16,44% para 10 classes (4+13,33%), além de ganhos consistentes no F1-Macro.
Isso indica que as fronteiras lineares se beneficiam diretamente de dados fisicos mais finos para
descrever a diferenca estrutural entre as CPUs Intel do treinamento e a CPU AMD do teste.

Para os demais modelos, os efeitos da representacao estatica foram mais modestos e dependentes
do cenario. No classificador RFC, a representacao estatica propiciou ganho de 0,89 ponto percen-

tual em acuracia e incremento de 3,85 pontos percentuais no F1-Macro no cenério de 10 classes,
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embora apresente diferencas pequenas ou negativas em outros cendrios. O modelo DTC apresentou
melhorias discretas em 3, 7 e 15 classes, mas perdas em 5 e 10 classes. A LiR demonstrou ganhos
de acuracia em 3, 5, 10 e 15 classes, ainda que com F1-Macro baixo nos cenarios mais granulares.

Entretanto, nota-se que o desempenho obtido no Host C é substancialmente menor se comparado
ao obtido na avaliagdo apenas com os clusters A e B (Tabela V.5). Essa queda de desempenho
é compativel com a ocorréncia de mudancas nas distribuicdes dos atributos e dos rétulos entre os
ambientes de treinamento e teste, fenomenos associados a covariate shift e label shift. Ao discretizar
os dados de execugao coletados no Host C utilizando as fronteiras de quantis estimadas sobre os
dados de treinamento (Cluster A e Cluster B), observou-se que a distribuigao de rétulos real do teste
ficou severamente desbalanceada. As diferencas de hardware, sistema operacional, virtualizacao e
carga computacional entre o Host C e os nés de HPC podem ter contribuido para que mais de
65% das execugoes do ambiente externo se concentrassem em apenas um dos quantis calculados
no treinamento. Assim, o classificador balanceado errou a maior parte das amostras, revelando os
limites operacionais de modelos preditivos fixos e fundamentando a investigacao de estratégias de

calibracao local.

Avaliacao Preditiva sob Calibragao Dinamica Local no Host C

Conforme discutido na Segao V.3.3, a transposicao direta do preditor global para o Host C
sem calibracao resulta em degradagao acentuada de desempenho. Para mensurar experimental-
mente a viabilidade e os ganhos da extensao de calibracao dindmica local descrita na Segao V.1.5,
executaram-se os testes utilizando um conjunto de sondagem contendo N, = 15 execugoes cole-
tadas localmente no Host C. O restante das execugoes locais serviu como conjunto de teste para
avaliacao do preditor calibrado.

A Tabela V.8 apresenta os resultados comparativos de acurdcia obtidos para as diferentes
estratégias de calibracao local aplicadas a todos os algoritmos avaliados. Adicionalmente, para
analisar o comportamento dos modelos sob o desbalanceamento inerente as classes temporais, a
Tabela V.9 expoe os resultados obtidos para a métrica F1-Macro.

Para complementar a anélise agregada das Tabelas V.8 e V.9, a Figura V.10 apresenta as
matrizes de confusdo da Arvore de Decisio no cendrio com 3 classes para as duas estratégias de
calibragao local avaliadas. Esse modelo foi selecionado para a visualizagdo por apresentar o maior
F1-Macro apés o ajuste fino ponderado no cendrio de 3 classes e por tornar mais evidente a diferenca
entre uma calibracao probabilistica conservadora e uma readaptacao efetiva dos parametros do
classificador.

As matrizes indicam que a Calibracao de Platt nao foi capaz de recuperar a separagao entre as

faixas temporais no Host C. No cendrio com 3 classes, todas as amostras de teste foram deslocadas
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Tabela V.8: Comparacao de Acuracia obtida no Host C sob as diferentes estratégias de calibragao
local.

Sem Calibragdo Ajuste Fino

Classes - Modelo Calibracao de Platt  Ponderado

3 Regressao Logistica 0,3644 0,2952 0,4476
Random Forest 0,3689 0,3000 0,9048
Arvore de Decisao 0,3733 0,2952 0,9048
Regressao Linear/Ridge 0,3600 — 0,8524

5 Regressao Logistica 0,2400 0,1905 0,2381
Random Forest 0,2667 0,1905 0,7857
Arvore de Decisio 0,2667 0,1905 0,6524
Regressao Linear/Ridge 0,2444 — 0,6667

10 Regressao Logistica 0,1644 0,1857 0,1952
Random Forest 0,2222 0,2286 0,6381
Arvore de Decisdo 0,2089 0,2190 0,6333
Regressao Linear/Ridge 0,2089 — 0,4048

Tabela V.9: Comparacao de F1-Macro obtido no Host C sob as diferentes estratégias de calibragao
local.

Sem Calibragao Ajuste Fino

Classes - Modelo Calibracao de Platt  Ponderado

3 Regressao Logistica 0,2163 0,1520 0,5135
Random Forest 0,1879 0,1575 0,8810
Arvore de Decisdo 0,1969 0,1520 0,8901
Regressao Linear/Ridge  0,1765 - 0,6221

5 Regressao Logistica 0,0900 0,0640 0,1567
Random Forest 0,1052 0,0640 0,5904
Arvore de Decisdo 0,1114 0,0640 0,4853
Regressao Linear/Ridge 0,0818 - 0,4371

10 Regressao Logistica 0,0729 0,0473 0,0549
Random Forest 0,1364 0,0594 0,3101
Arvore de Decisdo 0,0857 0,0544 0,2922
Regressao Linear/Ridge 0,0660 - 0,2167

Matriz de Confusao Host C - platt - DecisionTreeClassifier (3 classes)

Matriz de Confusao Host C - fine_tuning - DecisionTreeClassifier (3 classes)
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(a) Calibragao de Platt. (b) Ajuste fino ponderado.

Figura V.10: Matrizes de confusdo da Arvore de Decisao calibrada no Host C para o cenario com
trés classes.
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para a classe Q3, resultando em acerto apenas das 62 execugoes originalmente pertencentes a essa
faixa e erro sistemdtico nas classes Q1 e Q2. No cendario com 5 classes, a camada de Platt também
concentrou as predigoes em Q5. Em 10 classes, a concentragao ocorreu principalmente nas classes
Q6 e Q10. Esse padrao explica o baixo F1-Macro da estratégia, pois a métrica penaliza fortemente
modelos que ignoram classes inteiras.

Por outro lado, o Ajuste Fino Ponderado produziu uma matriz de confusao substancialmente
mais concentrada na diagonal principal. No cenario com 3 classes, a classe Q1 foi inteiramente
recuperada (16 acertos em 16 amostras), enquanto Q2 apresentou 127 acertos em 132 amostras e
Q3 apresentou 47 acertos em 62 amostras. Nos cendrios mais granulares, o modelo ainda apresenta
confusoes, mas os erros passam a ocorrer de forma mais informativa do que no colapso observado em
Platt. Portanto, a andlise por matriz de confusao reforca que o ganho do ajuste fino ponderado nao
decorre apenas de aumento global de acuréicia, mas de uma redistribuicao mais 1til das predicoes
entre as faixas temporais do Host C.

A andlise comparativa indica que o Ajuste Fino Ponderado ( Weighted Fine-Tuning) apresentou
melhorias expressivas em relagao as demais abordagens nos cendrios avaliados. No cendario com
3 classes, a acuracia da Arvore de Decisdo subiu de 0,3733 (sem calibracao) para 0,9048 com a
aplicagao do ajuste fino ponderado, enquanto o F1-Macro passou de 0,1969 para 0,8901. O RFC
apresentou comportamento semelhante no mesmo cendrio, também atingindo 0,9048 de acuracia.
Em cendrios com maior granularidade, o melhor desempenho passou a ser obtido pelo RFC ajustado:
0,7857 de acurécia e 0,5904 de F1-Macro em 5 classes, e 0,6381 de acuracia e 0,3101 de F1-Macro
em 10 classes.

Esse comportamento superior decorre da capacidade do método de reajustar os parametros
internos (coeficientes lineares ou caminhos de decisao das arvores) sintonizando-os & escala de
tempo real do host de destino. A ponderacao assimétrica (Agestino = 9,0) faz com que a otimizacao
priorize as amostras do Host C, enquanto a manuten¢ao dos dados histéricos com peso reduzido
(Aorigem = 0,1) busca preservar parte dos padroes aprendidos nos ambientes de origem.

A estratégia de Calibracao de Platt local nao se mostrou uma adaptagao efetiva na avaliacao
realizada. Nos cendrios de 3 e 5 classes, ela reduziu a acuracia e o F1-Macro dos classificadores
em relacao ao uso sem calibracao; no caso da Arvore de Decisao, por exemplo, a acurdcia em 3
classes passou de 0,3733 para 0,2952. Mesmo nos casos em que houve pequeno ganho de acuracia
em 10 classes, o F1-Macro permaneceu baixo porque as predigoes ficaram concentradas em poucas
classes. Esse resultado indica que, com apenas 15 amostras locais, a camada sigmoidal de Platt
atua como uma corre¢ao probabilistica conservadora, mas nao corrige o deslocamento estrutural de
distribuigao (covariate shift) entre os clusters A/B e o Host C, nem altera a estrutura de decisao

aprendida no modelo base. Essa limitacao reforca a relevancia do Ajuste Fino Ponderado, que
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efetivamente reajusta os parametros internos do modelo para a escala temporal do host de destino.
Para a Regressao Linear/Ridge, a Calibragao de Platt nao é aplicdvel (indicada por — nas tabelas),
por tratar-se de um regressor e nao de um classificador probabilistico.

Os resultados consolidados nas Tabelas V.8 e V.9 reforcam que o ganho de desempenho no
Host C estéd associado principalmente ao ajuste fino ponderado. Em comparagao com o uso sem
calibracao e com a calibracao de Platt, essa estratégia apresentou os melhores valores de acurécia
e F1-Macro nos cendrios avaliados, especialmente no cenario com 3 classes. Nos cendrios com
maior granularidade, os ganhos permanecem mais limitados, mas ainda indicam que o reajuste
supervisionado com amostras locais é efetivo, nos experimentos realizados.

Em suma, os resultados sugerem que a utilizagao de 15 execugoes locais para calibrar o preditor
proporcionou melhorias expressivas de acuricia no ambiente avaliado. Contudo, a validacao efetu-
ada no Host C constitui uma demonstragao experimental preliminar, restrita ao workflow Montage,
sendo necessarios testes adicionais em outras infraestruturas e aplicagoes para examinar a genera-
lizacao da estratégia.

Para justificar cientificamente a escolha do parametro de calibracdo N.,; = 15, realizou-se
um estudo de sensibilidade variando-se o tamanho do conjunto de sondagem local no Host C
em N € {2,5,10,15,20,25,30,40,50}. Para cada valor de N4, foram executadas 30 rodadas
de simulacao utilizando sementes de divisdo aleatdria estratificada, permitindo mensurar tanto o
desempenho médio (acurdcia) quanto a variabilidade (desvio padrao) decorrentes da escolha das
amostras de calibragdo. A Figura V.11 ilustra os resultados desse estudo de sensibilidade para
cendrios de discretizacao com 3, 5 e 10 classes, comparando-os com as respectivas acurdcias da

baseline sem calibracao (linhas tracejadas).

Sensibilidade da Acuracia ao Tamanho da Sondagem Local (N_cal) no Host C
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Figura V.11: Sensibilidade da acuricia média e desvio padrao em funcao do tamanho do conjunto
de sondagem local (N.q;) para 3, 5 e 10 classes no Host C.

Como pode ser observado na Figura V.11, a acurdcia do modelo calibrado apresenta um com-
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portamento de curva de aprendizado caracteristico, no qual se destaca o efeito cotovelo (elbow
effect) em torno de N, = 15. No cendrio de 3 classes, a acurdcia média salta rapidamente de
36,00% (sem calibragao) para 77,41% com apenas N, = 2 amostras, progredindo para 82,83%
com Ny = 5, 84,57% com N, = 10, e estabilizando-se em 85,49% com N.; = 15. A partir
de N,y = 15, o ganho de desempenho obtido com o aumento do conjunto de sondagem torna-se
marginal e entra em patamar de saturagdo, oscilando dentro da margem de erro amostral (por
exemplo, atingindo 86,58% com N, = 20, o que representa uma melhora menor que 1,1% frente
ao custo extra de execugao). O mesmo comportamento se repete para os cendrios de 5 e 10 classes,
onde a estabilizacao ocorre em torno de 70,00% e 52,50%, respectivamente, a partir de N4 = 15.

O valor médio de 85,49% nao contradiz a acuricia de 90,48% apresentada anteriormente. O
primeiro corresponde a média de 30 rodadas com diferentes amostras de calibracao, enquanto o
segundo foi obtido na divisao fixa utilizada na comparacao detalhada entre os métodos. A diferenca
evidencia a influéncia da composicao da pequena amostra local sobre o desempenho da calibragao.

No contexto da extensao experimental avaliada, a definicao de N.; = 15 representa um
equilibrio entre a quantidade de execugoes de sondagem e o desempenho preditivo observado. Au-
mentar o conjunto para N,y > 20 ou Ny > 30 exigiria mais execucoes do Montage na infraes-
trutura de destino, enquanto os resultados da andlise de sensibilidade indicam ganhos adicionais

reduzidos de acurécia.

V.4 Sintese da Avaliagao

A comparagao dos resultados obtidos nos dois estudos de caso fornece evidéncias sobre a aplica-
bilidade da abordagem preditiva do AranduFlow a workflows heterogéneos executados em ambientes
de computacao de alto desempenho.

A natureza das duas aplicagoes avaliadas é distinta. O NMFSt.P é um workflow de bioin-
formatica com caracteristica majoritariamente CPU-bound, que processa arquivos de sequéncias
e arvores em Newick e exige processamento na comparacao de arvores filogenéticas. O Montage,
por sua vez, é um workflow astronémico de processamento de imagens com perfil intensivo em
operagoes de E/S, envolvendo etapas de reprojecao e coadigao das imagens que demandam leitura
e escrita frequentes de arquivos.

Apesar dessas diferencas em termos de dominio cientifico, volume de dados e perfil de utilizagao
dos recursos, os dois workflows foram integrados por meio da mesma arquitetura modular e do
fluxo comum descrito no Capitulo IV. Em ambos os casos, o AranduFlow recebeu a configuragao
estruturada em JSON, construiu o vetor de atributos, produziu a estimativa temporal, submeteu a
execucao a infraestrutura selecionada e registrou o tempo posteriormente observado. Permaneceram

especificos de cada aplicacao o esquema de configuracao, o processo de engenharia de atributos, o
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executor e o modelo preditivo, conforme previsto pela arquitetura.

O treinamento e a avaliagdo dos modelos foram realizados pelo procedimento experimental des-
crito neste capitulo. Os artefatos resultantes foram entao incorporados ao Gerenciador de Predicao
e Persisténcia para produzir as estimativas apresentadas pelo gateway. Em ambos os estudos de
caso, os classificadores baseados em arvores superaram o baseline operacional na predicao das fai-
xas de tempo. Esses resultados indicam que o fluxo arquitetural comum pode ser reutilizado em
aplicacOes com caracteristicas distintas, desde que sejam implementados os elementos especificos
exigidos por cada workflow.

Os resultados evidenciam um compromisso entre o desempenho classificatério e a resolugao
temporal das previsoes. Cendrios com menor nimero de classes apresentam maior acurdcia, mas
fornecem faixas mais abrangentes, que podem ser pouco informativas para decisoes que exigem
maior precisdao. Como a discretizagao por quantis equilibra a frequéncia das observagoes, e nao
a largura temporal dos intervalos, classes adjacentes podem representar diferencas expressivas de
duracao. Portanto, tanto o acerto da classe quanto a concentracao dos erros em classes vizinhas
devem ser interpretados em conjunto com os limites temporais correspondentes. A escolha da
granularidade nao deve se apoiar exclusivamente na maior acurdcia, mas também na resolucao

necessaria para a decisao pretendida.

V.5 Limitacoes e Ameacgas a Validade

Apesar dos resultados obtidos, algumas limitagoes devem ser consideradas na interpretagao da
avaliacao experimental. A primeira refere-se a validade externa: os experimentos foram conduzidos
com dois workflows cientificos e duas classes de infraestrutura, o que fornece evidéncias de adap-
tabilidade da arquitetura, mas nao permite afirmar generalizacao irrestrita para qualquer dominio
cientifico, escalonador ou arquitetura de hardware. Novos workflows podem exigir selecao de atri-
butos, coleta de histérico e retreinamento especificos.

A avaliacdo também pressupoe que o histérico de treinamento represente adequadamente as
configuragoes encontradas durante o uso do modelo. A anélise realizada no Host C mostrou que
mudancas relevantes na infraestrutura e na distribuicao dos tempos podem reduzir substancial-
mente o desempenho preditivo. Como o protétipo nao detecta automaticamente submissoes fora
da distribuicao, os resultados obtidos nos clusters de treinamento nao devem ser diretamente ex-
trapolados para ambientes ou configuracées nao representados nos dados histdricos.

A segunda diz respeito a interpretacao dos atributos. As importancias baseadas em decréscimo
de impureza de Gini sdo tuteis para andlise exploratéria, mas podem favorecer atributos continuos
ou variaveis categodricas com maior numero de divisoes possiveis. Por isso, os ranqueamentos apre-

sentados devem ser interpretados como evidéncias associativas sobre a relevancia dos metadados,
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e nao como demonstracoes causais isoladas.

Os dados foram coletados em ambientes compartilhados de produgao, sujeitos a concorréncia
de usudrios, variagoes de carga, contencao de E/S e flutuagoes de rede. Essas condi¢oes aumentam
o realismo experimental, mas também introduzem ruido nao controlado que pode afetar tanto o
treinamento quanto a avaliacao dos modelos e a reprodutibilidade dos experimentos.

A avaliagdo quantitativa concentrou-se no componente preditivo do AranduFlow. Embora os
demais modulos tenham sido utilizados na configuragao, submissao e registro das execucoes, nao
foram avaliados quantitativamente aspectos como usabilidade da interface, sobrecarga introduzida
pelo gateway ou confiabilidade da comunicacao entre seus componentes. A calibragao local, por
sua vez, fol investigada somente como extensao experimental, utilizando o Montage no Host C.

A avaliacao realizada nao quantificou a utilidade das faixas para decisées como selecionar uma
infraestrutura, definir um limite de tempo ou verificar a viabilidade de conclusao dentro de um
prazo. Assim, os resultados demonstram a capacidade de classificacao das execucoes nos cendrios
estudados, mas nao permitem concluir, isoladamente, que a configuracao com maior acuracia seja
a mais adequada ao planejamento do usuario. A comparacao com a regressao direta do tempo e a
avaliacao orientada & decisdo sao propostas na Secao VI.2.

Embora o estudo de sensibilidade permita analisar o efeito do tamanho e da composicao da
amostra de calibragao, a selegao pseudoaleatéria de 15 execucoes nao garante representatividade
em qualquer ambiente de producao. Os ganhos observados dependem das configuragdes presentes
na amostra local, e o protétipo nao implementa uma politica automdtica para selecionar essas

execucoes.

V.6 Consideragoes Finais

Este capitulo apresentou o delineamento e os resultados da avaliagao experimental da aborda-
gem preditiva integrada ao AranduFlow. Os experimentos com o NMFSt.P e o Montage mostraram
que os modelos avaliados superaram o baseline operacional nas diferentes granularidades de dis-
cretizagao, embora o desempenho tenha diminuido a medida que o nimero de classes aumentou.
A avaliagdo trans-ambiente evidenciou as limitacoes da aplicacao direta dos modelos a uma in-
fraestrutura nao representada no treinamento, enquanto a calibracao local apresentou resultados
promissores como extensao experimental. Essas evidéncias fundamentam a resposta & questao de

pesquisa e a sintese das contribuictes apresentadas no Capitulo VI.
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Capitulo VI Conclusao

Esta dissertacdo apresentou o AranduFlow, um gateway cientifico voltado ao suporte & sub-
missao de workflows e a predicao de tempo de execucdo em ambientes de HPC. A proposta visa
apoiar usuarios e administradores de sistemas na tomada de decisao informada antes do disparo
de execugoes em infraestruturas compartilhadas. Ao utilizar dados histéricos de proveniéncia e
técnicas de aprendizado de maquina supervisionado, o sistema estima faixas de tempo de execucao,
reduzindo a dependéncia de previsdes pontuais sensiveis a ruidos operacionais tipicos de clusters
de producao.

Inicialmente, o Capitulo II estabeleceu os fundamentos teéricos necessarios, apresentando o
formalismo matemético de workflows representados por grafos direcionados aciclicos (DAG), a
arquitetura de ambientes HPC multiusudrio e a formulacao teérica de modelos de aprendizado de
méquina lineares (LiR e LoR) e baseados em arvores (DTC e RFC), bem como o detalhamento de
métricas de avaliagao voltadas a cenarios multiclasse, como o F1-Macro.

Em seguida, o Capitulo III mapeou sistematicamente o estado da arte na literatura por meio
de revisao sistematica e snowballing. Foram definidos critérios formais de inclusao e exclusao
para a selecao dos artigos representativos, evidenciando que as solugoes existentes abordavam o
problema de forma parcial, frequentemente focando em regressao continua, em métricas exclusivas
de infraestrutura ou operando de forma isolada sem acoplamento a portais de submissao.

O Capitulo IV detalhou a especificacao arquitetural modular do AranduFlow, descrevendo a
Interface Web, o Gerenciador de Predicao e Persisténcia, o Seletor e Conector de Infraestrutura e
os Executores de Workflows. O capitulo mostrou como esses médulos integram a configuracao, a
producao da estimativa temporal, a submissao a infraestrutura selecionada e o registro do tempo
posteriormente observado.

O Capitulo V apresentou a metodologia de avaliagdo experimental baseada em dois estudos
de caso reais com perfis contrastantes: o workflow NMFSt.P, intensivo em CPU, e o workflow
Montage, intensivo em E/S. Ambos os workflows foram avaliados sob um protocolo experimental
que combina hold-out aleatério (80% treino e 20% teste) com validacao cruzada estratificada de 5
folds no conjunto de treinamento, em multiplos cendrios de discretizagao (3, 5, 7, 10 e 15 classes
de quantis de igual frequéncia) e em nds de especificagoes fisicas distintas (Cluster A e Cluster B).

Os resultados mostraram que os modelos avaliados superaram o baseline operacional nos dois
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estudos de caso e em todas as granularidades consideradas. O RFC apresentou o melhor desempe-
nho global, com acurécia entre 96,15% e 56,29% no NMFSt.P e entre 80,32% e 36,46% no Montage,
considerando, respectivamente, os cendrios com 3 e 15 classes. As matrizes de confusao analisadas
também mostraram, em cenarios especificos, maior concentracao dos erros em faixas temporais
préximas, indicando um potencial de apoio ao planejamento cuja utilidade depende da largura das
faixas e ainda requer avaliagao orientada a decisdo. A anélise de importéancia baseada no decréscimo
de impureza de Gini indicou que metadados de dominio e medidas de volumetria por thread apa-
recem entre os principais atributos associados a variabilidade do tempo de execugao.

A avaliagao trans-ambiente realizada com o Montage em um host externo mostrou que o desem-
penho dos modelos diminui quando a infraestrutura de destino nao estd adequadamente represen-
tada pelos dados de treinamento. A representacao por caracteristicas estdticas de microarquitetura
apresentou maior estabilidade em alguns dos cendrios mais granulares, especialmente para a LoR,
embora seus efeitos tenham variado entre modelos e nimeros de classes. Como extensao experi-
mental, investigou-se também a calibracao dinamica local. Com uma amostra fixa de 15 execugoes
locais, o ajuste fino ponderado elevou a acuracia da Arvore de Decisio de 37,33% para 90,48% no
cendrio com 3 classes. Na analise de sensibilidade com diferentes amostras de calibragao, a acuricia
média para 15 execugoes foi de 85,49%, indicando o potencial da estratégia no ambiente avaliado.
Esses resultados estao restritos ao Montage e ao host utilizado, e a calibracao nao integra o fluxo
operacional regular do AranduFlow.

Em resposta a questao de pesquisa, os resultados indicam que a submissao e a estimativa de
faixas de tempo de execucao de workflows cientificos heterogéneos podem ser integradas por meio
de uma arquitetura modular que separa o fluxo comum do gateway dos elementos especificos de
cada aplicagdo. No AranduFlow, a configuracao informada pelo usudrio é convertida no vetor x,
composto por metadados de dominio e configuragao, caracteristicas dos dados de entrada e in-
formacoes da infraestrutura e dos recursos solicitados. Esse vetor é processado por um modelo
especifico para o workflow, e a faixa estimada é apresentada antes da confirmacao da submissao.
A adaptabilidade observada decorre, portanto, da reutilizagdo do fluxo de configuracao, predicao,
submissao e persisténcia, associada a implementacao de esquemas de configuracao, processos de
engenharia de atributos, executores e modelos proprios para cada aplicagao, e nao da utilizacao de
um unico modelo universal. Como evidéncia complementar de relevancia académica, parte da ar-
quitetura do ecossistema proposto foi descrita em um artigo publicado no International Conference
on Enterprise Information Systems (ICEIS) 2026 [Pereira et al., 2026], sem substituir a avaliacao

experimental apresentada nesta dissertacao.
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VI.1 Limitacoes

Os resultados devem ser interpretados considerando o escopo da avaliacao realizada. Os ex-
perimentos envolveram dois workflows e duas infraestruturas de HPC, enquanto a avaliacao no
Host C foi conduzida somente com o Montage. Além disso, os dados foram coletados em ambientes
compartilhados, sujeitos a variacoes de carga e contencao de recursos. A avaliacdo quantitativa
concentrou-se no componente preditivo e nao abrangeu aspectos como usabilidade da interface, so-
brecarga introduzida pelo gateway, autenticacao, concorréncia entre multiplos usuarios ou acompa-
nhamento dos estados das execugoes. Dessa forma, os resultados fornecem evidéncias de viabilidade
nos cenarios considerados, mas nao permitem afirmar a generalizacao irrestrita da abordagem para
outros dominios, escalonadores e infraestruturas.

Outra limitagdo refere-se ao compromisso entre acuracia e resolugdao temporal. O acerto de
uma classe ampla pode fornecer informacgao insuficiente para o planejamento, e a proximidade
entre classes nao garante proximidade em minutos ou horas. Nao foram avaliados os efeitos das
previsoes sobre as decisoes dos usuarios, de modo que a maior acuracia observada nao implica,

necessariamente, maior utilidade operacional.

V1.2 Trabalhos Futuros

Como trabalho futuro, propoe-se comparar a classificacdao por faixas com a regressao direta do
tempo de execucao e com abordagens que produzam intervalos preditivos. A comparacao deverd
utilizar os mesmos dados, atributos e particoes de avaliacao, considerando tanto o erro temporal
das estimativas pontuais quanto a cobertura e a largura dos intervalos.

Propoe-se também uma avaliagdo orientada a decisao do usuario, por meio de cendrios de
planejamento e estudos com usuéarios. Essa avaliacao deverd investigar em que medida as previsoes
auxiliam na selecao da infraestrutura, na definicao de limites de tempo e no atendimento de prazos,
considerando os custos distintos da subestimacao e da superestimagao. Dessa forma, a escolha da
granularidade poderd considerar conjuntamente o desempenho preditivo, a amplitude das faixas e
a utilidade para a decisao pretendida.

Como desdobramento da avaliagao preditiva, propoe-se investigar o comportamento temporal
dos modelos sob o efeito de concept drift, decorrente de mudangas no perfil de carga do cluster,
atualizagoes de hardware ou envelhecimento dos dados. Esse estudo pode subsidiar mecanismos
que acompanhem o desempenho a partir das execugoes concluidas e indiquem a necessidade de
retreinamento quando a degradacao ultrapassar limites previamente definidos. Também se propoe
realizar um estudo de ablacao por grupos de atributos, removendo separadamente os metadados de

dominio, as caracteristicas dos dados de entrada e os atributos da infraestrutura, a fim de quan-
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tificar a contribuicdo preditiva de cada grupo. Adicionalmente, podem ser avaliados modelos de
aprendizado profundo e ferramentas de Aprendizado de Maquina Automatizado (AutoML) para
selecao de algoritmos e ajuste de hiperparametros, principalmente nos cenarios com maior granu-
laridade temporal.

Em relacao a extensao da avaliacao, trabalhos futuros devem incorporar outros workflows ci-
entificos e novas infraestruturas de produgao, permitindo examinar a validade externa da abordagem
em diferentes dominios e arquiteturas computacionais. A implementacao de novos conectores de
infraestrutura também permitird avaliar o sistema com outros gerenciadores de recursos, como o
Slurm, e em ambientes de nuvem hibrida ou baseados em orquestradores de contéineres, como o
Kubernetes.

No ambito da extensao experimental de calibragao local, propoe-se investigar o emprego de
Aprendizado Ativo (Active Learning) para selecionar as configuragoes que devem compor a amos-
tra de sondagem. O objetivo é aumentar a representatividade das execugoes locais e avaliar se é
possivel reduzir a quantidade de observagoes necesséria para adaptar os modelos a uma nova infra-
estrutura. Como trabalho futuro, propde-se também investigar a quantidade minima de execugoes
histéricas necessédria para incorporar um novo workflow ao AranduFlow. Esse estudo devera ana-
lisar a evolucao do desempenho preditivo em funcao do nimero e da diversidade das execucoes
utilizadas no treinamento, permitindo estabelecer critérios para determinar quando o histdrico co-
letado é suficiente para disponibilizar predi¢es confidveis para um novo workflow.

Do ponto de vista da evolucao do protétipo, permanecem como trabalhos futuros a incorporacgao
de autenticacao e autorizacao, a migracao do SQLite para um banco de dados multiusuario e a
implementacao do acompanhamento dos estados das execucoes. Também se prevé a adocao de
um mecanismo de versionamento dos modelos que preserve os artefatos anteriores e associe cada
previsao a versao utilizada, ampliando a rastreabilidade e a capacidade de auditoria do sistema.
Essas extensoes sao necessérias para avaliar o AranduFlow em cendrios compartilhados de producao
com maior nimero de usudrios e submissoes concorrentes.

Entre as evolugoes propostas, considera-se prioritario o amadurecimento operacional da arqui-
tetura do AranduFlow, incluindo autenticagao e autorizagao, persisténcia multiusudrio, acompa-
nhamento dos estados das execugoes e versionamento dos modelos. Essa evolugao é necesséria para
viabilizar o uso continuado do gateway em ambientes compartilhados de producao e fornecer uma
base mais robusta para avaliacOes posteriores de usabilidade, confiabilidade e sobrecarga. A am-
pliacao dos ambientes de validacao, o aperfeicoamento do protocolo experimental e a investigagao
de modelos mais sofisticados permanecem relevantes, podendo avancar com os dados histéricos
disponiveis. J4 os estudos com usudrios em situagoes reais de submissao dependem de uma infra-

estrutura operacional suficientemente estdvel para sustentar avaliagoes representativas.
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Apéndice A Dicionarios de Dados

Neste apéndice sao descritos os atributos utilizados para representar as execugoes dos workflows

NMEFSt.P e Montage coletadas durante os experimentos realizados. Cada linha da base corresponde

a uma execucao observada. Os campos combinam metadados do dominio do workflow, parametros

de execucgao, varidveis derivadas da carga de entrada, informacgoes da infraestrutura e a varidvel-

alvo de tempo de execucgao.

A.1 Dicionario de Dados do NMFSt.P

No NMFSt.P, os atributos de dominio descrevem o algoritmo de alinhamento, o formato da

arvore filogenética e as caracteristicas dos arquivos de sequéncias biolégicas utilizados como entrada.

A Tabela A.1 consolida os campos especificos do NMFSt.P. Os atributos de infraestrutura comuns

aos dois estudos de caso sao apresentados separadamente na Tabela A.3.

Tabela A.1: Dicionario de dados do NMF'St.P.

Campo Tipo/Unidade Descricao
‘s Algori ili a

algoritmo Categérico goritmo utilizado na execugao do workflow,

como clustalw ou probcons.

- Formato de saida da arvore filogenética, por

formato_arvore Categdrico .

exemplo newick ou nexus.
cluster Cateedrico Ambiente de execuc¢ao de origem da amostra,

& como Cluster A ou Cluster B.
. . N lici

threads. usados Inteiro Quantldacle de processos ou threads solicitada

na execucao do workflow.

Tempo total observado da execugdo, medido
tempo_execucao Segundos pelo programa executor entre o inicio e a

conclusao das atividades do workflow.

. . Quantidade de arquivos FASTA de entrada

qtd_sequencias Inteiro . ~

considerados na execugao.

. . Soma da quantidade de sequéncias contidas em

total_sequencias Inteiro .

todos os arquivos de entrada.

. . Soma do tamanho, em bytes, dos arquivos de

size_arquivos Bytes

media_tamanho_sequencias
size_arquivos_per_thread

total_sequencias_per_thread

time_class

Bases ou residuos

Bytes por thread
Sequéncias por
thread

Categérico

entrada.

Média dos tamanhos médios das sequéncias
informados para os arquivos de entrada.

Razao entre size_arquivos e threads_usados.
Razao entre total_sequencias e
threads_usados.

Classe do tempo de execugao apéds discretizagao
por quantis, representada por rétulos Q1, Q2,

.., Qn.
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A.2 Dicionario de Dados do Montage

No Montage, os atributos de dominio descrevem as opgoes de reprojecao, combinacao, visua-
lizagdo e a colegao de imagens astronémicas em formato FITS processadas em cada execugdo. A
Tabela A.2 consolida os campos especificos do Montage. Assim como no NMFSt.P, os atributos de

infraestrutura usados pelos modelos sao descritos no vetor comum apresentado na Tabela A.3.

Tabela A.2: Dicionario de dados do Montage.

Campo Tipo/Unidade Descrigao
‘o Sistema de coordenadas astrondémicas utilizado
system Categoérico ~ .
na geragao do mosaico.
Indica s ao -e foi utili
mproject e Booleano ndlcfen se a opcao -e foi utilizada na etapa
mProject.
Indi ao -X foi utili
mproject X Booleano ndlc.a se a opgao oi utilizada na etapa
mProject.
coadd_type Categérico Método d.e combinacdo das imagens, como
mean, median ou count.
madd_e Booleano Indica se a opgao -e foi utilizada na etapa mAdd.
color_table Inteiro Codl‘go d.a ta?ela de cores aplicada na geragao
da visualizacdo do mosaico.
Funcao de escala visual aplicada ao mosaico,
stretch Categérico como linear, log, loglog, asinh ou
gaussian-log.
Intervalo de intensidade utilizado na
range Categoérico visualizag@o, por exemplo 0 max ou -1s
99.999Y%.
threads Inteiro Quantliiade de threads solicitada para a
execucao do Montage.
total time seconds Segundos Tempo total observado da execugdo do
workflow.
. Soma do tamanho dos arquivos FITS de
total_size Bytes
entrada.
. i i FIT ili
qtt files Inteiro Quantidade de arquivos S utilizados como
entrada.
avg_file_size Bytes Tamanho médio dos arquivos FITS de entrada.
size_mb MB Conversao de total_size para megabytes.
avg file_size mb MB Conversao de avg_file_size para megabytes.

files_per_thread

size_mb_per_thread

Arquivos por
thread
MB por thread

Razao entre qtt_files e threads.

Razao entre size mb e threads.
Ambiente de execucao de origem da amostra,

cluster Categrico como Cluster A ou Cluster B.
Classe do tempo de execugao apéds discretizagao
time_class Categdrico por quantis, representada por rétulos Q1, Q2,

.., Qn.

A.3 Vetor de Caracteristicas da Infraestrutura

A Tabela A.3 apresenta os atributos utilizados para representar a infraestrutura computacional
nas execugoes do NMFSt.P e do Montage. Esse conjunto corresponde ao vetor de caracteristicas
da infraestrutura utilizado de forma igual para ambos os workflows, permitindo representar os

ambientes computacionais por meio dos mesmos metadados.



Tabela A.3: Vetor de caracteristicas da infraestrutura comum ao NMFSt.P e ao Montage.

Campo Tipo/Unidade Descrigao

cpu-model Categdrico Modelo de processador.

physical cores Inteiro Quantidade de nicleos fisicos do
processador.

logical cores Inteiro Quantidade de nicleos logicos do
processador.

12_cache kb KB Tamanho total de cache L2.

13_cache kb KB Tamanho total de cache L3.

ram_gb GB Capacidade de meméria principal.

. Numero de canais de memoria

ram_channels Inteiro . P
disponiveis.

ram speed Mz Frequéncia da meméria principal; valor

zero indica informacao nao disponivel.
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Apéndice B Intervalos de Discretizacao por Quantis

Este apéndice apresenta de forma detalhada a distribuicao de frequéncias, a quantidade de

amostras e os limites dos intervalos de tempo de execugao (tempo minimo e tempo méximo) defi-

nidos para os cenarios de discretizagao por quantis contendo 3, 7, 10 e 15 classes.

Os dados referem-se aos dois estudos de caso avaliados: o workflow cientifico de bioinformaética

NMFSt.P e o workflow de astronomia Montage.

Intervalos de Discretizagao para o Cenario de 3 Classes

A Tabela B.1 apresenta os intervalos para as trés classes do NMFSt.P e a Tabela B.2 detalha

os respectivos intervalos para o Montage.

Tabela B.1: Distribuigdo de frequéncias e intervalos de tempo (cenédrio com trés classes) no

Classe Quantidade de Amostras Tempo Minimo (s) Tempo Maximo (s)

Q1 476 4,84 131,78
Q2 476 131,78 2.533,32
Q3 476 2.533,32 221.539,98

Tabela B.2: Distribuicao de frequéncias e intervalos de tempo (cenério com trés classes) no Montage.

Classe Quantidade de Amostras Tempo Minimo (s) Tempo Méaximo (s)

Q1 923 9,07 37,98
Q2 923 37,98 325,85
Q3 923 325,85 92.602,43
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B.2 Intervalos de Discretizacao para o Cenario de 7 Classes

A Tabela B.3 apresenta os intervalos para as sete classes do NMFSt.P e a Tabela B.4 descreve

o mapeamento correspondente para o Montage.

Tabela B.3: Distribuicdo de frequéncias e intervalos de tempo (cendrio com sete classes) no
NMFSt.P.

Classe Quantidade de Amostras Tempo Minimo (s) Tempo Méaximo (s)

Q1 204 4,84 43,85
Q2 204 43,85 95,46
Q3 204 95,46 264,65
Q4 204 264,65 679,28
Q5 204 679,28 4.657,90
Q6 204 4.657,90 15.512,53
Q7 204 15.512,53 221.539,98

Tabela B.4: Distribuicao de frequéncias e intervalos de tempo (cendrio com sete classes) no Montage.

Classe Quantidade de Amostras Tempo Minimo (s) Tempo Méximo (s)

Q1 396 5,07 18,82
Q2 395 18,82 33,52
Q3 396 33,52 50,58
Q4 395 50,58 108,73
Q5 396 108,73 394,57
Q6 395 394,57 1.109,49

Q7 396 1.109,49 92.602,43
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B.3 Intervalos de Discretizagcao para o Cenario de 10 Classes

A Tabela B.5 detalha as dez faixas obtidas para o NMFSt.P e a Tabela B.6 apresenta as dez

faixas para o Montage.

Tabela B.5: Distribuigao de frequéncias e intervalos de tempo (cendrio com dez classes) no
NMFSt.P.

Classe Quantidade de Amostras Tempo Minimo (s) Tempo Méaximo (s)

Q1 143 4,84 34,85
Q2 143 34,85 59,57
Q3 143 59,57 102,46
Q4 142 102,46 222.75
Q5 143 222.75 413,77
Q6 143 413,77 1.040,48
Q7 142 1.040,48 3.640,96
Q8 143 3.640,96 10.114,91
Q9 143 10.114,91 20.942,92
Q10 143 20.942,92 221.539,98

Tabela B.6: Distribuigao de frequéncias e intervalos de tempo (cenédrio com dez classes) no Montage.

Classe Quantidade de Amostras Tempo Minimo (s) Tempo Méaximo (s)

Q1 277 5,07 15,20
Q2 277 15,20 25,44
Q3 277 25,44 34,94
Q4 277 34,94 46,21
Q5 277 46,21 65,53
Q6 276 65,53 171,41
Q7 277 171,41 373,66
Q8 277 373,66 790,19
Q9 277 790,19 1.417,12

Q10 277 1.417,12 92.602,43
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B.4 Intervalos de Discretizagao para o Cenario de 15 Classes

A Tabela B.7 e a Tabela B.8 contém a distribuicao detalhada dos limites de tempo de execugao

para quinze classes do NMFSt.P e Montage, respectivamente.

Tabela B.7: Distribuigao de frequéncias e intervalos de tempo (cendrio com quinze classes) no
NMFSt.P.

Classe Quantidade de Amostras Tempo Minimo (s) Tempo Méaximo (s)

Q1 96 4,84 23,22
Q2 95 23,22 41,72
Q3 95 41,72 59,57
Q4 95 59,57 83,61
Q5 95 83,61 131,78
Q6 95 131,78 222,75
Q7 95 22275 323,27
Q8 96 323,27 525,97
Q9 95 525,97 1.040,48
Q10 95 1.040,48 2.533,32
Q11 95 2.533,32 5.784,46
Q12 95 5.784,46 10.114,91
Q13 95 10.114,91 16.245,08
Q14 95 16.245,08 27.696,03

Q15 96 27.696,03 221.539,98
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Tabela B.8: Distribuicao de frequéncias e intervalos de tempo (cendrio com quinze classes) no
Montage.

Classe Quantidade de Amostras Tempo Minimo (s) Tempo Méximo (s)

Q1 185 5,07 11,59
Q2 185 11,59 18,10
Q3 184 18,10 25,44
Q4 185 25,44 31,75
Q5 184 31,75 37,98
Q6 185 37,98 46,21
Q7 184 46,21 58,59
Q8 185 58,59 76,53
Q9 184 76,53 171,41
Q10 185 171,41 325,85
Q11 184 325,85 496,74
Q12 185 496,74 790,19
Q13 184 790,19 1.179,08
Q14 185 1.179,08 1.802,95

Q15 185 1.802,95 92.602,43
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