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RESUMO

Analise de Regressao Baseado em Aprendizado de Maquina para a Caracterizacao

da Severidade de Falhas em Motores Diesel

Os motores Diesel utilizados em ambientes industriais e navios estao expostos
a condicbes agressivas, 0 que 0s torna ainda mais propensos a falhas. Como esses
equipamentos sao a principal fonte de energia de um navio, o custo de manutengao dos
motores diesel pode representar entre 10% a 20% do valor total da embarcagao. Portanto,
€ vital ter um sistema de identificacao de falhas que permita realizar a manutengao de
maneira eficiente e a tempo habil, evitando dano a producao, aos trabalhadores e ao navio
em si. A complexidade e a sensibilidade das maquinas diesel exigem uma abordagem
meticulosa para a detecgao precoce de falhas, a fim de evitar interrupgdes nao planejadas
e reduzir custos de manutencdo. A simulacido oferece um ambiente controlado para
gerar conjuntos de dados diversificados, abrangendo varias condigbes operacionais e
cenarios de falhas, o que seria dificil de reproduzir em ambientes reais. Além disso,
permite capturar detalhadamente o comportamento do sistema, fornecendo uma base
solida para a analise das caracteristicas e padrdoes associados as falhas. Este estudo visa
identificar as seguintes falhas, bem como a sua severidade em motores diesel: operacao
normal, reducdo de pressao no coletor de admissao, reducao da taxa de compressao
nos cilindros e reducao da quantidade de combustivel injetado nos cilindros, para auxiliar
a manutengao preditiva. Para isso, foi desenvolvido um modelo de simulagao de falhas
baseado em uma andlise das variagdes de pressao no interior dos cilindros e da resposta
de vibragao torcional da arvore de manivelas. Uma base de dados foi construida através
da criacao e validacao de um gémeo digital de um motor diesel de 6 cilindros, com a
emulagao de 3500 cenarios distintos de falha, nomeada como 3500-DEFault e disponibili-
zada publicamente para a comunidade cientifica. Foi utilizada a transformada discreta
de Fourier a partir dos parametros operacionais de pressao, temperatura e vibragao,
para estimar amplitude, meias ordens e fase dos sinais de vibragao torcional, bem como
os parametros estatisticos média amostral e valor maximo dos sinais de pressao, vi-
sando extrair caracteristicas que serviram de entrada para as técnicas de aprendizado
de maquina: Perceptron Multicamada (MLP), Random Forest (RF), Maquina de Vetores
de Suporte (SVM) e Modelos de Regressao de Processo Gaussiano (GPRM). Esses
métodos ajudaram a discriminar a condicao operativa da maquina e a severidade da falha
associada. O melhor desempenho de ajuste do grau de severidade associado a falha foi
obtido com o regressor GPRM, com o valor da raiz do erro quadratico médio (RMSE) de
0,015 + 0,001%.

Palavras-chave: Aprendizado de maquina; Identificagao de falhas; Andlise de vibragao;
Parametros operacionais



ABSTRACT

Regression Analysis Based on Machine Learning for the Characterization of
Severity of Failures in Diesel Engines

Diesel engines used in industrial environments and ships are exposed to harsh
conditions, making them even more prone to failures. As these equipment are the main
source of energy for a ship, the maintenance cost of diesel engines can represent between
10% to 20% of the total value of the vessel. Therefore, it is vital to have a fault identification
system that allows maintenance to be carried out efficiently and in a timely manner, avoi-
ding damage to production, workers, and the ship itself. The complexity and sensitivity of
diesel engines require a meticulous approach for early fault detection to prevent unplanned
downtimes and reduce maintenance costs. Simulation provides a controlled environment
to generate diverse datasets, covering various operational conditions and fault scenarios,
which would be difficult to reproduce in real environments. Moreover, it allows for detailed
capture of the system behavior, providing a solid basis for analyzing the characteristics
and patterns associated with faults. This study aims to identify the following faults, as
well as their severity, in diesel engines: normal operation, reduced pressure in the intake
manifold, reduced compression rate in the cylinders, and reduced amount of fuel injected
into the cylinders, to improve predictive maintenance. To achieve this, a fault simulation
model was developed based on an analysis of pressure variations inside the cylinders
and the torsional vibration response of the crankshaft. A database was built through the
creation and validation of a digital twin of a 6-cylinder diesel engine, with the emulation
of 3500 distinct fault scenarios, named 3500-DEFault. This fault signal database was
made publicly available to the scientific community. The discrete Fourier transform was
used based on the operational parameters of pressure, temperature, and vibration to
estimate amplitude, half orders, and phase of the torsional vibration signals, as well as
the statistical parameters of sample mean and maximum value of the pressure signals,
aiming to extract features that served as input for machine learning techniques: Multilayer
Perceptron (MLP), Random Forests (RF), Support Vector Machine (SVM), and Gaussian
Process Regression Models (GPRM). These methods helped discriminate the operational
condition of the machine and the severity of the associated fault. The best performance in
adjusting the degree of severity associated with the fault was obtained with the GPRM
regressor, with a root mean square error (RMSE) value of 0.015 + 0.001%.

Keywords: Machine learning; Fault identification; Vibration analysis; Operational pa-
rameters
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Introducao

Nos ultimos cinquenta anos, o uso de motores Diesel tem se expandido para
aplicagbes em areas como industria, agricultura, construgao e transporte rodoviario
(Mathur et al., 2022). Motores Diesel sao amplamente utilizados em ambientes industriais
devido a sua robustez e capacidade de atender a altos valores de torque. Por isso, €
fundamental adotar uma programagao de manutengao efetiva para evitar paradas nao
planejadas (Xin, 2011a). Ao escolher um motor Diesel para uma aplicagao, trés atributos
precisam ser considerados: custo, desempenho e vida util (Bui et al., 2022), além de um
bom plano de manutencgao, é essencial implementar praticas adequadas de operacao e
monitoramento continuo para garantir uma vida util prolongada.

A tecnologia de automacao e instrumentacao também avancou, resultando em
dispositivos de monitoramento eficientes e inteligentes. Isso permitiu a aplicagao de
técnicas de manutengao preditiva, permitindo que as paradas de produgao sejam planeja-
das. O planejamento adequado do estoque de pecas de reposicao € crucial para realizar
a manutencgao planejadamente (Chow, 2000).

Um sistema de progndstico de equipamentos € fundamental para monitorar sua
condicido e determinar a vida util restante, resultando em uma reducao nos custos de
producao na industria do petréleo (Zhang and Hu, 2013).

Na analise de diagndstico de motores Diesel, € estimada a presenca de defeitos na
maquina, os métodos intrusivos e nao intrusivos sao amplamente utilizados. Os métodos
intrusivos envolvem a intervencgao direta no motor, como a analise de 6leo, inspecao visual
e medicao de compressao, sendo mais precisos, porém mais demorados e custosos,
além de requererem a parada do motor (Barton, 2018).

Ja os métodos nao intrusivos utilizam sensores e técnicas de monitoramento
remoto, como analise de vibragao, termografia, monitoramento acustico e analise de
gases de exaustao, permitindo o monitoramento continuo durante a operagao do motor.
Embora menos detalhados, os métodos nao intrusivos sao menos invasivos e permitem
a deteccao precoce de falhas sem interromper o funcionamento do motor. A escolha
do método depende das necessidades especificas do diagnostico e das condigoes

operacionais do motor Diesel (Akpinar and Yumusak, 2016).
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Neste contexto, a analise de vibragao é uma técnica amplamente utilizada, pois
0s sensores sao faceis de instalar e produzem resultados confiaveis na identificagao de
falhas (Xi et al., 2018).

Os motores Diesel sdo conhecidos por sua alta durabilidade operacional, poténcia
e eficiéncia, mas a complexidade em identificar falhas com precisdao € uma desvantagem
significativa. Este trabalho visa aprimorar o método descrito por (Gutiérrez, 2016), por
meio do uso de técnicas de aprendizado de maquina, utilizando classificadores e regres-
sores baseados em Perceptron multicamada (MLP), Random Forest (RF), Maquinas de
Vetores de Suporte (SVM) e Modelos de Regressao de Processo Gaussiano (GPRM).

Este estudo apresenta uma analise baseada em aprendizado de maquina para
caracterizar a severidade e as classes de falhas em motores Diesel, incluindo: operagao
normal, reducao de pressao no coletor de admissao, reducéo da razao de compressao
nos cilindros e reducao da quantidade de combustivel injetado nos cilindros.

As técnicas adotadas irdao prever a severidade das falhas com base em dados
de entrada, como temperatura, pressao e vibragao torcional. O objetivo € fornecer uma
ferramenta precisa e confiavel para a detecgao precoce e diagnostico de falhas, visando

maximizar a disponibilidade e a eficiéncia dos motores Diesel.

Principais contribuicoes

E fundamental ter um sistema que realize o prognéstico do equipamento para
permitir o monitoramento das condigdes e informar sobre o estado operativo da maquina,
detectando a iminéncia de uma falha e avaliando se esta podera causar uma parada de
funcionamento.

Dessa forma, esta pesquisa propoe o uso de inteligéncia artificial nos métodos
de regressao, baseados nos regressores MLP, RF, SVM e GPRM, e nos métodos de
classificacdo, baseados nos classificadores MLP e RF, para estimar falhas em motores Di-
esel, utilizando sinais de vibragao, pressao e temperatura como entrada. As contribuicées

deste trabalho podem ser resumidas da seguinte maneira:

« Uma base de dados de falhas, que emula falhas de um motor Diesel através de um

gémeo digital de seis cilindros, foi construida e disponibilizada publicamente para a



21

comunidade cientifica e disponivel em (Pestana-Viana, 2021);

« Uma aplicacao real de um algoritmo inteligente para fornecer o diagnostico em
motores Diesel, permitindo o monitoramento da condi¢éo operacional, bem como a

identificagao de falhas e sua severidade associada.

A utilizagao de procedimentos de simulagao para a criagao de bases de dados
destinadas ao treinamento de algoritmos de inteligéncia artificial voltados a identificagcao
de falhas em maquinas diesel € um aspecto crucial e inovador no campo da manutengao
preditiva (Li et al., 2020).

A utilizagao de simulagdes proporciona a criagao de conjuntos de dados balan-
ceados, com exemplos tanto de condi¢des normais quanto de falhas, essenciais para o
treinamento de algoritmos capazes de identificar padrées sutis e complexos. Portanto,
a integracao de procedimentos de simulagao com algoritmos de inteligéncia artificial
representa uma abordagem promissora para melhorar a eficiéncia e a confiabilidade dos
sistemas de manutencao condicional em maquinas diesel, contribuindo significativamente
para a otimizacao dos processos industriais e a reducao de custos operacionais.

As simulacdes baseadas em gémeos digitais desempenham um papel crucial no
contexto da simulagao de motor Diesel (Li et al., 2020). Os gémeos digitais sao réplicas
virtuais de sistemas fisicos, como motores, que permitem simular seu comportamento em
condicoes variadas (Lee et al., 2020).

No caso especifico de motores Diesel, os gémeos digitais podem ser usados
para prever o desempenho do motor, identificar possiveis falhas e otimizar estratégias de
manutengao (Feng et al., 2020). Ao integrar gémeos digitais em sistemas de manutencao
condicional, é possivel monitorar continuamente o estado do motor, detectar anomalias
e antecipar falhas iminentes, contribuindo para a redugao de custos operacionais e o
aumento da eficiéncia do sistema (Lee et al., 2020).

A combinacao de arquiteturas modulares com simulacoes baseadas em gémeos
digitais representa uma abordagem poderosa para o desenvolvimento de sistemas de

manutencgao preditiva em uma variedade de aplicagdes industriais.
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Organizacao do trabalho

Esta tese esta estruturada da seguinte maneira:
« O Capitulo 1 apresenta a revisao bibliografica;

» O Capitulo 2 apresenta os conceitos fundamentais do modelo termodinamico e
também descreve a base matematica do modelo dindmico torcional da arvore de

manivelas;
» No Capitulo 3 é realizada a validagao do modelo e a simulagao de falha;
» No Capitulo 4 é descrita a organizagao do programa DEFault;

« Os resultados e as andlises sao apresentados no Capitulo 5.
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1- Revisao bibliografica

O estado da arte nas técnicas preditivas de diagndstico de severidade de falhas
em motores Diesel tém avangado consideravelmente nos Ultimos anos, impulsionado pelo
desenvolvimento de métodos cada vez mais sofisticados e pela integragédo de tecnologias

emergentes. Dentre as quatro principais abordagens utilizadas, destacam-se:

1. Modelagem termodinamica avancada: Pesquisadores tém desenvolvido modelos
termodinamicos complexos que consideram parametros como temperatura, pressao,
transferéncia de calor e caracteristicas do combustivel. Esses modelos sao cali-
brados e validados com medigoes reais, seja em escala reduzida ou prototipos,
utilizando simulagcées computacionais detalhadas. A escolha do método depende
dos recursos e objetivos do estudo, com modelos em escala reduzida sendo mais
econdmicos e manejaveis, enquanto prototipos em tamanho real oferecem validagao
mais precisa. Esses processos permitem prever com precisdo o comportamento do

motor, identificar possiveis falhas e avaliar seu impacto na eficiéncia e desempenho.

2. Analise de vibragao: A andlise de vibragao tem se mostrado uma ferramenta
poderosa para a deteccao precoce de falhas em motores Diesel. Utilizando ace-
lerébmetros e outros sensores de vibragao, € possivel monitorar as oscilagées do
motor em tempo real e identificar padroes andmalos que possam indicar a presenca

de defeitos, como desgaste de componentes, desalinhamento ou folgas excessivas.

3. Aprendizado de maquina: O uso de técnicas de aprendizado de maquina, como
redes neurais artificiais e algoritmos de classificacao, tem se tornado cada vez
mais comum para o diagnéstico de severidade de falhas em motores Diesel. Esses
métodos sdo capazes de processar grandes volumes de dados e identificar padroes
complexos, permitindo uma analise mais precisa e rapida das condi¢gdes do motor e

a previsdo da gravidade das falhas.

4. Simulacao de falhas e testes em bancada: O desenvolvimento de simuladores de
falhas e a realizagao de testes em bancada tém sido fundamentais para o estudo

do comportamento de motores Diesel sob diferentes condigdes de operagao e a
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avaliagao da severidade de falhas. Essas técnicas permitem reproduzir cenarios
especificos de defeitos e analisar seu impacto no desempenho do motor, orientando

o desenvolvimento de estratégias de manutencao preditiva mais eficazes.

Os estudos abordados demonstram uma variedade de técnicas para a detecgao
e simulacao de falhas em motores Diesel, destacando a importancia crescente da
manutencao preditiva para garantir a operacao confiavel desses equipamentos em dife-
rentes cenarios. Desde a proposicao de modelos termodinamicos complexos até o uso
de técnicas avangadas de analise de sinais, como transformada rapida de Fourier e redes
neurais artificiais, os pesquisadores tém explorado uma gama diversificada de métodos
para identificar e prevenir falhas nos motores.

A analise de vibracao surge como uma ferramenta poderosa para detectar sinais
subtis que indicam possiveis problemas nos componentes do motor. Paralelamente, o
desenvolvimento de simuladores de falhas tem permitido aos pesquisadores reproduzir
cenarios especificos de defeitos. Isso facilita a analise do impacto dessas falhas no
desempenho do motor e orienta a implementacao de estratégias de manutengao mais
eficazes. Esses avangos representam uma contribuigao significativa para a engenharia
de manutencgao, proporcionando novas perspectivas para o diagnéstico precoce e a
mitigagao de falhas em motores Diesel. Tais melhorias prometem beneficios substanciais
em termos de seguranga operacional, eficiéncia e custos de manutencao.

A Tabela 1 apresenta um resumo das principais contribuicées de estudos relaci-
onados a detecgao de falhas em motores Diesel, com foco em motores maritimos e de
alta poténcia. Os estudos abordam diferentes aspectos, desde o desenvolvimento de
metodologias de diagnéstico baseadas em modelos termodinamicos até a utilizacao de
sinais de vibracao para identificar falhas especificas nos cilindros. Destaca-se a aplicacao
de técnicas avancadas de analise de sinais, como a transformada rapida de Fourier e a
analise de séries temporais, para prever falhas de combustao com precisao. Além disso,
alguns estudos exploram a utilizagao de algoritmos de aprendizado de maquina para a
classificagcao automatica de falhas. Essas pesquisas fornecem uma base sélida para o
desenvolvimento de sistemas de manutencao preditiva mais eficazes, visando aumentar
a confiabilidade e a seguranga dos motores Diesel em diferentes aplicagdes industriais e
navais. A tabela oferece uma visdo geral desses estudos, facilitando a identificacdo das

principais contribuicbes e areas de pesquisa em andamento nesta area.
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Tabela 1 — Principais contribuicdes na deteccao de falhas em motores Diesel.

Referéncia Introducao Objetivo Metodologia Conclusao

(Charles et al., | Analise de | Prever falhas de | Transformada Identificagao

2009) vibragao torcional | combustao nos | Rapida de Fou- | eficaz de fa-
em motores de | cilindros rier, Analise de | lhas

alta poténcia

Séries Temporais

(Hountalas, Estudo de defei- | Diagnosticar e deter- | Modelo  termo- | Método

2000) tos em motor Di- | minar severidade de | dinamico de duas | confiavel para
esel maritimo falhas zonas, Meétodos | diagndstico

dos Minimos
Quadrados

(Hountalas Investigacao de | Monitorar pressado | Testes em motor | Monitoramento

and Koureme- | agentes causado- | nos cilindros de compressao | crucial para

nos, 1999) res de reducao de variavel diagnostico
pressao

(Klinchaeam Deteccao de fa-| Analisar sinais de | Andlise temporal, | Metodologia

et al., 2009) Ihas em motor de | vibracao Comparagdo com | ndo intrusiva
ignicao por faisca referéncia eficaz

(Pestana- Diagnéstico de fa- | Utilizacao de res-| Simulagées, Algo- | Precisao de

Viana et al., | lhas em motores | posta de vibragao | ritmos de Aprendi- | 99,3%  com

2018) Diesel e variagbes de | zado de Maquina | Random Fo-

pressao rest

(Rubio et al., | Simulador de fa-| Reprodugdo de fa-| Modelo zero- | Testes  con-

2018) lhas em motores | lhas termodinamicas | dimensional trolados sem
Diesel maritimos ajustado interrupcao

(Xietal.,2018) | Estudo de falhas | Medigao de sinais de | Analise de | Precisao de
em motor Diesel | vibragao componentes 93,33% na
de quatro cilin- independentes, classificacao
dros Rede Neural | de falhas

Artificial
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No artigo de (Charles et al., 2009), o sinal instantaneo de onda de velocidade
angular foi usado para analisar a vibragao torcional de motores de combustao interna
de alta poténcia, a fim de prever falhas de combustao nos cilindros, uma vez que para
esses tipos de motores a velocidade da arvore de manivelas € instavel devido a ordem de
ignicao dos cilindros. O sensor usado nesses testes era um tipo de captador magnético
instalado no volante do motor com 16 cilindros. Para prever as falhas, foram utilizadas
as técnicas de Transformada Rapida de Fourier e Analise de Séries Temporais, ambas
alcangando bons resultados na identificagao de falhas de combustao nos cilindros do
motor.

No trabalho de (Hountalas, 2000), foram estudados defeitos que ocorrem durante
o uso de um motor Diesel maritimo de dois tempos com seis cilindros dispostos em linha.
O objetivo era desenvolver uma metodologia capaz de diagnosticar a fonte de uma falha
do motor e determinar a severidade dela. Foi proposto um modelo termodinamico de
duas zonas, este modelo incorpora aspectos como admissao e exaustao, transferéncia
de calor através das paredes dos cilindros, e 0 comportamento do jato de combustivel.
Apés calibragao do modelo, diversas simulagdes foram realizadas considerando defeitos
nos componentes do sistema: falha do bico, atraso no angulo de injecao e defeito de
compressao, com a restricao de que os defeitos ocorressem simultaneamente em todos
os cilindros. O método dos minimos quadrados foi utilizado para o diagndstico de falhas
e resultado indicou que o modelo de previsao de falhas é confiavel para operagoes
em motores Diesel maritimos, visando evitar falhas subitas que possam interromper o
funcionamento do motor.

No artigo escrito por (Hountalas and Kouremenos, 1999), foram realizados expe-
rimentos para investigar agentes causadores de reducao de pressao nos cilindros de
um motor Diesel. Trés casos foram considerados: mudanca na razao decompressao,
variagao de pressao no coletor de admissao e mudanca no fluxo de gas. Os testes foram
conduzidos em um motor de compressao variavel com um dnico cilindro, monitorando a
pressao ao longo de diferentes angulos da arvore de manivelas. Os resultados mostra-
ram que alteragdes na pressao no coletor de admissao influenciam significativamente o
processo de compressao, enquanto variagoes no fluxo de gas modificam o estagio final
do processo e mudancas na razdo decompressao afetam principalmente o processo de
expansao. Concluiu-se que a monitoragcao da curva de pressao dentro dos cilindros €

crucial para um diagnéstico eficaz de falhas em motores Diesel.
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O trabalho de (Klinchaeam et al., 2009) utilizou sinais de vibragao para detectar
falhas em um motor de igni¢ao por faisca de quatro tempos. Os testes foram conduzidos
sob diferentes cenarios: operacao normal, separacao dos eletrodos da vela, abertura e
fechamento das valvulas de admissao. Durante a operacao, eventos como abertura e
fechamento das valvulas, compressao, combustao e exaustao provocaram mudangas
na amplitude das vibracdes do motor. Os sinais de vibracio foram capturados por um
acelerdbmetro posicionado na cabecote do cilindro, e um tacometro foi utilizado para medir
as rotagdes do motor. A analise temporal das vibragoes, considerando o angulo da
arvore de manivelas e comparando com sinais de referéncia de operacao sem falhas,
demonstrou a eficacia de uma metodologia nao intrusiva para o diagnéstico de motores
de médio e grande porte.

O trabalho de (Pestana-Viana et al., 2018) desenvolveu um sistema de manutencao
preditiva baseado no diagnostico de falhas de motores Diesel, usando a resposta de
vibracao da arvore de manivelas e variagbes nas curvas de pressao nos cilindros.
Simulagdes baseadas em um modelo termodinamico de dimensao zero foram realizadas,
abrangendo 701 cenarios de falhas divididos em quatro condi¢cdes operacionais: falha na
razao de compressao, falha na quantidade de combustivel injetado nos cilindros, falha
na reducao de pressao no coletor de admissao e operagao normal. Dois algoritmos de
aprendizado de maquina foram aplicados: Redes Neurais Artificiais, através do perceptron
multicamadas, e classificadores baseados em Random Forest. O algoritmo Random Fo-
rest alcangou uma precisao de 99,3%. Os resultados indicaram que a relagao sinal-ruido
deve ser superior a 15 dB para garantir um desempenho adequado dos classificadores.

Os autores de (Rubio et al., 2018) desenvolveram um simulador de falhas para
motores Diesel maritimos de alta velocidade de quatro tempos, baseado em um modelo
termodinamico zero-dimensional ajustado e validado com dados experimentais de motores
reais. O simulador foi capaz de reproduzir com confiabilidade varias falhas termodinamicas
tipicas de motores Diesel e 0 comportamento normal (sem falhas) da maquina. Isso
permitiu testar o equipamento controladamente sem interromper a produgao industrial.

O trabalho de (Xi et al., 2018) investigou falhas em um motor Diesel comercial
de quatro cilindros. Para medir o sinal de vibragao, quatro acelerémetros piezoelétricos
foram montados em cada cabecote. Cinco tipos de falhas foram estudados: falha no
pino do pistao; falha no anel do pistao; falha na valvula de admissao; falha na valvula de

exaustao; e falha no eixo de comando de valvulas. A velocidade de rotagao do motor
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era de 1500 RPM e cada cenario de falha foi testado dez vezes. Um método baseado
na andlise de componentes independentes de Kernel e na transformada de Stockwell
(Stockwell et al., 1996) foi utilizado para fins de pré-processamento. Doze caracteristicas
extraidas deste procedimento inicial foram usadas como entrada para uma rede neural
artificial que realizou uma classificagao automatica de falha. O classificador avangado
obteve uma precisao de 93,33% nos cenarios de falha.

Recentemente, avancgos significativos foram feitos na deteccao de falhas em
motores Diesel, incluindo parametros termodinamicos (Lamaris and Hountalas, 2010),
analise de 6leo (Yan et al., 2005), analise de vibracao (Yang et al., 2001), entre outros.
O desenvolvimento de tecnologias de automacao e instrumentacao também contribuiu
para o desenvolvimento de dispositivos de monitoramento eficazes, promovendo técnicas
avancadas de manutencao preditiva. Métodos inteligentes de diagndstico de falhas tém
sido amplamente adotados para estimar as condi¢cdes operacionais das maquinas (Li
et al., 2020; Li et al., 2019; Wang et al., 2020).

O texto descreveu pesquisas realizadas para diagnosticar falhas em motores
Diesel maritimos e de combustao interna de alta poténcia. No geral, o estado da arte
nas técnicas preditivas de diagnostico de severidade de falhas em motores Diesel reflete
uma abordagem multidisciplinar e integrada, que combina modelos teéricos avangados,
técnicas de sensoriamento e monitoramento em tempo real, e métodos de analise de
dados e aprendizado de maquina. Essa abordagem tem potencial para proporcionar
beneficios significativos em termos de redugao de custos de manutencao, aumento
da disponibilidade operacional e prolongamento da vida Util dos motores. Os proximos
capitulos tém como objetivo apresentar, de maneira tedrica e como método de diagndstico,
as quatro principais técnicas de manutencao preditiva voltadas para o diagndstico de

motores Diesel.
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2- Desenvolvimento do modelo termodinamico e dinamico do

motor Diesel

Esta capitulo apresenta as principais caracteristicas do modelo de motor Diesel
que foi utilizado para criar o banco de dados nas condi¢gées normal e com falhas. Estes
foram posteriormente empregados para treinar os modelos de regressao que foram
desenvolvidos para diagnostico ao avaliar a falha e sua correspondente severidade. Para
simular o comportamento e operacao de um motor Diesel em condi¢gdes normais e com

falhas, os seguintes modelos foram desenvolvidos:

1. Um modelo termodinamico zero-dimensional (0-D);
2. Um modelo de massa concentrada para a vibragao torcional da arvore de manivelas;

3. Um modelo de simulacao de falhas, através da variacao dos parametros operacio-

nais.

Apds o desenvolvimento, os modelos termodinamico zero-dimensional e de massa
concentrada para a vibracao torcional da arvore de manivelas foram validados com base
nos dados e informagodes do fabricante. A validagao desses modelos, aplicados a motores
Diesel de quatro tempos com sistema common-rail®, é crucial para garantir a preciséo e
confiabilidade das previsdes e diagnosticos gerados.

Através dessa validacao, verifica-se a capacidade dos modelos em reproduzir
com precisdo o comportamento real dos motores sob diferentes condicées de operacao,
incluindo cargas variaveis, velocidades de rotacao e condicoes de falha. Isso proporciona
maior confianga aos engenheiros nas previsoes e diagndsticos, essenciais para decisdes
relacionadas a manutencao e operacao eficientes dos motores Diesel.

A validagdo do modelo de simulagado de falhas em motores Diesel € crucial
para assegurar sua precisao e confiabilidade. No entanto, frequentemente enfrenta-se a
dificuldade de validar esse tipo de modelo devido a impraticabilidade de submeter motores

Diesel reais a condigdes controladas de falha em um ambiente de laboratério.

'0 sistema common-rail € uma tecnologia avancada de injecdo de combustivel para motores diesel,
caracterizada pela centralizagdo do combustivel em alta pressdo em um common-rail ou tubo comum.
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Diferentemente de outros tipos de equipamentos, como componentes eletrénicos
ou maquinas pequenas, a quebra de motores Diesel é um processo complexo e caro,
que pode envolver riscos de seguranca e impactos financeiros significativos. Portanto,
embora a validagcao do modelo de simulacao de falhas seja desejavel, muitas vezes nao é
possivel realiza-la devido a essas limitagoes praticas e de seguranga.

Neste capitulo, os modelos termodinamico zero-dimensional e dinamico de parametros
concentrados sao baseados nos estudos do motor Diesel MWM Acteon 6.12 TCE, con-
forme descrito nos trabalhos de (Gutiérrez, 2016). Nesta tese, o objetivo destes modelos,
€ desenvolver um gémeo digital, criando uma base de dados de cenarios de falhas,
com a funcao de treinar os algoritmos de inteligéncia artificial, melhorando o tempo de
diagnostico das possiveis falhas nestes motores.

Um modelo dinamico torcional do sistema pistao-biela-manivela é crucial devido
a sua habilidade em simular com precisao as vibracdes e os esforcos criticos nessa
parte fundamental do motor. Este modelo foi empregado especificamente para gerar
vibragdes torcionais, as quais sao influenciadas por diversas condigoes operacionais.
O objetivo principal foi estudar e compreender o comportamento dinamico do conjunto
pistao-biela-manivela sob diferentes cargas e regimes de operagao do motor.

Essas vibragoes desempenham um papel essencial na analise de desempenho,
na deteccdo de potenciais falhas e na otimizacdo do funcionamento do motor Diesel.
Assim, contribui-se significativamente para o desenvolvimento de estratégias avangadas
de manutengao preditiva e para a extensao da vida atil do equipamento. O estudo
foi realizado em um motor Diesel de quatro tempos equipado com sistema de injecao
common-rail, conforme detalhado nas especificagbes apresentadas na Tabela 2 em
(Gutiérrez, 2016).

Foi adotado no presente trabalho um motor Diesel de quatro tempos e sistema
common-rail por varias razdes. Primeiramente, os motores de quatro tempos sao co-
nhecidos por sua eficiéncia e durabilidade, o que os torna ideais para uma variedade de
aplicagdes industriais e comerciais. Além disso, esses motores sdo capazes de fornecer
uma poténcia consistente e uma operacao suave.

O sistema common-rail, por sua vez, oferece uma injegao de combustivel mais
precisa e controlada, resultando em uma combustao mais eficiente e uma melhor econo-
mia de combustivel. Isso também ajuda a reduzir as emissdes de poluentes, atendendo

aos padrdes ambientais mais rigorosos. Além disso, o sistema common-rail permite uma
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maior flexibilidade no controle da injecao de combustivel, o que é essencial para otimizar
o desempenho do motor em diferentes condigées de operagao.

Em resumo, a escolha de um motor Diesel a quatro tempos e com sistema
common-rail oferece uma combinacao de eficiéncia, durabilidade, desempenho e controle
que atende as necessidades de muitas aplicagdes industriais e comerciais modernas

(Hountalas and Kouremenos, 1999).

2.1- Especificacoes Técnicas do Motor Diesel

O motor escolhido como estudo de caso € o motor Diesel de quatro tempo MWM
Acteon 6.12 TCE (Gutiérrez, 2016). A Figura 1 mostra o motor do estudo desta tese, com

as especificacdes técnicas exibidas na Tabela 2.

Figura 1 — Motor Diesel MWM Acteon 6.12 TCE.
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Tabela 2 — Especificagdes técnicas do motor Diesel MWM Acteon 6.12 TCE.

Cilindros 6 em linha
Diametro do cilindro 105 mm
Curso do pistao 137 mm
Comprimento da biela 207 mm
Razao de compressao 16,8:1
Angulo de fechamento da valvula de admisséo 203°
Angulo de abertura da valvula de exaustao 507°
Torque e poténcia maximos 900 N.m/191 kW
Rotagao (no torque maximo) 1600 RPM
Pressao da linha 350 a 1400 bar
Temperatura da agua de resfriamento 80 a 100°C

2.2- Modelo termodinamico

O modelo desenvolvido baseia-se em um modelo termodinamico zero dimensional
(0-D), com hipdteses simplificadoras, conforme (Heywood, 1988; Gutiérrez, 2016). Foram
produzidos perfis de pressao dentro de cilindros, cuja a analise é crucial para o diagndstico
eficaz de motores a diesel. Esses perfis fornecem informagdes detalhadas sobre o
desempenho do motor durante o ciclo de combustao, permitindo a detecgao precoce
de falhas, a avaliagao da eficiéncia do processo de combustao e a previsao de falhas
iminentes.

Além disso, os perfis de pressao sao essenciais para validar modelos de simulagao
e garantir a correspondéncia entre os resultados tedricos e as condigoes reais de operacao
do motor. Em suma, a analise dos perfis de pressao é uma ferramenta fundamental para
manter o desempenho, eficiéncia e confiabilidade dos motores a diesel.

O modelo 0-D em analise de motores Diesel € uma representacao simplificada
do comportamento termodinamico do motor. Ele é assim chamado porque nao leva em
conta as variacoes de temperatura, pressao e outras propriedades dentro do motor ao
longo do espaco tridimensional do cilindro. Em vez disso, ele considera o motor como um
Unico ponto, onde as propriedades médias dos gases dentro do cilindro sao calculadas
em fungao do tempo.

As Equacgoes (1) e (2) resumem o comportamento termodinamico do motor Diesel.
No entanto, vale ressaltar que, dependendo da aplicagao, o desempenho do motor

depende de varios parametros operacionais para caracterizar a poténcia e o torque. Mais
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detalhes do modelo 0-D apresentado podem ser encontrados em (Gutiérrez et al., 2018).

A mistura de gases no cilindro passa por varios processos, como admissao,
compressao, combustao, expansao e exaustao. Como o foco de interesse é apenas no
desempenho, a pressao nos processos de admissao e exaustao foi considerada constante,
conforme o ciclo padrao diesel para ar (Gutiérrez, 2016). Enquanto isso, os processos de
compressao, combustao e expansao foram representados pela equacao universal para

gases ideais (Merker et al., 2011):

aP (de\I/ PdV) 1 (1)

a0~ \ do  do )V’
onde % € a taxa de variagao de pressao P (Pa) dentro do cilindro em fungao do angulo
de rotacao da manivela 6 (graus); m é a massa da mistura de gas dentro do cilindro
(kg); R é a constante da mistura de gas dentro do cilindro (J/kg-K); ¥ é a temperatura
instantanea dos gases dentro do cilindro (K) e V' € o volume instantaneo dentro do cilindro
(m?).

O ciclo termodinamico do motor Diesel real leva em conta a vazao de massa
através das valvulas durante os processos de admissao e escapamento. No entanto, em
relacao ao desempenho, tal vazao pode ser desconsiderada, uma vez que a massa do
volume de controle é considerada constante, como em (Merker et al., 2011).

O modelo zero-dimensional (0-D), baseado nos dados de projeto, € adequado
para descrever o funcionamento do motor Diesel (Heywood, 1988). Este modelo é
obtido aplicando a primeira lei da termodinamica em um volume de controle com massa
constante, conforme mostrado na Figura 2.

Este comportamento leva a expressao para calcular a temperatura dos gases
dentro do cilindro (Heywood, 1988; Gutiérrez et al., 2018), mostrada na Equagao (2). A

equacgao resultante para a taxa de variagao da temperatura ¥ (K) dentro do cilindro é:

(2)

dv de _Qu _ ,dV\ 1
e T de do

do B mey’
onde @y, € a variacao total de calor fornecida ao sistema, () representa a fracao de
massa queimada modelada pela funcao de Wiebe dupla (Heywood, 1988), ‘%9#(9) éa
taxa de transferéncia de calor através das paredes do cilindro, e mc, é o calor especifico

a volume constante da mistura (J/kg-K).
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Figura 2 — Volume de controle da analise termodinamica.

2.2.1 Validacao do modelo

Para validar o modelo zero-dimensional de um motor Diesel, € necessario con-
duzir uma analise abrangente. Primeiramente, foram coletados os dados de pressao
experimentais fornecidos pelo fabricante do motor ou obtidos através de instrumentagao
durante o funcionamento real do motor.

Em seguida, o modelo zero-dimensional foi utilizado para simular o comporta-
mento do motor Diesel sob condi¢cdes operacionais semelhantes as do experimento real,
considerando parametros como carga do motor, velocidade de rotagao e temperatura
ambiente.

Apés a simulacao, foi realizada uma comparacao entre os perfis das curvas de
pressao geradas pelo modelo e os dados experimentais. Esta comparagao nao se limitou
apenas a analise visual, mas também incluiu uma analise quantitativa das curvas de
pressao, que abrangeu métricas especificas como os erros entre os picos e os valores
minimos de pressao simulados e do fabricante.

Além disso, foi determinado a rotagao que melhor se ajustou aos dados do
fabricante e com menor erro global, somando-se os erros de validacao das pressbes

médias indicadas Ppp; € maximas Pray.
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Em vista disto, varios perfis de curva foram utilizados para validar o modelo
termodinamico e emular diferentes pressoes no cilindro. Esses perfis de pressao foram
obtidos através de experimentos com o motor adotado. A Tabela 3 apresenta pressoes

experimentais e simuladas para verificar as diferencas entre elas.

Tabela 3 — Pressdes experimentais e simuladas.

Rotacao Pey (bar) Prax (bar)
(RPM) Exper. Simul. Erro (%) Exper. Simul. Erro (%)

1000 11,92 13,13 10 139,4 1419 2
1200 13,84 14,79 7 136,7 1445 6
1300 13,98 14,89 7 131,4 143,6 9
1600 14,44 15,34 6 141,1  153,3 9
1900 16,01 15,64 2 149,1 163,7 10
2100 15,96 14,90 7 156,6 1521 3
2300 15,04 13,97 7 154,0 1473 4
2500 12,78 13,46 5 145,7 145,0 0

A Figura 3 apresenta alguns dos perfis de pressao simulados e experimentais. De
acordo com os resultados (Tabela 3), o modelo termodinamico desenvolvido representa
satisfatoriamente o desempenho do motor Diesel, indicando erros inferiores a 10% para
ambas as pressoes (ou seja, Ppy € Prax)-

Apesar do modelo obtido se referir a um unico cilindro, de acordo com (Mendes
et al., 2008), é possivel obter o perfil de pressao para os seis cilindros se forem respeitados
o intervalo e a ordem de ignigao. O perfil de pressao para 2500 RPM pode ser visto na

Figura 4.

2.3- Modelo dinamico torcional da arvore de manivelas

Para esta pesquisa, um sistema de arvore de manivelas, mostrado na Figura 5,
com 11 graus de liberdade foi considerado para compor o modelo de tor¢ao, conforme
exibido na Figura 6. O modelo de parametros concentrados foi desenvolvido por (Mendes
et al., 2008). A Equacao (3) prové a equacao diferencial do movimento relacionado aos
parametros torcionais da maquina, com o torque externo desenvolvido na arvore de

manivelas,
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Figura 3 — Validagao do modelo termodinamico desenvolvido para diferentes rotagoes:
(a) 1000, (b) 1200, (c) 2100 e (d) 2500 RPM. Nos graficos P;(6)¢*P e P; ()%™ referem-se
aos dados experimentais e simulados, respectivamente.

I {dm} +[C1{ow } + Kl {0} = (M)}, @)

onde [J], [C] e [K] sdo a matriz de inércia, a matriz de amortecimento e a matriz de
rigidez torcional, respectivamente. O vetor {#(¢)} é a posigao angular, {é(t)} é a veloci-
dade angular e {é(t)} € a aceleragao angular, e {M(t)} é o vetor de torques externos
relacionados a cargas dinamicas originadas pelas cargas de combustao e inércia.

Os valores de amortecimento absoluto foram obtidos a partir de experimentos e

os amortecimentos relativos foram calculados através da Equagao (4):

ki

ﬁd, (4)

Cri =

onde d representa um fator de perda que depende do material e do processo de fabricacao.
Para os amortecedores torcionais, adotou-se 0,25, enquanto para os outros componentes
da arvore de manivelas, este fator foi definido como 0,035 (Mendes et al., 2008).

As cargas de inércia sao devidas ao movimento dos componentes e sao subdividi-
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Figura 4 — Curvas de presséo de acordo com a ordem de ignicdo para 2500 RPM.

das em cargas puramente alternativas e rotativas. No entanto, como o interesse é analisar

a torcao da arvore de manivelas, somente as forcas alternativas serdo consideradas. Além

disso, a cinematica do sistema deve ser desenvolvida para descrever a forca instantanea

alternada como uma fungao da posicao angular da arvore de manivelas, observada na
Equagéo (5),

F, (8) = marQ? <cos€ + lcos26 — 500549 + 19;200360> . (5)

Na Equagéo (5), 2 é a velocidade angular da arvore de manivelas, dada em rad/s,

e 6 é sua posigao angular, dada em rad. No caso do mancal, o termo m, é dado pela
Equagéo (6),

o mbL1
Mg = I (6)

onde m; € a massa do mancal e L; e L sao comprimentos do componente, como
mostrado na Figura 7.

A queima da mistura ar-combustivel dentro do cilindro gera as cargas de com-
bustao. Devido a combustao, a mistura de gases se expande, resultando em uma variagcao

de pressao sobre a superficie do pistao. Isso resulta em uma forga transmitida pelo mancal
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Figura 5 — Arvore de Manivelas do Motor MWM Acteon 6.12TCE (Gutiérrez, 2016).
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Figura 6 — Modelo equivalente de Massa concentrada da arvore de Manivelas do Motor
MWM Acteon 6.12TCE (Gutiérrez, 2016).
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l Fthr

Figura 7 — Esquema do sistema pistao-biela-manivela.

para a arvore de manivelas, como apresentado na Equagao (7):

7w D?

F,(0)=P(0)

(7)

Estas forgas sao calculadas com base no perfil de pressao dentro do cilindro como
uma fungao da posicao angular da arvore de manivelas, apresentado na Se¢ao 2.2. Na
dinamica torcional, somente as cargas tangenciais sao efetivas para os torques externos,

como apresentado na Equacao (8),

Ft(e):Fat+tha (8)

onde Fy; e Fy; sao as componentes tangenciais das cargas alternativas.
A Equacao (9) fornece o torque externo para um sistema de manivela deslizante
Unico, considerando r a distancia do centro da arvore de manivelas até o ponto de

aplicacao da forga efetiva,

M; (0) = Fy; (0) ., (9)

onde Fy; (0) € a forga efetiva para o calculo do torque relacionado a um sistema de
manivela deslizante unico.

Como ja mencionado na Se¢ao 2.2, apesar do modelo obtido se referir a um uUnico
cilindro, é possivel obter o torque para os seis cilindros se o intervalo e a ordem de igni¢cao

forem respeitados (Solmaz and Karabulut, 2015). A Figura 8 mostra o perfil de torque
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para 2500RPM.
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Figura 8 — Curvas de torque de acordo com a ordem de igni¢ao para 2500 RPM.

2.3.1 Verificacao do modelo

A Tabela 4 apresenta uma comparagao entre os torques informados pelo fabricante
e os valores estimados pelo modelo dinamico. Os momentos de torcao calculados através
do modelo desenvolvido sdao apresentados de acordo com diferentes rotagoes. Observe
que a diferengca maxima ocorreu a 2500 RPM. A Figura 9 apresenta a resposta a vibragao

torcional como a variacio do torque para 2500 RPM.

Tabela 4 — Comparacao de torque.

Rotacgao Torque (N.m) Erro
(RPM) fabricante calculado (%)
1000 800 752 6
1200 885 848 4
2100 850 851 0,1

2500 730 783 7
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Figura 9 — Vibracao torcional para o sinal normal da arvore de manivelas a 2500 RPM.

2.4- Modelo de simulacao de falha

Durante a operagao de um motor Diesel, qualquer falha de um componente ou
sub-sistema afetara o desempenho do motor com diferentes intensidades. Dessa forma,
algumas falhas afetam todos os cilindros simultaneamente e outras afetam apenas um
cilindro. Essas nao conformidades podem causar variagdes de pressao na admissao e na
injecao, variagoes de temperatura nas paredes dos cilindros, entre outras.

As falhas em um motor Diesel podem ser diversas e abrangem uma ampla gama de
componentes. Algumas das falhas mais comuns que podem ocorrer, conforme abordado
por (Xin, 2011b), sao:

 Problemas de Injecao de Combustivel: Isso pode incluir vazamentos nos injetores
de combustivel, obstrucdes nos bicos injetores, desgaste dos componentes do

sistema de injecao, pressao de combustivel inadequada, entre outros;

+ Falhas no Sistema de Alimentacao de Combustivel: Isso abrange problemas como
a contaminagao do combustivel, entupimento ou falha dos filtros de combustivel,

problemas na bomba de combustivel, e falhas no sistema de alimentagao de ar;

» Problemas Elétricos e Eletronicos: Incluem falhas nos sensores de pressao, tem-
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peratura e velocidade, mau contato elétrico nos conectores, falhas na unidade de

controle do motor (ECU), problemas na fiagao elétrica, entre outros;

Desgaste Mecanico: Isso pode envolver desgaste nos pistdes, anéis de pistao,
cilindros, bronzinas, bielas, arvore de manivelas, valvulas, e outras pecas moveis

do motor;

Sobreaquecimento: Problemas relacionados ao sistema de arrefecimento, como
vazamentos no radiador, mangueiras do sistema de arrefecimento danificadas,
bomba de agua com defeito, termostato com falha, entre outros, podem levar ao

sobreaquecimento do motor;

Problemas de Lubrificacdo: Isso inclui a falta de lubrificacdo adequada devido
a vazamentos no sistema de lubrificacao, falha da bomba de 6leo, filtro de éleo

obstruido, entre outros;

Falhas Eletrénicas na Unidade de Controle: Problemas relacionados a programacao
inadequada da ECU, falhas de software, e mau funcionamento dos sistemas de

diagnéstico a bordo (OBD);

Desgaste ou Danos do Turbocompressor: Isso pode incluir problemas como avarias
nas pas do compressor ou da turbina, vazamentos nos vedantes, falhas no atuador

de geometria variavel, entre outros.

Essas sao apenas algumas das falhas comuns que podem ocorrer em um motor Di-

esel common-rail. E importante realizar manutengdes preventivas regulares e diagnosticar

prontamente qualquer problema para evitar danos mais graves e custosos.

Nesta tese, na Secao 3.2, sdao apresentados os cenarios de falhas analisados.

Sao avaliados quatro tipos diferentes de cenarios, a saber:

operacao normal;
reducao de pressao no coletor de admissao;
reducao da razao de compressao nos cilindros;

reducdo da quantidade de combustivel injetado nos cilindros.
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2.4.1 Severidade das falhas

As falhas em maquinas diesel podem ser classificadas em diferentes graus de
severidade, dependendo do impacto que tém no desempenho e na seguranca da maquina.

Esses graus podem ser categorizados da seguinte forma:

 Falhas de baixa severidade: Falhas de baixa severidade sao aquelas que tém
um impacto minimo no desempenho da maquina e ndo representam uma ameaca
imediata a sua operagdo. Exemplos incluem pequenas vazamentos de 6leo, ruidos

anormais e oscilagdes de temperatura dentro de limites aceitaveis.

« Falhas de média severidade: Falhas de média severidade sdo aquelas que afetam
moderadamente o desempenho da maquina e podem levar a uma redugao na
eficiéncia ou na vida Gtil dos componentes. Isso pode incluir problemas como

desgaste excessivo de pecas, falhas intermitentes e perda gradual de poténcia.

+ Falhas de alta severidade: Falhas de alta severidade sao aquelas que tém um im-
pacto significativo no funcionamento da maquina e representam uma séria ameaca
a sua operacao segura e eficiente. Isso pode incluir problemas como falhas de

componentes criticos, superaguecimento severo e vazamentos graves de fluidos.

2.4.2 Caracteristicas das falhas

Diversos fatores influenciam o desempenho de um motor Diesel e podem alterar
sua condi¢ao normal de operagao. Pesquisadores como (Hountalas, 2000), (Hountalas
and Kouremenos, 1999), (Abdulaziz and Khan, 2014), (Zaharia et al., 2016) e (Smola and
Schokopf, 2000) destacaram alguns desses fatores, incluindo falhas no turbocompressor,
sistema de admissao e exaustao, sistema de arrefecimento e sistema de injecdao. Além
disso, a corrosdo dos componentes (como pistdo e bico injetor) e falhas estruturais devido
a trincas também sao relevantes.

As falhas podem ser classificadas em dois tipos: globais e locais. Falhas globais

afetam todos os cilindros do motor simultaneamente, enquanto falhas locais ocorrem em
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um cilindro especifico, deixando os demais em funcionamento normal.

A Figura 10 detalha como falhas em componentes do motor Diesel, como tur-
bocompressor, sistemas de admissao, exaustao e injecao, corrosdo dos componentes,
sistema de arrefecimento e falhas estruturais, impactam o desempenho do motor. Es-
sas falhas podem resultar em queda de pressao no coletor de admissao, variagao na
pressao de injecdo, alteragdo da massa de ar e combustivel admitido no cilindro, perda
de compressao nos cilindros, variacao da temperatura das paredes dos cilindros, quebra
da arvore de manivelas e perda total ou parcial da combustao, levando a aquecimento do
motor e perda de torque e poténcia.

A Figura 10 ilustra que o mau funcionamento de componentes especificos pode
causar variagdes no desempenho do motor, frequentemente com efeitos semelhantes.
Portanto, uma metodologia de diagndstico robusta é essencial para identificar correta-

mente essas falhas e mitigar seus impactos no desempenho do motor Diesel.

2.4.3 Metodologia do modelo de simulagao de falhas

A avaliagao dos diferentes graus de severidade das falhas em maquinas diesel é
essencial para a implementacao eficaz de estratégias de manutengao preditiva. Ao identi-
ficar e classificar adequadamente as falhas, é possivel priorizar agbes de manutencao e
minimizar o tempo de inatividade nao planejado, garantindo assim a confiabilidade e a
disponibilidade da maquina.

A pressao dentro de cada cilindro depende da variavel independente 0(t) e dos
parametros operacionais, como a pressao e temperatura no coletor de admissao. A

Equagéo (10) representa a pressao referida,

P;=f(0,P,T;,r,m;;myg,...) paraj=1..6, (10)

onde j indica o cilindro que esta sendo analisado.

As falhas no sistema de admissao e a corrosao na valvula de admissao sao classi-
ficadas como falhas globais, pois causam variagées na pressao do coletor de admissao
(AP;) e na quantidade de ar admitido em cada cilindro (Am; ;). Em contrapartida, as

falhas locais incluem problemas no sistema de injegao, como corrosao ou obstrugao
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Figura 10 — Diagrama de blocos das falhas do motor Diesel e suas consequéncias.
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do bico injetor de combustivel, que resultam em variagcdes na massa de combustivel
injetada em cada cilindro (Am ;). Além disso, a corroséo do pistdo € outra falha local que
provoca perda de compressao no cilindro afetado (Ar;). Portanto, o vetor de parametros
de falha, Af, é definido como uma funcao das variagdes percentuais desses parametros

operacionais, conforme apresentado na Equagao (11),

Af = {APi,Arj,Ami’j,Ami,j, } paraj=1...6, (11)

onde cada elemento desse vetor, A f,,, € um parametro de falha.

Para um Unico cilindro (j = 1), havera quatro parametros de falha, enquanto para
todos os cilindros (isto é, 6 cilindros), havera dezenove parametros de falha a serem
identificados. Como as falhas causam variacao de pressao dentro do cilindro, a Equacao

(10) pode ser reescrita como a Equacao (12),

P =f(0,Afn). (12)

O modelo de simulagao de falhas desenvolvido requer a solu¢ao das Equagodes (1) e (2),
para as quais a pressao dentro do cilindro € dada pela Equacao (12).

As Figuras 11—16 apresentam a variagcao dos parametros operativos do motor
Diesel sob diferentes condicoes de falha e niveis de severidade, analisando a influéncia
dessas falhas nos sinais de pressao e vibragao torcional.

Na Figura 11, observa-se a queda porcentual da pressao no coletor de admissao
com rotagao fixa de 1000 RPM, mostrando variagoes de pressao e vibragao torcional. A
Figura 12 exibe a queda porcentual da compressao no cilindro 1, também a 1000 RPM,
com graficos similares.

Ja na Figura 13, a queda da pressao no common rail € analisada a 1900 RPM,
destacando novamente as variacoes de pressao e vibragdo. A Figura 14 mostra a variacao
dos parametros operativos em caso de queda porcentual da massa de ar admitido no
cilindro 1 a 1900 RPM.

A Figura 15 ilustra a queda da massa de combustivel injetado no cilindro 1 a 2500
RPM. Por fim, a Figura 16 apresenta o atraso porcentual do inicio da inje¢ao no cilindro 1 a
2500 RPM. Essas figuras sao essenciais para entender como diferentes falhas impactam
os sinais de pressao e vibracao do motor Diesel, permitindo uma analise detalhada das

variagcoes dos parametros operativos em condigcdes de falha.
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Figura 11 — Variacao dos parametros operativos do motor Diesel, para falha da queda
porcentual da pressao no coletor de admissao, para diferentes niveis de severidade e
para a velocidade de rotacao fixa em 1000 RPM: (a) pressao e (b) vibracao torcional.
Os valores percentuais mencionados correspondem aos indices de falha utilizados nos

experimentos.
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Figura 12 — Variagao dos parametros operativos do motor Diesel, para falha da queda
porcentual da compressao no cilindro 1, para diferentes niveis de severidade e para a
velocidade de rotagao fixa em 1000 RPM: (a) pressao e (b) vibragao torcional. Os valores
percentuais mencionados correspondem aos indices de falha utilizados nos experimentos.

2.5- Consideracoes do capitulo

Este capitulo apresentou os modelos utilizados para simular o comportamento

de um motor Diesel e desenvolver os sinais de falha. O modelo do gémeo digital incluiu

um modelo termodinamico zero dimensional, um modelo de massa concentrada para
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Figura 13 — Variacao dos parametros operativos do motor Diesel, para falha da queda
porcentual da pressao no common rail, para diferentes niveis de severidade e para a
velocidade de rotacao fixa em 1900 RPM: (a) pressao e (b) vibracao torcional. Os valores
percentuais mencionados correspondem aos indices de falha utilizados nos experimentos.
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Figura 14 — Variacao dos parametros operativos do motor Diesel, para falha da queda
porcentual da massa de ar admitido no cilindro 1, para diferentes niveis de severidade
e para a velocidade de rotacao fixa em 1900 RPM: (a) pressao e (b) vibracao torcional.
Os valores percentuais mencionados correspondem aos indices de falha utilizados nos
experimentos.

vibragao torcional da arvore de manivelas, com onze graus de liberdade e um modelo de
simulacdo de falhas. A validacdo desses modelos foi crucial para garantir a precisdo das
previsoes e diagnosticos. Embora a validagao do modelo de simulacao de falhas fosse
desejavel, nao foi possivel devido a falta de disponibilidade de motores reais para testes
de falha.

O modelo termodinamico de dimensao zero gerou perfis de pressao nos cilindros,

fundamentais para o diagnostico eficaz de motores a diesel. A analise quantitativa das
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Figura 15 — Variagcao dos parametros operativos do motor Diesel, para falha da queda
porcentual da massa de combustivel injetado no cilindro 1, para diferentes niveis de
severidade e para a velocidade de rotacao fixa em 2500 RPM: (a) pressao e (b) vibragao
torcional. Os valores percentuais mencionados correspondem aos indices de falha
utilizados nos experimentos.
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Figura 16 — Variacao dos parametros operativos do motor Diesel, para falha do atraso
porcentual do inicio da inje¢cao no cilindro 1, para diferentes niveis de severidade e para a
velocidade de rotacdo fixa em 2500 RPM: (a) pressao e (b) vibragéo torcional. Os valores
percentuais mencionados correspondem aos indices de falha utilizados nos experimentos.

curvas de pressao, comparadas aos dados do fabricante, validou o modelo e permitiu
ajustes para maior precisdo. O modelo de vibragao torcional da arvore de manivelas
foi essencial para compreender o comportamento do sistema em diferentes condi¢des
operacionais.

A escolha de um motor Diesel de quatro tempos com sistema common-rail se
deveu a sua eficiéncia e controle preciso da injegao de combustivel. A avaliagdo da

severidade das falhas, classificadas como baixa, média e alta, foi essencial para priorizar
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acoes de manutencao. O modelo de simulacao de falhas considerou variagées na pressao
do coletor de admissao, massa de ar admitida, massa de combustivel injetada e perda de
compressao devido a falhas no sistema. Esse modelo exigiu a solucdo de equacdes para
a pressao dentro do cilindro, permitindo simular falhas e diagnosticar o motor Diesel com

precisao.
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3- Materiais e métodos

Ao considerar as falhas em um motor Diesel, é essencial analisar as diferentes
condicdes de operagao e os possiveis efeitos adversos em seu desempenho. Inicialmente,
a condicao normal, sem falhas, serve como referéncia para compreender as variacoes
que podem surgir em situacdes anormais.

Uma das falhas que pode ocorrer em um motor Diesel é a diminuigcao da pressao no
coletor de admissao. Essa falha pode ser causada por diversos fatores, como obstrugées
no sistema de entrada de ar ou mau funcionamento de componentes, resultando em uma
reducao do fluxo de ar para os cilindros. Isso pode impactar negativamente a eficiéncia
da combustao e, consequentemente, a poténcia gerada pelo motor.

Outra falha relevante é a reducao da razao de compressao nos cilindros. Essa
condicao pode surgir devido ao desgaste ou danos nos anéis de vedacao do pistao
e problemas de vedagao nas valvulas. A diminuigao da razdo de compressao pode
levar a uma combustao incompleta do combustivel, reduzindo a eficiéncia do motor e
aumentando o consumo de combustivel.

Além disso, a redugao da quantidade de combustivel injetado nos cilindros é outra
falha critica que pode ocorrer em um motor Diesel. Isso pode ser causado por obstrucdes
no sistema de injecao de combustivel, falhas nos injetores ou problemas elétricos nos
circuitos de controle. Uma redugao na quantidade de combustivel injetado pode levar a
uma combustao deficiente, diminuindo a poténcia do motor e aumentando as emissoes
de poluentes.

Essas falhas representam desafios significativos para a operacao eficiente e
confiavel de um motor Diesel, destacando a importancia de estratégias de manutencao
preditiva e diagndstico precoce. A compreensao detalhada dessas condi¢cdes anormais e
de seus efeitos sobre o desempenho do motor é fundamental para o desenvolvimento de
solucoes eficazes de manutencao e para garantir a operagao segura e econémica dos

motores Diesel em diversas aplica¢des industriais e comerciais.
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3.1- Conjunto de dados

A base de dados emula diversos cenarios operacionais, fornecendo informagoes
suficientes para caracterizar e discriminar todas as falhas possiveis da maquina Diesel
e as variagcdes das condi¢oes do sistema que correspondem aos niveis de severidade.
Nesta tese, a base de dados desenvolvida cobriu quatro condi¢des operacionais, conso-
ante as Secoes 3.2.1 a 3.2.4.

Em todos os cenarios de falhas deste estudo, a frequéncia de rotagao do motor foi
definida em 2500 RPM. De acordo com (Gutiérrez, 2016), essa rotacao foi escolhida por
apresentar a menor taxa de erro conjunto na estimativa da pressao média indicada e da
pressao maxima do ciclo de combustao, quando comparados os dados experimentais
fornecidos pelo fabricante com os dados simulados durante a etapa de validagao dos
modelos termodinamicos e dinamicos.

A base de dados compreende um total de 3500 cenarios de falha diferentes para
quatro condi¢des operacionais distintas. Foi idealizado um conjunto de 250 cenarios de
falhas para cada um dos seis cilindros e para a classe normal. Desse total, 250 cenarios
pertencem a classe normal, 250 a classe “reducao de pressao no coletor de admissao”,
1500 a classe “reducao na razao de compressao nos cilindros” (250 cenarios de falhas
para cada cilindro) e 1500 a classe “redugao da quantidade de combustivel injetado nos
cilindros” (250 cenarios de falhas para cada cilindro). Esta base de dados, denominada
“Conjunto de Caracteristicas de Falhas de Motores Diesel (3500-DEFault)”, esta disponivel
no Mendeley datasets' (Pestana-Viana, 2021).

De posse do conjunto de dados, adotar técnicas de regressao e aprendizado de
maquinas na identificagao de severidades em motores Diesel é fundamental por varias
razoes. Essas técnicas oferecem uma abordagem sistematica e eficiente para analisar
grandes conjuntos de dados. Permitem identificar padroes complexos e relacdes nao
lineares entre variaveis, o que é crucial para diagnosticar a severidade de falhas.

Além disso, as técnicas de regressao e aprendizado de maquinas tém a capaci-
dade de lidar com dados heterogéneos e incompletos, comuns em ambientes industriais.
Ao utilizar essas abordagens, é possivel construir modelos preditivos precisos que podem

detectar sinais sutis de falha, prever seu desenvolvimento e avaliar sua severidade. Isso

Cabe ressaltar que esta base de dados foi construida pelo autor desta tese.
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contribui para uma manutengao mais proativa e eficaz, reduzindo o tempo de inatividade
nao planejado e os custos associados a manutengao corretiva.

Em suma, a aplicacao de técnicas de regressao e aprendizado de maquinas
oferece uma maneira robusta e automatizada de identificar e avaliar a severidade de

falhas em motores Diesel, promovendo uma operagao mais confiavel e eficiente.

3.2- Classes de falhas

3.2.1 Normal (sem falhas)

Para a classe normal nao ha falha implementada. 250 diferentes instancias
(realizagOes) sao criadas na simulagcao através da variavel Af,(,f), adotada a partir da
insergao de 0,1% de severidade maxima com distribuicao de probabilidade normal Gaus-
siana, cobrindo uma faixa entre 0 e 0,1%, isto €, até dez vezes menor que o valor de
severidade minima das classes com falha, nas 27 variaveis de severidade de entrada
adotadas dos modelos dindmicos e termodinamicos AP,, AP, AT, Ar;, Amg,, Amg,,
Abirj, .

O objetivo deste passo é emular o motor real em operacao normal, onde as
variaveis da maquina divergem dentro de uma pequena faixa, devido a variabilidade ciclo
a ciclo da mistura ar-combustivel e podendo ainda apresentar pequena dispersdo nos
angulos de abertura e fechamento das valvulas da camara de combustdo (Abdulaziz and
Khan, 2014; Arcoumanis and Kamimoto, 2009; Heywood, 1988; Zannis and Hountalas,
2005).

3.2.2 Reducao de pressao no coletor de admissao

Na classe reducao de pressao no coletor de admissao, sao considerados

varios cenarios com severidades de [1,0; 1,2; 1,4; ---; 50,0]% para a variavel AP,,
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totalizando 250 cenarios.

3.2.3 Reducao de razao de compressao nos cilindros

Esta classe envolve todos os cilindros para criar cenarios com severidades de
[1,0; 1,2; 1,4; ---; 50, 0]% relacionados as variaveis Ar; e aos cilindros i € {1; 2; 3; 4; 5; 6}.
250 cenarios diferentes de reducao de razao de compressao para cada cilindro sao con-

siderados, resultando em um total de 1500 cenarios de redugao de razéo de compressao.

3.2.4 Reducao da quantidade de combustivel injetado nos cilindros.

Da mesma forma que a classe anterior, e todos os cilindros séo utilizados para criar
os cenarios com severidades de [1,0; 1,2; 1,4; ---; 50,0]% relacionados as variaveis
Am,, e aos cilindros i = [1; 2; 3; 4; 5; 6]. Também sao avaliados 250 cenarios diferentes
de reducao da quantidade de combustivel injetado para cada cilindro, totalizando 1500

cenarios abordados de redugao da quantidade de combustivel injetado nos cilindros.

3.3- Processo de Ruido Branco Aditivo Gaussiano

O conjunto de dados 3500-DEFault foi submetido a diferentes niveis L = [60, 30, 15, 0]
dB de SNR, utilizando ruido branco gaussiano e aditivo (AWGN), nos sinais de originais,
a fim de avaliar sua influéncia no desempenho da regressao e emular um sinal medido.

Também sao considerados os diferentes niveis de L de AWGN rotulados como
Vs =[M(t, L), P(0,L), T(6, L), tal que v, & um vetor com os sinais corrompidos originais.
A Figura 17 mostra o processo de adi¢cao de ruido branco, para cada elemento deste
vetor.

O vetor de sinais do motor v, € representado pelos sinais M (t), P(6) e T(9),
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M(t) P(0) T(0)
Figura 17 — Diagrama de bloco do processo de adi¢ao de ruido: (a) M(t), (b) P(0) e (c)

T(0). v(t) e v(0) representam o sinal de ruido branco com rela¢@o ao tempo e angulo da
arvore de manivelas, considerando diferentes niveis L.

conforme Eq. (13):

vo=[M(t) P(O) T(a)r. (13)

A adicao de ruido branco para cada elemento 7 do vetor v, ilustrada na Figura 17,

pode ser apresentado conforme o conjunto de Equacgdes (14):

)+ v(0), (14)
) +v(

As operacoes realizadas na Eq.(14) e na Figura 17 podem ser resumidas conforme
a Eq. (15):

s, = vs, +v(-). (15)

K3

O ruido branco v(-) pode ser caracterizado como um processo gaussiano aleatorio

de média zero e variancia equivalente ao nivel L de SNR, sendo mostrado na Eq. (16),

v() ~ N(0,0%). (16)

O SNR pode ser definido como:

2 2
_ max[vsi ] _ Ay (17)

V=B o

onde E[-] é o valor esperado e Ay € o valor maximo para cada elemento i do vetor v.

A SNR é calculado em dB a partir da férmula:
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SNRgg 2 10 log;(SNR), (18)

substituindo a Eq. (17) na Eq. (18), temos:

A 2
SNRgg = L = 10 log;, <V2> . (19)
ON
Assim, podemos obter a varidncia de ruido o2, a partir do nivel desejado de
ruido L em dB, como mostrado na Eq. (20),
on? = 10716 A2, (20)

A funcao de densidade de probabilidade (PDF) da variavel v(-) para diferentes

niveis L, € mostrada na Figura 18.

----L; =60 dB
— L, =30dB
31 Ls =15 dB
S I PO Li=0dB
Z o9 Ly
&
1} L
Ls Ly
O bememes -'—"'—'-’*—}-—-..—.4._—,-.“. .....
—4 =2 2 4 6
T

Figura 18 — Funcao densidade de probabilidade da variavel v(-) para L diferentes niveis
de ruido.

A Figura 19 mostra as variaveis Pressao P(f), torque externo M (t) e Torque
T(6), conforme Equacdes (1), (3) e (9), respectivamente. Para um Unico sistema de
biela-manivela nas condigdes com a adi¢cao de ruido, conforme descrito nas Equagdes
(13), (14) e (15).
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Figura 19 — Processo de aplicagao de ruido aditivo: (a) M(t) com 15 dB, (b) P(f) com 15
dB, (c) T'(#) com 15 dB, (d) M (t) com 0 dB, (e) P(6) com 0 dB e (f) T(¢) com 0 dB. No
grafico acima, a linha cinza é o sinal com adigao de ruido e a linha preta é o sinal original
sem ruido. A nova variavel com AWGN s, (+), € 0, (-) = v, (-) + nu(-), onde v(-) é o ruido
gaussiano branco com L = [15,0] dB SNR.

3.4- Normalizacao do conjunto de dados

A normalizagao € amplamente utilizada em estudos estatisticos para padronizar
dados e otimizar o processamento de informagdes. Em aprendizado de maquina, a
normalizacdo desempenha um papel muito importante quando existem atributos que
podem prejudicar o processamento de dados, como valores redundantes ou extremos.

Dessa forma, normalizar dados € uma maneira de padronizar e minimizar os
problemas decorrentes dessas dispersoes ou redundancias, tornando o processamento
de dados eficiente e evitando a analise inconsistente dos dados (Jadhav et al., 2020).

Neste trabalho, foi utilizado um tipo de normalizagdo Minimo-Maximo.
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3.4.1 Normalizacao minimo-maximo

Esta técnica realiza a normalizacao dos valores através de seus valores minimos

e maximos, limitando-os ao intervalo entre 0 e 1, segundo:

_ x(7) — min(x)
max(x) — min(x)’

(21)

Tnorm (Z)

onde Z,.rm (i) € 0 elemento normalizado de x(i), min(x) € o menor valor do vetor x e
max(x) é o maior valor do vetor x.

No entanto, o desvio padrao diminui ao transformar os dados em uma escala entre
0 e 1 e, dessa forma, pode-se excluir informagdes dos dados outliers, que podem de

trazer informacdes importantes para a analise do banco de dados (Patel et al., 2020).

3.5- Particionamento o conjunto de dados

Uma etapa crucial no aprendizado de maquina envolve a divisdo das amostras em
duas partes distintas: o conjunto de treinamento e o conjunto de teste. As amostras de
treinamento sao utilizadas para instruir o modelo matematico, neste caso, um regressor,
sobre os padrdes de dados identificados, enquanto as amostras de teste sdo reservadas
para avaliar a eficacia do modelo selecionado. Adicionalmente, o conjunto de treinamento
pode ser subdividido em duas partes: treinamento e validagao. Este ultimo é empregado
para ajustar os parametros do modelo, refinando ainda mais sua precisao e generalizacao.

Quando a base de dados usada € suficientemente grande, a técnica holdout
(Yadav and Shukla, 2016) é comumente utilizada para separar os conjuntos, sendo
usualmente 70% das amostras utilizadas para treinamento, 10% para validagao e 20%
para o teste. No entanto, na maioria dos problemas de aprendizado de maquina o uso
desta técnica pode gerar um viés no resultado, visto que cada um destes conjuntos pode
nao ter um quantitativo suficiente de amostras para avaliar o modelo em cada etapa
de desenvolvimento. Assim, as técnicas de validacao cruzada podem ser utilizadas

para mitigar este problema, dentre as quais o k-fold se destaca, produzindo resultados
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geralmente mais robustos do que o método Hold out.

O método k-fold consiste em particionar aleatoriamente o conjunto de dados em &
blocos de tamanho aproximadamente igual. Subsequentemente, usa k — 1 conjuntos para
realizar o treinamento do modelo e o conjunto restante para realizar o teste. Este processo
€ realizado até que cada bloco seja usado como teste. O desempenho deste método &
dada pela acuracia média associada ao desvio padrao. Os valores de k escolhidos com
frequéncia sdo k = 5 ou k = 10 . Nesta tese, foram utilizados cinco blocos para o k-fold,
como visto na Figura 20, onde os blocos cinza correspondem ao conjunto de teste e o

bloco azul corresponde ao conjunto de treinamento.

CONJUNTO DE TREINO CONJUNTO DE TESTE 20% 80%

‘ R I l

divide os dados em 5 grupos de mesmo tamanho [ | | |

} | ——

executa
usando as 5
particoes

Figura 20 — Técnica do k-fold, onde os blocos cinza correspondem aos conjuntos de teste,
enguanto os blocos brancos correspondem aos conjuntos de treinamento.

3.6- Regressao

Dentro dos métodos de aprendizado de maquina — Machine Learning (ML), a
regressao € uma técnica utilizada para modelar as relagdes entre variaveis dependentes
e independentes por meio de métodos estatisticos. Esses métodos podem ser lineares,
quadraticos, polinomiais, entre outros, dependendo do algoritmo utilizado e da natureza do
problema a ser resolvido. A regressao busca encontrar uma funcao que melhor se ajuste
aos dados observados, permitindo prever ou estimar valores da variavel dependente
com base nas variaveis independentes disponiveis. Nesta tese, 0 método de regressao
utilizado € do tipo linear.

A regressao linear pode ser uma ferramenta adequada para identificar a severidade
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de falhas em motores Diesel, dependendo do contexto e das caracteristicas dos dados
disponiveis. No entanto, sua adequacgao depende de varios fatores, incluindo a natureza
das variaveis envolvidas, a relacao entre elas e a precisao desejada na identificacao da
severidade da falha (Hountalas, 2000).

A regressao linear é util guando ha uma relagao linear ou aproximadamente linear
entre as variaveis independentes e dependentes. Se a relacao entre a variavel de entrada
(que descreve a condicao da maquina) e a variavel de saida (que indica a severidade
da falha) for linear ou puder ser aproximada por uma linha reta, entao a regressao linear
pode ser uma escolha adequada (Haykin, 2008).

Entretanto, em muitos casos, a relacao entre a condicao da maquina e a severi-
dade da falha pode nao ser estritamente linear. Nesses casos, técnicas de modelagem
mais avangadas, como regressao por aprendizado de maquina, podem ser mais apropria-
das para capturar a complexidade da relagao entre as variaveis (Heywood, 1988).

Considerando o modelo linear com mdltiplas variaveis, dado um conjunto de dados
Yis» Til, - - - Tipr—, COM n variaveis, um modelo de regresséo linear assume que a relagéo
entre a variavel dependente y e o vetor z é linear. Essa relacao € modelada mediante
uma equacao cujos coeficientes 3 sao definidos pela regressao, podendo-se também
adotar variavel aleatéria de erro ¢ que quantifica a falha do modelo em ajustar-se aos
dados. Existem diversas abordagens para calcular os coeficientes 5 da regressao linear,
as técnicas baseadas em minimos quadrados ordinarios e gradiente descendente sao as

mais comuns (Soto, 2021). Por fim, o modelo tem a forma:

yi = Bo+ Prxa + -+ Bpxip tei =X Bte,  i=1,...,n (22)

Frequentemente, essas equacgdes sdo agrupadas em notacao matricial como:

y = X5, (23)

onde y é um vetor de tamanho n dos valores de saida, X € uma matriz de tamanho n x p
dos valores de entrada e 5 & um vetor de tamanho p dos coeficientes. A notagcao de
transposta, [-]7, ainda se aplica de maneira que =;* 3 € o produto interno entre os vetores

x; e 3,

y =XpB +e, (24)
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3.6.1 Redes neurais artificiais - Perceptron multicamadas

Uma rede neural € uma rede ou circuito de neurdnios interconectados da mesma
forma que uma rede neural artificial (RNA) € composta por neurénios artificiais ou nos
de processamento (Samarasinghe, 2016). Portanto, uma rede neural pode ser biologica
qguando formada por neurdnios reais, ou uma rede artificial, quando compostas por
unidade de processamento e empregada para resolver problemas de inteligéncia artificial
(IA) (Hung et al., 2019; Aggarwal, 2018; Samarasinghe, 2016).

O neuronio artificial ou unidade de processamento recebe um conjunto de sinais
de entrada, cada um multiplicado por um peso sinaptico. Os sinais de entrada ponderados
pelas sinapses do neurdnio sao entdo somados e aplicados a uma fungao de ativagao ¢,
que define a saida do neurénio em termos do nivel de atividade na sua entrada e passa o
resultado aos neurdnios seguintes (Hung et al., 2019; Samarasinghe, 2016), conforme

ilustrado na Figura 21, e na Equacéo abaixo:

N
¢ <Z w; xz) = ¢(w'x), (25)
i=1

dessa forma, a funcao de ativacdo para a camada de saida pode ser dada por:

p(wlx) =wlx. (26)

Neste trabalho, a fungao sigmoidal foi usada como fungao de ativagao, caracteri-
zando uma saida nao linear entre dois estados, muito utilizada para o reconhecimento de

padroes de falha nao lineares, conforme descrito na Eq. (27):
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Figura 21 — Esquema de Unico neurdnio artificial.

1
- 14 exp(—wTx)’

¢(w'x) (27)

A estrutura dos neur6nios, ou seja, sua topologia, esta diretamente relacionada as
habilidades de aprendizado que podem ser exploradas durante o treinamento da rede
neural. Neste trabalho, foi utilizada a rede feedforward de camadas multiplas conhecida
como Multi-Layer Perceptron (MLP) (Haykin, 2009). Esta escolha se deve a capacidade
comprovada do MLP de lidar eficientemente com problemas que nao sao linearmente
separaveis, em fungao dos neurdnios presentes em suas camadas ocultas.

Sendo assim, nosso objetivo é treinar uma rede usando dados rotulados utilizando
o processo de aprendizado supervisionado, cujo objetivo € fazer com que os parametros
da rede sejam ajustados para minimizar o erro de saida correspondente a um determinado
padrdao de entrada x; e saida desejada y;. Apds o treinamento, rede e seus pesos
treinados formam uma fung¢édo, denominada h(-), capaz de previsdes para qualquer
entrada nado rotulada (Aggarwal, 2018; Hung et al., 2019).

Observe que uma rede perceptron multicamadas (MLP) ¢ ilustrada na Figura 22,
de forma o numero de neurdnios e quantidade de camadas ocultas inserem complexidade
ao modelo e, consequentemente, modificam a capacidade da rede em fazer previsdes
para diversos problemas.

A saida da rede pode ser representada como uma combinacgéao linear dos pesos e

dados de entrada, ou seja:

v = h(x;,w) = wlx;. (28)

Nossa tarefa entao é encontrar os pesos que fornegam o melhor ajuste aos nossos
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X — h(xi, W) =y Xi 7 — h(xi, w) =i

Figura 22 — Rede perceptron multicamada (MLP) (a) treino utilizando pares rotulados x; e
y; para aprender pesos e (b) teste utilizando dados nao rotulados x; para fazer previsoes.

dados de treinamento. Uma forma de medir o nosso ajuste é calcular o erro de acordo

com uma funcgao de custo, que pode ser definida como:

N
Liw) =3 _ (h(xi,w) = )" (29)

=1

Para encontrar este melhor ajuste, devemos minimizar a fungdo L(w). Esta
minimiza¢ao possui uma solugao fechada via minimos quadrados ordinarios (num contexto
de regressao linear), mas a solucdo generalizada emprega a minimizagao utilizando o
método de gradiente descendente (Haykin, 2009).

Utilizando o gradiente descendente da fungao de custo V, L(w), primeiro deriva-
mos o gradiente em relagdo a um determinado peso w;_,, que conecta o neurénio j ao k.
Entradas também s&o tratadas como neurénios, visto que existe um peso w;_,;, de cada
conexao da entrada para um neurénio da primeira camada oculta (Aggarwal, 2018). De

forma geral, temos:

0

awj—ﬂc

L(w) = Z 2 (h(x;, W) — ;) h(xi, w). (30)

Neste ponto, devemos calcular o gradiente de nossa fungéo de rede em relacédo ao

peso em questao %h(xi’ w). Considerando a rede de 3 entradas acima, a fungao de
71—
(3)

rede é representada por h(x;, w) = w1x§1> +wox'® + w3X;

1

, tal que gradiente completo

pode ser descrito como:
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~ (OL(w) OL(wW) IL(W)\ _ [s=o () @) SCI
VWL(W)—( dw, Oy | Ows = ZZZ;QXi h(xz,w),;bci h(xl,w),;%(i h(x;, w)
(31)

Dessa forma, podemos atualizar os pesos utilizando o gradiente descendente:

Wiki1 = Wk — NVwL(w). (32)

Deve-se atentar para a selegao o tamanho do passo 7, de forma que valores muito
pequenos tornam o aprendizado muito lento e valores muito elevados podem comprometer
a convergéncia da minimizagao. Apds uma quantidade definida de & ciclos de treinamento
(épocas), os pesos finais correspondem ao melhor ajuste obtido (Samarasinghe, 2016).

Com a rede treinada, o teste consiste em obter uma previsdo para amostra de
teste x; usando h(x;, w) de forma que o erro do teste é calculado exatamente como no

treinamento:

N N
L(w) = Z (h(xi, w) — y;)* = Z (9 —vi)*. (33)

=1 =1

3.6.2 Random Forest

E um algoritmo de aprendizado de maquina supervisionado que pode ser usado
para tarefas de classificagao e regressao (Breiman, 2001). Este algoritmo é formado por
elementos preditores simples, ou seja, arvores de decisao, conforme ilustrado na Figura
23.

A associagao destes preditores simples em comités (ensemble) (Rokach, 2019), ou
seja, a inclusao destas “arvores” em “florestas”, geralmente se mostram poderosos do que
cada preditor individual (Yang et al., 2008; Rokach, 2019). A técnica de Random Forest
fornece excelentes resultados quando utilizada na Detecgao de previsao de defeitos
(de SS Martins et al., 2018; Pestana-Viana et al., 2019), sendo aqui utilizada para a tarefa
de regressao.

As arvores de decisao que formam o algoritmo RF sao preditores instaveis. Em ou-
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Figura 23 — Diagrama do algoritmo Random Forest.
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tras palavras: pequenas mudancas no conjunto de treinamento sdo capazes de provocar
diferencas significativas nos resultados do classificador ou da regressao. Por essa razao,
0 método bagging € utilizado para mitigar esse problema, aumentando desempenho da
previsao em relagdo a uma unica arvore e reduzindo a variancia da previsao (Yang et al.,
2008).

As arvores agrupadas segundo o método bagging nao sao totalmente indepen-
dentes umas das outras, pois os preditores originais sdo usados nas divisoes das arvores
(Breiman, 1996). Cada modelo do conjunto é usado para criar uma predicao para um
novo exemplo, de forma que precisao final do modelo obtida pela média dos resultados
de cada arvore.

Dado um conjunto de treinamento X = xz1,--- ,x, com saidas Y = 1, ..., Yn,
realiza-se o bagging repetidamente (B vezes) e treinam-se as arvores amostras, seguindo

parab=1,..., B:

» Amostragem com substituicdo de n exemplos de treinamento de X, Y, chamados
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de Xy, V3,

 Treinamento de uma arvore de classificacao ou regressao f, em X, V5.

Apos o treinamento, as previsdes para amostras inéditas =’ podem ser feitas
calculando a média das previsdes de todas as arvores de regressio individuais f em 2/,

ou por maioria de votos no caso de arvores de classificagao, conforme equagao a seguir:

1 &
f=352_h). (34)
b=1

O numero de amostras/arvores, B, € um parametro livre. Normalmente, algumas
centenas a varios milhares de arvores sao usadas, dependendo do tamanho e da natureza
do conjunto de treinamento. Um numero ideal de arvores B pode ser encontrado usando
validacao cruzada ou observando o erro out-of-bag: o erro médio de previsao em cada
amostra de treinamento z;, usando apenas as arvores que nao tém z; em seu exemplo
de Bootstrap (James et al., 2014). O erro de treinamento e teste tende a se estabilizar
apods o ajuste de um certo numero de arvores.

O algoritmo Random Forest adiciona a selecao um subconjunto aleatério de
caracteristicas neste procedimento citado, sendo este processo € algumas vezes chamado
feature bagging (Altmann et al., 2010). Dessa forma, diminui-se a correlagao das arvores
sob uma amostra de Bootstrap comum (Larose, 2015).

Dessa forma, a baixa variancia do algoritmo Random Forest se deve ao fato desta
selecio de preditores fortes e complexos que apresentam baixa correlacao, proporcio-
nando uma diminuigao nas taxas de erro. Devido a independéncia de escolha de cada
preditor em relagcao aos demais, o Random Forest é eficaz com relagao as respostas
contendo ruido.

Adicionalmente, o algoritmo Random Forest € computacionalmente mais eficiente
que o bagging, visto que no processo de construcao do algoritmo apenas parte dos
preditores originais sao analisados em cada divisao. Além disso, o algoritmo pode
ser paralelizado, o que torna este método bastante eficiente no aspecto computacional

(Genuer et al., 2017).
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3.6.3 Maquinas de vetores suporte

As maquinas de vetores de suporte (SVM) consistem numa técnica estatistica
de aprendizado supervisionado, formulada a partir do principio da minimizagao do risco
estrutural (structural risk minimization) (Cortes and Vapnik, 1995; Kavitha S et al., 2016;
Mustafa et al., 2018).

Vetores de suporte sdo pontos do conjunto amostral que possuem um papel
relevante, pois a remogao dos demais pontos nao altera o modelo do classificador ou
regressor. Ao representar o modelo por meio de poucos pontos, € possivel obter uma
certa esparsidade, além de reduzir o custo computacional (Kavitha S et al., 2016). Nesta
tese, sera avaliada a maquina de vetores de suporte voltada para regressao (SVR)
(Mustafa et al., 2018).

A Figura 24 ilustra o SVM treinado com duas classes, destacando os vetores de
suporte a partir de duas amostras (em vermelho) para cada classe. Esta figura evidencia
a esparsidade do modelo, uma vez que nem todos 0s pontos do conjunto amostral sdo
utilizados para definir a regiao de separacao entre as duas classes.

O algoritmo de regressao da maquina vetor de suporte utiliza uma fungao de perda
insensivel a € que ignora os erros que estdo além de uma certa distancia dos valores
considerados validos, ou seja, erros sé sao permitidos se forem menores que ¢ (Schlkopf
et al., 2018).

Seja X um conjunto de treinamento com n amostras z; € X e y; € Y seus

respectivos rotulos:

F(z) = wx +b, (35)

onde o vetor de pesos normal ao hiperplano € dado por w, a constante b representa o
limiar, e a Wbu € o valor do deslocamento do hiperplano com relagao a origem (Mustafa
et al., 2018).

Considerando a funcao linear da Equacgao (35), o algoritmo SVR visa minimizar a
norma w solucionando um problema de otimizagao quadratica apresentado na Equacgao
(36) e com as restricoes mostradas na Eq. (37), conforme (Schlkopf et al., 2018), &

mostrada abaixo:



68

Figura 24 — SVM treinado com amostras de duas classes. Os circulos vermelhos sao
chamados de vetores de suporte, visando formar o hiperplano que separa as duas classes
do espaco de caracteristicas.

. 1
Minimizar = |w||?, (36)
w,b 2

i —w.x; —b<g¢g
sujeito a v o (37)
wx; +b—y; <¢g

Busca-se entdo a fungao linear que aproxima os pares de treinamento (x;, v;)
com uma precisao de . A minimizagao da Equacao (36) corresponde a obter o tubo-¢ o
mais estreito possivel. Esse tubo € uma regiao ao redor da fungao de regressao onde os
erros sao ignorados se forem menores que ¢. Essas restricbes garantem que a fungao de
regressao f(x) = w - x + b esteja dentro de uma faixa de £ em relagao aos valores reais
Yi-

Além disso, problema de minimizagao da Equagao (36) pode ser relaxado intro-
duzindo variaveis de folga &;, permitindo assim lidar com ruidos e outliers de forma que
alguns exemplos figuem fora da regiao entre —¢ e +¢ com uma certa penalidade. A
funcao e-insensivel é apresentada na Equacgao (38) e a Figura 25 ilustra graficamente o
problema (Schlkopf et al., 2018):

0, sel{|<e

€l = (38)

£ — €, cec.

Sendo assim, e-SVR procura-se entdo encontrar uma fungao que produza saidas
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Figura 25 — e-fungao de perda insensivel.

continuas para todos os dados de treinamento que se desviem de um maximo de ¢ de
seu rotulo desejado e, ao mesmo tempo, permita que tubo-¢ para ser o mais estreito
possivel (Mustafa et al., 2018).

Essas restricdes definem um tubo com um raio ¢ ao redor da funcdo de regressao
hipotética, de modo que se um ponto for posicionado no tubo, a funcao perda sera igual
a zero, enquanto se um ponto for posicionado fora do tubo, a perda sera proporcional a
distancia euclidiana entre o ponto e o raio ¢ do tubo (Mirjalili et al., 2020).

A Equacgao (39) apresenta a introdugao das variaveis de folga e as restricoes
sao apresentadas na Equacao (40). A variavel de folga &; esta associada aos dados
localizados abaixo da margem inferior, enquanto & aos localizados acima da margem

superior (Schlkopf et al., 2018):

n
Minimizar S Iwl2+c <;(§i + 5;“)) , (39)
Yy —wWx; —b<g +§
sujeitoa S w.x; +b—y; <& +& (40)
&, & =0

onde C € a constante de regularizacao e determina a quantidade de erros de treinamento

que serdo permitidos e o custo para se obter uma regiao estreita para tubo-¢.
Os pontos fora do tubo-c da Figura 25 sao chamados de vetores de suporte, por
estabelecerem os fundamentos para a fungao de regressao estimada. Isso significa que

todos os outros pontos nao estao incluidos no modelo e podem ser removidos apés a
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construcao do modelo SVR. Assim, normalmente, muito menos amostras de treinamento
constituem o modelo de regressao, e por este motivo a solugao pode ser definida como
esparsa (Mirjalili et al., 2020).

Quando uma modelagem nao linear € necessario para se adequar aos dados,
precisa-se extrapolar o e-SVR linear para regressao nao linear (Abuella and Chowdhury,
2017). A utilizacdo de uma funcao kernel possibilita que os dados de entrada originais
sejam implicitamente mapeados no espacgo de caracteristicas de alta dimensao, onde
pode ser utilizada uma regressao linear (Arora et al., 2018).

Através da técnica de multiplicadores de Lagrange (Schikopf et al., 2018), pode-se
obter o problema dual apresentado na Equacao (41), descrito em termos de produtos
internos entre objetos, com as restrigdes apresentadas na Equacgao (42). A fungao

objetivo € apresentada na Equagao (43):

n n

erlyl{arljzar —2ZZ(ai—ai)(aj—ai)K(xi,xj)—st(ai—Ozi)—i—;yi(ai—ai), (41)

7j=11i=1 =1

" (s —af)=0
sujeito a 2oz (0 — ) : (42)

a;, of €10,C]

n

fl@) = (o — o) K (2, ;) + D, (43)

=1
onde termos «; e o] representam as variaveis de Lagrange e K é a fungdo kernel.

Um kernel K € uma fun¢do que recebe dois pontos (z; e x;) no espago de
entrada original e calcula o produto escalar desses objetos em um espaco de alta
dimensionalidade. Desta forma, uma fung¢ao de kernel pode conseguir transformar um
conjunto de dados inicialmente nao linearmente separavel em outro, de forma que estes
dados se toram linearmente separaveis (Schlkopf et al., 2018).

As fungdes de kernel mais usadas sao lineares, polinomial, fungdo de base radial
(RBF) e sigmoidal (Schlkopf et al., 2018). Cada uma dessas fungdes possui parametros
que devem ser determinados durante a etapa de ajuste dos hiperparametros. Nesta tese,
utilizou-se o kernel polinomial de ordem 1, cujos parametros estao descritos na Equacao
(44):
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K (x4, 1) = [0(zs, 2;) + £]%, (44)

onde 4, x € d sao os hiperparametros da fungao kernel K.

A generalizagao do modelo SVR depende da selecao correta dos parametros
C e ¢ e do tipo de funcao kernel e seus parametros. O parametro ¢ € responsavel
por definir o raio do tubo ¢ ao redor da fungao de regressao e, portanto, o numero de
vetores de suporte selecionados para construir a fungao de regressao. O valor de ¢
esta relacionado a amplitude do ruido presente no conjunto de treinamento e, como esta
informagao € normalmente desconhecida, « pode variar em um intervalo proposto pelo
usuario (Schlkopf et al., 2018).

Ja o parametro C determina a penalidade para os casos em que a fungcao de
regressao aceita objetos com desvios maiores que o valor de ¢ (Xu et al., 2019). Assim, a
robustez do modelo de regressao também depende da escolha do valor de C, que pode
assumir valores entre 0 e co. Quando C' é muito alto, o algoritmo é mais flexivel, mas
ha uma alta probabilidade de um ajuste excessivo no conjunto de treinamento, também
chamado de oveffitting (Mathew et al., 2017). Isso significa que o algoritmo tera um
desempenho ruim na generalizacdo. No entanto, um valor baixo de C pode fazer com
gue o algoritmo faga previsdes ruins devido a falta de flexibilidade, conhecido como de

underfitting (Deiss et al., 2020).

3.6.4 Processo Gaussiano

Em teoria da probabilidade e estatistica, um processo gaussiano € um modelo
estatistico em que as observagdes ocorrem em um dominio continuo, onde cada ponto
em algum espaco de entrada continua esta associada com uma variavel aleatéria com
distribuicao normal. A regressao por processo gaussiano (GPR) é uma técnica que
consiste em estimar uma fungao para entradas arbitrarias, dado um conjunto a priori
de treinamento, para a qual os valores interpolados sdao modelados por um processo
gaussiano governado por covariancias prévias (Rasmussen and Williams, 2005).

Assume-se que para um processo gaussiano f, observado nas coordenadas z, 0

vetor de valores f,(z) é apenas uma amostra de uma distribuicdo gaussiana multivariada
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de dimensao igual ao nimero de coordenadas observadas n. Assumindo uma distribuicao
de média zero fy(z) ~ N(0, K (0,z,2")), onde K (0, z,z") & a matriz de covariancia entre
todos os pares possiveis (z,z’) para um determinado conjunto de hiperparametros 6

(Rasmussen and Williams, 2005), a verossimilhang¢a marginal logaritmica é:

togp(fy(x) | 0,2) = — o) K (6,,2') ™ fy (o) — 5 logdet(K (6, z,2')) — = log2 pi.
(45)
onde K (0, z* ) é a covariancia entre a nova coordenada de estimativa =* e todas as
outras coordenadas observadas x para um determinado vetor de hiperparametros 4,
K(6,z*,z*) é a variagdo no ponto z* conforme ditado por . E importante notar que prati-
camente a estimativa da média posterior f,(z*) (estimativa pontual) € uma combinacéo
linear das observagdes f,(z), assim como a variancia de f,(z*) € independente das
observagoes f,(x).
Dentre as diferentes funcdoes de covariancia que podem ser utilizadas no pro-
cesso gaussiano destaca-se a covariancia de Matérn, comumente usada para definir a
covariancia estatistica entre medigoes feitas em dois pontos distantes. Desta forma, a co-
variancia de Matérn é estacionaria (Rasmussen and Williams, 2005) e, caso a distancia for
uma distancia euclidiana, esta covariancia também € isotropica. A distancia de covariancia

de Matérn pode ser escrita como:

C,,(d)za?;%(ﬁi) Ky<ﬁ;l>, (46)

onde I" é a fungdo gama, K, é a funcao de Bessel modificada de segundo tipo de ordem
v. O parametro p determina a taxa com que a autocorrelagao espacial diminui a medida
que aumenta a distancia de separacao d.

Considerando a ordem v = p + 1/2, p € NT, a covariancia de Matérn pode ser
escrita como um produto entre uma exponencial e um polindmio de ordem p (Abramowitz

and Stegun, 2012):

d) = of&exp :
pr1/2(d) G P (p—i)! P

tal que os parametros p (escala do kernel) e o (desvio padrao do sinal) sao ajustados
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durante a etapa de treinamento.

3.6.5 Meétricas de regressao

Seja P uma variavel discreta, tal que correspondéncia ponto a ponto entre a
solugado numérica e as medidas observadas da mesma variavel fornece um teste quan-
titativo para medir a capacidade (ou destreza) do modelo em reproduzir ou estimar os
dados observados (Wang and Lu, 2018). Sejam P, e P;, respectivamente, a severidade
da falha simulada e observada no mesmo ponto no tempo i = 1,2,3,..., N. A diferenca
d; entre os valores simulados e observados no ponto i para as variaveis de entrada = e

saida y no tempo t, é dada por:

d; = e; = Pis — Py, (48)

onde P;; = P(z,y,t) € a severidade simulada e P;, = O(z,y,t) a severidade observada
para mesma variavel no mesmo ponto = e y € no tempo.

Sendo assim, d; = 0 indica uma simulagao exata no ponto i, enquanto d; >> 0 ou
d; << 0 indica uma simulagao nao exata. Quanto mais longe de zero estiver o valor de d;,
mais imprecisa é a simulacao, ou seja, d; equivale ao erro ¢; de uma determinada analise.
A partir do valor de d;, € possivel derivar erros que refletem diferentes componentes do
erro total (Willmott and Matsuura, 2006).

A métrica de analise dos resultados adotada neste trabalho e derivada de d; €
a Raiz do Erro Quadratico Médio (RMSE), que aponta para a tendéncia ou, em termos
mais formais, a variancia. Em termos sucintos, a variancia aponta a tendéncia do modelo
em superestimar ou subestimar a severidade da falha em relagdo ao que foi observado.
Tal métrica € comumente utilizada para expressar a precisao dos resultados numéricos
apresentando valores de erro nas mesmas dimensoes da variavel analisada (Wang and

Lu, 2018). O RMSE é definido pela equacgao abaixo:

[NIES

N
RMSE = (Pis — Pio)?]?, (49)

i=1

v

sendo assim, seja h € H uma hipétese candidata para aproximar a funcao desconhecida
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f: X =), eD=][z(1),y1)),...,(x(N),y(N))] a amostra rotulada. Considerando
D c{X,Y} | D € R, o erro quadratico médio RMSE é:

N |—=

RMSE(h, D) = |+ Z y(n))?| . (50)

Visto que a hipétese h pode ser vista como uma determinada configuragao do
regressor, visto o uso da particao k-fold dos dados para treinamento, h[z(n)] € 0 ajuste
da variavel de regressao para cada um dos sucessivos k da etapa de validacao cruzada.

Dessa forma, o valor RMSE apds as k implementagoes sera:

HRMSE =

w\r—‘

k
Z RMSE(; (51)

N[

k
orwse = | O (RMSE() — pwse)* | (52)
Jj=1

onde urmse € 0 valor médio do RMSE e orse 0s desvio padrao do RMSE, indicando a
precisao do modelo apos a etapa de validacao cruzada.

A medida pryse + oryse Sera adotada como métrica para avaliagao dos regres-
sores, visando quantificar o desempenho do ajuste das curvas de regressao da variavel

de severidade, utilizando estatisticas de primeira e segunda ordem.
3.6.6 Coeficiente de correlacao de Pearson

Para quantificar o desempenho das curvas de regressao, foi utilizado o coeficiente
de correlagao de Pearson p. Esta métrica mede o grau de correlagao linear entre duas
variaveis quantitativas. E um indice adimensional com valores entre -1 e 1 inclusive,
que reflete a intensidade de uma relagao linear entre dois conjuntos de dados. p =1
descreve uma correlagao positiva perfeita entre as duas variaveis. p = —1 caracteriza
uma correlacao negativa perfeita entre as duas variaveis, ou seja, se uma aumenta, a
outra sempre diminui. p = 0 significa que as duas variaveis nao dependem linearmente
uma da outra. No entanto, pode haver outra dependéncia que seja “nao linear”. Assim, o

resultado p = 0 deve ser investigado por outros meios.
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Seja Xy, = 1,22, ..., x, 0S valores de um conjunto de pontos para uma regressao,
comi=1,...,n,esejaYy=y;,y2,...,Yy, UM conjunto de pontos representando uma
regressao perfeita. O coeficiente de correlacao de Pearson é definido como mostrado na

Equacao (53),

_ cov(Xp, Yp) .
Vvar(Xp) - var(Yp)

p

3.7- Extracao de caracteristicas

A técnica de extragao de caracteristicas para o aprendizado de maquina € um
processo fundamental que visa identificar e selecionar os atributos mais relevantes e
informativos de um conjunto de dados (Haykin, 1998). Esse processo é crucial para o
desenvolvimento de modelos de aprendizado de maquina eficazes, pois ajuda a reduzir a
dimensionalidade dos dados, eliminando caracteristicas irrelevantes ou redundantes e
destacando aquelas que contém informag6es importantes para o problema em questao
(Haykin, 2009).

Existem varias abordagens para a extracao de caracteristicas, que variam con-
forme a natureza dos dados e o problema especifico a ser resolvido. Uma abordagem
comum € a utilizagao de técnicas estatisticas, como analise de variancia ou analise
de componentes principais, que ajudam a identificar as caracteristicas mais relevantes
com base em critérios estatisticos (Maier and Dandy, 2001). Outra abordagem ampla-
mente utilizada é a aplicacao de algoritmos de sele¢cao de caracteristicas, que avaliam
a importancia de cada caracteristica utilizando métricas como ganho de informacao,
coeficiente de correlagdo ou importancia relativa (Dudek, 2016).

Além disso, técnicas mais avangadas, como redes neurais convolucionais, podem
ser empregadas para extrair automaticamente caracteristicas diretamente dos dados
brutos, aprendendo padrdoes complexos e hierarquicos que podem nao ser facilmente
identificados por métodos tradicionais (Davydenko and Fildes, 2013). Estas técnicas
sao especialmente uteis em problemas complexos, onde a identificagdo manual de
caracteristicas relevantes seria impraticavel ou ineficiente, permitindo uma analise mais

profunda e abrangente dos dados.
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Independentemente da abordagem escolhida, a extragao de caracteristicas de-
sempenha um papel crucial no sucesso de modelos de aprendizado de maquina, pois
influencia diretamente a capacidade do modelo de generalizar a partir dos dados de
treinamento e fazer previsdes precisas em dados nao vistos (Gil-Alana, 2005).

Neste trabalho, a técnica para extragao de caracteristicas utilizada, consiste em
estimar os valores de pressdo média e méxima dos 6 sinais de cilindro de presséo s, (n),
Spy (1), Sps(n), Spy(n), Sps(N) € sps (1), bem como a obtengéo de informagdes espectrais
do sinal de vibrag&o torcional s, (n), através da analise de meias ordens f; /5, utilizando
as 24 meias ordens, com f; 5, = [20,83 41,67 62,50 --- 500], relativas a velocidade de
rotacao adotada (2500 RPM, equivalente a 41,67 Hz). As métricas adotadas associadas
as falhas, para discrimina-las, estao conforme a Segao 3.8.

A utilizacdo de 24 meias ordens para a extracao de caracteristicas de um motor
Diesel € essencial devido a correlagao das frequéncias harmonicas caracteristicas dos
componentes do motor, permitindo uma resolugao mais detalhada das vibracoes e dos
sinais de ruido. A analise em meias ordens ajuda na detecgao de falhas e anomalias, cap-
turando sinais sutis que podem diagnosticar problemas especificos como desalinhamento,
desequilibrio e falhas em componentes. Além disso, oferece uma melhor resolucao de
detalhes das vibragdes e ruidos, permitindo a distingao precisa entre diferentes fontes
de ruido e vibracao, fundamental para a implementacao de estratégias de manutencao
preditiva (Abdulaziz and Khan, 2014).

Essa abordagem também esta relacionada aos atributos dos ciclos de combustao
em motores de 4 tempos, onde cada meia ordem de rotacio corresponde a um ciclo de
queima em cada cilindro, capturando variagoes com maior precisdo. A andlise de meias
ordens melhora a capacidade diagndstica dos algoritmos de aprendizado de maquina e de
inteligéncia artificial utilizados para monitorar o desempenho do motor, contribuindo para
uma deteccgao precoce e precisa de problemas, otimizando a identificagao de possiveis

falhas no motor Diesel (Zannis and Hountalas, 2005).
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3.8- Subconjuntos de caracteristicas
3.8.1 Estimativa da pressao maxima nos cilindros

E o valor maximo de cada curva de pressao discreta associada a cada cilindro

Sp1(1)s Spy (1), Spg (1), Spy(0), Sps (1) € sps(n), gerando My, , My,, Mpy, My, My, € My,
respectivamente. A Eq. (54) resume esse subconjunto de caracteristicas.

My, = max[spi (n)], (54)

onde M, é o valor maximo das curvas de pressao s, (n) para cada cilindro i.
3.8.2 Estimativa da pressao média dentro dos cilindros

E o valor esperado de primeira ordem (média) de cada curva de presséo discreta
associada a cada cilindro sy, (n), sp,(n), sps(n), sp,(n), sps(n) € sps(n), gerando p,,,
Kpss Hpss Mpas Hps © Hpg, fESpectivamente. A Eq. (55) resume esse subconjunto de

caracteristicas:

N
Elsp,(n)] = pp, = % Z sp,(n), (55)
n=1

onde, E[-] é o valor esperado, p, associado a cada curva de pressao do cilindro; N é o

numero de amostras de sy, (n).
3.8.3 Analise espectral

A técnica de anadlise espectral é utilizada para estimar o espectro de frequéncia de

torcdo semelhante ao descrito em (Pestana-Viana et al., 2016). Consiste em calcular uma
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DFT N-ponto de s,(n) conforme a Eq (56), gerando S, (k), que ser usado para calcular
F(k), A(k) e P(k) representando valores de frequéncia (Hz), amplitude (N.m) e fase

(graus), respectivamente. As Egs. (57)-(59) resumem este subconjunto de caracteristicas.

1 Nprr—1 i
Sulk) = §— kZO so(n)WH", (56)

j2m

onde S,(k) é o Nppr-ponto DFT de s,(n) com Wk" = ¢ ¥orr e j representando o

namero complexo.

kFE,

F(k) = Noer’

(57)

onde F'(k) é a frequéncia harmonica do espectro de torgao S, (k); k € o bin de frequéncia
associado a uma frequéncia do vetor de meias ordens f;,, e I é a frequéncia de

amostragem de aquisicao de dados.

onde A(k) € a amplitude (N.m) do espectro de torgao S, (k).

P(k) = 5 arg[S,(4)], (59

onde P(k) é a fase (grau) do espectro de torgao S, (k) e arg|-] representa o argumento
complexo do espectro, ou seja, o qual € a fase de deslocamento entre a parte real e

imaginaria da variavel complexa.

3.9- Vetor de caracteristicas

Diferente da técnica apresentada em (de Lima et al., 2013) e (Pestana-Viana
et al., 2016), esta proposta opta aplicar a extracdo de caracteristicas na vibracao torcional
e abordar valores médios e maximos em vetores de caracteristicas, modificando a técnica
de extracao de caracteristicas, pois a maquina trata-se de um motor Diesel, sendo este
novo vetor de caracteristicas, mais representativo para o problema em questao.

Para gerar o vetor de caracteristicas, o primeiro passo € estimar os valores
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maximos das curvas de pressao para cada cilindro segundo a Eq. (54) fornecendo o

subconjunto de caracteristicas:

M, = [MplaMpw My, - ’Mpﬁ] ) (60)

onde p; é a curva de pressdo associada a cada cilindro, com j =1,2,--- ,6.
O segundo passo € obter os valores médios das curvas de pressoes dos cilindros,

conforme Eq. (55), onde o subconjunto de caracteristicas é:

Mp; = [:upplupza,upga T ,:UJ;DG] . (61)

A terceira etapa é calcular os valores espectrais das curvas de vibragao torcional
Sy(k) segundo as Egs. (56)-(59), e seus primeiros 24 harmonicos, ou seja, as primeiras 24
meia-ordens do motor, isto € 6 cilindros multiplicados cada um dos 4 tempos da combustao,
totalizando 24 meia-ordens. Considerando a rotagao fixada em 2500 RPM, a primeira
metade da ordem é dada por %% Hz. Consequentemente, o vetor de frequéncia de 24
meia-ordens é f = [21,083,41,667,--- ,500,0], onde seus elementos sdo as frequéncias
das primeiras 24 meia-ordens. A relacao entre a raia espectral e a frequéncia é obtida

diretamente de k = [f]N%—jT. O subconjunto relacionado aos valores espectrais € entao

dado por:
F(k) = [F(k1), F(ka), F(k3), -, F(ka)], (62)
A(k) = [A(k1), A(k2), A(k3), - -, A(k24)], (63)
P(k) = [P(k1), P(ka), P(k3), -+, P(kaa)], (64)

onde k; é a bin de frequéncia associada a cada elemento do vetor de meia-ordem 24,
comj=1,2,---,24.

A etapa final consiste em combinar todas as medidas em um vetor de carac-
teristicas, V;, usando as etapas descritas nas Egs. (60)-(64), concatenando os 3 espec-

trais variaveis, valores maximos e médios, que podem ser expressos por:
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Vi = {Mpw My,, My, -+ s Mpg, bipys Hpss Hpss 5 Hpes
F<k1>7 F<k2)7 F(k3)v ) F(k24)7‘4(k1)7 A(k2)7 A<k3>, ) A(k24),

P(k1), P(ks), P(ks), -+, P(kas)}. (65)

O vetor de caracteristicas V; possui dimensao 84: 6 valores maximos (em cada
cilindro); 6 valores médios (por cilindro) e valores de frequéncia, amplitude e fase de cada
um dos 24 harmonicos - totalizando 72 elementos, sendo este usado para o treinamento
e as etapas de teste dos algoritmos de aprendizado de maquina discutidos na proxima
secdo. Os respectivos valores da distribuicdo do banco de dados 3500-DEFault dos
diversos subconjuntos do vetor V;, composto por M,,, u,,, F(k), A(k) e P(k), estao

organizados em boxplot e mostrados na Figura 26.

3.10- Conclusao

O conjunto de dados utilizado para analise das falhas em motores Diesel abrange
diversas condicdes operacionais, incluindo cenarios normais e anormais. Entre as falhas
consideradas, destacam-se a redugao de pressao no coletor de admissao, a reducao da
razao de compressao nos cilindros e a reducao da quantidade de combustivel injetado
nos cilindros. Essas falhas podem resultar de obstrugées no sistema de admissao de
ar, desgaste nos anéis de vedacao do pistao, vazamentos nas valvulas ou problemas
no sistema de injecao de combustivel. O entendimento detalhado dessas condi¢oes
anormais é essencial para o desenvolvimento de estratégias de manutengao preditiva e
diagnostico precoce.

A base de dados utilizada compreende diversas condi¢oes operacionais e se-
veridades de falhas, permitindo a construgdo de modelos preditivos precisos por meio
de técnicas de regressao e aprendizado de maquinas. Essas técnicas oferecem uma
abordagem sistematica e eficiente para analisar grandes conjuntos de dados, identificar
padroes complexos e relagoes nao lineares entre variaveis, e construir modelos preditivos

capazes de detectar sinais sutis de falha e prever seu desenvolvimento. A aplicacao
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Figura 26 — Box plot do banco de dados 3500-DEFault para subconjuntos de carac-
teristicas F'(k), A(k), P(k), up, € My,, respectivamente. Para diferentes niveis de AWGN:
(a) 60, (b) 30, (c) 15 e (d) 0 dB. O grafico mostra a mediana, o quartil 25%, o quartil
75% e a faixa inferior e superior (bigodes), 0os quais sdo 0 maximo e o minimo para cada
distribuigao, respectivamente.

dessas técnicas promove uma operacao mais confiavel e eficiente dos motores Diesel em
diversas aplicagdes industriais e comerciais.
As secbes seguintes implementam o programa de simulacao de falhas e exibem

os resultados de regressao para os cenarios de falhas estudados.
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4- Programa DEFault

Este capitulo tem como objetivo principal a exposicao detalhada do coédigo sub-
jacente ao programa de simulacao de falhas em maquinas a diesel (DEFault). Serao
apresentadas todas as rotinas e subfun¢des que compdem o programa.

Apo0s os capitulos anteriores, que estabeleceram a fundamentacao teérica dos
modelos termodinamico e dinamico: o primeiro objetivando a resolucao das equacgoes
termodinamicas aplicadas ao modelo 0-D, para obter as curvas de torque e pressao de um
sistema pistao-biela-manivela; o segundo, resolvendo o modelo massa-mola-amortecedor
do motor, com 11 graus de liberdade, para obter a fungao de vibragao torcional no volante
do motor. Portanto, este capitulo implementa a base teérica desenvolvida, emulando as
falhas e sua severidade associada na maquina Diesel. A Figura 28 ilustra o arranjo em
diagrama de blocos das etapas do programa DEFault.

O sistema proposto apresenta uma arquitetura modular, semelhante as descritas
em (de Lima et al., 2013) e (Pestana-Viana et al., 2016), para um sistema de manutencao
condicional composto por doze blocos, conforme ilustrado na Figura 27.

O sistema consiste no bloco inicio, onde é feita a entrada da severidade; a
simulagao do funcionamento do motor Diesel, presente nos blocos de modelo dinamico
e termodinamico, que resolve as equacoes deste modelo, com base nas severidades
aplicadas no bloco de partida e nos sinais de falha retornados.

O bloco de geracado do conjunto de dados, que inclui tanto sinais normais quanto
de falha, e trata da relacao entre as instancias normais e exemplos de falha; o bloco de
processo Additive white Gaussian noise (AWGN) - Processo AWGN, que adiciona ruido
branco aos sinais; o bloco de sinais do conjunto de dados, que armazena o conjunto de
dados segundo os niveis de ruido.

O bloco de extracao de caracteristicas, que extrai atributos do conjunto de dados
para uso na regressao; o bloco de conjunto de dados de caracteristicas; o bloco de
validagao cruzada, responsavel por avaliar a capacidade de generalizacao do modelo; o
bloco de regressao, composto por regressores baseados em Aprendizado de Maquina,
que realiza os testes de aprendizado; e o bloco Fim, que apresenta os resultados. Nesta

tese, o acronimo 3500-DEFault (Diesel Engine Fault) se refere ao conjunto de 3500 sinais



83

de uma simulacao de motor Diesel.

Programa

n i 3 (n)
Infcio (se- | gy Smulacao J (6. A7 )™ 0 ) | DEFaul M(t)
veridades) sinais dinamico
normais

Af simulagao | £ (6:Afm) | Modelo ter- | F0). T(9) | Processo [Vs] Bjasgo(;e
m de falha modindmico AWGN (sinais)
3500-DEFault
Fim Validacéao Base de Extragao
Regressao cruzada dados (ca- de carac-
(resultados) k=5 (k-fold) (V] racteristicas) Vi teristicas

Figura 27 — Diagrama de blocos do sistema proposto composto pelo bloco do modelo
dinamico, o bloco de geracao do banco de dados (dividido em falha e criagao de sinais
normais), o bloco do processo AWGN, o bloco de extracido de caracteristicas e o bloco de
regressao.

O diagrama de blocos apresentado esquematiza de forma clara e organizada
o fluxo de informacdes e processos envolvidos no programa DEFault, utilizado para
simulagao de falhas em maquinas a Diesel. Dividido em duas fases principais, 0 modelo
termodinamico e o modelo dinamico.

O programa inicia com a entrada de variaveis relevantes para a simulagao. No
modelo termodinamico, a pressao no interior dos cilindros é calculada a partir das variaveis
de entrada, seguida pelo calculo do torque e pela replicacao das voltas do motor. Por sua
vez, 0 modelo dinamico inclui etapas como o calculo da diferenga de volume do motor,
a definicdo dos parametros modais e a determinagao da vibragao torcional no volante
do motor, utilizando técnicas como o algoritmo de Runge-Kutta para resolver equacoes
diferenciais.

A estrutura do diagrama € complementada por elementos visuais que destacam
a organizagao do processo. Caixas delimitadoras agrupam os blocos relacionados sob
os titulos “Modelo Termodinamico” e “Modelo Dindmico”, evidenciando as diferentes
fases do programa. As setas direcionais indicam o fluxo de informagdes entre os blocos,
demonstrando como os resultados de uma etapa séo utilizados como entrada para a
proéxima. Com isso, o diagrama nao apenas fornece uma representacao visual clara
do funcionamento do programa DEFault, mas também facilita a compreensao do fluxo
de informacdes e processos envolvidos na simulagao de falhas em maquinas a Diesel,

aspecto crucial para o entendimento do contexto de pesquisa abordado nesta tese.
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4.1- Programa DEFault - Gerador de Sinais de Falha de Motor Diesel

Modelo Termodinamico Modelo Dinamico
Entrada W Pressao Replica
AR — Del
L (variaveis) J cal elay Torque voltas
Dif. Runge
Volume - Kutta

Modelo Dinamico
Parametros Saida Vibracao
Modais (variaveis) Torcional
Tensoes Ordem
Global Espectro
Modelo Dinamico

Figura 28 — Diagrama de blocos do programa DEFault.

O Algoritmo 1 é um trecho de cddigo de um modelo de simulagao de um motor
de combustao interna, escrito em MATLAB®. O cddigo cria diretorios para salvar os
resultados da simulagéo e carrega informacdes sobre as condicées de operacido do motor,
como a queda de pressao no coletor de admissao, a variagao da pressao no common rail
e a variagao da temperatura da agua de arrefecimento.

Os detalhes completos dos algoritmos, subfuncdes e rotinas do programa DEFault,
abordados na Figura 28 e no Algoritmo 1, encontram-se na secao de apéndices. Isso
permite fornecer uma visao clara e detalhada de sua implementagao sem interromper o
fluxo principal do texto.

Além disso, facilita a analise mais aprofundada, concentrando todas as informagodes
técnicas relevantes em um s6 lugar, o que simplifica a compreensao e a replicagao dos
métodos apresentados. Os algoritmos ndo estdo em nenhuma linguagem de programacao

especifica, o que facilitara a implementacao em qualquer linguagem, permitindo uma
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maior flexibilidade e adaptacao conforme a necessidade de trabalhos futuros.

Em seguida, o codigo calcula as falhas em cada cilindro do motor, como a falha de
compressao, a falha na massa de ar admitida, a falha na massa de combustivel injetado,
o0 atraso no inicio da injecao e a falha estrutural devido a trincas.

O modelo termodinamico 0-D do motor é entao resolvido para cada cilindro,
utilizando a funcéo pressao.cal, que considera as condicdes de operacdo do motor e as
falhas em cada cilindro.

Este trecho de cddigo € apenas uma parte de um modelo de simulagao mais
complexo e pode ser utilizado para testar diferentes condicoes de operacao do motor
e diferentes cenarios de falha em cada cilindro. O objetivo final € fornecer informacdes
sobre o0 desempenho e a confiabilidade do motor em diferentes condigées de operacgao,

permitindo a otimizacdo do projeto e a reducdo dos custos de manutencéo e reparacao.
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Algoritmo 1 — PROGRAMA DEFAULT

Entrada: kIndices, SeveridadesTable, Rot, dir Base
Saida: V, Vd, PT;, Tg;, Tv

1 inicio

2 perc = 0;

3 Inicialize barra.progresso(perc);

4 SeveridadesTable = [DP, DPr, DTp, fcomp;j, far;, fcomb;, finj;];
5 para cada : em kIndices; fagca

6 tamBase = max(kIndices;);

7 Crie o diretdrio i em dir Base;

8 dirSave = dir Base + i;

9 S = SeveridadesTable(i, :);

10 taf = [202, 508, 552];

11 PT; = pressao.cal(Rot, taf, S(i, j);

12 [V, Vd] = dif .volume(n);

13 ord = [360, 600, 120, 480, 240, 0];

14 PTF; = delay(PT},ord;);

15 Tg; = torque(Rot, PT;, ord;);

16 Td = replica.voltas(Rot, T');

17 [P, J, A] = parametros.modais(Rot, ftrinc;);
18 rk = runge.kutta(n,Td, A, J);

19 [Tq, stv] = vibracao.torcional(rk);

20 F,.q = orden.espectro(Rot, stv);

21 [f, P3,Tv] = tensoes.global(Rot, stv);
22 Pmi; = pressao.media(n, PT;,V,Vd, taf);
23 Pmaz; = maz(PTj) x 107°;
24 Parametros = [V,Vd, PT;,Tg;,Tv];
25 Salvar Parametros em dirSave;
26 perc =100 x i x tamBase™!;
27 Atualizar barra.progresso(perc);
28 fim

29 fim
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Este algoritmo recebe quatro parametros de entrada: indice do cenario de falha
a ser analizado kIndices, Tabela com matriz de severidades ScveridadesTable, rotacao
nominal da maquina Rot e diretdrio a ser salvo os sinais de saida dir Base. A saida do
algoritmo é composta por cinco variaveis: volume V, Vd, PTj, Torque de saida Tgj e
sinal de vibracao torcional Tv.

A primeira linha do algoritmo inicializa a variavel percentual de progresso perc com
o valor zero. Em seguida, a fungao de barra de progresso barra.progresso € inicializada
com esse valor. Em seguida, na linha 4, variavel SeveridadesTable € definida como uma
matriz que contém sete valores por linha.

A partir da linha 5, o algoritmo entra em loop For para executar sequencialmente
os calculos em cada elemento do vetor kIndices, cujo tamanho maximo é definido na linha
6 por tamBase. Em seguida, um diretério é criado para cada elemento i em kIndices e
salvo na variavel dirSave.

Na linha 9, define-se a matriz S para a linha i da matriz SeveridadesT able. Em
seguida, o vetor taf € definido com trés valores. Na linha 11, o valor da pressao €
calculado com base em Rot, taf e o valor correspondente de S. As variaveis V e Vd sao
calculadas na linha 12 usando a fungao dif.volume. Na linha 13, a matriz ord é definida
com seis valores.

A funcao delay € usada na linha 14 para calcular PTF'j com base em PTj e ordj.
Logo apos, fungao torque calcula T'g5 com base em Rot, PTj e ordj. Na linha 16, a
fungao replica.voltas € usada para calcular T'd.

Em seguida, a funcdo parametros.modais € usada para calcular as variaveis P,
J e A. A fungao runge kutta é usada na linha 18 para calcular rk com base em n, T4,
Ae J e, nalinha 19, a fungao vibracao.torcional calcula T'q e stv com base em rk.

A funcao orden.espectro é usada na linha 20 para calcular Ford com base em
Rot e stv. Na linha 21, a funcao tensoes.global é usada para calcular f, P3 e Twv com
base em Rot e stv e, na linha 22, A fungao pressao.media calcula Pmij com base em
n, PTj,V,Vdetaf.

O valor maximo de PT'j é calculado na linha 23 e armazenado em Pmaxj. Na
linha 24, a matriz Parametros é definida como um vetor contendo V', Vd, PTj, Tgj € T,
sendo estes parametros entao salvos a seguir no diretorio dirSave.

Por fim, na linha 26, a variavel perc é atualizada com o progresso atual da

execucao.
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4.2- Algoritmos do modelo Termodinamico

4.2.1 Pressao.cal

Tem como o objetivo o calculo da pressao ao longo do tempo no funcionamento de
um motor Diesel. As entradas incluem o numero de cilindros N, a temperatura ambiente
taf, a pressao de admissao DP, a pressao residual DPr, a temperatura do processo
DTp, e uma série de fatores que influenciam a composicao e a combustao fcomp, far,
fcomb e finj. Esses valores sao essenciais para determinar o comportamento inicial e
as condigOes de operagao do motor.

Em seguida, o algoritmo inicializa uma matriz de parametros com valores predefi-
nidos que correspondem a diferentes condi¢cdes de operagao do motor Diesel. Esta matriz
contém informagdes como a velocidade do motor, a pressao maxima, a temperatura, a
duracao da combustao, e a eficiéncia da combustao para varias configuragdes possiveis
do motor. Além disso, o algoritmo define alguns parametros iniciais, como o tempo inicial
t0, o tempo final ¢ f, o intervalo de tempo dt, e 0 nimero de passos de tempo n. Esses
parametros determinam o periodo de simulagao e a resolugao do calculo.

O algoritmo entao calcula as condigdes iniciais do motor com base nos parametros
fornecidos e na matriz de parametros predefinidos. Ele verifica o nimero de cilindros N
contra a matriz de parametros para encontrar a linha correspondente e extrair os valores
apropriados. Com esses valores, ele calcula a condicao inicial da pressao, ajustando-a
com base na pressao de admissao D P fornecida.

Depois de estabelecer as condi¢des iniciais, o algoritmo procede para a integracao
numeérica das equacoes diferenciais que descrevem o comportamento da pressao no
motor Diesel ao longo do tempo. Ele utiliza 0 método de Runge-Kutta de quarta ordem
para realizar esta integracao. Este método é escolhido por sua precisao e estabilidade
em resolver equacdes diferenciais.

O algoritmo entao executa um loop ao longo dos passos de tempo definidos. A
cada passo, ele calcula uma estimativa da taxa de variagdo da pressao e de outras
variaveis relevantes usando o método de Runge-Kutta. Este método envolve calcular

varias aproximagoes intermediarias k1, k2, k3, k4 e combinar essas aproximagoes para
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obter uma estimativa precisa do novo estado do sistema.

Durante o processo de integracao, o algoritmo armazena os resultados em uma
matriz que registra o tempo e os valores da pressao a cada passo de tempo. Esta matriz,
chamada sw, contém uma linha para cada passo de tempo, permitindo que se observe
Ccomo a pressao e outras variaveis evoluem ao longo do periodo de simulagao.

Finalmente, o algoritmo retorna a matriz que contém o tempo e os valores da
pressdo ao longo do tempo. Esta matriz permite analisar o comportamento do motor
Diesel durante a simulagao, oferecendo uma visao detalhada de como a pressao varia
com o tempo em resposta as condigdes iniciais e aos parametros de operacao.

Este algoritmo, portanto, simula o comportamento da pressao ao longo do tempo
no funcionamento de um motor Diesel, utilizando métodos numéricos para integrar as
equacdes diferenciais que governam o sistema. Ao final, fornece uma visédo detalhada da

dinamica da pressao no motor, essencial para entender e otimizar seu desempenho.

4.2.2 Delay

Realiza uma operacao de atraso em um sinal de pressao com base em um valor
especifico de tempo. A funcao recebe como entrada uma matriz com duas colunas, uma
representando o tempo e a outra representando a pressao.

A funcado comega separando as duas colunas da matriz: uma coluna para os
tempos e outra para as pressées. Em seguida, a fungio procura a posi¢ao da primeira
ocorréncia do valor de tempo fornecido na coluna de tempos.

Depois disso, a coluna de pressoes € dividida em duas partes: a primeira parte
contém as pressdes desde o inicio até a posi¢cao encontrada anteriormente, e a segunda
parte contém as pressoes a partir da posicao seguinte até o final. Essas duas partes sao
entdo concatenadas, colocando a segunda parte antes da primeira, criando uma nova
sequéncia de pressoes.

Por fim, a fungao combina a coluna original de tempos com a nova sequéncia de
pressdes reorganizada. O resultado é uma nova matriz que mantém a coluna de tempos
original, mas com a coluna de pressoes ajustada para refletir o atraso baseado no valor

de tempo fornecido. A funcao retorna essa nova matriz como resultado.
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4.2.3 Torque

Este algoritmo calcula o torque de um cilindro em um motor de combustao interna
ao longo de um ciclo de combustao. Ele recebe como entrada o nimero de rotacdes por
minuto (RPM), a pressao no cilindro P e a ordem do ciclo. O torque é calculado para cada
ponto no ciclo de combustao e armazenado em um vetor. O atraso € entao aplicado ao
vetor de torque de acordo com a ordem especificada.

O algoritmo descreve uma fungao que calcula o torque em relagao ao tempo para
um conjunto especifico de parametros. Esta funcao recebe como entrada o nimero de
rotagdes, um vetor representando as pressoes e a ordem de atraso. O resultado é um
vetor contendo os valores de torque ao longo do tempo. Inicialmente, sao inicializadas
algumas constantes necessarias para os calculos. Um vetor vazio é criado para armazenar
os valores de tempo e torque. A aceleracao angular é calculada com base no angulo da
manivela. O torque resultante é calculado com base na massa, na aceleragao angular e
em um fator de raio. O torque é entao calculado para cada ponto no tempo.

Os valores de tempo e torque calculados sdo atrasados de acordo com a ordem
de combustao especificada. O vetor final é atribuido com o resultado do atraso. Em
resumo, a funcao realiza calculos iterativos para determinar o torque em relagao ao tempo
com base nos parametros fornecidos. O resultado € um vetor de torque que pode ser

utilizado para analises e simulacdes relacionadas ao torque de um motor.

4.2.4 Dif.volume

Este algoritmo implementa uma fungéo destinada a calcular o volume de um
cilindro de combustao interna de maneira incremental, com base na posicao angular do
pistao. Inicialmente, sao definidas as constantes relacionadas as dimensodes do cilindro
e a cinematica da biela. Em seguida, itera-se sobre cada posigao do pistao, calculando
o volume incremental do cilindro usando equagdes que envolvem o raio da manivela,
o comprimento da biela, o diametro do cilindro e a razao de compressao. Os volumes

incrementais sao armazenados e somados para obter o volume total do cilindro. Além
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disso, o algoritmo determina o volume de deslocamento do cilindro e retorna ambos os
valores calculados. Em resumo, essa fung¢ao fornece uma abordagem eficiente para
calcular o volume de um cilindro de combustao interna em diferentes posicées do pistao,

considerando suas dimensoes e cinematica.

4.2.5 Parametros.modais

Este algoritmo é um procedimento computacional para calcular os parametros
modais de um sistema mecanico, fundamentado em informacdes sobre rigidez, inércia
e amortecimento. Primeiramente, sdo definidas as curvas de variagao da rigidez do
sistema, seguidas pela geragao das matrizes de inércia, rigidez e amortecimento. Com
base nessas matrizes, é construida a matriz de estado do sistema. Em seguida, sao
calculados os autovalores dessa matriz, fornecendo as frequéncias naturais e os fatores
de amortecimento do sistema. Finalmente, os parametros modais, como periodo e razao
de amortecimento, sdo derivados a partir dos autovalores calculados. Esses parametros
sao cruciais para entender e projetar estruturas sujeitas a vibragoes, fornecendo insights

sobre seu comportamento dinamico.

4.3- Algoritmos do modelo dinamico

4.3.1 Replica.voltas

O pseudocddigo descreve a fungao que replica voltas em uma matriz de torques.
Essa fungao recebe um numero inteiro e uma matriz de torques como entrada, retornando
uma matriz com as voltas replicadas, em fungao da ordem de queima do motor. Em
seguida, extrai os tempos e os torques da matriz de entrada, preenchendo uma matriz
com os torques originais. Um loop replica as voltas adicionando as linhas dos torques em

posicdes especificas na matriz, obedecendo a ordem de igni¢ao dos cilindros. Apos isso,
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calcula o tamanho de uma matriz e gera os valores de tempo com base no primeiro valor
e numa diferenga calculada do segundo valor dos tempos originais, armazenando-os em
uma matriz. Por fim, cria uma matriz combinando os tempos replicados e os torques
replicados. Em resumo, a funcao replica voltas na matriz de torques, mapeando os
torques para cada instante de tempo correspondente, considerando o numero de voltas
desejado e a ordem de ignicdo. O resultado € uma matriz com os tempos replicados

seguidos pelos torques replicados para os seis cilindros do motor.

4.3.2 Runge.kutta

O algoritmo apresentado € uma implementagao do método Runge-Kutta para
resolver equacgoes diferenciais. Recebendo como entrada o numero de iteragdes N, a
funcao f(t,z), e a condigao inicial z(, o algoritmo retorna o vetor de solugao z obtido
por esse método. Para um sistema com N graus de liberdade, dado um vetor de forgas
externas F' e condicoes iniciais xy, podemos empregar o método de Runge-Kutta de
ordem 4 para resolver a equacao de movimento. O algoritmo comeca definindo o passo
de tempo dt e o tempo final ¢, inicializa os vetores de tempo ¢ e solugao z, e calcula o
namero de iteracoes n. Em um loop de i = 1 até N, o algoritmo calcula as derivadas em
diferentes pontos, utilizando uma média ponderada dessas derivadas para atualizar o
valor da solugao. Ao final do loop, retorna o vetor de solugao z, fornecendo assim uma
solugao numérica para a equacao diferencial.

A rotina interplq teve um papel fundamental neste estudo, ao modificar a
subfuncao vibracao de runge.kutta, contribuindo significativamente para a otimizagao
do tempo de processamento dos algoritmos empregados na resolu¢cao do modelo diesel.
Essa melhoria foi crucial para a solugao dos sinais de vibracao torcional, com tempo sig-
nificativamente menor, dos sinais necessarios a construcao da base de dados, permitindo
a solugao das equagdes com um ganho de tempo de 60 vezes, em relagao ao trabalho de
(Gutiérrez, 2016). Ao oferecer uma interpolagao eficiente e rapida dos dados, a funcao
interplq facilitou ndo apenas a convergéncia das solugdes, mas também a possibilidade
da geragao de 3500 cenarios de falha. Essa eficiéncia computacional foi essencial para a

obtencao da base de dados necessaria para o treinamento dos algoritmos de regressao
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e classificagao baseados em machine learning.

4.3.3 Vibracao.torcional

O algoritmo retorna o célculo do torque e os valores de tempo de vibragao torcional.
O torque é calculado a partir da média da diferenca entre os deslocamentos volumétrico e
cilindrico da resposta. Os valores de tempo sao extraidos da resposta, e os deslocamentos
torsionais sao calculados e combinados com os tempos correspondentes em uma matriz

de saida.

4.3.4 Ordem.espectro

O algoritmo apresentado realiza a analise espectral de um sinal de vibragao torci-
onal para identificar frequéncias especificas e suas amplitudes associadas. Inicialmente,
a matriz de entrada, que contém valores de tempo e vibracao torcional, € separada em
dois vetores distintos. Em seguida, utiliza-se a fungao espectro.exemplo1 para calcular
o espectro das frequéncias e suas respectivas amplitudes. A frequéncia de rotagao €
determinada dividindo-se o numero de rotagdes por minuto (RPM) por 60, obtendo-se
assim a frequéncia em Hertz. Variaveis auxiliares sao inicializadas e a diferenga entre as
frequéncias adjacentes no vetor de frequéncias é calculada.

O algoritmo entao executa iteracdo de 1 a 24, calculando, para cada iteracao,
as meias ordens, isto €, os multiplos da metade da frequéncia de rotacao, divididas
em 24 intervalos. Em cada iteragao, o algoritmo busca a frequéncia no espectro que
mais se aproxima da frequéncia alvo (cada uma das meias ordens), extrai as amplitudes
associadas a essa frequéncia, e armazena esses valores em um vetor. Apos todas as
iteragoes, o vetor resultante, contendo as frequéncias especificas e suas amplitudes, é
retornada como saida. Dessa forma, o algoritmo fornece uma analise detalhada das

componentes de frequéncia significativas no sinal de vibracao torcional.
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4.3.5 Tensoes.global

Este algoritmo calcula as tensées em um sistema vibratério utilizando dados de
resposta de tempo e vibragao torcional. Inicialmente, os dados de tempo e vibragéao sao
extraidos e processados para obter vetores de frequéncia, amplitude e fase através da
subfuncao espectro.exemplo. A frequéncia de rotacao é calculada, e as variaveis de
entrada do algoritmo sao inicializadas. Em seguida, o algoritmo calcula as componentes
especificas no dominio da frequéncia (fase, médulo e harménicos) da vibragao torcional.

A amplitude de vibracao torcional resultante é calculada a partir das componentes
ao longo dos eixos horizontal e vertical. Em seguida, o momento de inércia e o médulo de
seg¢ao sao determinados com base nas dimensdes especificadas. Utilizando a amplitude
calculada, o algoritmo determina a tensao resultante no sistema. Por fim, os vetores
de frequéncia e amplitude, juntamente com a tensao calculada, sao retornados como
saida. Em resumo, o algoritmo processa dados vibratorios para determinar frequéncias,
amplitudes e a tensao resultante, considerando a geometria e as propriedades fisicas do

sistema.

4.4- Conclusao

O capitulo conclui apresentando uma sintese abrangente dos algoritmos desen-
volvidos para implementar o programa DEFault. A exposicao detalhada dos codigos
subjacentes aos modelos termodinamico e dinamico oferece uma compreensao mais
detalhada das técnicas utilizadas para simular falhas em maquinas a diesel. Os algoritmos
descritos abrangem desde o calculo da pressao no cilindro e do torque gerado até a
analise espectral e o calculo das tensdes resultantes. Através de métodos numéricos
como o algoritmo de Runge-Kutta e técnicas de processamento de sinais, os modelos sao
capazes de capturar o comportamento complexo dos motores Diesel e as consequéncias
das falhas em seu desempenho. Esses algoritmos fornecem uma base para a simulagao
de falhas em maquinas a diesel, contribuindo para o entendimento e otimizacao desses

sistemas essenciais em uma variedade de aplicagoes industriais.
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5- Resultados

O experimento realizado nesta tese consiste em avaliar a capacidade do sistema
inteligente preditivo de avaliar a severidade de uma falha considerando a pressao maxima,
média e medidas espectrais para diversos tipos de falhas. O experimento consiste em
realizar a regressao de falhas adotando um procedimento semelhante ao apresentado
em (Park et al., 2019), (Guerrero and Jimanez-Espadafor, 2019) e (Pestana-Viana et al.,
2019).

Essas tarefas foram realizadas através dos seguintes modelos para regressao:
redes neurais artificiais - Multilayer Perceptron (MLP), Random Forest, Maquinas de
Vetores de Suporte e Regressao de Processo Gaussiano.

Para o RF o nimero de arvores foi obtido empiricamente conforme feito em (Pestana-
Viana et al., 2019). Ja para o MLP, a camada de entrada foi definida com o mesmo
tamanho que vetor de caracteristicas de entrada adotando-se uma camada intermediaria
com aproximadamente a mesma quantidade de neurdnios que a entrada.

O banco de dados 3500-DEFault original foi dividido em 2 conjuntos disjuntos com
aproximadamente 80% e 20% dos sinais para treinamento e teste, respectivamente. Para
0 modelo MLP utiliza-se 3 conjuntos disjuntos com aproximadamente com aproximada-
mente 70%, 10% e 20% de os sinais para treinamento, validacao e teste.

Cada um dos conjuntos é escolhido para representar os dados com variabilidade
maxima do aspecto da intensidade da severidade da falha.

O processo de aprendizado (treinamento) do RF foi realizado aplicando-se o
algoritmo bootstrap aggregating (bagging) e 0 processo de aprendizado (treinamento)
do MLP foi realizado aplicando-se o algoritmo Levenberg-Marquardt backpropagation,
empregando-se o conjunto de validagcao para evitar que o modelo se torne excessiva-
mente especializada nos sinais de treinamento, perdendo assim sua capacidade de
generalizacao (de Lima et al., 2013).

Para evitar viés de dados na regressao, a técnica de validacao cruzada k-fold foi
aplicada em todos os testes de regressao, dividindo a base 3500-DEFault em k = 5 vezes
com a finalidade de alterar circularmente o subconjunto de teste mantendo a proporgao

de 80% e 20% entre treino e teste, bem como reduzir o tempo de execugéo de cada teste,
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conforme os estudos de (James et al., 2014).

Todas as tabelas e graficos relacionados ao experimento de regressao de fa-
Ihas utilizam o RMSE (Root Mean Square Error) com métrica de desempenho para a
regressao.

Para os dados de teste da base 3500-DEFault, X; representa os elementos
observados e X; sdo os elementos previstos. O valor RMSE é representado por W + o,
onde W é a precisao total e o seu desvio padrao durante a validagao k-fold.

Monitorando-se a variancia do RMSE associado ao passo k-fold de cada regressor
(para o nivel de ruido de 60 dB), a variancia maxima obtida em cada regressor foi
02 =1[4,9-107%4,4-10722,5-1072 1,0 - 1075] %. Dessa forma, ndo houve necessidade
de alterar o numero de folds, visto que os modelos ndo se mostraram enviesados.

Por fim, com a reducéo de folds £ = 10 (mais usual) para k = 5, o tempo total de
execucao (ToE) de cada regressao (dependendo de cada método e dos niveis de ruido
evoluidos) foi significativamente reduzido, visto o menor numero de execugdes para definir
os parametros de cada regressor.

O Tempo de Execucao (ToE) computacional, € medido em segundos e foi estimado
utilizando um computador pessoal, com as seguintes caracteristicas: CPU core i5, 8 GB

RAM, sem GPU e utilizando os 2 nucleos fisicos para processamento paralelo.

5.1- Ajuste de hiperparametros dos regressores

O ajuste dos hiperparametros da MLP, RF, SVM e GPR é uma etapa dedicada
para projetar cada regressor de forma a maximizar o desempenho durante treinamento.
Tais parametros sao avaliados para cada tipo de regressor, segundo um conjunto de
valores pré-definidos, monitorando-se o valor minimo do RMSE (média e desvio padrao)
na etapa de treino.

Para o MLP, o nimero de neurbnios na camada oculta H simulada foi H =
1,2,...,1000; para o RF o numero de arvores simuladas B foi B = 1,2,...,1000; para
SVM o parametro « da fungao kernel polinomial de ordem d = 1, foi xk = 0,1,...,10 e
d = {5 € para GPR o parametro de desvio padrao o¢ da distancia de covariancia Cs /5 (d)

simulada foi o = 0,1,...,10 com p = 7.
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Durante as simulagées do SVM e do GPRM, e de acordo com os estudos de
(Keerthi, 2002), foram definidos ¢ = ; para o SVM e, para o GPR, o desvio padrao da
fungéo kernel foi fixado em p = 7. Esses ajustes foram realizados com o objetivo de
reduzir o numero excessivo de simulagcdes em ambos 0s regressores.

A Figura 29 mostra as curvas de ajuste onde sao apresentados o valor médio do
RMSE nrayse € avariabilidade do RMSE o )55 do conjunto de treinamento para cada
hiperparametro avaliado, tal que o eixo x mostra o intervalo de valores atribuidos para
cada hiperparametro. Por fim, os valores definidos para cada regressor sao apresentados
na Tabela 5.

Tabela 5 — Valores selecionados dos hiperparametros de cada regressor.

Hiperparametros

Regressor
MLP H =120
RF B =100

SVM Kk =0,75,6 = 0,08
GPR  o¢=5,45p=0,06

Observe que quando a curva de sintonia tende a um minimo transiente ou um
minimo estavel, ha uma diminuigao intrinseca no desvio padrao da validagao do conjunto
de treinamento. Dessa forma, vemos a importancia de avaliar a escolha correta desses
parametros que implicam em uma menor variabilidade do erro de treinamento, levando a

um resultado mais estavel.
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Figura 29 — Gréfico de erro de varias curvas de sintonia com nivel AWGN L = 60 dB SNR.:
(a), (d), (9) e (j) para AP, e regressores MLP, RF, SVM e GPR, respectivamente; (b), (e),
(h) e (k) para Ar; e regressores MLP, RF, SVM e GPR, respectivamente; (c), (f), (i) e ()
para Am,, e regressores MLP, RF, SVM e GPR, respectivamente. Nos gréficos acima,
a linha pontilhada representa pryse € as barras representam o gy s apos a validagao
cruzada de 5 vezes.

5.2- Testes de classificacao

O experimento de classificagdo de falhas consiste em adotar procedimentos

semelhantes apresentados em (Pestana-Viana et al., 2016) e (de Lima et al., 2013),

para avaliar a capacidade do sistema de discriminagao de falhas, adicionando a pressao
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maxima, média e as medidas espectrais, nao apenas para o normal, mas também para
outras falhas. Essas tarefas foram realizadas com os classificadores: Random Forest,
com o vetor de caracteristicas como entrada, com o nimero de arvores igual a 84, obtidas
empiricamente, como feitas em (de Lima et al., 2013) e a saida com o tamanho do
namero de classes de falha e o perceptron multicamada, com camada de entrada com
0 mesmo tamanho do vetor de caracteristicas, uma camada oculta com a quantidade
de neurdnios igual ao tamanho da camada de entrada, também obtida empiricamente
e a camada de saida com o numero de neurénios igual ao nimero de classes a serem
discriminadas.

O banco de dados original 3500-DEFault foi dividido em 2 conjuntos disjuntos
(mutuamente exclusivos) com aproximadamente 80% e 20% dos sinais para treinamento
e teste, respectivamente, e em 3 conjuntos disjuntos com aproximadamente 70%, 10% e
20% de os sinais para treinamento, validagéo e teste, respectivamente, para o classifica-
dor da RNA (de Lima et al., 2013) e (Pestana-Viana et al., 2016). Cada um dos conjuntos
€ escolhido para representar os dados com variabilidade maxima do aspecto da intensi-
dade da severidade da falha (Pestana-Viana et al., 2018). O processo de aprendizado
(treinamento) de RF foi realizado aplicando o algoritmo bootstrap aggregating (bagging) e
o processo de aprendizado (treinamento) da RNA foi realizado aplicando o algoritmo de
retropropagacao de erros de Levenberg-Marquardt (Pestana-Viana et al., 2018).

O conjunto de validacao € empregado para evitar que a RNA se torne excessiva-
mente especializada nos sinais de treinamento, perdendo sua capacidade de generalizagao
(de Lima et al., 2013) e (Haykin, 2009).

Para evitar o desempenho tendencioso dos dados na classificacao, a técnica
de validagao cruzada k-fold foi aplicada em todos os testes de classificagao, dividindo
o sinal da base 3500-DEFault em k = 5 folds, com o objetivo de alterar circularmente
0 subconjunto de testes, mantendo a propor¢cdo de 80 e 20% para 0s conjuntos de
treinamento e teste, respectivamente.

Todas as tabelas relacionadas ao experimento de classificacdo de falhas apre-
sentam o desempenho de classificagdo X./Y,, também chamado de matriz de confuséo,
para os dados de teste da base de dados 3500-DEFault, onde X. representa os sinais
reconhecidos e Y. € o niUmero total de sinais para a classe-alvo sob analise. O valor total
do desempenho da classificacao de precisao da matriz de confusao é representado por

uma pontuagao com a variavel W + o, em que W representa a proporgao percentual total
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de elementos verdadeiros classificados, por um total de elementos de teste e o é o desvio
padrao durante a etapa de validagao cruzada k-fold.

Na base 3500-DEFault, diferentes niveis de ruido foram aplicados com 60, 30, 15
e 0 dB de relacao sinal-ruido (SNR), usando ruido branco gaussiano aditivo (AWGN) nos
sinais originais, para avaliar sua influéncia sobre o desempenho de classificacao e de
sorte a emular a influéncia de uma medicao real. A Figura 30 mostra as variaveis torque

{M (t)} sem adi¢ao de ruido como na Eq. (3) e torque com 15 dB SNR AWGN ({M(t)}).

1,500 T —
— M(t)
-- - N

1,000

500 -

Torque (Nm)

Tempo (s) .10~2

Figura 30 — Processo de aplicacao de 15 dB SNR de ruido aditivo na variavel de torque.
No grafico acima, a linha tracejada representa o sinal com adigao de ruido e a linha reta
representa o sinal original sem ruido. A nova variavel de torque com AWGN ({ M (t)})
is {M(t)} = {M(t)} + v(t), onde v(t) é ruido gaussiano branco com SNR de 15dB. O
processo € 0 mesmo para as demais variaveis (pressao e vibracao torcional).

O desempenho do aprendizado de maquina foi comparado com a abordagem da
técnica de minimos quadrados de Levenberg-Marquardt (LMLS) (Gutiérrez, 2016), para

avaliar a eficiéncia do sistema proposto.

5.2.1 Resultados de classificacao usando 60 dB SNR AWGN

Para os testes abaixo, todas as falhas foram incluidas testando o desempenho
de todos os cenarios de falha do banco de dados de 3500-DEFault. Diferentes divisdes
de classes foram usadas para investigar o desempenho do classificador para diferentes

configuragdes na camada de saida, além de obter os resultados expandindo as classes
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de falhas. Os testes foram definidos pelo numero de classes a serem previstas pelo

classificador e em cada teste foi adotada a seguinte nomenclatura de classe:

» Teste com 4 classes: normal (C1), reducao de pressao no coletor de admissao (C2),
redugao da razao de compressao nos cilindros (C3) e redugao da quantidade de

combustivel injetado nos cilindros (C4);

» Teste com 8 classes: normal (C1), falha do cilindro: cilindro 1 (C2), cilindro 2 (C3),
cilindro 3 (C4), cilindro 4 (C5), cilindro 5 (C6) e cilindro 6 (C7) e falha em todos os
cilindros (C8);

» Teste de severidade com 4 classes (S4): nivel de severidade percentual (S):
1<85<10%(S1), 10 < S <20% (S2), 20 < S <30% (S3) and 30 < S < 50% (S4).

Tabela 6 — Matriz de confusdo com reconhecimento de padrdes de 4 classes usando o
vetor de caracteristicas Vy com ruido de 60 dB e RF.

Alvo
C1 C2 C3 C4
C1 50/50 0/45 0/305 0/300
c2 0/50 45/45 5/305 0/300
C3 0/50 0/45 300/305 0/300
C4 0/50 0/45 0/305  300/300
Total 99,3 +0,23 (%)

Classe

Tabela 7 — Matriz de confusdao com reconhecimento de padrdes de 4 classes usando o
vetor de caracteristicas VVy com ruido de 60 dB e RNA.

Alvo
C1 Cc2 C3 C4
CH 50/50 0/45 20/305  10/300
c2 0/50  45/45 0/305 0/300
C3 0/50 0/45 285/305 0/300
C4 0/50 0/45 0/305  290/300
Total 95,7 +0,97 (%)

Classe

As Tabelas 6 a 11 apresentam uma estrutura semelhante as descritas em (de Lima
et al., 2013) e (Pestana-Viana et al., 2016), ou seja, realiza uma tarefa de classificacao
usando V; com uma RNA de 84-84-4 e 84-84-8 neurdnios nas camadas de entrada,
oculta e saida, respectivamente, para testes com 4 e 8 classes, respectivamente, e 84

arvores com 500 divisdes para o RF classificador.
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Tabela 8 — Matriz de confusdao com reconhecimento de padrdes de 8 classes usando o
vetor de caracteristicas Vy com ruido de 60 dB e RF.

Classe Alvo
C1 C2 C3 C4 C5 C6 C7 C8
C1 25/25 0/90 0/135 0/70 5/100 0/80 0/140 0/60
C2 0/25 90/90 0/135 0/70 0/100 0/80 0/140 0/60
C3 0/25 0/90 135/135 0/70 0/100 0/80 0/140 0/60
C4 0/25 0/90 0/135 70/70 0/100 0/80 0/140 0/60
C5 0/25 0/90 0/135 0/70 95/100 0/80 0/140 0/60
C6 0/25 0/90 0/135 0/70 0/100 80/80 0/140 0/60
C7 0/25 0/90 0/135 0/70 0/100 0/80 140/140 0/60
C8 0/25 0/90 0/135 0/70 0/100 0/80 0/140 60/60

Total (%) 99,3 £ 0,27

Tabela 9 — Matriz de confusdao com reconhecimento de padroes de 8 classes usando o
vetor de caracteristica Vy com ruido de 60 dB e RNA.

Classe Alvo
C1 C2 C3 C4 C5 C6 C7 C8
C1 25/25 0/90 0/135 0/70 0/100 5/80 0/140 0/60
Cc2 0/25 90/90 0/135 0/70 0/100 0/80 0/140 0/60
C3 0/25 0/90 135/135 0/70 0/100 0/80 0/140 0/60
C4 0/25 0/90 0/135 70/70 0/100 0/80 0/140 0/60
C5 0/25 0/90 0/135 0/70 100/100 0/80 0/140 0/60
C6 0/25 0/90 0/135 0/70 0/100 75/80 0/140 0/60
C7 0/25 0/90 0/135 0/70 0/100 0/80 140/140 0/60
C8 0/25 0/90 0/135 0/70 0/100 0/80 0/140 60/60

Total (%) 99,3 + 0,85

Comparando as Tabelas 6 com 11, percebe-se claramente que o uso do RF
melhora o desempenho de cada classe individual e consequentemente, a acuracia geral
do sistema para mais de 99% nos testes de 4 e 8 classes. Comparando o desempenho
com os classificadores da RNA para a mesma tarefa, houve uma diminui¢gdo na precisao
de 3,6% para os testes de 4 e 8 classes. No entanto, para o teste de classificacdo de
severidade, houve uma diferenca de 11,5% no desempenho entre os classificadores RF e
RNA.

Percebe-se claramente que o uso de RF melhora o desempenho de cada classe
individual e, consequentemente, a precisao geral do sistema para 99% e reduzindo a

dispersao entre as realizagbes de validagao cruzada, nos testes de 4 e 8 classes.
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Tabela 10 — Matriz de confusdo com reconhecimento de padrdées de severidade de 4
classes usando o vetor de caracteristica V; com ruido de 60 dB e RF.

Alvo
S1 S2 S3 S4
S1 65/65 0/100 0/245 0/240
S2 0/65 95/100 5/245 0/240
S3 0/65 5/100 240/245 5/240
S4 0/65 0/100 0/245  235/240
Total 97,9 +£0,85 (%)

Classe

Tabela 11 — Matriz de confusdo com reconhecimento de padrées de severidade de 4
classes usando o vetor de caracteristica V; com ruido de 60 dB e RNA.

Alvo
S1 S2 S3 S4
St 0/65 0/100 0/245 0/240
S2 65/65 95/100 10/245 0/240
S3 0/65 5/100 230/245 10/240
S4 0/65 0/100 5/245  230/240
Total 864 +27 (%)

Classe

5.2.2 Resultados da classificacao abordando diferentes niveis de ruido

branco gaussiano

Para os testes abaixo, todas as falhas do banco de dados foram incluidas para
avaliar o desempenho de todos os cenarios de falha do banco de dados 3500-DEFaulit.
Nesta secao, uma configuracao semelhante a adotada na Segao 5.2.1 foi aplicada,
incluindo ainda, uma classe de teste extra de 14 elementos. Os testes foram estabelecidos
com as mesmas nomenclaturas adotadas para as configuragdes de 4 classes, 6 classes
e 4 classes de severidade, conforme apresentado na Se¢ao 5.2.1 e uma nomenclatura

adicional de 14 classes definida da seguinte forma:

* teste de 14 classes: normal (C1), reducao de pressao no coletor de admissao (C2),
reducdo da razdo de compressao no: cilindro 1 (C3), cilindro 2 (C4), cilindro 3
(C5), cilindro 4 (C6) , cilindro 5 (C7) e cilindro 6 (C8) e reducao da quantidade de
combustivel injetado em: cilindro 1 (C9), cilindro 2 (C10), cilindro 3 (C11), cilindro 4
(C12), cilindro 5 (C13) e cilindro 6 (C14).

Os resultados mostrados na Tabela 12 indicam um desempenho geral de predigao
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Tabela 12 — Resultados da acuracia de predicao para os classificadores RF e ANN com
SNR de 60, 30, 15 e 0 dB usando o vetor de caracteristicas V.

Acuracia (%)

SNR (dB) N, Classes
RF ANN
4 99,3+ 0,2 95,7+ 1,0
60 8 99,3+ 0,3 99,3+ 0,9
14 99,3+ 0,3 96,4 + 0,9
S4 97,9+ 0,9 86,4 2,7
4 98,6 + 0,3 92,9 +1,0
30 8 98,6 + 0,3 97,1 +0,8
14 979+ 04 95,8 +1,0
S4 97,9+ 0,9 86,1 +2,3
4 95,1 +0,3 88,6 + 1,0
15 8 95,8 + 0,3 90,7 +0,8
14 944+ 0,4 92,1 0,8
S4 92,3+ 0,9 76,4 + 3,2
4 83,5+ 0,9 75,7 £ 1,0
0 8 81,4 +0,8 79,3 £1,3
14 80,7 £ 0,9 72,9 +1,2
S4 76,4 +1,3 60,7 + 3,7

para o classificador RF de 99,3%, adequado para o problema de classificagao de falhas
de diesel, tornando o método proposto eficaz para o reconhecimento de padrées de falha
em analise neste trabalho. O classificador RNA, em geral, obteve desempenho inferior
ao RF, tornando o RF mais adequado para as tarefas de classificagao abordadas neste

trabalho.

5.2.3 Analise Comparativa entre o Método de Levenberg-Marquardt e clas-

sificador Random Forest

A analise comparativa entre a técnica de Levenberg-Marquardt para quadrados
minimos (LMLS) (Gutiérrez, 2016) e as abordagens propostas usando 2 classificadores
diferentes visando detectar o tipo de falha, bem como a sua severidade associada (normal,
AP,, Ar e Am.). A localizagcao da falha (hormal, cilindros 1 a 6 e todos os cilindros), o
tipo e a localizacdo da falha combinados e a faixa de severidade da falha sdo abordados

para observar os aspectos qualitativos de ambas as técnicas.
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Deve-se notar que a técnica LMLS e as abordagens propostas apresentam
diferengas estruturais significativas. O algoritmo LMLS exige que o tipo de falha seja
conhecido anteriormente pelo aplicativo do sistema e retorne o nivel de severidade em
termos numéricos, enquanto as abordagens propostas usam técnicas de classificacao
para detectar o tipo e o local da falha, bem como a sua faixa de severidade.

A Tabela 13 apresenta os cenarios em que as técnicas foram analisadas. Os
casos 1 a 6 foram abordados apenas um tipo de falha, cada um com um determinado
nivel de severidade e ruido de medigdo. Somente a falha AP, com 25% de severidade no
cilindro 1 foi abordada no caso 1. No caso 2, apenas a falha Ar no cilindro 1 com 25% de
severidade foi simulada e o caso 3 somente com a falha Am. com 25% de severidade e
o cilindro 1 foram considerados. Os casos 7, 8 € 9 sao equivalentes a 1, 2 e 3, mas com
ruido agregado, compreendido em 15 dB de SNR em cada sinal de falha. Nos 6 casos,

foi utilizado o modelo dinamico acoplado ao termodinamico.

Tabela 13 — Tabela de resumo com falhas e niveis de severidade abordados para cada
cenario/caso de entrada.

Falha simulada

Caso Cyl. (S dNBF; & severidade (%)
AP, Ar Am,
1 1 - 25 - -
2 1 - - 25 -
3 1 - - - 25
4 1 15 25 - -
5 1 15 - 25 -
6 1 15 - - 25

Tabela 14 — Tabela de erro maximo na identificagao da severidade de cada variavel usando
a técnica LMLS e os resultados da classificacao usando RF para os classificadores 4-c,
8-c, 14-c e S4, para diferentes niveis de ruido e 2500 RPM.

Metodologia Tempo
Caso LMLS RF LMLS (%) RF
AP, Ar Am. 4-c 8c 14c S4 (horas) (ms)
1 <107° 0 0 C2 C2 C2 S3 38 21
2 0 <1075 0 C3 C2 C3 S3 38 21
3 0 0 <107® C4 C2 C9 S3 38 21
4 <1075 0 0 C2 C2 C2 83 38 21
5 0 <1075 0 C3 C2 C3 S3 38 21
6 0 0 <107 C4 C2 C9 S3 38 21
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Na Tabela 14, o erro absoluto de estimativa de severidade para os casos 1 a 6 foi
menor que 10~°%, indicando uma alta eficiéncia na estimativa dos niveis de severidade
para a técnica LMLS. No entanto, deve-se mencionar que o algoritmo requer que o
conhecimento prévio do tipo de falha seja analisado e leva cerca de 38 horas para avaliar
um Unico cenario.

A abordagem proposta (RF), avalia quatro classificadores diferentes. O primeiro,
um experimento de 4 classes (4-c) reconhece os 3 tipos de falhas em analise como
sendo das classes C2, C3 e C4, associadas a AP,, Ar e Am,, respectivamente. Os
classificadores de 8 classes (8-c) detectam adequadamente em qual cilindro a falha
ocorreu como sendo da classe C2, ou seja, cilindro 1. O classificador combinado de
falhas de tipo e localizacao, que € um classificador de 14 classes (14-c), foi capaz de
detectar com precisido as classes C2, C3 e C9 relacionadas a AP, e cilindro 1, Ar e
cilindro 1 e Am, e cilindro 1, respectivamente. E, finalmente, a avaliagcao do intervalo
de severidade utilizou um classificador de severidade de 4 classes (S4) e pode apontar
assertivamente a classe S3 correspondente ao intervalo de severidade de 20% a 30%.
O custo computacional de uma avaliacao da técnica proposta, com o classificador ja
treinado, levou cerca de 21 ms.

A principal contribuicdo desta analise reside nas vantagens das técnicas de
machine learning em comparagado com o método tradicional LMLS. Enquanto o LMLS
demonstrou excelente precisdo na estimativa numérica da severidade de falha, ele requer
informagdes prévias sobre o tipo de falha e implica em um custo computacional elevado.
Em contraste, as abordagens baseadas em machine learning propostas nesta Secdo séo
baseadas em classificacao, capazes de reconhecer com precisao as classes de falhas e
suas faixas de severidade nos cenarios de teste. Estas técnicas dispensam a necessidade
de informacdes prévias sobre a falha, além de serem computacionalmente mais eficientes.
Para superar as limitacées da abordagem de classificacao, sera desenvolvida a técnica

baseada na regressao via algoritmos de machine learning na Seg¢ao 5.3.1.
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5.3- Testes de regressao

Apobs o ajuste dos hiperparametros dos regressores, descrito na Segao 5.1, sao
implementados os testes de regressao empregando os mesmos hiperparametros apre-
sentados na Tabela 5, conforme estudos realizados por (Li et al., 2019; Li et al., 2020).

Todas as falhas basicas foram incluidas para avaliar o desempenho para os
cenarios de falha do banco de dados 3500-DEFault. Diferentes niveis de severidade
S = [1.0,1.1,1.2,...,50] % foram utilizados para investigar o desempenho de cada
regressor, bem como obter os resultados por meio da analise do grau de severidade de
cada variavel (falha).

Os valores apresentados nas Tabelas 15—18 representam os erros quadraticos
médios (RMSE) dos regressores para cada parametro de falha (FP), considerando diferen-
tes niveis de ruido branco gaussiano aditivo (AWGN) nos sinais originais, isto €, AWGN
de 60, 30, 15 e 0 dB de SNR, respectivamente. O RMSE € uma medida da diferenca
entre os valores previstos pelo modelo e os valores reais observados, sendo calculado
como a raiz quadrada da média das diferengas ao quadrado. As Figuras 31 e 32 mostram

as curvas de regressao para os niveis AWGN L de 60 e 0 dB, respectivamente.

Tabela 15 — RMSE dos regressores para cada parametro (FP), considerando 60 dB
AWGN.

Regressor
MLP RF SVM GPR

AP, 0,84 £0,06 0,20 +0,11 0,05 + 0,01 0,015 + 0,001
Arq 0,85+ 0,07 0,104+ 0,03 0,11 + 0,03 0,018 + 0,001
Ary 0,85+0,07 0,16 +£0,17 0,14 £ 0,03 0,018 + 0,001
Arg 0,84 +0,06 0,17 +0,12 0,09 + 0,03 0,018 + 0,001
Ary 0,84 £0,06 0,16 &+ 0,07 0,13 + 0,04 0,018 + 0,001
Ars 0,86 +0,07 0,27 +£0,12 0,11 £ 0,04 0,017 + 0,001
Arg 0,84 +0,06 0,29 +0,19 0,13 £ 0,03 0,018 + 0,001
Am., 0,81+0,05 0,26 +0,21 0,17 £ 0,05 0,022 + 0,001
Am., 083+0,05 0,23+0,12 0,18 + 0,04 0,020 + 0,001
Am., 084+0,05 0,15+ 0,06 0,20 + 0,04 0,019 + 0,001
Am., 0,84+0,04 022=+0,11 0,19 £ 0,05 0,018 + 0,001
Am.; 0,84+0,05 0,13+0,05 0,16 & 0,04 0,017 + 0,001
Am. 083+0,05 0,24+0,13 0,12 £ 0,03 0,020 + 0,001

ToE 15,36 + 3,57 17,89+ 1,08 124,43 +£26,83 176,94 + 12,53

FP
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Tabela 16 — RMSE dos regressores para cada parametro (FP), considerando 30 dB

AWGN.
Fp Regressor
MLP RF SVM GPR

AP, 1,03+0,11 0,35+0,14 0,12+0,08 0,053 + 0,002
Ary 1,04 +0,13 0,21 +0,11 0,25+ 0,06 0,074 + 0,015
Ary 1,02+0,14 0,27 +0,25 0,29+ 0,08 0,071 + 0,004
Arg 1,06 +0,11 0,24 +0,19 0,22+ 0,06 0,064 + 0,003
Ary 1,07 +0,15 0,20+ 0,14 0,28 +0,07 0,062 &+ 0,004
Arg 1,04 £ 0,16 0,28 +0,18 0,25+ 0,06 0,066 + 0,002
Arg 1,04 +0,16 0,26 +0,17 0,22+ 0,06 0,060 + 0,001
Am., 1,05+0,12 023+0,06 049+0,11 0,126 + 0,003
Am., 1,07+014 0,24+0,06 0,553+0,12 0,143 + 0,003
Am., 1,09+0,14 0,19+0,04 049+0,13 0,114 + 0,005
Am., 1,12+0,11 030+0,11 0,54 +0,14 0,105 + 0,002
Am., 1,04+0,15 0,18+0,04 050+0,13 0,116 + 0,003
Amg 1,09+013 0,25+0,05 0,29+0,08 0,100+ 0,003
ToE 32,67 +5,17 18,94 + 0,81 20,34 +6,24 174,22 + 39,22

Tabela 17 — RMSE dos regressores para cada parametro (FP), considerando 15 dB

AWGN.
Fp Regressor
MLP RF SVM GPR

AP, 162+0,22 0,37+0,14 0,60+0,17 0,184 + 0,008
Ary 1,58+ 0,22 0,36+0,06 0,63+0,16 0,328 + 0,024
Argy 1,56 + 0,24 0,33+0,11 0,67 +0,18 0,323 £ 0,025
Ars 164+030 0,31+0,08 0,67+0,17 0,289 +0,015
Ary 163+0,28 0,38+0,30 0,68+0,17 0,271 £0,013
Ars 169+032 035+0,08 058=+0,17 0,298 + 0,007
Arg 162+036 0,37 +0,13 0,48+0,13 0,260 £ 0,004
Am., 1,79+033 0,61+0,08 4,67+1,12 0,728 £+ 0,039
Am., 183+028 069+0,14 3,68+0,81 0,765+ 0,028
Ame, 167+023 049+0,10 1,61+0,51 0,589 £ 0,047
Am., 169+037 052+0,08 205=+064 0,559+0,015
Am. 1,71+£035 042+0,02 2,00+0,59 0,607+ 0,022
Am. 165+031 048+0,06 1,32+039 0,519+0,020
ToE 34,11 £1,77 22,67 £1,01 5,37 +0,91 151,23 + 18,88

Apds a analise da Figura 31 e Tabela 15, nota-se um bom desempenho dos regres-

sores para uma alta relagao sinal/ruido, com RMSE menor que 1%. Este comportamento

€ motivado pela baixa dispersao dos elementos do vetor caracteristico, devido ao baixo

nivel de ruido presente nos sinais provenientes da maquina.

Podemos também notar o aumento do RMSE na presenga de uma baixa relagao

sinal-ruido conforme mostrado na Figura 32. Neste caso, nota-se a dispersdo das

previsbes em relagdo a curva de previsdo ideal, em particular para o Am,;, de acordo

com os resultados da Tabela 18.

Em resumo, a maior dispersao dos resultados de regressao em torno da curva de

predicao perfeita ocorre devido ao elevado nivel de ruido presente nos sinais da base de
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Tabela 18 — RMSE dos regressores para cada parametro (FP), considerando 0 dB AWGN.

Regressor
MLP RF SVM GPR

AP, 1,58 +£034 0,78+025 1,24+031 0,686+ 0,035
Ary 2,19 £ 0,31 1,37+0,13 594+1,35 1,514+0,065
Ary 222+033 1,18+0,14 543+ 1,47 1,448 £0,145
Arg 2,08+029 124+009 549+148 1,250+ 0,051
Ary 1,90+033 095+0,16 529+1,08 1,163 +0,032
Ars 2,16 +£024 112+0,14 559+147 1,337 40,063
Arg 1,86 £0,18 092+0,10 4,38+1,55 1,160 + 0,045
Am,, 3,76 £0,21 3,16 +0,41 6,01 +1,41 3,223 £ 0,078
Am., 3,16+022 2,83+0,08 6,01 £151 3,033+0,137
Am,, 3,21+0,18 263+036 599+1,48 2,779+0,111
Am., 3,06+026 262+0,19 594+1,44 2,686+ 0,072
Am,, 2,82+£033 225+009 595+1,42 2,332+0,167
Am. 262+032 228+0,23 6,07+138 2,206+0,116

ToE 32,71 +1,50 3193+1,74 2,80+1,10 257,56 + 92,01

FP

dados, antes da etapa de extragao de caracteristicas. Isso resulta no espalhamento dos
resultados de regressao, evidenciando a influéncia significativa do ruido na precisao das
predicoes.

De acordo com os resultados das Tabelas 15 - 18, as 3 classes de falhas estudadas
AP., Ar; e Am.; possuem desempenhos bem especificos de acordo com seu tipo: a
falha AP,, que afeta toda a dinamica de combustao do motor, possui previsao mais
precisa dado seu forte acoplamento com os parametros operacionais utilizados neste
trabalho; as falhas Ar; e Am,,, que afetam a dindmica de combustéo de apenas um
cilindro, possuem maior nivel de dificuldade de previsdo por estarem acopladas apenas
com as variaveis cilindro em questao.

O desempenho da regresséo para as falhas referentes as variaveis Am,; foi
inferior as demais falhas, indicando que a previsao desta esta classe de falha possui maior
grau de dificuldade, devendo-se avaliar funcionalidades mais discriminantes e ajustes
mais especifico dos regressores.

Com relacao aos regressores, o modelo MLP e RF apresentaram resultados
estaveis, com baixo ToE, devido ao nivel de ruido e ao ajuste definido, com resultados
esperados, consistentes com trabalhos anteriores (Li et al., 2019).

O regressor SVM apresentou resultado semelhante ao RF, porém seu desempenho
cai com o aumento do nivel de ruido, devendo ser feitos ajustes de acordo com o ruido.
O GPRM apresentou resultados promissores para este tipo de cenario e com o menor
RMSE até 15 dB. Com 0 dB o desempenho dos regressores é semelhante, com excecao
do SVM.
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Figura 31 — Testes de regressao com nivel AWGN L = 60 dB SNR: (a), (d), (g) e (j) para
AP, e regressores MLP, RF, SVM e GPRM , respectivamente; (b), (e), (h) e (k) para Ar;
e regressores MLP, RF, SVM e GPR, respectivamente; e (c), (f), (i) e (I) para Am,, €
regressores MLP, RF, SVM e GPR, respectivamente. No grafico acima, a linha preta
representa a previsao perfeita e os pontos pretos representam os elementos verdadeiros
(eixo x) versus elementos previstos (eixo y). Todos os graficos possuem um intervalo
entre zero e cinquenta (eixos x e y), ou seja, com amplitudes iguais as severidades da
base de dados.

Através da anadlise da dispersao do RMSE apds as etapas de validagao cruzada,
o GPRM obteve os resultados mais estaveis, mesmo com a influéncia de alto nivel de

ruido, mas com alto ToE para treinamento da base.
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Figura 32 — Testes de regressao com nivel AWGN L = 0 dB SNR.: (a), (d), (g) e (j) para
AP, e regressores MLP, RF, SVM e GPR , respectivamente; (b), (e), (h) e (k) para Ar;
e regressores MLP, RF, SVM e GPR, respectivamente; e (c), (f), (i) e (I) para Am,, €
regressores MLP, RF, SVM e GPR, respectivamente. No grafico acima, a linha preta
representa a previsao perfeita e os pontos pretos representam os elementos verdadeiros
(eixo x) versus elementos previstos (eixo y). Todos os graficos possuem um intervalo
entre zero a cinquenta (eixos x e y), ou seja, com amplitudes iguais as severidades da

base de dados.

5.3.1 Analise Comparativa entre o Método de Levenberg-Marquardt e re-

gressor por processo Gaussiano

A comparagao entre o0 método de regressao Levenberg-Marquardt para minimos

quadrados (LMLS) (Gutiérrez, 2016) e o regressor GPRM foca na deteccao e quantificagao
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da severidade de diferentes tipos de falha (normal, AP,, Ar e Am,.). Ambas as abor-
dagens sao aplicadas para identificar a localizagao da falha (em cilindros individuais ou
todos os cilindros) e para combinar tipo, localizacdo e severidade da falha, explorando
aspectos qualitativos.

E fundamental destacar que o método LMLS pressupde que o tipo de falha
seja conhecido previamente pelo sistema, proporcionando uma medida numérica da
severidade. Em contrapartida, o GPRM utiliza técnicas de regressao para estimar o tipo,
a localizagao e a faixa de severidade da falha com base nos dados disponiveis.

A Tabela 13 descreve os cenarios analisados, onde os casos de 1 a 6 abordam
diferentes tipos de falha (normal, AP,, Ar € Am.) com niveis especificos de severidade
e condigdes de ruido. Por exemplo, o caso 1 simula exclusivamente a falha AP, com 25%
de severidade no cilindro 1, enquanto o caso 2 se concentra na falha Ar no mesmo cilindro
com a mesma severidade. Os casos 7, 8 e 9 replicam os casos 1, 2 e 3, respectivamente,
mas com adic¢ao de ruido, especificamente 15 dB de SNR em cada sinal de falha. Todos
0s casos utilizam um modelo dindmico acoplado ao modelo termodinamico para analise.

A Tabela 19 mostra os resultados comparativos entre as duas técnicas e o tempo

de execugao em cada analise.

Tabela 19 — Tabela de erro maximo na identificacao da severidade de cada variavel
usando a técnica LMLS e GPRM

Metodologia Tempo
Caso LMLS GPRM LMLS (%) GPRM

AP, Ar Am, AP, Ar Am, (horas) (ms)
1 <1075 0 0 <104 0 0 38 <1
2 0 <107° 0 0 <107* 0 38 <1
3 0 0 <1075 0 0 <107* 38 <1
4 <104 0 0 <1073 0 0 38 <1
5 0 <104 0 0 <1073 0 38 <1
6 0 0 <1074 0 0 <1073 38 <1

A Tabela 19 compara os resultados entre os métodos LMLS e GPRM para a
identificacao da severidade de diferentes variaveis. Em relagao ao parametro AP,, o
método LMLS demonstra erros maximos inferiores a 10~°, enquanto o GPRM apresenta
erros na ordem de 10~%. Para o parametro Ar, ambos os métodos alcangam erros
méaximos muito baixos, com LMLS e GPRM abaixo de 10~°. J& para Am,, o LMLS reporta

erros maximos inferiores a 10~°, enquanto o GPRM tem erros da ordem de 10~4.
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Além das diferencas nos niveis de erro maximo, ha uma disparidade significativa
no tempo de execugao entre os métodos. O LMLS demanda aproximadamente 38 horas
para completar a andlise, enquanto o GPRM executa em menos de 1 milissegundo. Essa
analise sugere que o método LMLS oferece resultados mais precisos em termos de
erro maximo para os parametros avaliados, porém requer um tempo de processamento
substancialmente maior em comparagao com o GPRM, que, apesar de menos preciso, €

extremamente rapido.
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Consideracoes finais

Este estudo propds um framework quantitativo para analise de severidade com-
posto por processamento de sinal e técnicas de regressao baseadas em aprendizado
de maquina. Comparado com os métodos de classificacao tradicionais relatados em
muitos outros estudos, ndo visava identificar diferentes padrdes de falha do motor Diesel,
mas avaliava suas condi¢des de saude em processo de deterioracao, avaliando o valor
absoluto da severidade da falha.

O esquema proposto € mais significativo, na pratica, pois a vida util de um motor
Diesel sofre um processo de deterioragao antes que ocorra sua falha funcional. Con-
forme os resultados mencionados acima, o esquema proposto envolveu a extragao de
parametros estatisticos representativos dos sinais vindos do interior dos cilindros e a
resposta em frequéncia do sinal de vibragao torcional no volante do motor.

A funcao de tomada de decisao proposta para a predigao do nivel de severidade
com base em técnicas de aprendizado de maquina, atrelada ao tipo de variavel ope-
racional da maquina, apresenta pontos positivos em relacao aos métodos numéricos
tradicionais, por haver uma vantagem na velocidade de a predigao da severidade, uma
vez que o regressor ja esta treinado, pois nos métodos numéricos tradicionais ha sempre
uma necessidade prévia de convergéncia para estimar o nivel de severidade.

Além disso, o0 SVM obteve bons resultados com baixo nivel de ruido, mas com o
crescimento desse nivel, seu desempenho piorou, sendo necessario um ajuste especifico
para cada nivel de ruido.

O processo de ajuste dos hiperparametros dos regressores, combinado com
estatisticas de segunda ordem, foi fundamental para a obtengao dos melhores parametros
dos regressores, para o tipo de analise abordada neste trabalho.

A analise de regressao com quatro niveis diferentes de ruido branco foi extrema-
mente importante, ao ser possivel avaliar a robustez de cada regressor, dado o aumento
intrinseco do nivel de ruido da medicao e assim definir qual € o melhor regressor para
medigdes com baixo sinal relagdo ruido/ruido.

O GPRM foi o regressor mais estavel em relagao aos quatro diferentes niveis de

ruido abordados e apresentou o menor RMSE para as analises realizadas, além de ter
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a menor dispersao entre os resultados da validacao cruzada. Isso o torna a escolha
mais indicada para processos de avaliagao de severidade em maquinas Diesel com
caracteristicas semelhantes as deste trabalho e com niveis de ruido entre 0 e 60 dB. No
entanto, nas analises onde o ruido do sinal € maior que 15 dB e menor que 0 dB, a RF
apresentou resultados proximos ao GPRM, com ToE 10 vezes menor, mas com dispersao
10 vezes maior entre as realiza¢des da validacdo cruzada.

Este trabalho propds uma modificacao na técnica de identificacao de falhas em
comparagao com a adotada em (Gutiérrez, 2016), diferindo pela utilizagao da técnica de
aprendizado de maquina. Para avaliar essa abordagem, um novo banco de dados com
3500 cenarios de falhas foi desenvolvido. O vetor de caracteristicas proposto aplicado
ao problema de reconhecimento de 4 classes (normal, redugao de pressao no coletor de
admissao, reducdo da razdo de compressao e reducdo da quantidade de combustivel
injetado) descrito em (Gutiérrez, 2016) e (Gutiérrez et al., 2018) atingiu a desempenho
maximo do sistema de 99,3%.

E apresentada uma revisdo dos métodos de analise de motores a Diesel, através
do modelo termodinamico, acoplado ao modelo dinamico com 11 graus de liberdade.
Uma categorizacao de tais métodos de analise foi descrita juntamente com uma linha do
tempo obtida através do estudo da dinamica do cilindro e do mapeamento do modelo de
torcao da arvore de manivelas. Além disso, foi desenvolvida uma estrutura sistematica
para comparar os métodos numéricos e de aprendizado de maquina para previsao de
falhas e severidade de motores a Diesel. Essa estrutura foi implementada, validada,
simulada e testada na plataforma do Matlab.

Mesmo em uma tarefa de discriminacdo mais complexa, como no problema de
14 classes, onde a razdo de compressao e a quantidade de redugao de combustivel
injetado sao divididas em falhas individuais no cilindro e novas categorias de falhas sao
adicionadas, o vetor de caracteristicas proposto aplicado ao sistema de classificacao
alcangou 99,3% de precisao geral na maior razao sinal-ruido. O decréscimo da relagao
sinal-ruido (30, 15 e 0 dB) diminui o desempenho geral da classificagdo, o que em
sistemas reais deve ser levado em consideragao, ou seja, o0 uso de meios que mantenham
a relacéao de ruido a maior possivel, pois o ruido prejudica o desempenho da classificagao.

O tempo total de execucgao para reproduzir todos os 3500 cenarios de falha da base
de dados 3500-DEFault, apés as modificacées nos algoritmos do trabalho de (Gutiérrez,

2016) e detalhadas na se¢ao Apéndices desta tese, foi de 36 horas. Essas modificagdes
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foram implementadas para melhorar a eficiéncia do codigo e a precisao na analise e
simulagao dos cenarios de falha, refletindo um avanco significativo no processamento
€ na interpretacao dos resultados obtidos e a viabilidade da implementacdo de 3500

cenarios de falha.

Trabalhos futuros

Em trabalhos futuros, pretende-se melhorar as vantagens das abordagens pro-
postas, possivelmente incluindo a etapa de regressao de aprendizado de maquina para
estimar numericamente o nivel de severidade e avaliar sinais corrompidos por varias
falhas.

Uma expansao da base 3500-DEFault, sera implementada em trabalhos futuros,
para novos cenarios de falhas e com diferentes faixas de rotagao, visando emular uma
gama maior de eventos de falha, abordando, inclusive, falhas combinadas.

Futuros trabalhos poderao abordar a comparacao dos sinais da base com sinais
de uma maquina real, na mesma classe de poténcia e nimero de cilindros, de sorte
que o modelo desenvolvido represente o mais proximo possivel as caracteristicas de um
sinal real, ou pequenos ajustes deverao ser realizados no modelo, para ajustar possiveis
divergéncias entre os sinais.

Outros recursos serao incorporados para melhorar os resultados da regressao

para a falha de combustivel na condigao de ruido alto.

Producao cientifica

O Artigo (Pestana-Viana et al., 2018) foi publicado nos anais da 102 Conferéncia
Internacional sobre Dinamica dos Rotores (IFToMM), realizada no Rio de Janeiro, Brasil.
Apresenta um diagnéstico de falhas em motores a diesel para auxiliar na manutengao
preditiva, através da analise da variacao das curvas de pressao no interior dos cilindros

e da resposta de vibragao torcional da arvore de manivelas. Portanto, um modelo
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de simulacao de falhas baseado em um modelo termodinamico de dimensao zero foi
desenvolvido. Os vetores de caracteristicas adotados foram escolhidos a partir do modelo
termodinamico e obtidos a partir de sinais de processamento como pressao e temperatura
no interior do cilindro, bem como vibracgao torcional do volante do motor. Esses vetores
foram usados como entrada da técnica de aprendizado de maquina, a fim de discriminar
as condicOes operativas da maquina. Os resultados mostraram que o classificador mais
adequado foi 0 Random Forest, para este tipo de problema.

O Artigo (Viana et al., 2023) foi publicado na revista Machines em 2023, no volume
11, edicao 5, paginas 530-548. O objetivo do artigo é propor um método para realizar
prognosticos de falhas em motores a diesel usando métodos de regressao de inteligéncia
artificial. O método proposto utiliza redes neurais do tipo perceptron de multiplas camadas
e Random Forest para avaliar a severidade das falhas em motores a diesel.

Os autores implementaram um banco de dados com 3500 cenarios de falha para
superar o desafio de induzir falhas destrutivas em motores a diesel. Os sinais de falha do
motor Diesel foram desenvolvidos usando um modelo termodinamico de zero dimensdes
em um cilindro acoplado a um modelo de vibracao torcional da arvore de manivelas.
Redes neurais artificiais e modelos de regressao Random Forest foram empregados para
classificar e quantificar as falhas.

A metodologia proposta foi aplicada juntamente com um simulador de motor para
avaliar sua eficacia e precisao. Os resultados mostraram que o melhor desempenho foi
obtido com o regressor Random Forest, com um valor de RMSE (erro médio quadratico)
de 0,10 = 0,03%.

Em resumo, o artigo descreve um método para prever falhas em motores a diesel
usando técnicas de regressao de inteligéncia artificial. O método proposto demonstrou
ser eficaz na classificacdo e quantificacao das falhas, contribuindo para a manutencao
preditiva e reducao de custos de manutengcao em motores a diesel.

O Artigo (Martins et al., 2023) foi publicado na revista Engineering Applications
of Artificial Intelligence, no Volume 124, em setembro de 2023. O artigo aborda o
reconhecimento de falhas combinadas de desequilibrio e desalinhamento em maquinas
rotativas, bem como a quantificagdo da severidade dessas falhas. E proposta uma
técnica chamada Improved Variable Mode Decomposition (IVMD) para decompor falhas
combinadas de desequilibrio e desalinhamento, que sdo as mais frequentes na industria.

O sistema de deteccao de falhas proposto combina um classificador capaz de
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distinguir falhas isoladas de desequilibrio e desalinhamento de falhas combinadas, inde-
pendentemente da velocidade de rotagao ou nivel de severidade da falha, com o IVMD.
O classificador utiliza 0 método de Support Vector Machine (SVM) aplicado as carac-
teristicas obtidas a partir da assinatura de vibragao. O IVMD ¢é aplicado para decompor
as falhas quando necessario.

Além disso, é estimado um nivel continuo de severidade com base na velocidade
do sinal de vibragao, permitindo observar a contribuicao de cada falha individualmente
para o nivel geral de vibragao. Os resultados obtidos demonstram que o algoritmo
baseado em SVM apresenta uma precisao de 95,43% na identificacdo de falhas isoladas
de desequilibrio e desalinhamento, bem como de falhas combinadas, e a abordagem
IVMD separa com precisao as falhas.

O artigo (Martins et al., 2021a) foi publicado no periédico The International Journal
of Advanced Manufacturing Technology pela editora Springer em abril de 2021. O objetivo
do artigo é propor um método automatico de diagndstico e medicao de falhas combinadas
em maquinas rotativas. Foi desenvolvido um sistema de Internet das Coisas (IoT) capaz
de identificar falhas combinadas em uma maquina rotativa e prever falhas de maneira
nao invasiva. Foi criada uma solugcdo embarcada que classifica quatro tipos de condigées
de operagao: normal, desbalanceada, desbalanceada associada ao desalinhamento
horizontal e desbalanceada associada ao desalinhamento vertical. O artigo utiliza uma
metodologia que combina um banco de simulagao e medicao de severidade em um
ambiente controlado.

Trés técnicas distintas de aprendizado de maquina foram comparadas para fins
de classificacdao: maquinas de vetores de suporte, k-vizinhos mais proximos e Random
Forest. Os resultados obtidos mostram a possibilidade de diferenciar os tipos de falhas
combinadas, alcancando uma precisao de 81,41% com um classificador Random Forest.
Foi desenvolvido um sistema de supervisao responsavel por monitorar as maquinas e
enviar mensagens de alerta sem fio. Essas mensagens sao enviadas para um aplicativo
de controle, permitindo a interagao do usuario por meio de dispositivos moveis.

Os resultados revelam a possibilidade de diferenciar os tipos de falhas combinadas
e também o perfil de severidade de falha do motor para diferentes cenarios. Por meio da
construcao de perfis de severidade, foram registrados valores de vibracao elevados em
altas velocidades quando ocorriam falhas. A metodologia proposta pode ser utilizada em

qualquer maquina rotativa que esteja em conformidade com as condi¢des impostas pela
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norma ISO 10816.

O artigo (Martins et al., 2021b) foi publicado na conferéncia 26th ABCM Internati-
onal Congress of Mechanical Engineering, 2021, Florian6polis. O objetivo principal do
artigo € apresentar um método inovador de extragao de caracteristicas para o diagnostico
de falhas em maquinas rotativas. O método proposto utiliza analise sinusoidal, que
envolve varias técnicas tradicionalmente empregadas no processamento de sinais de
audio. Este artigo é pioneiro no uso dessa familia de métodos para abordar problemas de
reconhecimento de padrdes encontrados em maquinas rotativas industriais.

O artigo tem como objetivo distinguir entre falhas isoladas, caracterizadas apenas
por desequilibrio, desalinhamento vertical ou desalinhamento horizontal, e falhas combi-
nadas, que envolvem desequilibrio associado tanto ao desalinhamento horizontal quanto
ao vertical.

No estudo, os sinais de vibragao sao analisados utilizando uma abordagem sinu-
soidal, que visa representar esses sinais por meio de um conjunto finito de componentes
definidos por amplitude, fase e frequéncia, os quais variam ao longo do tempo. Apos
calcular essa representacao tempo-frequéncia, o0 método extrai as faixas principais do
sinal, que encapsulam as informagdes mais relevantes. Diversas caracteristicas sao
derivadas dessas faixas, como frequéncia de inicio, comprimento da maior faixa, energia
associada a maior faixa e variancia das frequéncias iniciais.

Os experimentos conduzidos demonstraram que essas caracteristicas sinusoidais
sao Uteis para a classificagdo de falhas. Utilizando um conjunto de dados especifico,
foi alcangada uma precisao global de 86,35% ao combinar essas caracteristicas com o
método de selecao de caracteristicas conhecido como Out Of Bag Feature Importance
(OOBFI) e o algoritmo Random Forest para o reconhecimento de padrdes.

Além disso, o artigo investiga a selecao do nimero 6timo de caracteristicas e
o melhor algoritmo de classificacdo capaz de distinguir padrdes de falhas por meio do

reconhecimento de caracteristicas sinusoidais.
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A- Algoritmos do programa DEFault

A.1- Funcao pressao.cal

A funcao pressao.cal recebe um conjunto de parametros de entrada: N, taf, DP,
DPr, DTp, fcomp, far, fcomb, e finj. Esses parametros sao utilizados para calcular a
pressao em um determinado sistema.

A funcao comega definindo uma matriz chamada parametros, que contém uma
lista de valores de parametros. Em seguida, ha um loop que percorre os valores de
N na matriz parametros e, quando encontra uma correspondéncia, atribui os valores
relacionados a p.

Em seguida, sao definidos alguns outros parametros, como o tempo inicial t0,
tempo final ¢ f, intervalo de tempo dt e o nimero de iteragcoes n. Apods, calcula-se um
vetor inicial Y0 com base em D P e nos valores correspondentes em p.

O algoritmo continua com um loop por n iteragées. Em cada iteracdo, sdo calcula-
dos os valores de k1, k2, k3 e k4 usando uma fungcdo chamada cilindropt009. Esses
valores sao usados para atualizar o tempo ¢ e o vetor Y. Além disso, uma matriz sw é
atualizada com os valores de te Y.

No final do algoritmo, o resultado PT' é retornado com os valores da matriz sw.

A.2- Subfuncao cilindropt009 de pressao.cal

O pseudocodigo apresentado descreve um algoritmo chamado cilindropt009.
Esse algoritmo recebe uma série de parametros de entrada, representados por ¢, v, p,
taf, DP, DPr, DTp, fcomp, far, fcomb, € finj. O resultado do algoritmo é um vetor
chamado DY

Primeiramente, o valor da constante f é definida como o resultado da divisao de

7 por 180, sendo usada para converter angulos de graus para radianos.
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Algoritmo 2 — Fungao pressao.cal

Entrada: N,taf, DP, DPr, DTp, fcomp, far, fcomb, finj

Saida: PT = pressao.cal(Entrada)

1 inicio
1000 150000 316.4 20
1200 170000 317.9 16
1300 170000 317.8 16
) parametros 1600 190000 320.3 16
1900 220000 320.9 16
2100 220000 321.1 15
2300 220000 322.8 16
12500 220000 323.1 16
3 para: =1 até 8 faca
4 se N == parametros(i, 1) entao
5 ‘ p = parametros(i, :)
6 fim
7 fim
8 t0 = 0;
9 tf = 720;
10 dt = 1;
1 n = 720/dt;
12 | Y0 =[5 p(2), p(3))7;
13 t = t0;
14 Y =Y0;
15 | sw=1[0,Y"];
16 para k = 1 até n faga
17 k1l =dt x
18 k2 = dt x cilindropt009(¢ + dt/2,Y +
k1/2,p,taf, DP, DPr, DTp, fcomp, far, fcomb, finj);
19 k3 = dt x cilindropt009(¢ + dt/2,Y +
k2/2,p,taf, DP, DPr, DTp, fcomp, far, fcomb, finj);
20 k4 = dt x cilindropt009(¢ + dt, Y +
k3,p,taf, DP, DPr, DTp, fcomp, far, fcomb, finj);
21 t=t+dt;
22 Y=Y+ (kl+2xk2+2xk3+ k4)/6;
23 sw = [sw;t,Y'];
24 fim
25 fim

26 retorna P71 = sw

0.88]
0.85
0.85

0.80] .

0.70
0.65
0.6

0.6 |

cilindropt009(¢,Y, p, taf, DP, DPr, DTp, fcomp, far, fcomb, finj);
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Em seguida, uma série de calculos é realizada para obter os valores das variaveis
S,A,V, e dV. E importante observar que esses célculos dependem de valores das
variaveis de entrada, como R, L, D, e r.

O algoritmo continua com calculos adicionais envolvendo as variaveis Sa, Va, Pot,
e Ce. A variavel Pot é calculada usando uma funcao externa chamada potencia e a
variavel Ce usando uma fungao externa chamada consumo. Em seguida, sao realizados
calculos para obter os valores das variaveis Mc, Ra, € Ma. A fungao externa fracoes €
utilizada para calcular o valor da variavel [.

Sao realizados mais calculos para determinar os valores das variaveis Pr, dt, ti, Ditp,
e Dt. O algoritmo utiliza uma estrutura condicional para atribuir valores as variaveis
xTr, zOr,xNr, Mm,x, € dr com base no valor da variavel t.

Por fim, o vetor DY é retornado como resultado do algoritmo.

A.3- Funcao dif.volume

O pseudocodigo apresentado descreve uma fungdo chamada dif.volume utilizado
para calcular o volume e a derivada do volume de um cilindro em funcédo da posicao
do pistdo. A funcao recebe como entrada um vetor 7' contendo valores em graus que
representam a posigao do pistao ao longo do tempo. O resultado da fungao € um vetor
[V, Vd] contendo o volume e a derivada do volume, respectivamente.

Inicializam-se as variaveis D, R, L e r, que representam, respectivamente, o
diametro do cilindro, o raio da manivela, o comprimento da biela e a razao de compressao.

Calcula-se o numero de elementos do vetor T' e armazena-se esse valor na
variavel n.

Inicializam-se os vetores sw e sp como vetores vazios. Esses vetores serao
utilizados para armazenar os resultados intermediarios dos calculos.

Inicia-se um loop que percorre cada elemento do vetor T, tal que cada elemento
t de T, realiza-se os seguintes calculos: a constante f como o valor de = dividido
por 180; .S como a soma de R multiplicado pelo cosseno de f - ¢ e a raiz quadrada de
L?—R?-(sin(f-t))?; Acomo o produto de 7, D easomade D/2+L+R+2-R/(r—1)—S5;

v como o produto de 7, D? e asomade (L + R+ 2- R/(r — 1) — S) /4, acrescentando-se
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Algoritmo 3 — Subfung¢éo cilindropt009

Entrada: ¢,y,p,taf, DP, DPr, DTp, fcomp, far, fcomb, finj
Saida: DY = cilindropt009(Entrada)

1 Inicio

2 | f=n/180

3 S=R-cos(f-t)+ (L? — R?- (sin(f - 1))?)®

4 A=m-D- (D/2+L+R+2 R/(r—1)—215)

5 V=n-D*(L+R+2 -R/(r—1)—29)/4

6 dV =m-D?. f-(R-sin(f-t)+05-R?-sin(2-f-1)/(S — R-cos(f -1)))/4
7 Sa = R-cos(f-taf) + (L? — R?- (sin(f - taf))?)®

8 Va=n-D* (L+R+2 -R/(r—1)— Sa)/4

9 Pot = potencia(N)

Y
o

Ce = consumo(N)
Ve= Pot-Ce

-
-t

12 Mec = ((100 — fecomb)/100) - 0.001 - Ve/(30- Nc- N)

13 Ra = 1000 - Rg/(0.21 - mO + 0.76 - mN)

14 Ma = ((100 — far)/100) - ¢- Pa-Va/(Ra-Ta)

15 rAC = Ma/Mc

16 Q=Mc-nc-PCI

17 xF = fracoes(nT,rAC,mT, mO, mN)

18 | 1=aF(1,11)

19 | Pr=((100 — DPr)/100) - (0.7 - N — 350)

20 | dt=4.66—4-10"2-(tj) +1.16-107*- (¢j)> - 1.12-107%- Pr —8.95- 1072 -

Pa-107°5-9.25-1076

21 ti = 360 — (tj) + dt

22 | Dtp=—-13.2-1.64-1072-Pr+3.82-Pa-107°+7.3-10"2.Ta+0.22/14+3-1073-N
23 | Dt=30+50/(rAC-0.0691-0.7) — 31

24 | Dtd = Dt — Dtp

25 se t < ti entao

26 xT'r = xF1

27 2Or = xF o

28 aNr = xF13

29 Mm = Ma

30 z=0

31 dr =0

32 senao

33 xT'r = xFy 4

34 2O0r = xF 5

35 cNr = $F1,6

36 Mm = Ma+ Mc

37 x = 1—(zpexp(—a((t—ti)/Dtp) P+ D)t xdexp(—a((t—ti)/ Dtd)ma+D))

38 dx = (zpa(mp + 1)/Dtp)((t — ti)/Dtp)™Pexp(—a((t — ti)/Dtp)mP+1) 4+
(zda * (md + 1)/ Dtd)((t — ti)/ Dtd)™ exp(—a((t — ti)/Dtd)(m¢+1)

39 fim
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40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58

59

60

61

62
63
64
65
66
67
68
69
70
71

72
73
74
75
76
77
78
79

80
81
82
83 fim

xNp =zF(1,10)

mMo = xTr x mT 4+ xOr x mO 4+ xNr x mN

a0r = xTr x a0T 4+ xOr x a00 + xNr x aON

alr =aTr x alT + xOr x alO + N7 x alN

a2r = xTr x a2T + xOr x a20 + xNr x a2N

adr = xTr x a3T 4+ xOr x a30 + xNr x a3N

adr = xTr x adT + xOr x a4O + xNr x adN

adbr = xTr x abT + xOr x abO + N7 X abN

alp = xDp x a0D + xHp x a0H + zOp x a00 + xNp x aON

alp=xDp xalD +xHp x alH + z0p x alO + xNp x alN

a2p = xDp x a2D + xHp x a2H + zOp x a20 + xNp X a2N

adp =xzDp x a3D + xHp x a3H 4+ xOp x a30 + xNp x a3N

adp = xDpadD + xHpadH + xOpadO + xNpad N

abp = xDpabD + xHpabH + xOpab0 + xNpadbN

Cor = 1000 * (aOr + alr * log(y(2)) + a2r * (log(y(2)))? + a3r *
(log(y(2)))* + adr * (log(y(2)))* + abr * (log(y(2)))* — Rg) /mMo

dCvr = (1000/(y(2)mMo))(alr + 2a2rlog(y(2)) + 3a3r(log(y(2)))? +
tadr(log(y(2)))* + 5a5r(log(y(2)))")

Cup = 1000 * (aOp + alp *log(y(2)) + a2p * (log(y(2)))? + a3p *
(log(y(2)))* + adp * (log(y(2)))* + abp = (log(y(2)))® — Rg)/mMo

dCup = (1000/(y(2)mMo))(alp + 2a2plog(y(2)) + 3a3p(log(y(2)))? +
4adp(log(y(2)))? + 5a5p(log(y(2)))*)

Rm = 1000Rg/mMo

Cvm = (1 —x)Cvr + zCup

Tp = ((100 + DT'p)/100)((N 4 5750)/75 + 293)

Vp = (r/30)4RN

h=7.81073(Vp)!/3(y(1))**(y(2))*

dQt = Qdx

dQp = hA(y(2) — Tp)/(6N) + bAA((5(2))* — (Tp))/(6N)
aw =y(1)dv

DY =1[00]

DY (2) = (dQt — dQp — dW — Mmy(2)(Cvp — Cvr)dx)/(MmCvm +
Mmy(2)((1 — z)dCvr + zdCvp))

se t < ta entao
| DY(1)=0

se ta < t < ti entao
| DY (1) = —§£dW

se ti <t < te entao

‘ DY (1) = meRmeDY(Q)—dW

se te <t < tf entao
1)—Pa

| Dy (1) =42

senao

| DY(1)=0

fim

84 retorna DY
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o valor de v ao vetor sp.

Ao final do loop, 0 vetor sp contém os valores de volume calculados para cada
posicao do pistao. Atribui-se o vetor sp a variavel V. Calcula-se Vd como o produto de ,
D?, e R/2, representando a derivada do volume.

A funcao retorna os vetores V e Vd.

Portanto, a fungéo dif.volume recebe um vetor contendo a posi¢ao do pistdo em
graus e retorna o volume do cilindro e a derivada do volume em relagdo ao tempo. Essa
fungao utiliza calculos trigonométricos e férmulas geométricas para determinar esses

valores.

Algoritmo 4 — Fungao dif.volume

Entrada: Um vetor T" de valores em graus representando a posicao do pistao
Saida: [V, Vd] = dif.volume(T)

1 inicio

2 D =10.105; // Diametro do Cilindro (m)
3 R =0.0685; // Raio de Manivela (m)
4 L =0.207; // Comprimento da Biela (m)
5 r=16.8; // Raz8o de Compressio
6 n = comprimento de T ; // Nimero de elementos em T
7 sw=1[]; // Inicializa o vetor sw como vazio
8 sp=1]; // Inicializa o vetor sp como vazio

9 | para:=1 atén faca

10 f=m/180

1 t="1T(i)

12 S =R-cos(f t)++/L>—R2-(sin(f - t))2

13 A=m-D-(D/2+L+R+2-R/(r—1)-15)
14 v=n-D?*- (L+R+2-R/(r—1)—S5)/4

15 sp = [sp; v]

16 fim

17 V =sp

18 | Vd=m-D% R/2

19 fim

20 retorna V', Vd
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A.4- Funcao parametros.modais

O algoritmo recebe como entrada os valores de N, ftrl, ftr2, ftr3, ftrd, e ftrb,
que representam o numero de amostras e os fatores relacionados com a rigidez.

Ele retorna os parametros modais P, a matriz de inércia J, e a matriz de estado

Para iniciar, o algoritmo define as curvas de variagao da rigidez através dos vetores
Porcentagem e Rigidez, com valores pré-definidos.

Em seguida, gera a matriz de inércia do sistema J, inicializando um vetor Jt com
valores de inércia e construindo a matriz diagonal J a partir dele.

A matriz de rigidez do sistema K € gerada, definindo valores constantes K1, K2,
K3, K4, interpolando spline para calcular K5, K6, K7, K8, e K9, e definindo um valor
constante K'10.

A matriz de amortecimento C' € construida, primeiro inicializando uma matriz
diagonal Ca com valores de amortecimento constantes, e entao calculando os valores de
amortecimento Cr1 a Cr10 a partir dos valores de rigidez e das constantes D1 e D2, e
finalmente somando Ca e Cr.

Por fim, a matriz de estado A é gerada, preenchendo a matriz a com as matrizes
JK, JC, e I, e os autovalores de A sdo calculados. As frequéncias naturais e os fatores

de amortecimento sao extraidos desses autovalores e armazenados em P.

A.5- Funcao delay

O pseudocodigo apresentado descreve uma funcao chamada delay que realiza
uma operacao de atraso em um sinal de pressao P com base em um valor de tempo n.
A funcao recebe como entrada uma matriz PT contendo colunas de tempo T e pressao
P, e o valor de tempo n. O resultado da funcao € uma matriz TR contendo o tempo T'
original e o sinal de pressao atrasado Pn.

As variaveis T e P sao inicializadas com as colunas correspondentes da matriz

PT, representando o tempo e a pressao, respectivamente.
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Algoritmo 5 — Fungao parametros.modais

Entrada: N, firl, ftr2, ftr3, fird, ftrb
Saida: P, J, A
1 inicio
2 Definir curvas de variacao da rigidez;
3 Porcentagem = {0, 1.9652, 3.3543, 4.0658, 5.2517, 6.0987, 6.5053,

35.0678, 36.6942, 42.3186} ;
4 Rigidez = {1254000, 1253569.92, 1252494.723, 1251634.571,

1189058.12, 1167339.143, 1162608.284, 1138953.958} ;
5 Gerar a matriz de inércia do sistema;

0.0488, 1.699} ;
J = {diag(Jt)} ;
Gerar a matriz de rigidez do sistema;
9 K1 =105000, K2 = 150000, K3 = 1064000, K4 = 1510000;
10 K5 = spline(Porcentagem, Rigidez, ftrl);
11 K6 = spline(Porcentagem, Rigidez, ftr2);
12 K7 = spline(Porcentagem, Rigidez, ftr3);
( )
)

13 K8 = spline(Porcentagem, Rigidez, ftrd
14 K9 = spline(Porcentagem, Rigidez, ftrb
15 K10 = 2089000;

16 K = matriz1(K1, K2, K3, K4, K5, K6, K7, K8, K9, K10);

17 Gerar a matriz de amortecimento do sistema;

18 | Ca =diag(0,0,0,0,6,6,6,6,6,6,0);

19 D1 = 0.035;

20 D2 = 0.25;

21 | Crl=D2x K1/N,Cr2= D2 x K2/N;

22 Cr3=D1x K3/N,Cr4d = D1 x K4/N, Cr5 = D1 x K5/N,

Cr6 = D1 x K6/N, Cr7= D1 x K7/N, Cr8 = D1 x K8/N,
Cr9 = D1 x K9/N, Cr10 = D1 x K10/N;

23 Cr = matriz1(Cr1,Cr2,Cr3,Cr4,Crb5,Cr6,Cr7,Cr8,Cr9,Cr10);
24 C=Ca+Cr;

25 Gerar a matriz de estado;

26 a = zeros(22,22);

27 JK = —inv(J) x K

28 JC = —inv(J) x C,

29 I =eye(11);

30 | a(12:22,1:11)=JK;

31 | a(12:22,12:22) = JC;

32 | a(1:11,12:22) = I;

)

33 A=uq;
3 | Q=eig(A);
35 sw=[];

3 | parai= 1 passo 2 até 21 faga
. : . B - _ mod
37 L p = Q(i) re = real(p) im = imag(p) mod = Vre? +im? w = 5%

z = 1% x 100 sw = append(sw, [w, z])

mod

38 P = sw;

7.4540, 8.7415, 11.0794, 14.4337, 18.3640, 20.6002, 23.8190, 29.5112,

1250989.446, 1250129.294, 1249269.133, 1247978.9, 1245398.427,
1241097.64, 1233571.264, 1224754.654, 1218518.51, 1209056.776,

Jt = {0.123, 0.0273, 0.035, 0.014, 0.0468, 0.0328, 0.0468, 0.0468, 0.0328,
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A variavel m é atribuida com a posicao em que o valor de tempo n é encontrado
no vetor 7.

A variavel j é atribuida com o comprimento do vetor P, representando o nimero
de elementos.

Os valores de pressao anteriores ao valor de tempo n sdo armazenados no vetor
P1, através da selecao dos elementos de P do indice 1 até m.

Os valores de pressao a partir do valor de tempo n sao armazenados no vetor P2,
através da selecao dos elementos de P do indice m + 1 até ;.

O vetor Pn é formado pela concatenagao dos vetores P2 e P1, invertendo a ordem
dos elementos para criar o sinal de pressao atrasado.

A matriz TR é formada pela combinacao das colunas de tempo 7' e pressao
atrasada Pn.

A funcao retorna a matriz TR contendo o tempo original e o sinal de pressao
atrasado.

Dessa forma, a fungao delay realiza um atraso no sinal de pressao P, deslocando
os valores anteriores ao tempo n para a parte final do vetor, criando um sinal atrasado

Pn. Isso é Util para andlise de sinais e processamento de dados temporais.

Algoritmo 6 — Fungao delay

Entrada: PT,n
Saida: TR = delay(PT,n)

1 inicio

2 T=PT(,1);

3 | P=PT(:2);

4 m — buscar T == n;
5 j = length(P);

6 P1=P(1:m);

7 P2=P(m+1:j),
8 | Pn=[P2P1T,;

9 TR = [T Pnl;

10 fim
11 retorna TR
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A.6- Funcao torque

O pseudocdédigo apresenta uma fungado chamada torque que calcula o torque em
funcdo do tempo para um determinado conjunto de parametros. A fungao recebe como
entrada o numero de rotagdes N, um vetor de pressdes P e a ordem de atraso ordem. O
resultado da fungao € um vetor T'q contendo os valores de torque em fungao do tempo.

As variaveis D, R, L, r, € Ma sao inicializadas com valores constantes corres-
pondentes a diametro do cilindro, raio de manivela, comprimento da biela, razao de
compressao e um valor de massa Ma.

A variavel sw é inicializada como um vetor vazio, que sera usado para armazenar
os valores de tempo e torque.

Inicia-se um loop de t de 0 a 720, representando o tempo em graus.

A variavel f é calculada como /180, convertendo o angulo de graus para radianos.

As variaveis cos(b) e sin(b) sao calculadas para determinar os valores de cos(b) e
sin(b), onde b € o angulo de manivela.

O valor do torque ¢ é calculado utilizando as variaveis cos(b) e sin(b).

A variavel a € calculada como a aceleragao angular, que depende do angulo de
manivela b.

O valor do torque Fa é calculado multiplicando M a, um fator de aceleragao angular
e um fator de raio.

O torque resultante T'a é calculado multiplicando Fa por g.

O valor da pressao Pc é obtido a partir do vetor P na posigao ¢ + 1, que representa
0 proximo valor de pressao.

A area A é calculada como a area da secao transversal do cilindro.

A forga F'c é calculada multiplicando a pressao Pc pela area A.

O torque T'c é calculado multiplicando a forga F'c por g.

O torque total T't € calculado somando os torques T'a e Tc.

O par de valores de tempo e torque é adicionado ao vetor sw.

Apds o término do loop, 0 vetor T'j recebe os valores de tempo e torque calculados.

A funcao delay é chamada para atrasar os valores de tempo e torque conforme a
ordem especificada.

O vetor T é atribuido com o resultado do atraso.
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A funcao retorna o vetor T contendo os valores de torque em fungéao do tempo,
considerando o atraso aplicado.

Dessa forma, a funcao torque realiza calculos iterativos para determinar o torque
em funcao do tempo com base nos parametros fornecidos. O resultado é um vetor de
torque que pode ser usado para as analises e simulagdes relacionadas ao torque de um

motor Diesel.

Algoritmo 7 — Torque

Entrada: N, P, ordem
Saida: T'q = torque(N, P, ordem)

1 inicio
2 D =0.105; // Diametro do Cilindro (m)
3 R =0.0685; // Raio de Manivela (m)
4 L =0.207; // Comprimento da Biela (m)
5 r=16.8; // Raz8o de Compressio
6 Ma = 2.378;
7 sw=[];
8 parat = 0 até 720 faca
9 f=m/180; // Conversdo de graus para radianos
10 cos(b) = /L2 — R2 - (sin(f - ¢))2/L ; // Calculo de cos(b)
11 sin(b) = R-sin(f - t)/L ; // Calculo de sin(b)
12 q=R-(sin(f -t)-cos(b) + cos(f - t)-sin(b)/cos(b) ; // Calculo de q
13 a=R-f?-cos(f-t)+ (f -R*)/2-((f R?)/2-(L?— R?-sin(f -t)?)~1®
sin(2- f-t)2+ (L2 — R?-sin(f - )2)79%.2. f - cos(2- f - 1)) ;
// Célculo de a
14 Fa=Ma-R-(2-7-N/60)%-a; // Célculo de Fa
15 Ta=Fa-q; // Calculo de Ta
16 Pc=P(t+1); // Obtengdo do valor de Pc
17 A=m-D?%/4, // Calculo de A
18 Fec=Pc-A; // Calculo de Fc
19 Tc=Fc-q; // Calculo de Tc
20 Tt=Ta+Tc; // Céalculo de Tt
21 sw = [sw;t,Tt]; // Armazenamento de t e Tt
22 fim
23 Tj=sw; // Atribuigdo de sw a Tj
24 Tq = delay(T'j, ordem); // Aplicag8o do atraso

25 fim
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A.7- Funcao replica.voltas

O pseudocodigo apresenta a fungao replica.voltas que replica voltas em uma
matriz de torques. Essa funcao recebe um numero inteiro N e uma matriz de torques
como entrada, e retorna uma matriz Y que contém a replicagao das voltas.

A fungao comeca calculando o valor de > através da divisao de N por 60, e
arredonda esse valor para o numero inteiro mais préximo para obter z. Dependendo do
valor de z, atribui-se x ou x + 1 para n.

Em seguida, sdo extraidos os tempos e os torques da matriz de entrada. Inicial-
mente, a matriz sw € preenchida com os torques originais. Em seguida, é realizado um
loop que replica as voltas adicionando as linhas dos torques nas posi¢cdes adequadas na
matriz sw.

Apos a replicacao das voltas, é calculado o tamanho da matriz 7'j, e os valores
dos tempos sdo gerados a partir do primeiro valor e de uma diferenca calculada com base
no segundo valor dos tempos originais. Esses valores de tempo sao armazenados em
uma matriz ¢j.

Por fim, a matriz final Y é criada combinando as colunas dos tempos replicados e
dos torques replicados.

Em resumo, a fungao replica.voltas replica voltas na matriz de torques, permi-
tindo que os torques sejam mapeados para cada instante de tempo correspondente. Isso
é feito considerando o nimero inteiro fornecido como parametro e replicando os valores
de torques conforme o numero de voltas desejado. O resultado € uma matriz que contém
os tempos replicados seguidos pelos torques replicados.

replica.voltas

O algoritmo parametros.modais calcula os parametros modais com base nas
entradas: elementos da matriz de inércia J; elementos da matriz de rigidez torcional K e
elementos da matriz de amortecimento torcional C. A fungao recebe um numero inteiro
N e uma matriz ftr como entrada e retorna uma matriz P como saida.

Inicialmente, sao definidas algumas variaveis, como Porcentagem, Rigidez, Jt,
J, K14, K29, K10, Ka, K, Cat, Ca, D1, D2, Da, D, Cra, Cr, C, a, JK, JC, I, A4, Q e
Sw.

Em seguida, sao definidos os valores das variaveis Porcentagem, Rigidez e Jt.
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Algoritmo 8 — replica.voltas

Entrada: N: um numero inteiro, torques: uma matriz de torques
Saida: Y: uma matriz resultante
Variaveis: z, z, n, t, T, sw, p, W, Tj, m, Z, dtheta, dt, sz, tj

12=25;

2 = round(z2);

3 se mod(z,2) = 0 entao
4 | n=u;

5 senao

6 ‘ n=x+1;

7 fim

8 t = torques(:,1);

9 T = torques(:,2:7);

10 sw = [T7];

11 parai=1até n/2 — 1 faca

12 p = length(t);
13 W=T2:p,:);
14 sw = [sw; W];

15 fim

16 1) = sw;

17 m = length(7'j);

18 Z =1(1);

19 dtheta = t(2) — t(1);
20 dt = dtheta

21 sz = [Z];

22 parai = 1 até m — 1 faca
23 Z = 7 + dt;

24 sz = [sz; Z];

25 fim

26 tj = 82;

27 Y =[tj Tjl;
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A matriz diagonal J € criada a partir dos valores de Jt.

Posteriormente, sao definidas as variaveis K14, K29 e K10, e a matriz Ka €
formada concatenando esses valores. A matriz diagonal K é criada a partir dos valores
de Ka.

As variaveis Cat, Ca, D1, D2, Da, D e Cra sao definidas e utilizadas para calcular
a matriz Cr. A matriz C é formada somando as matrizes Ca e Cr.

A matriz a € inicializada com zeros. Em seguida, as matrizes JK e JC sao
calculadas usando a inversa de J multiplicada por K e C, respectivamente. A matriz
identidade I é criada, e as matrizes JK, JC e I sdo atribuidas as posicoes adequadas na
matriz a.

A matriz A recebe o valor de a. Em seguida, € calculado o vetor @ contendo os
autovalores de A.

A matriz sw € inicializada como uma matriz vazia. Em um loop, sao iterados
os valores de i de 1 a 21, incrementando a cada 2. Dentro do loop, cada autovalor &€
processado para obter sua parte real e imaginaria, e entao é calculado o modulo desse
autovalor. O valor da frequéncia € obtido dividindo o médulo pelo valor 27, e o valor
da porcentagem é calculado dividindo a parte real pelo médulo e multiplicando por 100.
Finalmente, os valores de frequéncia e porcentagem sao concatenados na matriz sw.

No final, a matriz P recebe o valor de sw sendo retornada como resultado.

Em resumo, o algoritmo parametros.modais realiza uma série de calculos para
obter os parametros modais com base nas entradas fornecidas. A fungao cria matrizes,
calcula autovalores e processa informacdes para finalmente retornar a matriz P contendo

os valores de frequéncia e porcentagem.

A.8- Funcao runge kutta

O algoritmo apresentado € a implementacao da técnica do método Runge-Kutta
para resolver equacoes diferenciais. Ele recebe trés parametros como entrada: o nimero
de iteragbes N, a funcdo F' e a condi¢ao inicial 2y. O algoritmo retorna o vetor de solucao
x obtido pelo método Runge-Kutta da fungao F'. A subfuncao vibracao(¢, z) € utilizada

para calcular as solugdes do sinal da fungao F, para cada uma das quatro ordens do
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Algoritmo 9 — parametros.modais

Entrada: N, ftr

Sai

da: P, J, A

Variaveis: Porcentagem, Rigidez, J1, J2, J3, J4, J5, J6, J7, J8, J9, J10,

J11, Jt, J, K1, K2, K3, K4, K5, K6, K7, K8, K9, K10, K, Cal,
Ca2, Ca3, Ca4, Cab, Cab, Cat, Ca, D1, D2, Crl, Cr2, Cr3, Cr4,
Crb, Cr6, Cr7, Cr8, Cr9, Cr10, Cr, C, a, JK, JC, I, A, Q, sw

1 InIcio
2 Porcentagem = [0 1.9652 3.3543 4.0658 5.2517 6.0987 6.5053 ...J;
3 Rigidez = [1254000 1253569.92 1252494.723 1251634.571 ...J;
4 Jt =10.123 0.0273 0.035 0.014 0.0468 0.0328 0.0468 0.0468 0.0328 ...J;
5 J = diag(Jt);
6 K14 = [105000 150000 1064000 1510000];
7 K29 = spline(Porcentagem, Rigidez, ftr);
8 K10 = 2089000;
9 Ka=[K14 K29 K10
10 K = matrizl(Ka);
11 Cat=[0 0 0 0 6 6 6 6 6 6 O
12 Ca = diag(Cat);
13 D1 = 0.035;
14 D2 = 0.25;
15 Da=[D2 D2 D1 D1 D1 D1 D1 D1 D1 DI1j;
16 D = diag(Da);
17 Cra:%-D-Ka;
18 Cr = matrizl(Cra);
19 C =Ca+ Cr;
20 a = zeros(22,22);
21 JK = —inv(J) - K
22 JC = —inv(J) - C;
23 I =eye(1l);
24 a(12:22,1:11) = JK;
25 a(12:22,12:22) = JC,
26 a(l:11,12:22) =1I;
27 A=a;
28 | Q=eig(A);
29 sw=[;
30 parai=1:2:21faca
31 p = Q(3);
32 re = real(p);
33 im = imag(p);
34 mod = VreZ + im?;
35 w = 1o
36 z = 55 x 100;
37 sw = concatenar(sw, {w, z});
38 | fim
39 fim

40 retorna P = sw
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método de Runge-Kutta.

Para um sistema com N graus de liberdade, dado um vetor de forgas externas F'
e condicoes iniciais xy, podemos resolver a equacao de movimento utilizando o método
de Runge-Kutta de ordem 4.

O algoritmo comeca definindo o passo de tempo dt e o tempo final ¢;. Em seguida,
inicializa os vetores de tempo ¢ e solucdo =, com ty e x, respectivamente. Calcula o
numero de iteragées n com base no tempo final e no passo de tempo.

Em um loop, de i« = 1 até N, o algoritmo realiza os seguintes passos: calcula
a primeira derivada k; usando a funcao vibracao(t, z); calcula a segunda derivada ks
usando vibracao(t + %, x4 dt ’“—21); calcula a terceira derivada k3 usando vibracao(t +
%, x+dt %2); calcula a quarta derivada k4 usando vibracao(t + dt, x + dt k3); atualiza

o vetor de tempo ¢ para t; = t;_1) + dt e Atualiza o vetor de solugao » para =; =

. dt
Ti—1 + 6(k1+2ko+2ks+ka) "

Ao final do loop, 0 algoritmo retorna o vetor de solugao x.

Em resumo, o algoritmo implementa o método Runge-Kutta para obter a solugao
numérica de uma equacao diferencial. Ele avanga no tempo, calculando as derivadas
em diferentes pontos e usando uma média ponderada dessas derivadas para atualizar o

valor da solugao. O processo € repetido até atingir o nimero desejado de iteragoes.

Algoritmo 10 — Técnica do algoritmo Runge-Kutta.
Entrada: N, F, xg
Saida: &£ = Runge . Kutta(N, F, zy)
inicio
Definir o passo de tempo dt e o tempo final ¢;
Inicializar o vetor de tempo ¢ com ¢y = 0;
Inicializar o vetor de solugcdo z com x;

]
2
3
4
5 Calcular o numero de iteragdes n = i,
6
7
8
9

parai =1 até N faca “

Calcular a primeira derivada: k; = vibracao(t, z);

Calcular a segunda derivada: ks = vibracao(t + %,z + dt £);
Calcular a terceira derivada: k3 = vibracao(t + %,z + dt %2);

10 Calcular a quarta derivada: k4 = vibracao(t + dt, z + dt k3);

11 Atualizar o vetor de tempo ¢ com ¢; = t(;_y) + dt;

12 Atualizar o vetor de solugdo x com x; = z;_1 + 6(k1+2k2‘ﬁ2k3+k4);
13 fim

14 retorna o vetor de solugao z;
15 fim
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A.8.1 Subfuncao vibracao de runge kutta

O algoritmo apresentado na fungao vibracao recebe como entrada os parametros
t,r, T, F, Ae M, e retorna o valor de F'zt como saida.

O algoritmo calcula fi2 usando a fungao interplq, que realiza uma interpolagao
linear entre os vetores T e F', para obter o valor correspondente a t. Em seguida, remove
as colunas adicionais de fi2 além da primeira coluna.

Na linha 3, calcula f multiplicando a matriz inversa de M por fi2, seguido pela
obtencdo do numero de linhas de M e armazenamento em m.

Inicializa o vetor z com zeros de tamanho m, cria o vetor F7 concatenando z com
f e calcula Fxt multiplicando A por » e somando com F'i.

O resultado é o valor de Fxt.

A funcéo interplq desempenhou um papel crucial neste trabalho, proporcionando
uma significativa melhoria no tempo de processamento dos algoritmos utilizados para
resolver o modelo diesel. Tal melhoria possibilitou a geracao eficiente de diversos sinais
necessarios para a construcao da base de dados, auxiliando a solucionar as equacoes
em um prazo adequado para a criagao da base de dados.

Em resumo, a fungdo vibracao calcula o vetor Fxt que representa uma resposta
de vibracado. Ela interpola os valores de F' para o tempo t, realiza operacdes matriciais

envolvendo M e A, e retorna o resultado.

Algoritmo 11 — vibragao
Entrada: ¢, r, T, F, A, M
Saida: Fut
Variaveis: fi2, f, m, z, Fi, Fxt
1 fi2 = (interplq(7’, F’,t x ones(size(F,1),1)))’;
2 fi2(:;,2:end) = [|;
f=inv(M) x fi2;
[m, ~| = size(M);
z = zeros(m, 1);
Fi= [z f];
Faxt=Axr+ Fi;
Resultado: Fzt

N o a &AW
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A.9- Funcao vibracao.torcional

O algoritmo vibracao.torcional € uma fungao que recebe um vetor chamado
resposta como entrada e retorna os valores de torg € sertemp_vib como saida.

Esta funcao calcula o valor de torq arredondando a média absoluta da diferenca
entre as colunas 12 e 11 do vetor resposta, multiplicadas por um valor fixo. Em seguida,
cria uma matriz chamada sertemp_vib que contém as colunas tempo e torcional extraidas
do vetor resposta.

O algoritmo retorna os valores de torq e sertemp_vib como resultado.

Algoritmo 12 — vibracao.torcional

Entrada: resposta

Saida: torq, sertemp_vib

Variaveis: K _6_vol, des_vol, des_cil6, torq, tempo, torcional, sertemp_vib
K _6_vol = 2089000;

des_vol = resposta(:,12);

des_cil6 = resposta(:, 11);

torq = round(abs(mean((des_vol — des_cil6) x K_6_vol)));
tempo = resposta(:,1);

torcional = (des_vol — des_cil6) x K_6_vol;

sertemp_vib = [tempo torcional];

retorna torq, sertemp_vib;

0O N o a & ON =

A.10- Fung¢ao ordem.espectro

O algoritmo orden.espectro € uma fungdo que recebe dois parametros como
entrada: um valor inteiro N e um vetor chamado resposta. Ele retorna o valor de ord
como saida e também modifica a variavel sw.

Primeiro, o algoritmo extrai as colunas de tempo e vibragao torcional do vetor
resposta € as armazena nas variaveis tempo e vib_tor, respectivamente. Em seguida,
chama a fungéo espectro_exemplol para calcular os valores de f, P3 e P6 com base nos
valores de tempo € vib_tor.

Apos isso, o algoritmo realiza um conjunto de iteracées em um loop for que varia
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de 1 a 24, onde realizadas as seguintes operagdes: calcula-se o valor de fi multiplicando
j por frot, onde frot é calculado como a divisao de N por 60. Em seguida, é inicializada
a variavel i com o valor 1.

Em um loop while, 0 algoritmo procura o indice i para o qual a diferenca absoluta
entre f(i) e fi € menor que um tergo do valor de df, que representa a diferenga entre os
valores de frequéncia adjacentes em f. Ao encontrar o indice 7, o algoritmo armazena o
valor de n como o indice onde f € igual a f(i), e também armazena os valores de f(i),
P3(i) e P6(i) nas variaveis f;, a; e b;, respectivamente.

A cada iteracao, o algoritmo concatena os valores de f;, a; e b; ao vetor sw. Por
fim, ele atribui os valores de sw a variavel ord e retorna os valores de ord e sw como

resultado.

Algoritmo 13 — ordem.espectro

Entrada: N, resposta

Saida: ord

Variaveis: tempo, vib_tor, f, P3, P6, frot, x, vy, sw, df, j, fi, i, n, fi, a;, b;, ord

tempo = resposta(:, 1);

vib_tor = respostaf(:,2);

[f, P3, P6] = espectro_exemplol(tempo, vib_tor);

frot = %;

z = 0;

y=0;

sw=[];

df = f(2) = f(1);

para j =1 até j < 24 faca

fi= % x frot;

1 =1;

enquanto |f(:) — fi| > df /3 faga
| =i+ 1

fim

n = find(f == /(7))

fi= f(@);

b; = P6(’i>;

sw = concatenar(sw, { f;, a;, b;});

20 ord = sw

21 fim

22 retorna ord;

© 00 N O O b ON =

[ G G Y
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A.11- Fungao tensoes.global

O algoritmo tensoes_global € uma fungao que recebe dois parametros como en-
trada: um valor inteiro N e um vetor chamado resposta. Ele retorna os valores de f, P3 e
Tensao como saida.

Primeiro, o algoritmo atribui o valor 85.9 a variavel D _vol. Em seguida, ele extrai
as colunas de tempo e vibracao torcional do vetor resposta € as armazena nas variaveis
tempo e vib_tor, respectivamente. Em seguida, a funcao espectro_exemplo calcula os
valores de f, P3 e P6 com base nos valores de tempo € vib_tor.

Na linha 5, valor de frot dividindo N por 60 é calculado, seguido pela inicializacao
das variaveis x, y e sw com zero. Calcula a diferenga entre os valores de frequéncia
adjacentes em f e atribui a variavel df, bem como inicializa a variavel ft como um vetor
vazio.

Em um loop for que itera de 1 a 24, o algoritmo realiza as seguintes operagodes:
calcula o valor de fi multiplicando j por frot e inicializa a variavel : com 1. Internamente
em loop while, 0 algoritmo encontra o indice i na qual a diferenga absoluta entre f(i) e fi
€ menor que um terco do valor de df.

Em seguida, encontra o indice n no qual o valor de f é igual a f(i), e armazena os
valores de P3(n), P6(n) (convertido para radianos) nas variaveis ai e bi, respectivamente.
Calcula xi e yi com base em ai e bi, e atualiza os valores de z € y somando zi € yi,
respectivamente. Concatena o valor de ai ao vetor sw.

Apds o loop, 0 algoritmo atribui os valores de z e y as variaveis X e Y. Calcula o
valor da amplitude Amp com base nos valores de X e Y. Calcula os valores de I'm € Zm
usando a formula fornecida.

Finalmente, calcula o valor de T'ensao dividindo Amp por Zm e multiplicando por

1075, retornando os valores de f, P3 e Tensao como resultado.
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Algoritmo 14 — tensoes_global

© 00 N O g B~ WO N =

N DN D DN DNDMDNDMDND = = o omd oad ek ok owd o= o=
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©
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30

31
32

Entrada: N, resposta
Saida: f, P3, Tensao

Variaveis: D_vol, tempo, vib_tor, f, P3, P6, frot, x, y, sw, df, ft, j, fi, i, n,

at, bi, xi, yi, X, Y, Amp, Im, Zm, Tensao
D _vol = 85.9;
tempo = resposta(:,1);
vib_tor = respostaf:,2);
[f, P3, P6] = espectro_exemplo(tempo, vib_tor);
frot = %;
z=0;
y=0;
sw=[];
af = £(2) - £(1);
ft=1;
paraj = 1 até j < 24 faca
fi= % x frot;
1 =1;
enquanto |f(:) — fi| > df /3 faca
| =i+ 1
fim
n = find(f == £(7));
ai = P3(n);
bi = P6(n) X 1g5;
xi = ai X cos(bi);
yi = ai X sin(bi);
T =2x+ xi;
y=y+yi
sw = concatenar(sw, {ai});

X =x;

Y =vy;

Amp = VX2 +Y?
Im=mx (7D*”01X10_3)4/32;

2
ZM = pri0-5/3

_ Amp —6.
Tensao = . X 107°;

retorna f, P3, Tensao
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A.12- Fungao pressao.medial

O algoritmo pressao_media_1 € uma fungao que recebe cinco parametros como
entrada: os vetores T', P, V, Vd e taf, retornando o valor de pmi como saida.

Neste algoritmo, sao realizadas as seguintes operagoes: inicializa-se a variavel i
com o tamanho do vetor T e divide-se o vetor T em duas partes, T'1 e T2, com base no
indice central (i + 1)/2.

Em seguida, sdo encontrados os indices n € m no qual os valores de T sao
iguais a taf(1) e taf(2), respectivamente. Os vetores P e V sao divididos em partes de
acordo com esses indices, resultando nos vetores Pa, P1, P2, Va e V2. O vetor P1 é
reorganizado em ordem reversa.

Posteriormente, sao definidas as fungdes f1 e f2 como interpolagdes spline dos
dados de V1 e P1, e V2 e P2, respectivamente. Sao calculados os comprimentos dos
vetores V1 e V2 e armazenados nas variaveis p e q, respectivamente. Além disso, sao
determinados os valores iniciais e finais dos vetores V1 e V2.

Sao calculadas as integrais das fungdes f1 e f2 com limites definidos pelos
vetores V'nl, Vn2, Vml e Vm2. A diferenca entre as integrais € armazenada na variavel
Wi. Em seguida, € calculado o valor de pm: dividindo-se Wi por Vd e multiplicando por
1075,

O valor de pmi é retornado como resultado da fungao.

A.13- Funcao espectro.exemplo

O algoritmo espectro_exemplo € uma funcao que recebe dois parametros como
entrada: os vetores T e R. Ele retorna os vetores f, P3 e P6 como saida.

Neste algoritmo, sao realizadas as seguintes operagdes: calcula-se o comprimento
do vetor T' e armazena o ultimo elemento na variavel T'f. Em seguida, calcula-se a
frequéncia de amostragem F's dividindo o comprimento pelo valor de T'f, e o periodo de
amostragem T's como o inverso de F's.

E aplicada a transformada rapida de Fourier (FFT) no vetor R utilizando a funcéo
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Algoritmo 15 — pressao.mediai

Entrada: 7', P, V, Vd, taf

Saida: pmi

Variaveis: i, T'1, T2, n, m, Pa, P1, P2, Va, V1, V2, f1, 2, p, q, Vnl, Vn2,
Vml, Vm2, Wil, Wi2, Wi, pma

1 ¢ = length(7T);
2T1=T(1:(i+1)/2);

3 T2 =T((i+1)/2:9);

4 n=find(T == taf(1));

5 m = find(T == taf(2));

6 Pa=P(n:(i+1)/2);

7 P1 = reorder_array(Pa);
8 P2=P((i +1)/2:m);

9 Va=V(n:(i+1)/2);

10 V1 =reorder_array(Va);

-
-

V2=V((i+1)/2:m);
f1 =@(w)spline(V1, P1,w);
f2 =@Q(z)spline(V2, P2, z);

Oy
w N

14 p = length(V'1);

15 g = length(V'2);

16 Vnl =V1(1);

17 Vn2 = V1(p);

18 Vml =V2(1);

19 Vm2 =V2(q);

20 Wil = quad(f1,Vnl,Vn2);
21 Wi2 = quad(f2,Vml,Vm2);
22 Wi =Wi2—-Wil;

N
w

pmi = Wi/Vd/10%;
Resultado: pmi
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fft, e o resultado € armazenado no vetor Y. O vetor P2 é obtido calculando o valor
absoluto de Y dividido pelo comprimento L.

Os vetores P1, P3 e P6 sao derivados do vetor P2, sendo o vetor P1 obtido
através da selecao de elementos do inicio até a metade do vetor P2, incluindo o primeiro
e o ultimo elementos. Os elementos de indice 2 até o penultimo sdo multiplicados por 2.

O vetor P3 é igual a P1. O vetor P4 é obtido calculando a fase complexa de Y
e desembrulhando-a usando a fungao unwrap. O vetor P5 é obtido selecionando os
elementos de P4 da mesma forma que o vetor P1, e os elementos de indice 2 até o
penultimo sao multiplicados por 2.

Finalmente, o vetor P6 é obtido multiplicando os elementos de P5 por 180/7. O
vetor f é calculado como a frequéncia de amostragem F's multiplicada pelo vetor de
indices de 0 até a metade do comprimento L dividido por L.

Os vetores f, P3 e P6 sao retornados como resultado da fungao.

Algoritmo 16 — espectro.exemplo
Entrada: T, R
Saida: f, P3, P6
Variaveis: L, Tf, Fs, Ts, Y, P2, P1, P3, P4, P5, P6, f

1 L = length(7T);

2 Tf=T(L);

3 Fs=L/Tf;

4 Ts=1/Fs;

5 Y = fft(R);

6 P2 =abs(Y/L);

7 P1 = P2(1:round(L/2) + 1);

8 P1(2:end —1) =2 x P1(2:end — 1);
9 P3 = Pl;

-
o

P4 = unwrap(angle(Y));

P5 = P4(1 : round(L/2) + 1);
P5(2:end —1) =2 x P5(2:end — 1);
P6 = P5 x 180/7;
f=Fsx(0:round(L/2))/L;
Resultado: f, P3, P6

G G Gy
S W N =
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A.14- Fungao barra.progresso

Essa funcao auxiliar de visualizagao recebe dois parametros: ‘total’, que repre-
senta o valor total do progresso do processamento, e ‘atual’, que representa seu valor
atual.

A variavel porcentagem é calculada como a divisao entre ‘atual’ e total, multipli-
cada por 100, para obter a percentual atual da barra de progresso.

A variavel barra € inicializada como uma string contendo o caractere —'. Em
seguida, é utilizado o comando repmat para replicar o caractere '— um nimero de vezes
igual a porcentagem completada, arredondada para o inteiro mais préximo.

Em um loop, a barra de progresso € preenchida com o caractere -’ até atingir o
comprimento total de 100 caracteres.

Por fim, a barra de progresso é formatada com colchetes [ e '] para melhor

visualizagao, sendo retornada como saida do algoritmo.

Algoritmo 17 — barra.progresso
Entrada: total, atual
Saida: barra
Variaveis: porcentagem, barra, i
inicio

porcentagem = %ggll x 100;
barra = repmat(’|', 1, round(porcentagem));
para i = length(barra) + 1 até i < 100 faca

]
2
3
4
5 | barra = [barra, —'];
6
7
8

fim
barra = ['[',barra,']’];

fim
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