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RESUMO

UM ESTUDO COMPUTACIONAL COMPARATIVO ENTRE ALGORITMOS DE
AGRUPAMENTO E DE DETECCAO DE COMUNIDADES CONSIDERANDO
DADOS DA EDUCACAO

Daiana Medeiros da Silva

Orientadores:

Carla Silva Oliveira, D.Sc.
José André de Moura Brito, D.Sc.

Resumo da Dissertacdo de Mestrado submetida ao Programa de Pds-graduacéo
em Engenheira de Producdo e Sistemas, do Centro Federal de Educacdo Tecnoldgica
Celso Suckow da Fonseca CEFET/RJ, como parte dos requisitos necessarios a obtencao
do titulo de Mestre em Engenheira de Producéo e Sistemas.

Esta dissertacdo tem por objetivo geral realizar um estudo computacional
comparativo entre trés algoritmos de agrupamento (k-means, PAM e CLARA) e dois
algoritmos de Deteccdo de Comunidades (Fast Greedy e Walktrap), considerando dados
da area da Educacdo. Para analisar as solu¢fes produzidas pelos cinco algoritmos, foram
utilizados dois indices associados, respectivamente, aos critérios de validacédo relativo e
externo, sejam eles: Silhueta e Rand. Para tal, foi implementado um algoritmo para
construcdo de redes, que foram produzidas a partir das bases de dados reais de duas
maneiras distintas, a saber: através dos quartis das distancias dos objetos e da Arvore
Geradora Minima. Dentre os principais resultados, destacam-se aqueles provenientes dos
algoritmos PAM e CLARA, que quando aplicados a um conjunto de base de dados de porte
pequeno e médio ndo diferem quanto aos seus resultados, em relacdo ao indice de
Silhueta. Em relagdo ao indice de Rand, quando é comparado o desempenho dos
algoritmos PAM e CLARA, frente aos algoritmos de Deteccdo de Comunidades: Fast
Greedy e Walktrap, apresentou maior similaridade entre os grupos formados pelo
algoritmo CLARA e as comunidades do algoritmo Fast Greedy, do que oS grupos
formados pelo algoritmo PAM e as comunidades produzidas pelo algoritmo Fast Greedy.

Palavras-chave:
Analise de Agrupamentos; Deteccdo de Comunidades; k-means; PAM; Fast Greedy.

Rio de Janeiro
Janeiro de 2021



ABSTRACT

A COMPARATIVE COMPUTATIONAL STUDY BETWEEN CLUSTER
ANALYSIS AND COMMUNITY DETECTION ALGORITHMS CONSIDERING
EDUCATION DATA

Daiana Medeiros da Silva

Advisors:

Carla Silva Oliveira, D.Sc.
José André de Moura Brito, D.Sc.

Abstract of Dissertation submitted to Programa de Pos-graduacdo em Engenheira
de Producdo e Sistemas of Centro Federal de Educacdo Tecnoldgica Celso Suckow da
Fonseca CEFET/RJ, as partial of fulfillment of the requirements for the degree Master.

The general objective of this dissertation is to perform a comparative computational study
between three clustering algorithms (k-means, PAM and CLARA) and two Community
Detection algorithms (Fast Greedy and Walktrap), considering data from the education
area. To analyze the solutions produced by the five algorithms, two indexes associated,
respectively, with the relative and external validation criteria were used, be they:
Silhouette and Rand. For this, an algorithm was implemented for network construction,
which were produced from the real databases in two different ways, that is: through the
quartiles of the distances of the objects and the Minimum Generating Tree. Among the
main results, we highlight those from the PAM and CLARA algorithms, which when
applied to a small and medium-sized database set do not differ in relation to their results,
in relation to the Silhouette index. In relation to the Rand index, when comparing the
performance of the PAM and CLARA algorithms, compared to the Community Detection
algorithms Fast Greedy and Walktrap, it presented greater similarity between the groups
formed by the CLARA algorithm and the communities of the Fast Greedy algorithm, than
the groups formed by the PAM algorithm and the communities produced by the Fast
Greedy algorithm.

Keywords:
Cluster Analysis; Community Detection; k-means; PAM; Fast Greedy

Rio de Janeiro
Janeiro 2021
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Capitulo I - Introducéo

A prética de agrupar os objetos de acordo com as suas semelhancas é a base de
grande parte da ciéncia, ao passo que, organizar dados em agrupamentos € um dos modos
mais fundamentais que configura a compreensdo e aprendizado (JAIN & DUBES, 1988).
Entretanto, o problema de organizar tais dados ndo € uma tarefa trivial, tendo em vista
que, diante do volume expressivo de dados que é produzido diariamente e
disponibilizado, por exemplo, na internet, faz-se necessario uma maneira automética de
organizar, separar e classificar tais dados, de forma a produzir informagdes relevantes
para a realizacdo de analises por parte de 6rgdos privados e publicos.

Uma possivel alternativa para tratar esse problema diz respeito a aplicacdo da
Analise de Agrupamentos, que corresponde a uma técnica de analise multivariada que
agrega um conjunto de algoritmos que possibilitam alocar os objetos de uma base de
dados em grupos sem a necessidade, a priori, do conhecimento de suas classes ou suas
categorias (JAIN & DUBES, 1988).

Existem diversas aplicacOes reais concernentes as areas de psicologia, ciéncias
sociais, biologia, medicina, marketing, estatistica, mineracédo de dados (JAIN & DUBES,
1988), (KUMAR; STEINBACH; TAN, 2009), (HAN; KAMBER; PEI, 2012), dentre
outras, que podem resolvidas mediante a aplicacdo da analise de agrupamentos.

Uma alternativa muito utilizada para analisar dados diz respeito a aplicacdo de
algoritmos de Deteccdo de Comunidades em Redes. Adicionalmente, a utilizacdo de
técnicas de Deteccdo de Comunidades em Redes tem se mostrado uma valiosa ferramenta
de andlise, cuja aplicacdo tem sido estudada tanto pela academia quanto pela industria
(WANG et. al., 2015); (DIAS et. al., 2019). Mais especificamente, redes sdo definidas
como “sistemas fisicos, biologicos ou sociais caracterizados por um conjunto de entidades
bem definidas que se integram e interagem dinamicamente entre si” (TEIXEIRA; LIMA;
ABREU, 2008).

Considerando essa definicdo, pode-se representar, atraves de redes, diversas
estruturas de dados: redes de coautoria, redes de pesquisa, redes de esgoto, redes de
telefonia, redes de computadores, entre outras. As redes podem ser modeladas a partir
da utilizacdo de uma estrutura matematica denominada grafo, o qual é formado por dois

conjuntos: os vértices/nds que correspondem aos objetos de um grafo/rede e as arestas



que representam as ligacOes/conexdes entre 0S vertices,
((COPPIN, 2017) apud (SOUSA; PRATA, 2019)). Atraves dessa estrutura, pode-se obter
variadas informagdes quanto a topologia dessas redes como, por exemplo, o fluxo de
informac&o que passa pelos nds e/ou clusters de nés (COSTA et al., 2013).

Por sua vez, estudar e analisar redes modeladas por grafos com substancial
namero de vértices e arestas como, por exemplo, a rede de contato do twitter, com mais
de 50 milhdes de individuos, ou mesmo uma rede de neurdnios, demanda, com
frequéncia, a utilizacdo de metodos associados a Teoria dos Grafos. Estes métodos
também sdo constantemente utilizados para analises de redes de coautorias e
colaboragdes (PROCACI, 2015); (MAGALHAES, 2013); (SEMAN et al., 2020). Mais
especificamente, no exemplo do twitter, cada um dos 50 milhdes de individuos é
representado por um vértice no grafo e cada ligacdo/conexdo entre os individuos
corresponde a uma aresta do grafo. Neste sentido, as redes reais, representadas por grafos,
apresentam, naturalmente, uma alta dimensionalidade no que diz respeito ao numero de
vértices e de arestas que devem ser analisados. Ainda neste sentido, apos a representacdo
de uma rede mediante um grafo, um dos objetivos € analisar as relagcbes, entre 0s
vértices/objetos que compdem tal rede, por exemplo, considerando uma maior
importancia de um ou mais vertices em detrimento a outros.

Em vista disso, um dos problemas associados a area anéalise de redes via Teoria
dos Grafos é o de deteccdo de comunidades, ou seja, o particionamento do grafo que
modela a rede em clusters (MENTZ et al., 2007).

Por esta razdo, os algoritmos de Analise de Agrupamentos e de Deteccdo de
Comunidades podem ser utilizados como uma importante ferramenta auxiliar de analise,
em diferentes tipos de redes tais como: Qualidade, como instrumento de apoio a melhoria
da qualidade dos servicos aos clientes (MOORI; MARCONDES; AVILA, 2002);
Educacdo, como instrumento de apoio na avaliagdo da formacdo técnica
profissionalizante para o setor industrial (SANTOS et al., 2014); World Wide Web, como
instrumento de apoio para melhorar os resultados disponibilizados por sites de busca
(HAMMOUDA, 2002).

.1 Motivacéo

Estudos que utilizam algoritmos de Analise de Agrupamentos e de Deteccédo de



Comunidades, a fim de auxiliar pesquisas e analises tém crescido em diversas areas. Em
especifico, na area da educacdo ha diversos desafios que podem ser solucionados diante
destas ferramentas de analise, uma vez que, ao lidar com uma grande quantidade de dados
e, concomitantemente, conseguir extrair informagdes precisas para tomadas de decisoes
ndo é uma tarefa trivial.

A exemplo, extrair informacdes relevantes de base dados, como do Exame
Nacional do Ensino Médio (ENEM) ou do Exame Nacional de Desempenho de
Estudantes (ENADE) e, mapear o aprendizado dos estudantes, realizar comparativos
entre escolas/universidades publicas e privados, identificar a deficiéncia dos estudantes
em uma disciplina especifica ou ainda mapear: a evasdo escolar, perfil de ingressos e
egressos, perfil socioecondmico etc., sdo informac6es importantes que servem de apoio
na tomada de decisGes de gestores da area educacional. Entretanto, para obter tais
informacdes é necessario aplicar estas ferramentas a fim encontrar grupos de alunos com
uma maior similaridade.

Dada a importancia e do crescente volume de dados desta area, a presente
dissertacdo utilizou dados oriundos da area educacional para realizar alguns experimentos
e analises. Ademais, para extrair informacfes que sejam concisas e Uteis, torna-se
necessario obter bases de dados que contenham informacdes que tratem de um mesmo

assunto.

1.2 Objetivo Geral

Esta dissertacdo tem por objetivo geral realizar um estudo computacional
comparativo entre trés algoritmos de agrupamento (k-means, PAM e CLARA) e dois
algoritmos de Deteccdo de Comunidades (Fast Greedy e Walktrap), considerando dados
da area da Educacdo. A comparacédo entre os algoritmos, quanto as estruturas de grupos
e comunidades formados, sera realizada através do calculo de indices - Silhueta e Rand,

associados aos critérios de validacao.

1.2.1 Objetivos especificos

De modo a alcancar o objetivo geral proposto, os objetivos especificos desta
dissertacdo séo:

- Construir redes mediante uso das bases de dados reais da Educagdo de duas



maneiras distintas, a saber: usando os quartis das distancias dos objetos associados as
bases de dados e a arvore geradora minima;

- Segmentar as bases de dados a partir da aplicacdo dos os algoritmos de
agrupamento k-means, CLARA e PAM e segmentar as bases de dados a partir da aplicagédo
dos algoritmos de deteccdo de comunidades Fast Greedy e Walktrap;

- Avaliar as solugdes produzidas pelos cinco algoritmos, tendo por base o calculo
de indices associados aos critérios de validacgdo relativo e externo, sejam eles: Silhueta e
indice de Rand;

- Comparar e avaliar os resultados produzidos pelos algoritmos de agrupamento e

de deteccdo de comunidades;

- Verificar se a troca do algoritmo PAM pelo CLARA acarretaria alguma mudanca
significativa de qualidade, no que tange aos indices de Silhueta e Rand,;

- Avaliar o impacto nas solucbes produzidas pelos algoritmos de agrupamento e
de deteccdo de comunidades, considerando, como entrada, dois tipos de rede: arvore

geradora minima (AGM) e quartis;

1.3 Organizacgdo da Dissertacéo

Esta dissertacdo estd organizada em sete capitulos. No Capitulo 1l séo
apresentados os conceitos basicos da Teoria dos Grafos. No Capitulo 111 sdo apresentados
0s conceitos basicos de Analise de Agrupamentos de dados, incluindo uma breve
descricdo dos trés algoritmos de agrupamento que foram utilizados neste trabalho:
k-means, CLARA e PAM. No Capitulo 1V, sdo apresentados 0s conceitos basicos de
Deteccdo de Comunidades em Redes e os algoritmos de detec¢do de comunidades: Fast
Greedy e Walktrap. No Capitulo V, sdo descritos os critérios de validacdo. No Capitulo
VI, é apresentada a metodologia da pesquisa. Por fim, o Capitulo VII traz a descricao dos

experimentos, a analise e as conclusfes desta dissertacéo.



Capitulo Il - Conceitos béasicos de Grafos

Neste capitulo sdo apresentados os conceitos basicos da Teoria dos Grafos e do
Algoritmo de Prim necessarios para a compreensdao do texto e do problema que foi o
objeto de estudo desta dissertacdo. As principais fontes bibliograficas para o
desenvolvimento deste capitulo sdo encontradas em (BONDY & MURTY, 1976) e
(GOLDBARG & GOLDBARG, 2012).

I11.1 Teoria dos Grafos

Um grafo € uma estrutura G= (V,E), onde V é um conjunto discreto cujos
elementos sdo denominados de Vvértices ou nos e, E € um conjunto de subconjuntos de
elementos de V, cujos elementos sdo denominados de ligacdes, arcos ou arestas. O grafo
G é de ordem n quando |V|=n e tamanho m se |E|=m. Um grafo pode ser definido como
direcionado (ou orientado) quando existe uma orientacdo nas ligacGes. Neste caso, as
arestas sdo denominadas de arcos. Quando ndo existe orientacdo nas arestas o grafo € ndo
orientado ou nédo direcionado e quando existe uma valoracdo das arestas, diz-se que 0
grafo € valorado ou ponderado. A Figura 1 exibe um grafo G orientado e um grafo H nao

orientado.
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Figura 1: Grafos Ge H

Um vértice vi de G € denominado adjacente ou vizinho a outro vértice vj quando
existe uma ligacdo entre eles. Quando uma aresta liga um vértice a ele mesmo esta aresta
é denominada de laco (conforme o vértice 3 no grafo H da Figura 1). Um grafo é
denominado vazio quando |E|=0 e denominado de grafo nulo quando |V|=0.

Denomina-se de grafo trivial ou singleton o grafo que possui apenas um Unico

vértice. Um caminho é uma sequéncia de vértices v,,...,v;,...,v, de modo que



(v;,vi41) €EE, V1 <i <s—1. Ocomprimento de um caminho entre dois vértices v,
e V; € o nimero de arestas existentes nesse caminho. Denomina-se de distancia
geodésica o comprimento do menor caminho entre dois veértices v, e Vv; a qual
denotamos pord,,, . Um ciclo € um caminho fechado, ou seja, € um caminho cujo vértice

inicial coincide com o Vértice final. Um grafo G é denominado conexo se para cada par
de vértices existe um caminho ligando esses vértices. Caso contrario o grafo é
denominado desconexo.

O grau de um vértice v; € V, denotado por d(v;), € 0 nimero de vértices
adjacentes ao vértice v;, ou ainda é o nimero de vizinhos de v; . O grau minimo de G,
denotado por §(G) € 6(G) = min {d(v;)/ v; € V} e 0 grau maximo de G, denotado por
A(G) ¢ A(G) = max {d(v;)/ v, €eV}.

Existem varias maneiras para representar um grafo. Uma delas é por matrizes,
como, por exemplo: matriz de adjacéncia, Laplaciana, Laplaciana sem sinal, Laplaciana
Normalizada e de Incidéncia.

A primeira alternativa de representar grafos atraves de matrizes é extremamente
atil e, ao mesmo tempo, facilita o seu armazenamento. Além disso, essas representacoes
podem ser facilmente manipuladas em computadores. A matriz de adjacéncia de um grafo

ndo orientado G, denotada por A(G) =[a;], é uma matriz de ordem n, sendo a entrada

a;; =1se (v;,v;)€E, a;; =0, caso contréario. A Figura 2 exibe um grafo G; com 5

vértices e 5 arestas cuja matriz de adjacéncias € apresentada a seguir:

Figura 2: Grafo G,

A(G1) =
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Dada uma matriz quadrada M de ordem n, um escalar 2 é denominado um
autovalor de M se existe um vetor ndo-nulo x, denominado autovetor de M, tal que
Mx = Ax. Para determinarmos os autovalores de M é necessario encontrar, inicialmente,
o polindmio caracteristico associado a M, p(4), definido através da seguinte equacao:
p(A) = det(Al — M) =0, onde | é a matriz identidade de ordem n. As raizes dessa
equacéo sdo denominadas de autovalores da matriz M.

Dado dois grafos G =(V,E) e H=(V',E’), H é denominado subgrafo de G se

V' cVe E cE. O subgrafo H=(V,E') é considerado um subgrafo gerador de G
quando V' = VeE' € E.

Uma arvore T € um grafo conexo que ndo contém ciclos. Uma arvore geradora de
um grafo G é um subgrafo gerador conexo e que ndo contém ciclos. Neste contexto, todo
grafo conexo possui pelo menos uma arvore geradora. O custo de uma arvore geradora T,
de um grafo ponderado G, € dado através da soma de todos os custos das arestas da arvore
geradora T. Uma arvore geradora minima (AGM), Ty, é a arvore geradora de menor
custo, dentre todas as possiveis arvores geradoras obtidas a partir de G.
Mais especificamente, dado um grafo G com custos associados as arestas, a AGM obtida
a partir de G corresponde ao subgrafo gerador cuja soma dos custos das arestas € minima.

A Figura 3a exibe um grafo G, com 10 vértices e 15 arestas e uma arvore geradora
minima de G, € apresentada na Figura 3b. Pode-se observar que o custo de Ty, de G, é

igual a 32.
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1 2

Figura 3a: Grafo G, Figura 3b: Ty, de G,

Figura 3: Grafo G,
Fonte: Adaptado de (GOLDBARG & GOLDBARG, 2012)

O algoritmo de PRIM, desenvolvido em 1930, (GOLDBARG & GOLDBARG,
2012) tem como objetivo produzir arvores geradoras minimas a partir de um grafo
ponderado, conexo, ndo orientado e que ndo contenha lacos.

O algoritmo é desenvolvido da seguinte maneira: inicialmente, deve-se escolher
um vértice qualquer do grafo original. Apds esta escolha, novas arestas devem ser
adicionadas gradativamente a arvore em construcao, observando o menor peso/custo de
cada aresta nele incidente, até ser formada a AGM.

A Figura 4 ilustra a aplicacéo do algoritmo de PRIM em um grafo com 11 vértices
e 18 arestas cujos passos sao descritos a seguir: na iteracdo 1 escolhe-se um vértice inicial,
por exemplo, é escolhido o vértice 1, S = {l1}; posteriormente, na iteracdo 2,
deve-se escolher uma aresta que tenha 0 menor peso/custo que incida no vértice 1, como
pode ser visto na Figura 4, a aresta (1, 11). Assim, o conjunto S é atualizado, ou seja,
S ={1; 11}, e deve-se realizar nova escolha de uma aresta que incida no vértice 1 ou 11,
com menor custo e que alcance a um vértice que ndo esteja no conjunto S. Desta forma,
na iteracdo 3, € incluida a aresta (1, 8), entdo S = { 1; 11 ; 8}. Esse procedimento é feito
até que o conjunto S contenha todos os vértices do grafo e assim se obtém uma arvore

geradora minima, a qual é apresentada na Figura 5.



Grafa Original

Figura 4: Aplicagdo do Algoritmo PRIM
Fonte: Os Autores.

Arvore Geradora Minima

Figura 5: AGM
Fonte: Os Autores.




10

Capitulo 111 — Analise de Agrupamentos

Neste capitulo sdo apresentados 0s conceitos basicos de analise de agrupamentos
assim como do problema de agrupamento. Além disto, € exposto o processo de descoberta
de conhecimento em bases de dados, o procedimento para formacgdo de agrupamentos,
selecdo e tratamento de dados. Por fim, sdo apresentados trés algoritmos de analise de
agrupamento utilizados nesta dissertacdo, quais sejam: k-means, PAM (Partitioning
Around Medoids) e CLARA (Clustering Large Applications).

I11.1 Andlise de Agrupamentos

A pratica de agrupar os objetos de acordo com as suas semelhangas € a base de
diferentes areas do conhecimento. De modo que, organizar um conjunto de dados em
grupos € uma das maneiras mais fundamentais que configura a compreensdo e o
aprendizado (JAIN & DUBES, 1988).

Ademais, a pratica de agrupar objetos (registros, observacdes, padrdes) de acordo
com as suas semelhancas, além de ser algo importante, esta presente diariamente no nosso
cotidiano (ALVES; OLIVEIRA; BRITO, 2014). Por exemplo, na escola agrupamos 0s
alunos em classes, de acordo com a sua serie ou faixa etaria; na pesquisa, no levantamento
de dados de uma populacdo podemos agrupar as pessoas de acordo com o grau de
escolaridade, sexo, renda, religido etc.

O agrupamento de dados pode ser utilizado, também, na pesquisa de mercado, a
fim de reconhecer padrBes sobre um determinado nicho. Ja o profissional do marketing
pode utilizar a Analise de Agrupamentos para descobrir grupos distintos entre a bases de
dados que compBem os clientes, e assim alocar a um mesmo grupo clientes que tenham
padrdes de compra semelhantes (HAN; KAMBER; PEI, 2012).

A Analise de Agrupamentos (AAG) pode ser definida como uma técnica de
Analise Multivariada que agrega um conjunto de algoritmos que sdo aplicados para
agrupar objetos (JAIN & DUBES, 1988), de forma que 0s objetos semelhantes (de acordo
com uma métrica calculada a partir dos atributos dos objetos) sejam alocados a um mesmo
grupo e que objetos ndo semelhantes entre si sejam alocados a grupos distintos. Deste
modo, os agrupamentos serdo melhores a medida que, a semelhanca (ou homogeneidade)

aumente dentro de um grupo e a diferenga (ou heterogeneidade) entre os grupos aumente
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(KUMAR; STEINBACH; TAN, 2009), (KAUAI; PECORA; LIMA, 2020).

Atualmente, existem diversas aplicacfes reais associadas, por exemplo, as areas
psicologia e outras ciéncias sociais, biologia, medicina, marketing, estatistica, mineracdo
de dados (JAIN & DUBES, 1988), (KUMAR; STEINBACH; TAN, 2009), (HAN;
KAMBER,; PEI, 2012), sendo tais aplica¢Ges abordadas/resolvidas mediante aplicacdo da
Andlise de Agrupamentos. Ainda neste sentido, a resolucéo de tais aplicagbes, mediante
a aplicacdo da AAG, remete a resolucdo de um problema de agrupamento.

111.2 Problema de Agrupamento

Dado um conjunto de dados X formado por n objetos e com p atributos
(caracteristicas), no problema de agrupamento (PA) o objetivo é particionar o conjunto X
em k grupos, de forma que 0s objetos que pertencem a um mesmo grupo sejam
homogéneos entre si, e 0s objetos pertencentes a grupos distintos sejam heterogéneos, ou
seja, que a similaridade dos objetos dentro de cada cluster seja maximizada (variacéo
intracluster) e a similaridade entre os objetos entre os cluster distintos deve ser
minimizada (variacdo intercluster) (LAROSE, 2004). A Figura 6 ilustra esta variagdo

intracluster e a variagdo intercluster.

» ™
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Figura 6:Similaridade entre os grupos e dentro dos grupos
Fonte: Larose (2004).
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A fim de verificar a homogeneidade dentro de um grupo faz-se necessario utilizar
alguma métrica, como, por exemplo, a distancia Euclidiana ou distancia de Manhattan.
Essas métricas sdo descritas no subitem (111.3.1). E importante observar que, ao utilizar
métricas diferentes na aplicacdo de determinado algoritmo para um mesmo conjunto de
dados, podem ser produzidos agrupamentos bem distintos quanto aos objetos alocados
aos grupos e ao grau de homogeneidade em cada grupo.

De acordo com (HANSEN; JAUMARD, 1997), o problema de agrupamento é
definido, formalmente, da seguinte maneira: dado um conjunto X, formado por n objetos,
onde X ={x;,x,,-+,x,} no qual, para cada objeto x; existe p atributos,
x; = {x}t,x?,-,xP} , deve-se construir, a partir X, k grupos/clusters (C;), onde
C=1{Cy,Cy,C}

Na literatura, o problema de agrupamento pode ser definido ainda de duas formas:
problema de agrupamento classico (PAC) e problema de agrupamento automatico (PAA)
(ou ainda clusterizacdo automatica). Para o primeiro problema é necessario que o
parametro k (numero de clusters), seja definido a priori. Entretanto, quando este
parametro ndo é definido a priori, e € pretendido determinar ou identificar o valor
considerado ideal para k, o problema é dito de agrupamento automatico (NALDI, 2011),
(SEMAAN, 2013).

Para 0 PAC as restricdes descritas pelas equacbes (I11.1), (111.2) e (111.3),
(HAN; KAMBER; PEI, 2012) devem ser satisfeitas.

k
LJ@:X (111.1)

Jj=1

CGNC=0 Lj={1,2,-,k}#j (11.2)

C#0j=1{12-,k} (11.3)

A equacdo (I11.1) diz respeito a restricdo de que a unido de todos os clusters C;

gerados através do conjunto X deve ser igual ao proprio conjunto X; a equacgéo (111.2) diz

respeito a restricdo de que nenhum elemento pode pertencer a mais de um cluster e a
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equacéo (I11.3) mostra que n&o deve existir nenhum cluster vazio.

No que diz respeito ao processo de formacéo dos grupos:

“Qs grupos sdo formados a partir de um principio indutivo, também conhecido
como funcdo-objetivo ou critério de agrupamento. A funcéo-objetivo &
utilizada para selecionar um modelo ou estrutura capaz de identificar os grupos
que melhor se ajustem a um determinado conjunto de dados. Uma vez
determinada a funcdo-objetivo, o problema de agrupamento consiste em
otimizar esta fungéo para o conjunto de dados em estudo. Na maioria das vezes,
encontrar a solucdo 6tima para este problema a partir da analise de possiveis
solucGes € intratavel ou apresenta uma complexidade muito elevada para
grandes conjuntos de dados” (NALDI, 2011, p. 8).

O conceito de solucdo 6tima (6timo global) apresentado acima pode ser entendido
ainda como: a partir de um conjunto de dados, deve-se encontrar grupos/clusters que
sejam mais homogéneos de acordo com alguma métrica. Porem, encontrar a solucdo (ou
agrupamento) 6tima global, ou seja, que produz o menor valor possivel para funcéao-
objetivo definida a priori, ndo é uma tarefa facil. Supondo, por exemplo, que fosse
aplicado um método de enumeracdo exaustiva que permitisse gerar todas as possiveis
alocacOes dos n objetos aos k grupos, o numero de solucBes possiveis (para 0 PAA), é
dado através do numero de Stirling de segundo tipo, definido pela equacdo (lI11.4)
(L1U, 1968):

Ns(n, k) = %i(—l)i (f) (k=" (111.4)
j=0

De modo a ilustrar a complexidade do problema, considere os valores de Ns na

Tabela 1 para valores relativamente pequenos de n.
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Tabela 1: Nimero de soluges para o problema de agrupamento usando o ndmero de Stirling

n k Ns(n, k)

10 2 511
10 3 9.330
10 4 34.105
20 2 524.287
20 3 580.606.446
20 4 45.232.115.901
40 2 549.755.813.887
40 3 2.026.277.026.753.674.246
40 4  50.369.882.873.307.917.364.901

Fonte: Os Autores

Da Tabela 1, pode-se observar que, a medida que o nimero n (de objetos) aumenta
0 nimero de solucgdes possiveis cresce exponencialmente, ou seja, 0 nimero de maneiras
em que os n objetos podem ser agrupados em k grupos cresce substancialmente. Tal fato
torna proibitiva a aplicacdo de um método de enumeracdo exaustiva para encontrar a
melhor solucdo associada ao k grupos.

Assim sendo, renuncia-se ao 6timo global e sdo considerados os algoritmos de
agrupamento cujo objetivo é solucionar o problema de otimizacdo. Tais algoritmos
produzem solucdes correspondentes a 6timos locais de boa qualidade demandando um

baixo tempo computacional.

I111.3 Processo de Descoberta de Conhecimento em Bases de Dados

Obter informacdes que estdo armazenadas em grandes bases de dados ndo € uma
tarefa simples de ser realizada. No entanto, existe na literatura um processo conhecido

como KDD (do inglés Knowledge Discovey in Databases), cujo significado é a descoberta
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de conhecimento em base de dados, o qual é “um processo ndo trivial, interativo e
iterativo, que envolve vérias etapas, com muitas decisdes, tomadas pelo usuério, a fim de
identificar padrfes: validos, novos, potencialmente Uteis e compreensiveis” (FAYYAD;
PIATETSKY-SHAPIRO; SMYTH, 1996).

[ Interpretacdo Avaliacdo ]

[ Mineracdo de Dados

Tra nsformacdo

Cunhe::imenm
. |||.

Dados
Processados Itranstormades Padrdes

'

Dados Alvo

*—-.—_-_

Figura 7: Etapas do KDD
Fonte: (FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996).

A Figura 7, ilustra as cinco etapas do KDD, que consiste em: (i) selecdo, (ii)
processamento, (iii) transformacdo, (iv) mineracdo de dados e, por fim, a (v)
interpretacdo/avaliacdo. A primeira etapa, selecdo, consiste na selecdo de dados o que
permite que apenas atributos relevantes sejam considerados. Na segunda etapa,
processamento, os dados sao preparados de maneira a eliminar possiveis repeticées, e/ou
valores discrepantes. A terceira etapa consiste em realizar a transformacdo dos dados
considerando, por exemplo, padronizacdo de atributos quantitativos. A quarta etapa,
mineracdo dos dados, tem por objetivo aplicar métodos tais como: modelagem, analise
de agrupamento e regras de associacdo. Apos esta etapa de mineracdo dos dados, os dados
deverdo ser analisados e validados. Vale ressaltar que este processo, além de ser iterativo,
também é interativo (SILVA, Leandro, 2015).
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111.3.1 Procedimento para formacao de agrupamentos

Conforme descrito anteriormente, o processo de agrupamento tem como objetivo
agrupar n objetos de uma base de dados, em k grupos, sendo tais objetos representados
por pessoas, palavras, paises, flores, entre outros. Cada um destes objetos possui p
atributos, que podem ser: altura, peso, cor, temperatura e outros (KAUFMAN &
ROUSSEEUW, 1990).

Para melhor compreensdo, na Figura 8 sdo descritas as etapas do processo de

agrupamento.
Agrupamento
Base de Construgao
dados Medida de dos grupos

Representacao | [Similaridade

g;'fspgl;’:ti‘; 3 Validacio Interpretacao|
dos objetos Realizacao do
Agrupamento

feedback Significado dos

Agrupamentos

Figura 8: Etapas do processo de agrupamento
Fonte: NALDI (2011)

A Figura 8 corresponde a uma ilustracdo da visao geral do processo de construgdo
de um agrupamento, desde a entrada da base de dados até a interpretacdo dos grupos
gerados. De uma maneira geral, este processo se divide em: preparacdo dos dados,
agrupamento, validacéo e, por fim, a interpretacdo dos agrupamentos. Estas etapas estdo

descritas a seguir:

e Preparacdo de dados: consiste em verificar a necessidade de aplicar algum tipo
de transformacdo nos dados como a padronizacdo (caso de variaveis
quantitativas). Além disso, é nesta fase que é determinado a maneira como a
similaridade entre os objetos é definida, o que pode ser através da matriz de

distancias (descrita na Secao 111.3.1);
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Medida de similaridade/dissimilaridade: nesta etapa é realizado o célculo da
medida de similaridade/dissimilaridade entre todos os pares de objetos da base de

dados;

e Agrupamento: neste momento deve ser escolhido, dentre os diversos algoritmos
de agrupamento existentes, aqueles que serdo utilizados, e por fim aplica-los ao
conjunto de dados;

e Validacdo: em sintese, esta etapa se concentra em verificar a qualidade dos
agrupamentos, por meio do uso de medidas estatisticas que auxiliam a
verificacdo, através de um ou alguns indices associados, por exemplo, os critérios

de validacéo relativo ou externo.

e Interpretacdo: constitui-se na compreensdo dos agrupamentos formados, de

modo a verificar a existéncia de padrbes ou caracteristicas que representem cada

grupo.

Na proxima subsecdo é apresentado o procedimento para realizar a selegédo e

tratamentos de dados e a subsecéo I11.4 diz respeito aos algoritmos de agrupamento.

111.3.2 Selecdo e Tratamento de dados

Os objetos da base de dados podem, geralmente, ser representados por vetores de
atributos (caracteristicas). Os atributos, por sua vez, podem ser divididos em dois tipos, a
saber: atributos quantitativos (ou huméricos) e atributos qualitativos (ou categoricos). Os
qualitativos assumem valores finitos, e se dividem em: nominais e ordinais. Os atributos
qualitativos nominais representam caracteristicas que ndo apresentam ordem, e 0s
atributos qualitativos ordinais representam caracteristicas que refletem uma sequéncia ou
uma ordem. J& os quantitativos assumem valores em conjuntos finitos ou infinitos e se
dividem em: continuos e discretos. O Quadro 1 ilustra, em sintese, o descrito acima, onde

os atributos sdo caracteristicas de um objeto.
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Quadro 1: Tipos de atributos

Tipos de Atributos

o Profissdo; Cor de cabelo; Cor de olhos; Religido,
Qualitativos L . x
Nominais | Sexo; Estado civil; fumante/ndo fumante;
ou
. Doente/sadio.
Categoricos

Ordinais Grau de instrugéo (1° grau, 2° grau e 3° grau)

Quantitativos Continuos | Altura; Tempo; Peso

ou Numero de filhos; NUumero de clientes, NUmero de

L Discretos
Numericos pecas, NUmero de méaquinas.

A preparacdo dos dados, o qual representa a primeira etapa do processo de
agrupamento, tem como principal objetivo propiciar a analise dos tipos de objetos
pertencentes a base de dados, a fim de selecionar apenas os objetos ou atributos que
possuam maior relevancia para realizacdo do agrupamento e, desta forma, pode-se
eliminar/excluir registros (objetos) irrelevantes a analise (VALE, 2005).

Assim sendo, alguns dos registros (objetos) presentes na base de dados ndo serdo
utilizados para realizagio do agrupamento, posto que estes podem conter
(LAROSE,2004; DONI, 2004):

e Registros com falta de informacéo (missing values) em relacdo a algum atributo;
e Quitliers;
e Dados duplicados;

e Erros de digitacéo.

A fim de selecionar apenas registros (objetos) que sejam relevantes, o conjunto de
dados deve ser submetido a um pré-processamento, de maneira a remover da base de
dados objetos que sejam irrelevantes como os que foram citados acima, (LAROSE,2004).

Ap0s os objetos da base serem submetidos a este pré-processamento, € necessario
verificar a base de dados e observar se as variaveis quantitativas associadas aos objetos
estdo na mesma unidade, ou na mesma escala. Caso estejam, pode-se seguir para 0 passo
seguinte da analise de agrupamentos, caso contrario, € necessario realizar uma

transformac&o das variaveis, isto €, uma padronizagdo das varidveis. Para padronizar as n
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observacdes da k-esima varidvel x;, em relacdo ao i-ésimo registro, deve-se subtrair a
média e dividir pelo desvio padrdo. Dado um conjunto com n objetos e p
varidveis/atributos tem-se que a equacao (I11.5), define z;, — correspondente ao valor
padronizado da i-ésima observacdo da j-ésima variavel :
7y, = ik~ e
O (111.5)

Na equacdo (I11.5), uie o representam, respectivamente, a média e o desvio-
padrdo da k-ésima variavel.

Para exemplificar como é realizada a padronizacao segue, o exemplo apresentado

na Tabela 2.

Tabela 2:Exemplo de variaveis quantitativas com ordens de grandeza distintas

o a Renda Idade
Cidadéo (RS) (anos)
A 6.000 30
B 7.000 28
C 8.000 50
D 9.000 55

A Tabela 3 traz a média e o desvio-padrédo das variaveis renda e idade em anos e

Tabela 4 ilustra as variaveis ja padronizadas.

Tabela 3: Média e desvio-padrdo das variaveis Renda e Idade

Variavel Média | Desvio-padrdo
Renda (R$) 7,50 1118,03
Idade (anos) 40,75 11,90

Tabela 4: Variaveis padronizadas

-1,34 -0,90
-0,45 -1,07
0,45 0,78
1,30 1,19




20

O passo seguinte em relacdo a etapa de padronizagdo consiste em calcular a
distancia entre os objetos (funcdo dos atributos definidos), de modo a quantificar a
similaridade, através de medidas de similaridade, s(x;x;) (ou de dissimilaridade,
d(x;,x;)).

Quanto mais proximo de zero for s(x;,x;), mais diferentes s3o os objetos em
funcdo de seus p atributos. Ja para a dissimilaridade vale o caso oposto, quanto mais
préximo d(xi, xj) for de zero, mais parecidos em relagéo aos seus atributos s&o os objetos
x; € x; (KAUFMAN & ROUSSEUW, 1990).

Desta forma, definimos a matriz de dissimilaridades como sendo uma matriz
quadrada, denotada por D, sendo cada entrada de D denotada por d;;, tal que
di; = d(x;, x;), e d(x;, x;) indica a dissimilaridade entre os objetos x; e x;. Para atributos
do tipo quantitativo, as medidas de dissimilaridade mais utilizadas séo as distancias:
Euclidiana, de Manhattan e de Mahalanobis.

A distancia Euclidiana entre dois objetos, calculada a partir de seus p atributos, €
representada pela equacao (111.6), (HAN; KAMBER; PEI, 2012):

d(xi,xj) = \/ (xl'l - le)z + (xl-z - ij)z + -+ (xip - ij)z (|“6)

A distancia de Manhattan entre os objetos, calculada a partir de p atributos, é
representada pela equacao (111.7), (HAN; KAMBER; PEI, 2012):

d(x, %) = |xi — x| + |22 = x50 ] + - + o — x5 (111.7)

111.4 Algoritmos

Os algoritmos de agrupamento podem ser classificados, basicamente, em
hierarquicos e ndo hierarquicos (ou particionais). Os algoritmos do tipo hierarquico
caracterizam-se pelo numero de grupos (k) ndo ser fixado a priori e ainda sdo divididos
em: aglomerativos e divisivos.

No caso dos algoritmos nédo hierarquicos, o nimero de grupos ¢ definido a priori.

Como exemplos de algoritmos ndo-hierarquicos temos o k-means, PAM e CLARA, que



21

serdo descritos nas proximas subsecoes.

Estes algoritmos foram escolhidos em virtude da boa aceitacdo e grande utilizacao
pela literatura. Além disso, tais algoritmos estdo implementados nos pacotes stats e
cluster do software R, o qual foi utilizado para realizacdo de todos 0s experimentos
computacionais realizados nesta dissertagao.

I11.4 .1 Algoritmo k-means

O algoritmo k-means é um dos mais conhecidos da literatura e mais utilizado em
problemas praticos (ALVES; OLIVEIRA; BRITO, 2014), (JAIN, 2010), (FRANTI;
SIERANOJA, 2018), (KAUAI; PECORA; LIMA, 2020).

Uma vez escolhido o valor de k, posteriormente, deve-se calcular as distancias de
cada objeto a cada um dos centroides (médias), dos objetos de cada um dos grupos. Os
objetos sdo alocados ao grupo associado ao centroide que estiver a menor distancia
calculada. Em seguida, sé&o identificados os k grupos formados e entéo, sdo recalculados
0s novos centroides de cada novo grupo (JAIN & DUBES, 1988).

ApOs esta etapa, sdo calculadas novamente as distancias de cada objeto aos
centroides a fim de, encontrar a menor distancia entre eles, e, 0 préximo passo consiste
em realocar esses objetos nos novos grupos. Este processo continua até que nao haja mais
mudancas significativas em relagcdo aos valores dos centroides.

A seguir sdo apresentados 0s passos basicos do algoritmo k-means, considerando
que: k representa o nimero de grupos; x; um objeto; g; um grupo de indice j; ¢; 0
centroide do grupo g; ; d(g; , x;) a distancia Euclidiana entre o grupo de indice j e o objeto

x;, (FREI, 2006), (JAIN & DUBES, 1988).

1- Separar 0s n objetos em k grupos, de maneira aleatoria;
2- Calcular os centroides (médias) dos objetos de cada grupos em relacdo aos
atributos;
1 .
c; = — xi, j=,1...,k (111.9)
U
Xi€gj

3- Associar cada um dos n objetos ao grupo cujo centroide estd mais proximo,

conforme a férmula a seguir;
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k
z d(g;,x;)° (111.10)

j=1 xECj
4- Atualizar o centroide de cada grupo que recebeu o0 novo objeto e do grupo que
perdeu o objeto;

5- Repetir os passos 3 e 4 até que ndo haja nenhuma mudanca significativa nas

posicdes dos centroides, considerando duas iteragdes seguidas.

Quanto as principais caracteristicas deste algoritmo, pode-se destacar que é
suscetivel a valores atipicos e trabalha com varidveis quantitativas, sendo de féacil
implementacdo, (ALVES; OLIVEIRA; BRITO, 2014), (JAIN & DUBES, 1988).

111.4 .2 Algoritmo PAM (Partitioning Around Medoids)

O Algoritmo PAM ¢é formalmente definido da seguinte maneira: seja o0 conjunto X
com n objetos, X = {x;,x,, ..., x,}. A partir deste grupo, inicialmente, deve se escolher
k objetos aleatoriamente, a fim de formar o conjunto de medoids,
M = {medoid,, medoid,, ..., medoid}. Posteriormente, deve-se alocar cada um dos
(n — k) objetos restantes ao grupo cujo medoid esteja mais préximo (funcdo da medida
de distancia escolhida). Este processo deve ser repetido até que ndo haja mudancas

significativas na funcéo objetivo em sintese, o algoritmo tem os seguintes passos:

1- Selecionar, dentre os n objetos disponiveis de X, os k objetos que definem um
conjunto M de medoids;

2- Associar os (n — k) objetos restantes ao seu medoid mais proximo;

3- Substituir os k medoids de forma a minimizar a soma das distancias dos (n — k)
objetos ao seu medoid mais proximo;

4- Repetir 0s passos 2 e 3 até que ndo haja nenhuma mudanca significativa nas posicoes

dos medoids.

O algoritmo de agrupamento PAM, utilizado para formar os k grupos tendo por
base os k-medoids, pode ser considerado como uma variacdo do algoritmo k-means.

No algoritmo k-means, a priori, k centroides devem ser escolhidos, entretanto, no
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método k-medoids essa referéncia ao centro de gravidade do grupo ndo é levada em
consideracdo, mas, sim, a utilizacdo de k objetos representativos denominados de
medoids.

J& em relacdo ao algoritmo k-means, o centroide ndo é um dos objetos do grupo,
mas, sim, a média em relacdo aos atributos dos objetos alocados ao grupo (CAMILO &
SILVA, 2009).

C -, 7

§1= 350 (a) $2= 150 1= 100 (b)

Figura 9: Duas possiveis solucoes de agrupamento com 2 medoids
Fonte: (BRITO; SEMAAN; BRITO, 2015)

A Figura 9 ilustra duas possiveis solucdes (a) e (b) a partir da aplicacdo do
algoritmo, o qual deve alocar nove objetos em 2 grupos, para tal deve-se obter 2 medoids.
Nesta ilustracdo os objetos na cor vermelha representam os medoids, as retas que ligam
0s objetos correspondem a distancia entre eles; ja S1 e S2 representam a soma das
distancias dos objetos a seus respectivos medoids (BRITO; SEMAAN; BRITO, 2015).

Como pode ser observado no passo 2 do algoritmo, deve-se associar 0 objeto ao
medoid que esteja mais préximo, considerando alguma métrica de distancia. Desta
maneira, as solugdes representadas na Figura 9 seriam: Figura 9.a soma total igual a 500
e Figura 9.b soma total igual a 300. Para este exemplo, a solucdo a ser escolhida seria a
apresentada pela Figura 9.b, a qual representa 0 menor valor das distancias de todos 0s

objetos aos seus respectivos medoids.

111.4 .3 Algoritmo CLARA (Clustering Large Applications)

O algoritmo CLARA criado e desenvolvido por KAUFMAN & ROUSSEEUW em
1989 é uma variacdo do algoritmo PAM, e é utilizado para conjunto de dados maiores

(muitos objetos), visto que, a aplicacdo do algoritmo PAM é mais vidvel para base de
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dados de pequeno a médio porte.

O algoritmo CLARA tem por objetivo lidar com amostras do conjunto original de
dados X, de maneira alternativa como é executado o algoritmo PAM o qual trabalha com
todo o conjunto de dados. Desta maneira, o algoritmo CLARA seleciona, d do conjunto X
, g amostras aleatdrias de tamanho n” (n"< n).

Apos ter selecionado as g (minimo indicado pelos autores é 5) amostras aleatdrias
da base de dados, deve-se aplicar o algoritmo PAM em cada uma das amostras.
Posteriormente, em cada amostra, considerando os k-medoids obtidos em funcdo dos n”
objetos, realiza-se a alocacdo dos (n - n”) objetos restantes ao medoid mais préximo. A

solucdo escolhida corresponde aquela com menor valor de fungdo objetivo.
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Capitulo 1V — Deteccdo de Comunidades em Redes

Este capitulo tem por objetivo apresentar os conceitos de deteccdo de
comunidades, modularidade e, por fim, apresentar dois algoritmos de deteccdo de
comunidades que sdo utilizados nesta dissertacdo, quais sejam: Fast Greedy e Walktrap.

IV.1 Deteccéo de Comunidades

Redes sdao definidas como “sistemas fisicos, bioldgicos ou sociais caracterizados
por um conjunto de entidades bem definidas que se integram e interagem dinamicamente
entre si” (TEIXEIRA; LIMA; ABREU, 2008). Considerando essa defini¢do, podemos
representar, através de redes, diversas estruturas: redes de coautoria, redes de esgoto,
redes de telefonia, redes de computadores, entre outras. As redes podem ser modeladas
a partir da utilizacéo de uma estrutura matematica denominada grafo G = (V, E). Mediante
tal representacéo, pode-se obter variadas informacdes no que concerne a topologia dessas
redes como, por exemplo, o fluxo de informacgéo que passa pelos nds e clusters de nos
(COSTA et al., 2013).

Em muitas redes uma propriedade comum é a existéncia de comunidades (clusters
ou grupos) com alta interacdo de suas arestas com seus respectivos nos, havendo, em
contrapartida, uma baixa densidade nas relacGes entre os grupos. Esta propriedade é
conhecida na literatura como “estrutura de comunidade”. A Figura 10 ilustra uma rede
na qual ha uma alta densidade de arestas, dentro de cada comunidade, e uma baixa
densidade de arestas entre as comunidades, (NEWMAN & GIRVAN, 2004).

Figura 10: Exemplo de trés comunidades de uma rede
Fonte: Newman & Girvan (2004)



26

De acordo com ((GOLDSCHMIDT et al., 2015) apud (AMARAL, 2020)) o
principal objetivo da deteccdo de comunidades é encontrar comunidades, isto &,
subconjuntos de vértices de uma rede/grafo, dos quais estejam fortemente conectadas
entre si.

J& no que se refere ao problema de deteccdo de comunidades é um problema
parecido com problema de corte ou de particionamento em grafos (KARGER (2000),
KERNIGHAN & LIN (1970), FIDUCCIA & MATTHEYSES (1982) apud LINARES
(2013)). O problema de deteccdo de comunidades tem como objetivo procurar
comunidades que possuam alguma similaridade entre seus nds, ou seja, que
desempenhem funcgdes similares entre seus nos.

Vale ressaltar que o tamanho e o numero de comunidades de uma rede s&o
desconhecidos a priori. Assim sendo, de forma a determinar esses valores, faz-se
necessario aplicar algum algoritmo de deteccdo de comunidades (ALVES; OLIVEIRA;
BRITO, 2014).

Admitindo que C;, C,,:+, C,, sejam comunidades obtidas a partir da aplicacao de
um algoritmo na rede, essas comunidades devem satisfazer as seguintes propriedades
(FIDUCCIA & MATTHEYSES, 1982):

LCGNG =0 i,j ={1,2,,k}i#j (IV.1)

Huc, =V (Iv.2)
onde a Equacdo (IV.1) diz respeito a propriedade, que nenhum elemento pode pertencer
a mais de uma comunidade e a Equacdo (IV.2) mostra que a unido das comunidades é
igual ao conjunto de vértices da rede estudada e representada pelo grafo G=(V,E).

De acordo com LINARES (2013), um dos principais problemas relacionados a
deteccdo de comunidades é: como pode ser definido a melhor divisdo da rede em
comunidades, visto que, em redes reais, geralmente ndo ha um conhecimento prévio de
informacBes importantes tais como, o numero e o tamanho das comunidades
preexistentes. Desta maneira, ndo existe nenhuma regra geral que possa ser aplicada para
definir a melhor divisdo de uma rede real em comunidades. A fim de resolver esse

problema, Newman & Girven (2004) propuseram uma medida, denominada
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Modularidade a qual é apresentada na proxima subsecao.

1VV.2 Modularidade

De acordo com (CLAUSET et al., 2004), o conceito de modularidade foi um dos
primeiros a aparecer, quando 0s pesquisadores comegaram a avaliar formas de definir o
problema de agrupamento em grafos, no que tange ao conceito de comunidades.

Por sua vez, nos Gltimos anos, as indmeras aplicacfes reais que remetem ao
problema de deteccdo de comunidades tém motivado o estudo e a proposta de varios
algoritmos que resolvem o problema de determinar a modularidade méxima em uma rede.
Outra motivacgéo para o estudo desses métodos diz respeito a complexidade intrinseca a
esse problema, que pertence a classe de problemas NP-dificeis.

Dentre os varios algoritmos propostos na literatura, destacamos, neste trabalho, o
algoritmo Fast Greedy o qual é descrito na proxima subsecéo.

A modularidade permite mensurar a qualidade de uma possivel divisao da rede
em comunidades. Em outras palavras, se € significativa ou ndo essa divisdo. Essa medida,
de acordo com (CLAUSET; NEWMAN; MOORE, 2004), é definida da seguinte maneira:

d(vpd(v;
Q = ﬁ Zvivj aij - vz—m(vj):l 6(C1ii' C‘Iij) (IVS)

onde ay,y, Tepresenta cada entrada da matriz de adjacéncia e v; e v; correspondem aos
vértices associados ao grafo que modela a rede, m o nimero de arestas do grafo,

d(v;) e d(v]-) representam o grau do vértice v; e do vértice v; e, § (Cvi, Cvj) = 1 quando

v; e v; pertencem a mesma comunidade, caso contrario § (Cvl., Cvj) =0.

Assim, podemos observar que, quando o valor da modularidade (Q) encontra-se
muito proximo de zero, isto € um indicativo de que ndo existe uma estrutura de
comunidade forte. Em contrapartida, quando o valor de Q é préximo de 1 é um indicativo
da existéncia de uma estrutura de comunidade forte. Porém, em muitas aplicacdes reais
os valores de Q, obtidos a partir da aplicacdo de um algoritmo de deteccdo, ndo excedem
a 0.7 e valores mais altos ndo ocorrem de maneira frequente, (ALVES; OLIVEIRA,
BRITO, 2014).
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Com o objetivo de exemplificar o calculo da modularidade, considere o grafo G
da Figura 11, dividido em duas comunidades C, e C, cujos vértices sdo {1;5} e {2; 3; 4},

respectivamente conforme Figura 12.

Figura 11: Grafo G'3

Figura 12: Comunidades €, e C,

Para determinarmos o valor da modularidade, Q, considerando essa divisdo,

apresentamos, a seguir, a matriz de adjacéncia associada ao grafo, Gs.

0100 1
1.0 1 0 0
AGs))=]0 1 0 1 0
0010 1
1.0 0 1 0

O ndmero de arestas do grafo é, m=5 e d(v,) =2; d(w,) =2; d(v;) =2;
d(vy) =2 e d(vs) = 2. A Tabela 5, traz os valores de &(v;, v;), indicando se v; e v

estdo na mesma comunidade:
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Tabela 5: Verificacdo se os vértices v; e v;  estdo na mesma comunidade

v; V; 8(vi,v))

2] v, 0
(21 V3 0
121 Uy 0
v Vs 1
12 2] 0
Uy V3 1
vy Uy 1
v, Vg 0
VU3 2 0
VU3 v, 1
VU3 Uy 1
VU3 Vg 0
Uy v, 0
V4 v, 1
Uy Vs 1
Uy Vs 0
Vs 2] 1
Vs v, 0
Vs Vs 0
Vs Uy 0

Substituindo os valores na Equacdo (1V.3), temos:

Q== ((1—2*2)*0+(0—2*2)*0+---+(1—2*2)*0+(0—§%2)*1>:O,08.

T 2x5 245 25 25 5

Para as comunidades €, e C, o valor da modularidade desta particdo € Q= 0,08. Este
valor encontra-se muito proximo de zero; o que € um indicativo que hd uma baixa

probabilidade de a rede estar dividida em uma estrutura de comunidade forte.

IV.3 Algoritmos de Detec¢do de Comunidades

Nesta subseccédo séo apresentados os dois algoritmos de detec¢do de comunidades

em redes utilizados nesta dissertagéo, o Fast Greedy e o Walktrap.
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IV. 3.1 Algoritmo Fast Greedy

O Fast Greedy foi proposto por (CLAUSET; NEWMAN; MOORE, 2004) como
sendo um algoritmo utilizado para a detec¢do de comunidades, o qual maximiza a medida
de modularidade definida na Equacgéo 1V.3, fazendo uso de um algoritmo guloso, como
pode ser visto em (Botelho & Sousa, 2015). Este algoritmo foi baseado no algoritmo ja
proposto por Newman em 2004.

De modo a entender melhor o funcionamento do algoritmo, algumas explicacfes
s80 expostas, a seguir:

e Inicialmente o Fast Greedy considera cada vértice do grafo que modela a rede como
uma comunidade;

e O algoritmo encontra as variagdes na modularidade (AQ), a qual e definida
posteriormente, e ao encontrar 0s maiores valores de AQ, realiza entdo a jungédo das
comunidades que possuem os maiores valores em relacio a Q. E importante observar
que este procedimento so é realizado se houver uma ligacao entre essas comunidades,
ou seja, se existirem uma ou mais arestas que as unam. De acordo com (CLAUSET;
NEWMAN; MOORE, 2004), a unido de duas comunidades sem que haja uma aresta
em comum, ndo ird resultar em incremento no valor da modularidade;

e O Fast Greedy armazena e atualiza os valores de AQ;; em uma matriz, AQ quecontém

as variagOes de modularidade e AQ;; representa cada elemento dessa matriz;

e O algoritmo utiliza a estrutura max-heap H para armazenar o maior elemento de cada

linha da matriz AQ.

Conforme comentando acima, o Fast Greedy inicialmente considera cada vértice
do grafo que modela a rede como o Gnico membro de uma comunidade e, iterativamente,
novos membros sdo adicionados a comunidade. A associacdo de mais de um vértice a
uma certa comunidade produz um maior incremento no valor da modularidade — de forma
que para fazer a juncdo de duas comunidades € necessario encontrar 0 maior valor da

variagdo de modularidade (AQ;;), a qual € definida da seguinte maneira:

1 d@pd(v))

AQij =y 2m (2m)? se v;, v; estiverem conectados (IV.4)
0 caso contrario
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Sendo m correspondente ao numero de arestas do grafo e d(v;) é o grau do
vértice v; e analogamente d(vj) representa o grau do Vvértice v;. De acordo com
(CLAUSET; NEWMAN; MOORE, 2004), as etapas do Fast Greedy sdo definidas da
seguinte maneira:

1 —Inicialmente séo calculados os valores iniciais para a variagdo de modularidade
o ~ d(v; . . 7
(AQ;;) para o par de vértices v;, v;, e sdo calculados os valores de Z(—Vm‘) Feito isso, sera

armazenado o maior elemento de cada linha da matriz AQ , no max-heap;
2 — Posteriormente, ¢ identificado o maior valor de AQ;; do max-heap H, e entdo

deve se juntar as comunidades correspondentes e, concomitantemente, deve-se atualizar

d(vy)

amatriz AQ, o max-heap H e o vetor contendo os valores de p—

, € entdo incrementar Q
através de AQ;;;

3 — Por fim, 0 passo 2 é repetido até que reste apenas uma unica comunidade.

No Fast Greedy a entrada do algoritmo € a rede a ser estudada, e como saida o
algoritmo retorna o valor da modularidade Q e o nimero de comunidades. Outra saida
possivel do algoritmo é o dendograma apresentado na Figura 13, que corresponde a uma

representacdo hierarquica da rede em comunidades.

Figura 13: Exemplo de dendograma ou arvore hierarquica
Fonte: NEWMAN & GIRVAN, 2004

Nesta figura os circulos representam os vértices individuais da rede. Estes vértices
se unem a fim de formar comunidades cada vez maiores, como € indicado pelas linhas,
até por fim, chegar ao todo, no qual todos os vértices estdo unidos em uma Unica
comunidade. Ainda na Figura 13, o corte indicado pela linha tracejada em vermelho
indica a formacéo de quatro comunidades.

A fim de exemplificar a execucdo do algoritmo Fast Greedy considere a matriz
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de adjacéncia A, e a matriz 4Q, construida a apartir da Equacdo (IV.4), apresentadas a

sequir:

011000
101000
4|1 1010 0]
00101 1/
\o 0010 1/
0001 10
0 0051 0020 0 0 0
0051 0 0020 0 0 0
Q= | 0020 0020 0 —0025 0 0
0 0 —0025 0 0020 0,020
\ 0 0 0020 0020 0 0,051/
0 0 0 0020 0051 0

A partir da matriz AQ é selecionado o maior elemento em cada uma de suas linhas
e, posteriormente, verifica-se 0 maior valor para AQ;;. Para este exemplo, os valores

maximos sdo AQ,, = 0,051 e AQq; = 0,051, e como AQ,, e AQ4s possuem valores
iguais, independe a escolha do vértice para unir a comunidade inicial, C,. Na iteragéo 1,
escolhe-se entdo, AQ,, € 0s vértices 1 e 2 para formarem a comunidade inicial, C,.
Posteriormente, é atualizada a matriz A4Q da seguinte maneira: € removida a i-
ésima linha e a i-ésima coluna i. No exemplo acima sdo excluidas a linha e a coluna
correspondentes ao vértice 1, e séo atualizados os valores AQ'j¢, para nova comunidade
utilizando a j-ésima linha e j-ésima coluna. Neste exemplo sdo atualizados os valores para
linha e coluna correspondente ao vértice 2. E importante ressaltar que os outros valores
de AQ permanecem inalterados. A seguir é apresentada a matriz AQ' associada ao
exemplo apresentando acima. A linha em vermelho, representa os valores que devem ser
excluidos e os valores em negrito representam a atualizagdo para AQ',c,, através da

Equacao (1V.5):
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0051 0 -011 0 0 0

jo—| 0020 011 0 0025 0 0
) 0 —0025 0 0,020 0,020
\ ) 0 0020 0020 0 0,051/

0 0 0020 0051 0

E importante destacar que a cada etapa do algoritmo Fast Greedy consiste na
seguinte observacéo: juntar duas comunidades sem que haja uma aresta em comum nao
produz incremento em AQ;;. Desta maneira, € necessario apenas armazenar os valores de
AQ;; para as comunidades i e j que estdo ligadas por uma ou mais arestas.

Posteriormente, para a atualizacdo de AQ' é necessario verificar se devera juntar
a comunidade C, a um novo Vvértice, 0 vértice 3, ou se este vertice deve fazer parte da
formacdo de uma outra comunidade, para tal sdo comparados os valores AQ’ para o

vertice 3 : AQ'3¢,= —0,11 e AQ'3,= —0,025, observasse que o maior incremento em
AQ;; € AQ'5¢,. Sendo assim, na iteragdo 2, € feita a juncéo da comunidade C, ao vértice
3, e é formada uma nova comunidade C;. Este procedimento é repetido até todos os

vértices terem sido explorados e haver uma unica comunidade.

V. 3.2 Algoritmo Walktrap

O Walktrap é um algoritmo baseado no conceito de caminhada aleatéria
desenvolvido por (PONS & LAPATY, 2006). A ideia principal desse algoritmo é realizar
caminhos aleatdrios na rede, com o intuito de que esses caminhos permanecam dentro da
mesma estrutura de comunidade. O algoritmo funciona da seguinte maneira: é atribuida
uma medida de similaridade entre as comunidades, denotada por uma distancia r. Esta
medida possibilita o calculo da distancia entre os veértices e/ ou comunidades baseadas no
caminho percorrido pelo random walk entre dois vértices e/ou comunidades (PORTO,
2014).

A Equacdo (IV.5) apresenta como é definida a distancia entre duas comunidades,
(PONS & LAPATY, 2006):
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- z Py~ ) (1v.5)
ot = d(v;) .

onde d(vj) € o grau do vértice v; e P¢ ; € a probabilidade da comunidade C; ir para o

j=1

vértice v; em t passos. A matriz de transi¢do do processo do caminho aleatério € dada

por P, e cada elemento desta matriz € calculado através da seguinte expressdo:

P = d(v") , sendo a;; 0 elemento da matriz de adjacéncia que se encontra na i-esima
i

linha e j-ésima coluna e d(v;) é o grau do Vértice v;. Ja a entrada associada a i-ésima
linha e a j-ésima coluna da matriz de transicdo P¢, representa a probabilidade do vértice

v; ir para o vértice v; através do caminho aleatorio com tamanho t, definido através da

seguinte expressdo (IV.6), (PONS & LAPATY, 2006):

= > Ahua (D) (IV.6)
a=1

onde A é o autovalor das matrizes P e PT, v é o autovetor da matriz P associando ao
autovalor A e u é o autovetor da matriz PT associando ao autovalor A.

Com estas medidas de distancia e probabilidade definidas, o algoritmo segue o
mesmo principio do Fast Greedy, que € a de um algoritmo de clusterizacao hierarquico,
0 qual apresenta uma abordagem aglomerativa

As etapas do algoritmo Walktrap sdo descritas abaixo. como pode ser visto em
(PONS & LAPATY, 2006). Em um primeiro momento, define-se a particdo contendo
apenas um vértice, P;= {{vi}, vi € V} e entdo sdo calculadas as distancias entre todos 0s
vértices adjacentes a vi. Em seguida, o algoritmo segue as seguintes, etapas:

* Escolher duas comunidades C; e C, em P; de acordo com o critério baseado nas
distancias entre as comunidades. Para que duas comunidades sejam unidas, o valor do

quadrado das distancias entre as comunidades, expressdo (IV.7), deve ser minimo:

Ac (Cl: CZ) — 1 [C1lIC|

nlcl+lc,| €1tz

(Iv.7)

» Fazer a juncdo dessas duas comunidades em uma nova comunidade
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C3 = C; U C; e assim é criada uma nova partigdo: Py, = (P;\{Cy, C3}) U {C:};
« Atualizar as distancias entre as comunidades. Depois de n - 1 passos, o algoritmo

termina e é obtido B, = V.

Figura 14: Grafo G4
Fonte: Os Autores.

A fim de exemplificar a execucdo deste algoritmo considere o grafo G, da
Figura 14. Assim a matriz de adjacéncia, A e a matriz de transicéo, P, sdo apresentadas a

sequir:
011 00 0 1/2 1/2 0 0
{1 0 1 0 0\ (1/2 0 1/2 0 0 \‘
A=|1 10160 ; P=]1/3 1/3 0 1/3 0
0 01 01 0 o 1/2 0 1/2
0 0010 0 0 0 1 0

Os graus dos Vvértices do grafo G, séo: d (v;) =2;d (v,) =2;d (v3) =3;d (v,) =
2; d (vs) =1. Desta maneira sdo apresentados os autovalores da matriz P, A, e 0s

autovetores da matriz P, v, associados aos autovalores A na Tabela 6.

Tabela 6: Autovalores A da matriz P e os respectivos autovetores da matriz P.

1,00 -0,12 -0,34 0,70 0,34
2,=1,00 | 1,00 | 1,=086 030 | 1,=0,65 0,10 | 2,=-0,50 000 | A,=029| -054
1,00 -0,60 0,47 0,00 -0,19
1,00 0,70 0,72 0,00 0,66

Fonte: os autores.

Abaixo é apresentado a transposta da matriz de transicdo, PT, e na Tabela 7 os

autovetores da matriz PT, u, associados aos autovalores A:



PT =

S NFRrNI-kr O

S Nk © DN

S Wk © Wk W|kE

N|—= © Nk O©
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Tabela 7: Autovalores da matriz P e os respectivos autovetores da matriz PT.

0,42 -0,13 -0,43 -0,70 0,33
0,42 -0,13 -0,43 0,70 033
2,=1,00 | 064 | 1,=-085| 056| 1,=065| -020| 4,=-050| 000 1,=-029| -0,79
0,42 -0,69 0,60 0,00 -0,19
021 0,40 0,46 0,00 0,32

Fonte: os autores.

Considerando t = 1, para este exemplo, é calculado a P! do grafo G, através da

expressdo (IV.6):

0,225
0,725
P! =1 0,545

0,238
0,238

Apos ser calculada a matriz de transicdo P!,

0,725
0,225
0,545
0,238
0,238

0,824
0,824
0,380
0,824
0,359

0,239
0,239
0,530
0,245
0,171

0,119
0,119
0,129
0,585
0,126

|
)

em um primeiro momento, o

algoritmo é inicializado com uma parti¢do contendo apenas um vértice, P,= {v,, v; € V}

e, posteriormente, sdo calculadas as distancias entre todos os vértices adjacentes ao

vertice v,. Desta maneira, a primeira etapa do algoritmo Walktrap se da através da escolha

aleatoria de um vértice para formar a primeira comunidade. Apds esta escolha

foi realizado o «calculo da distancia entre o Vvértice v, e seus Vvértices

adjacentes, ou seja, foi calculada a distancia do vértice v,ao vértice v, e do vértice v, ao

vértice v, através da expressao (IV.5).
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Em um segundo momento, apés calcular a distancia entre estes vertices, é
necessario juntar um novo vértice a comunidade inicial, C,. A escolha do vértice para ser
acrescentado a comunidade é realizada através do menor valor do quadrado das distancias
entre o vértice e a comunidade.

Para o exemplo acima, os valores de Ao (3,C,) e Ao (2,C,) sdo iguais
independente da escolha do vértice para unir a comunidade. Escolhe-se, entdo, o vértice
v,. ApOs esta juncdo é entdo atualizada a particdo P,= {v,, v,}. Posteriormente, é
atualizada a distancia entre o vértice v3 a comunidade C,, e 0 Vvértice v € adicionado a
comunidade C,, e novamente é atualizada a parti¢cdo P;= {v,, v,, v3}. Este procedimento
é repetido até serem formadas todas as comunidades, e o algoritmo termina com Pg =
{vy, vy, V3, V4, Us}. A seguir é apresentada a Figura 15, que ilustra a formacéo de duas
comunidades aplicando o algoritmo Walktrap ao grafo G, da Figura 15 e a Tabela 8 com

os valores obtidos das distancias r e 4o.

Co = j::_l}

s

@ V

I,

Comunidade 1 Comunidade 2

Figura 15: Etapas da Formagdo de duas comunidades utilizando o algoritmo Walktrap.
Fonte: Os Autores.

Tabela 8: Valores das distinciasr e Ac

- Distancia entre as Ac
Particao .
comunidades

 x 715 = 0,50 Ac (3,C,) = 0,02
PRI 713 = 0,42 Ao (2,C,) = 0,02
- T3¢, = 0,33 Ac (3,C;) = 0,01
PRILGD 2 T34 = 0,63 Ac (3,4) = 0,04
e, = 0,51 Ac (4,C,) = 0,03

Particdo 4 s = 0,84 Ac (4,5) = 0,07
1¢,c, = 0,40 Ac (C,C3) = 0,03

Fonte: Os Autores.
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De modo a exemplificar a execugéo do algoritmo de detecgdo de comunidades
Walktrap, através do software R, a Figura 16 ilustra a divisdo de uma rede, contendo 21
vértices e 114 arestas, em duas comunidades que estdo representadas pelas cores

vermelho e azul.

@
@ @ @
@ @
@ 2 Vs
SR A=
14 \‘
©e (] J%\@

Figura 16: Representacdo da aplicacdo do algoritmo Walktrap
Fonte: Os Autores

A Figura 17, ilustra a representacdo hierarquica da rede em comunidades. Os
numeros na parte inferior representam os vertices indviduais da rede e os retangulos em

laranja e azul delimitam cada uma das duas comunidades.

j

mmmmmmmmmmmmmmmmmmmmmmm

Figura 17: Dendograma utilizando Algoritmo Walktrap
Fonte: Os Autores
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Capitulo V - Critério de Validacao

Este capitulo tem por objetivo apresentar o conceito de critério de validacdo e 0s
indices de validacdo que séo utilizados nesta dissertacdo: indice de Rand e indice de
Silhueta.

V.1 Conceitos basicos

Conforme apresentado anteriormente, ao aplicar os algoritmos de agrupamento
séo produzidos k grupos (k>2). Contudo, alguns fatores podem influenciar na qualidade
dos grupos produzidos, como a escolha da medida de similaridade ou, até mesmo, um dos
parametros utilizados no algoritmo. Por esta razdo é importante avaliar a qualidade
resultados (agrupamentos) produzidos pelos algoritmos.

De modo geral, isso é feito tendo por base indices estatisticos que permitem medir
quantitativamente a qualidade dos agrupamentos gerados. Estes indices estdo associados
a critérios de validacao, (Oliveira, 2008).

Os critérios de validacdo sdo divididos em trés tipos: externos, internos e relativos,
(Jain & Dubes (1988), Oliveira (2008)). O Critério Externo de Validacdo avalia a
qualidade dos agrupamentos gerados a partir de alguma estrutura externa conhecida, a
priori, mais especificamente, em relacdo a uma solucdo conhecida a priori e a solugédo
produzida por um algoritmo do conjunto de dados e o Critério Interno avalia o grau de
compatibilidade entre a estrutura de grupos e os dados, utilizando apenas os proprios
dados. Ja o Critério Relativo de Validacdo avalia, dentre duas ou mais divisGes de um
conjunto, qual representaria melhor o conjunto de dados. Este critério também € utilizado,
principalmente, para determinar o melhor valor para um parametro utilizado pelo
algoritmo como, por exemplo, o nimero de grupos (k) a ser adotado, ou ainda comparar

resultados de algoritmos diferentes, quando aplicados em uma mesma base de dados.

V.1.1 Indice de Rand

O indice de Rand esta associado ao critério externo de validacdao, sendo sua

aplicagdo condicionada ao conhecimento dos grupos gerados pelo algoritmo de
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agrupamento e da estrutura de grupo pré-especificada, ou seja, para o calculo deste indice,
¢ necessario obter informacdes de todos os pares de objetos pertencentes aos grupos
gerados pelo algoritmo de agrupamento e da estrutura de grupo pré-especificada.

Desta forma, define-se como devem ser comparadas as estruturas de grupos
pré-especificada, conhecida a priori, e a estrutura de grupos gerados pelo algoritmo de
agrupamento, da seguinte maneira: sejam M o conjunto dos grupos (com a alocagdo dos
objetos) gerados por um algoritmo de agrupamento; F' estrutura de grupos pré-
especificada, conhecida a priori e 4, B, C e D, os termos utilizados no critério de
comparacdo entre estes grupos (SILVA; PERES; BOSCARIOLI, 2016), mais
especificamente, A representa a quantidade de pares que pertencem ao mesmo grupo de
M e a estrutura de grupos pré-especificada em F, B a quantidade de pares que pertencem
ao mesmo grupo de M e a estrutura de grupos pré-especificada F' diferentes, C a
quantidade de pares que pertencem a grupos diferentes € a mesma estrutura de grupos
pré-especificada F e D a quantidade de pares que pertencem a grupos diferentes e a
estrutura de grupos pré-especificada diferentes.

A partir destas definic¢des, o indice de Rand é definido pela seguinte equacgéo:

(A+ D)

R =
(A+B+C+D)

(V.1)

Um valor alto para o indice de Rand indica um elevado grau de similaridade entre
0s grupos e sua estrutura pré-especificada, ou seja, em relacao a solugdo produzida por
um algoritmo e uma solugdo conhecida a priori. E importante ressaltar que o valor
maximo que este indice pode assumir ¢ 1 e o valor minimo ¢ zero (SILVA; PERES;
BOSCARIOLI, 2016).

Para exemplificar o calculo do indice de Rand, considere: a estrutura de grupos F'
pré-especificada F; = {x1;x5;x3; x5} € F, = {x4;x6;x,} € 0s grupos M gerados pelo

algoritmo de agrupamento M; = {x; x5; X3 ; X4} € My = {xs; x¢; x5} ilustrado na Tabela 9.
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Tabela 9: Representacéo dos objetos nos grupos

Fy F, M, M,
X1 X4 X1 X5
X2 X X3 X6
X3 X7 X3 X7
Xs Xy T

Fonte: Adaptado de (SILVA; PERES; BOSCARIOLI, 2016).

Para realizar os calculos e obter os valores dos termos A, B, C ¢ D, devemos
comparar os pares de objetos considerando conjuntos M e F, como pode ser visto na

Tabela 10.

Tabela 10: Exemplo da comparacdo dos pares entre 0s grupos e as particées

Comparacio dos pares Quantidade
de pares
A = {(x1,x2); (x1, x3); (x2, x3); (%6, 27)} #(A) =4
B = {(x1,x4); (x5, x6); (x5, %7); (x2, x4); (x3, x4)} #B)=5
C ={(x1,%5); (x2, x5); (x3,%5); (x4, x6); (x4, %7)} #C) =5

D = {(x1,x¢); (x1, x7); (x2,%6); (X2, x7); (x3,%6); (X3, %7); (x4,%5)} #D) =7

Fonte: Adaptado de (SILVA; PERES; BOSCARIOLI, 2016).

Com os resultados obtidos acima, o indice de Rand ¢ dado por:

=) @) 1 _ 5238,
(A+B+C+D) ~ (4+5+5+7) 21

V.1.3 Indice de Silhueta

A aplicacdo do indice de Silhueta, proposto por Rousseeuw (1987), permite
avaliar os agrupamentos encontrados, no que tange a qualidade (pertinéncia) da alocagéo
dos objetos aos grupos (ROUSSEEUW, 1987). Mais especificamente, esse indice
evidéncia o posicionamento dos objetos nos grupos, o que permite identificar se cada um
dos destes objetos estdo bem posicionados, ou seja, se foram alocados ao grupo ideal.
Para cada objeto x; o valor da Silhueta, S(x;), € calculado através da seguinte expressao:

b(x;) — a(x;)

max{a(x;), b(x)} (V.3)

S(x;) =
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onde
e a(x;) = IgLI Zd(xi,xj), Vx; # xj, X;e X; € g, V.4)
1
i dexterna(xi' g) = @ Z d(xi'xj)J X € 9e» Vx]- € gt (V.5)
i b(xl) = min dexterna(xi'gt)' It * 9z, Xi € It (V- 6)

Nestas equaces, temos que b(x;) é o minimo da distancia externa entre o objeto
x; em relacdo a todos os objetos do grupo mais proximo a ele. Ja o termo a(x;) representa
a dissimilaridade média do objeto x; em relacdo a todos os objetos do mesmo grupo;
|g,| representa a quantidade de objetos do grupo g, e analogamente, |g,| representa a
quantidade de objetos do grupo g;.

O valor da Silhueta S(x;), de cada objeto varia em [-1,1]. Se observarmos 0s
possiveis valores de S(x;), verificamos que, se a(x;) > b(x;), S(x;) assume valores
negativos, o que significa que os objetos do grupo g, estdo mais distantes dos objetos do
Sseu proprio grupo e mais proximos aos objetos do seu grupo adjacente, o que nédo torna
interessante valores de Silhueta deste tipo. Entretanto, se verificarmos a(x;) < b(x;), 0
valor do coeficiente de Silhueta fica positivo, o que indica que 0 objeto esta bem
posicionado em relagdo ao seu grupo e que os objetos do grupo g, estdo bem proximos
dos objetos do seu préprio grupo. Além disso, existe a possiblidade de que a(x;) =
b(x;), ou seja, S(x;) = 0.

Alternativamente ao indice para cada objeto, utiliza-se, para a avaliar a solugédo
produzida pelo algoritmo, a média das silhuetas ((S)), conforme a expressao apresenta na
equacdo (V.7), onde n é o numero de objetos da base de dados e S(x;) € o coeficiente de

Silhueta do objeto x;.

§ = 2 (V.7)

n
Quando a Silhueta média tem um valor acima de 0.7, implica boa estrutura de
grupos. Valores na faixa de 0.51 e 0.7 indicam uma estrutura razoavel de grupos. Ja

valores entre 0.26 e 0.5 indicam uma estrutura fraca (KAUFMAN & ROUSSEEUW,

1990, p. 88). Tais informacodes estdo sumarizadas no Quadro 2.
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Quadro 2: Interpretacdo do Coeficiente de Silhueta

Silhueta Média Interpretacgdo
0,71-1,00 Estrutura Forte
0,51-0,70 Estrutura Razoavel
0,26 — 0,50 Estrutura Fraca
<0,25 Néo foi encontrada uma estrutura substancial

Fonte: Kaufman & Rousseeuw 1990, p. 88.

A Tabela 11 ilustra trés grupos com seus respectivos objetos e suas coordenadas
no plano cartesiano. Por exemplo, o0 primeiro grupo possui 4 objetos, {x;, x5, X3, X4},

com as suas respectivas coordenadas no plano cartesiano {(1,1), (2,2), (3,3), (3,5}

Tabela 11: Grupos exemplos

Grupo 1 Grupo 2 Grupo 3
x,= (1,1) x5 = (5,6) xg= (8,2)
x; = (2,3) x¢ = (5.,8) X = (9,3)
x3 = (3,3) x,= (6,7) X1 = (7,2)
x,=(35) | e | e

De modo a exemplificar como € realizado o célculo da Silhueta, a seguir
apresentamos o calculo detalhado para identificar o coeficiente de Silhueta para o objeto
X3 do grupo 1, g,: primeiramente é necessario calcular a média da distancia de cada objeto
x5 em relacdo aos outros objetos pertencentes ao mesmo grupo. Assim temos que,
d (x5, x1) =2,83; d (x3, x,) = 1,00; d (x5, x,) = 2,00. Entdo, a dissimilaridade média é:

2,83+ 1,00 +2,00

a(x;) = = 1,94. No proximo passo € necessario realizar o célculo da

distancia Euclidiana do objeto x; para cada um dos objetos pertencentes aos outros

grupos, os quais séo dados pelos seguintes valores.
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1. d (x5, xs5) =3,60;d (x3, x5) =5,38; d (x5, x7) =5,00. Assim, deyterna (X3, 92) =

3,60+5,38+5,00
3

2. d (X3, x8) = 5,09, d (X3, xg) = 6,00, d (X3, xlo) = 4,12 EntéO, dexterna(X3, g3) -

5,09+6,00+4,12

= 4,66.

=5,07.

O valor de b(x3), conforme a Equacdo (V.6), € o minimo entre deyierna (X3, g2) €
Aexterna (X3, 93). Sendo assim, b(x3;) = 4,66. Logo, ao comparar o0 objeto x5, no que
tange sua relacdo aos grupos externos, o grupo mais préximo ao objeto x5 é g,. Por fim,

conforme a Equacao (V. 3) temos:

b(X3) - a(x3) _ 4,66 - 1,94 _
max{a(x3),b(x3)} 4,66 -

S(x3) = 0,58

No exemplo apresentado acima a Silhueta apresenta valor dentro da faixa de 0,51

e 0,70 o que indica uma estrutura razoavel de agrupamento.
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Capitulo VI — Metodologia Utilizada

O presente capitulo traz a descri¢do d o procedimento utilizado para subsidiar a
Dissertacdo em questdo, no que tange a metodologia utilizada.

V1.1 Procedimentos para analise de dados

Nesta dissertacdo o objetivo foi analisar e comparar o desempenho de dois
algoritmos de Deteccdo de Comunidades em redes (Fast Greedy e Walktrap) frente a trés
algoritmos de agrupamento ndo-hierarquicos: k-means, PAM e CLARA. Para realizar tal
analise foram consideradas as quatro etapas descritas a seguir: (i) obtencéo dos dados; (ii)
geracdo das redes; (iii) aplicacdo dos algoritmos: k-means, PAM, CLARA, Walktrap e
Fast Greedy; (iv) aplicacdo dos critérios de validacdo: indice de Rand e Silhueta.

Na primeira etapa, os dados foram obtidos através de uma busca em sites que tém
base dados reais, ligados a area da educacdo, a saber: Conselho Nacional de
Desenvolvimento Cientifico e Tecnologico (CNPQ) e o Instituto Nacional de Estudos e
Pesquisa Educacionais Anisio Teixeira (INEP). A partir desta pesquisa foram obtidas 29
bases cuja descricdo € apresentada mais a frente.

Ja a segunda etapa, associada a geracdo das redes, consistiu em construir grafos a
partir das bases de dados supracitadas. E importante destacar que, para aplicar os
algoritmos de agrupamento, foi necessario ter apenas as bases de dados, e realizar os
procedimentos de pré-processamento descritos na Subsecdo 111.3.2. Em contrapartida,
para aplicar os algoritmos de Detec¢do de Comunidades faz-se necessario ter, como dado
de entrada, um grafo. Desta maneira, foram gerados os grafos associados a estas bases de
dados, ja adquiridas. Para tal, optou-se por realizar dois experimentos para a construgdo
destes grafos, quais sejam: (1) construir o grafo utilizando quartis e (2) construir o grafo
mediante arvore geradora minima. A seguir esses procedimentos sdo descritos.

Experimento de Construcdo I: através das bases de dados obtidas na Etapa 1, a

partir dos n objetos com p atributos foram calculadas as distancias d;;, entre todos os

ijs
objetos tomados dois a dois, sendo produzida uma matriz, ( D = [di ] :
Jnxn

A partir dessas matrizes, foi possivel criar um grafo completo, ¢ = (V, E), onde
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os vértices sdo 0s objetos da base e suas arestas tém, como pesos, as distancias d;;
correspondentes aos vértices vi e vj de V. Posteriormente a criacao desse grafo, foi criado
um subgrafo gerador de G, G', tal que G' = (V,E") e E'C E. Para construcéo de G’, mais
especificamente, de quais arestas (E) de G iriam compor G', foram calculados, em um
primeiro passo, os quartis das distancias de D. Assim, cada objeto corresponderd a um
vértice de G’ e dois vertices v; e v; de G séo conectados por uma aresta, se a distancia
(d;;) entre eles for menor ou igual ao 3° quartil das distancias. Desta forma, foi possivel
criar a matriz de adjacéncia A do grafo G'.

O segundo experimento, via arvore geradora minima (AGM), foi realizado da
seguinte maneira: a partir do grafo completo, o qual fora gerado de forma semelhante do
experimento I, foi determinado a mediana, £, das distancias de D. Posteriormente, foi
aplicado o algoritmo PRIM que gera a AGM, T.

Apos ser criada a AGM, T, foram adicionadas a esta arvore novas arestas (E) do
grafo completo, G. Desta forma, foi possivel criar o grafo G', tal que
G" = (V,E") e E"CE. Para construcdo de G", mais especificamente, quais arestas (E)
de G irdo compor G"', foram adicionadas arestas a AGM, T, de acordo com a seguinte

condicdo, a saber: foram calculadas as distancias (d;;) entre todos os veértices v; e v;
desconectados pertencentes a AGM, T , e se (d;;) < fB, entdo as arestas foram

adicionadas a AGM, T, definindo assim as arestas de E"’. Apds serem adicionadas, a esta
arvore, todas as arestas cuja distancias estejam abaixo da mediana, foi possivel criar o
grafo " = (V,E").

Os dois experimentos foram realizados mediante uma funcdo implementada no
software livre R.

Na terceira etapa, foram aplicados a todos aos subgrafos geradores,G' e G,
criados na etapa anterior, os trés algoritmos de agrupamento k-means, CLARA e PAM e
dois algoritmos de Deteccdo de Comunidades: Fast Greedy e Walktrap.

Para tal, foi necessario utilizar os seguintes pacotes disponiveis no software R:
igraph, cluster, stats. Ao aplicar o algoritmo Fast Greedy através da funcao
cluster_fast_greedy, por meio do pacote igraph, a funcdo retorna: o numero de
comunidades detectadas; o valor da modularidade (Q) e um vetor de dimensdo n onde
cada posigdo contém o valor correspondente a comunidade a qual cada objeto esta

alocado. Ja para aplicar os algoritmos k-means, CLARA e PAM é necessario fornecer
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como dados de entrada o nimero k de grupos, a matriz de distancias para os algoritmos
PAM e CLARA e a matriz com os dados originais nxp para o algoritmo k-means. Ressalta-
se que, nos experimentos realizados como os algoritmos de agrupamento, o valor de k
foi definido a partir do numero de comunidades produzidos pelo algoritmo Fast Greedy.

Na quarta etapa sdo aplicados os indices de Silhueta e de Rand. Na quinta etapa,
as andlises foram realizadas da seguinte maneira:

« Comparar os valores do indice de Silhueta e do indice de Rand, a fim de avaliar
0S melhores agrupamentos gerados entre 0S algoritmos
k-means, PAM, CLARA, Walktrap e Fast Greedy;

. Comparar 0S tempos computacionais de eXecucao
dos algoritmos;

« Verificar se, ao trocar o algoritmo CLARA em detrimento do PAM resulta em
algum ganho de qualidade em relagdo aos indices de Silhueta e de Rand.

A Figura 18 apresenta as etapas da metodologia utilizada. A Figura 18.a ilustra
as etapas do primeiro experimento I, baseado no calculo dos quartis, e a Figura 18.b

apresenta etapas do experimento I, via arvore geradora minima (AGM).

- 8-
¥

-
(a) (b)

Figura 18: Etapas da metodologia utilizada
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Capitulo VII — Resultados e Analises

VI1.1 Experimentos

Todos os experimentos para esta dissertagdo foram realizados em um computador
dotado de processador Intel 15 de 2.4 GHz, com 4 GB de memdria RAM e sistema
operacional Windows 8. O software utilizado para a anélise € o Rv. 3.5.2 (R Core Team,
2019)

Os resultados foram obtidos utilizando os pacotes igraph, cluster, clv, parallel,
dplyr, tidyverse. Foram selecionadas 29 bases de dados reais (descritas no Quadro 3) de
porte pequeno, médio e grande (em relacdo ao numero de registros, ou seja, objetos),
sendo todas ligadas a educacdo. Para tal, foi necessario realizar os procedimentos de pré-
processamento de remocéo de registros com valores faltantes e outliers encontrados nas
bases de dados.

Ap0s esta etapa foi realizado o experimento 1: em um primeiro momento, foram
executados todos os algoritmos para as 19 bases de dados menores e foram executados 0s
algoritmos para uma amostra das 10 bases de dados maiores. As 10 bases de grande de
porte tém o numero de objetos na faixa de 8.823 a 57.717, o que demandou um alto tempo
computacional, no que se refere a execucdo dos algoritmos. Desta maneira, a fim de
contornar esta situacao, e realizar as analises em tempo habil, foi realizado o0 experimento
2: consistiu em selecionar amostras de tamanhos diferentes do conjunto de dados, de
modo a aplicar os algoritmos e obter os resultados em um menor tempo computacional.

Mais especificamente, foram selecionadas 100 amostras de tamanhos diferentes
(2.000, 2.000 e 3.000) destas 10 bases de dados de grande de porte. Posteriormente a
selecdo dessas amostras, foram aplicados os algoritmos: PAM, CLARA, Walktrap e Fast
Greedy. Num segundo momento foram calculadas duas medidas estaticas de posicao a
saber, média e mediana para: o indice Silhueta, o indice Rand e a modularidade.
Finalizado estes calculos, foi feita uma comparacdo dos resultados obtidos do
experimento 1.

Ap0s realizar o experimento 2 observou-se que os valores referentes a média e
mediana, encontrados das amostras, cujo resultado foi obtido mediante aplicacdo os
algoritmos: PAM, CLARA, Walktrap e Fast Greedy, ndo diferiram significativamente dos

valores encontrados na execugdo de uma unica amostra do conjunto de dados, ou seja, do
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experimento 1. Desta maneira, os resultados dos experimentos computacionais para esta
dissertacdo se deram atraves das saidas geradas do experimento 1. Mais especificamente
0 experimento 1 considerou todas as bases de dados, incluido as bases que foram citadas

no experimento 2.

VI1.1.1 Base de Dados

Conforme ja comentado, para esta dissertacdo foram utilizadas 29 bases de dados
reais (descri¢do no Quadro 3) . Todas essas bases de dados foram obtidas através de uma
busca em dois sites que tém base dados reais, ligados a area da educacdo, a saber:
Conselho Nacional de Desenvolvimento Cientifico e Tecnoldgico (CNPq) e Instituto
Nacional de Estudos e Pesquisa Educacionais Anisio Teixeira (INEP).

O Quadro 3 traz para as 29 bases dados as seguintes informacdes: base de dados,
a quantidade de registros (objetos) em cada base de dados antes da remocao de valores
faltantes (NASs) e outliers; a quantidade de registros apos a retirada de valores faltantes; a
quantidade de registros apds a retirada de outliers e ndmero de variaveis (todas
quantitativas) em cada uma das bases.

Ap0s a obtencdo de todas as bases de dados descritas no Quadro 3, os dados
contidos nestas bases foram divididos por regido, no tange as cinco grandes regides
geograficas do Brasil: Centro Oeste, Norte, Nordeste, Sudeste e Sul.

No que se refere as bases do Programa Institucional de Bolsas de Iniciacéo
Cientifica (PIBIC), PIBIC - por Estado, de Produtividade em Pesquisa - por Institui¢do
de Ensino (Area: Exatas), Produtividade em Pesquisa - por Estado (Todas as Areas) e
Produtividade em Pesquisa - por Instituicdo de Ensino (Todas as Areas), os dados
utilizados para compor estas bases foram retirados do site do Conselho Nacional de

Desenvolvimento Cientifico e Tecnoldgico (CNPQ).
Do site do CNPq, as informacGes foram retiradas do Mapa de Investimentos, o

qual disponibiliza o acesso as informacdes sobre as bolsas que estdo em vigéncia, sendo
possivel extrair informacdes quantitativas sobre as bolsas fornecidas. Estes quantitativos

estdo detalhados por: UF, area do conhecimento, instituicdo de ensino, entre outros.

J& em relacgdo as bases Exame Nacional do Ensino Médio (Enem), foram retiradas

do site do Instituto Nacional de Estudos e Pesquisa Educacionais Anisio Teixeira (INEP).
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Mais especificamente, do site do INEP, as informagdes foram retiradas dos
Indicadores Educacionais o qual disponibiliza dados a respeito do desempenho dos
estudantes da Educagdo Superior, Enade, e do desempenho dos estudantes do Ensino
Médio, Enem. Além disso, foram retiradas informacdes para compor a base de dados
Avaliacdo Nacional de Alfabetizacdo (ANA), da Avaliacdes e Exames Educacionais
referente ao resultado do Sistema de Avaliagdo da Educacdo Basica (Saeb), o qual
disponibiliza informagdes do desempenho educacional dos estudantes do 3° ano do
ensino fundamental das escolas publicas brasileiras. E, por fim, para compor as bases de
dados Instituicdes de Educacédo Superior (IES), as informac6es foram retiradas do Censo
da Educacdo Superior, o qual € realizado anualmente pelo Inep, e disponibiliza
informacdes sobre as instituicbes de educacgéo superior que ofertam cursos de graduacéo
e sequenciais de formacao especifica e ainda disponibiliza as informacdes de seus alunos

e docentes.
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Quantidade Quanti_dade ,
e ceDacis Quanaace | defvatires | ® pia | "G
de Nas retira_da de | Variaveis
- outliers

ENADE_CENTRO_OESTE 16.466 14.247 14.247 16
ENADE_NORTE 20.805 16.688 16.688 16
ENADE_NORDESTE 59.245 49.812 49.812 16
ENADE_SUDESTE 70.100 57.717 57.717 16
ENADE_SUL 25.788 22.767 22.767 16
ANA_CENTRO_OESTE 35 35 31 13
ANA_ NORTE 66 66 60 13
ANA_NORDESTE 87 87 70 13
ANA_SUDESTE 41 41 32 13
ANA_SUL 31 31 25 13
ENEM_POR_ESCOLA _CENTRO_OESTE 9.103 5220 5.173 5
ENEM_POR_ESCOLA_NORTE 8.823 4955 4.889 5
ENEM_POR_ESCOLA_NORDESTE 28.901 15.895 15.621 5
ENEM_POR_ESCOLA _SUDESTE 49.498 26.341 25.890 5
ENEM_POR_ESCOLA_SUL 21.578 12.881 12.755 5
IES_ALUNOS 286 286 222 4
IES_DOCENTES 286 286 250 7
IES_GERAL 286 286 253 7
IES_CENTRO_OESTE 19 19 13 14
IES_NORTE 24 24 17 14
IES_NORDESTE 59 59 48 14
IES_SUDESTE 153 153 100 14
IES_SUL 31 31 27 14
PIBIC_1 27 27 26 1
PIBIC_2 356 356 319 1
PRODUTIVIDADE_1 192 192 192 1
PRODUTIVIDADE_2 25 25 23 1
PRODUTIVIDADE_3 27 27 27 1
PRODUTIVIDADE_4 529 529 529 1

Fonte: Os Autores.
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VI11.2 Anélises

Conforme ja comentado, através do experimento I, foi possivel criar dois grafos
distintos, para diferentes andalises. O primeiro grafo foi criado através dos quartis e o
segundo grafo mediante a arvore geradora minima (AGM). Para estes grafos foram
realizados oito tipos distintos de experimentos, considerando o tipo de grafo construido
versus algoritmo aplicado versus medida de dissimilaridade, conforme ilustra o
Quadro 4:

Quadro 4: Descrigdo das configuragdes do experimento |

Tipo Construcéao Medida
(o[ Algoritmo do de
Experimento Grafo Dissimilaridade

1 PAM Via quartil Distancia Euclidiana
2 CLARA Via quartil Distancia Euclidiana
3 PAM Via AGM Distancia Euclidiana
4 CLARA Via AGM Distancia Euclidiana
5 PAM Via quartil Distancia de Manhattan
6 CLARA Via quartil Distancia de Manhattan
7 PAM Via AGM Distancia de Manhattan
8 CLARA Via AGM Distancia de Manhattan

Fonte: Os autores.

VI1.2.1 Apresentacdo dos resultados

De modo a comparar os resultados dos algoritmos: Fast Greedy, Walktrap,
k-means, PAM e CLARA, em um primeiro momento, foram aplicados, as bases de dados,
os algoritmos Fast Greedy e Walktrap. Como entrada para esses dois algoritmos, foi dado
o grafo construido através dos quartis e da arvore geradora minima e as saidas geradas
foram o valor da modularidade (Q) e 0 nimero de comunidades.

Em um segundo momento, foram aplicados as bases de dados os algoritmos de

agrupamento, k-means, CLARA e PAM. Para aplicar esses algoritmos, faz-se necessario
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0 conhecimento, a priori, do nimero de grupos k. Sendo assim, para realizar a anélise
desses cinco algoritmos e possibilitar uma comparabilidade entre os algoritmos de
deteccdo de comunidade e os algoritmos de agrupamento, foi utilizado o mesmo nimero
de comunidades geradas pelo algoritmo Fast Greedy, para o valor de k. A justificativa
para utilizacdo do resultado do algoritmo Fast Greedy se da pelo fato de ser um dos mais

utilizados e conhecidos na literatura.

VI11.2.2 Apresentacao dos resultados — Comparagao dos algoritmos de
agrupamento e de Deteccdo de Comunidades

De modo a comparar os algoritmos foi calculada, em um primeiro momento, a

Silhueta média , conforme pode ser visto na Figura 19.
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Figura 19: Comparacéo dos métodos através do indice de Silhueta
Fonte: os autores

Na Figura 19 cada boxplot foi obtido através da distribuicdo das Silhuetas médias,
derivadas da aplicacdo dos algoritmos Fast Greedy, Walktrap, PAM, CLARA e k-means
nas 29 bases de dados. Para tal, adotou-se a distdncia Euclidiana como medida de
dissimilaridade e foram utilizados os quartis das distancias dos objetos tomados dois a
dois para criar o grafo e, consequentemente, aplicar os algoritmos de Deteccdo de
Comunidades.

Foi obtido um valor méximo de 0,787 para o indice de Silhueta média, o que indica
que os objetos estdo bem alocados, ja que valores dentro do intervalo de 0,71 a 1,00
indicam uma estrutura de agrupamento forte. Valores maximos dentro deste intervalo

podem ser observados apenas nos algoritmos de agrupamento PAM e k-means de acordo
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com a Figura 19. Os maiores valores, os limites superiores, do indice de Silhueta média
séo do algoritmo PAM e k-means 0,774 e 0,787, respectivamente. Para os algoritmos Fast
Greedy e Walktrap os valores maximos, limites superiores do boxplot, estdo na faixa de
0,619 a 0,653. Valores estes que indicam a formacgdo de uma estrutura razoavel dos
objetos.

J& ao observar o valor da mediana representada pela linha interna do boxplot,
observa-se, novamente, que 0s maiores valores medianos das Silhuetas médias foram
produzidos pelos algoritmos k-means e PAM frente aos valores das medianas dos
algoritmos Fast Greedy e Walktrap. Em contrapartida, observando os valores obtidos
destas medianas para o Fast Greedy, Walktrap, PAM e k-means, que séo respectivamente:
0,261; 0,217; 0,290; 0,286, entende-se que, em termos medianos, foram formadas
estruturas de agrupamento fracas, , com excecao do algoritmo Walktrap que apresentou
um valor abaixo deste intervalo.

Quando é realizada a comparacdo destes mesmos algoritmos através de outro
indice de validacdo, mais especificamente o indice de Rand, os resultados encontrados
quanto a alocacdo dos objetos aos grupos sao bem similares, conforme pode ser visto

atraves da Figura 20.
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Figura 20: Comparacédo dos Algoritmos através do indice de Rand
Fonte: os autores

Aqui, o indice Rand foi utilizado para comparar grupos ou clusters gerados por
um algoritmo de agrupamento ou um algoritmo de detec¢do de comunidades a grupos a
partir dos resultados dos indices de Rand obtidos para as bases de dados, da seguinte

maneira: os clusters gerados a partir da aplicacdo do algoritmo Fast Greedy (conhecidos
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a priori) foram comparados aos clusters gerados da aplicacdo do algoritmo Walktrap, o
segundo boxplot foi criado através da comparacdo dos clusters gerados da aplicacdo do
algoritmo Fast Greedy aos grupos gerados da aplicacao do algoritmo de agrupamento k-
means, o terceiro boxplot foi feito através da comparacdo dos clusters gerados da
aplicacdo do algoritmo Fast Greedy aos grupos gerados da aplicacdo do algoritmo de
agrupamento PAM, o quarto e o quinto boxplot seguiram procedimentos analogos aos
anteriores.

Tendo em vista que este indice varia no intervalo [0,1], e que os valores proximos
a 1 indicam que existe alto grau de similaridade quanto as soluc¢des (alocacdo dos objetos
aos grupos) produzidas pelos algoritmos, pelos resultados apresentados na Figura 20
(valores do indice de Rand iguais ou superiores a 0,7) ha indicios de uma alta similaridade
entre 0s grupos e clusters obtidos da aplicacdo dos algoritmos.

Os resultados destas comparacdes estao expostos, de uma maneira mais detalhada,
no Anexo I, onde estdo descritos os valores do indice de Rand, separadamente por base
de dados, assim como, por valor de k.

A Figura 21, ilustra o percentual das bases de dados para as quais foram obtidos
valores iguais ou superiores a 0,70 do indice de Rand. A partir desta figura € possivel
observar que, em 79 % das bases de dados, foram obtidos valores iguais ou superiores a
0,70 do indice de Rand, mais especificamente, como pode ser visto na comparacao entre
os algoritmos Fast Greedy e o algoritmo Walktrap. O que significa uma boa qualidade,
em relacdo a este indice, na aplicacdo destes algoritmos em grande parte das bases de

dados analisadas.
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Figura 21: Percentual das bases de dados para as quais foram produzidos valores de Rand acima a 0,7
Fonte: Os autores

Ainda em relagéo a Figura 21, pode-se observar que, ao comparar o algoritmo de
Deteccdo de Comunidades, Fast Greedy, com os algoritmos de agrupamento k-means e
PAM , resultados melhores sdo encontrados (72% e 66%, respectivamente) frente ao
resultado encontrado pelo algoritmo de Deteccdo de Comunidades, Walktrap, quando
comparado aos algoritmos de agrupamento k-means e PAM (62% e 62%,

respectivamente).

VI11.2.3 Apresentacao dos resultados — Comparacao dos algoritmos PAM e CLARA

Outro experimento realizado foi utilizar o algoritmo CLARA no lugar do algoritmo
PAM, de modo a identificar se a troca destes algoritmos acarretaria alguma mudanca
significativa nos resultados, mais especificamente, analisar se as solugdes produzidas a
partir da aplicacdo do algoritmo CLARA seriam melhores quando comparadas as solucdes
do algoritmo PAM, no que concerne aos indices de Silhueta e Rand.

Através da Figura 22, é possivel perceber que, a partir dessa troca, ndo foram
observadas grandes altera¢6es nos resultados, no que se refere ao indice de Silhueta média
(aplicados as 29 bases de dados). E importante destacar que o nimero de grupos adotados
para esta analise corresponde ao numero de comunidades geradas pelo algoritmo Fast
Greedy, como fora descrito na metodologia. Os numeros de grupos adotados foram
k=2, 3e4. Epossivel perceber que os resultados dos indices de Silhueta sio bem

semelhantes tanto para o algoritmo CLARA quanto para o algoritmo PAM.
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Figura 22:Comparacdo do algoritmo Clara versus PAM em relacdo ao indice de Silhueta. Medida de

dissimilaridade: Euclidiana e grafo gerado via quartil.
Fonte: Os autores

A Figura 22 apresenta um grafico de barras que ilustra a comparacdo dos

algoritmos CLARA, versus o algoritmo PAM, em relacdo ao indice de Silhueta média,

observando que a medida de dissimilaridade utilizada foi a distancia Euclidiana. E

possivel verificar, com mais clareza, os pontos em que 0s algoritmos obtiveram

desempenhos iguais, divergentes ou similares. Em 20 das bases de dados analisadas, 0s

dois algoritmos tiveram resultados similares.

Ja nas bases de dados de maior porte, os desempenhos destes algoritmos foram

divergentes. Em 5 bases de dados o algoritmo CLARA produziu resultados melhores do
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que o algoritmo PAM e em 4 bases de dados o algoritmo PAM teve melhor desempenho
do que o algoritmo CLARA quanto ao indice de Silhueta.

A Figura 23 ilustra a comparacgéo dos algoritmos CLARA versus o algoritmo PAM,
em relacdo ao indice de Silhueta média. Para esta analise é utilizada a distancia de
Manhattan, como medida de dissimilaridade e, a fim de verificar se ao utilizar esta medida
resultaria em algum ganho em relacdo a qualidade dos agrupamentos gerados pelos

algoritmos.
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Figura 23:Comparagdo do algoritmo PAM versus o algoritmo CLARA utilizando a distancia de
Manhattan.
Fonte: Os autores.
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Da Figura 23, depreende-se que, em 20 bases de dados, os algoritmos PAM e
CLARA apresentaram resultados iguais para o indice de Silhueta. Ja em relacdo as 9 bases
de dados restantes, observa-se que em 3 bases de dados o algoritmo PAM obteve o valor
do indice de Silhueta maior do que o algoritmo CLARA, e em 6 bases de dados o algoritmo
CLARA obteve o valor do indice de Silhueta maior do que o PAM.

Desta forma, percebe-se que para as bases de dados estudadas, quando utilizada a
medida dissimilaridade, distdncia de Manhattan, os resultados para ambos os algoritmos:
CLARA e PAM, ndo apresentam grandes alteragdes. Este fato indica que pode-se usar um
algoritmo em detrimento ao outro sem grandes alteracdes no que tange a qualidade dos
agrupamentos.

A Figura 24 apresenta a relagéo entre o valor do indice de Silhueta e o nimero de
grupos k, produzidos pelos algoritmos. Para esta andlise considerou-se a distancia
Euclidiana como medida de dissimilaridade e os grafos foram gerados através do quartil

das distancias dos objetos tomados dois a dois.
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Figura 24:Valores do indice de Silhueta segundo valores dos grupos obtidos.
Fonte: Os autores.

Apds definir o namero de comunidades, k, através da aplicacdo do algoritmo Fast
Greedy, este numero foi utilizado como parametro de entrada para a aplicacdo dos
algoritmos de agrupamento k-means, PAM e CLARA. Como pode ser visto na Figura 25,
os valores de k (nimeros de grupos) produzidos para os algoritmos sdo k =2, k =3, k = 4.
Pode-se perceber que os melhores resultados quanto ao indice de Silhueta estdo

associados a 4 grupos.
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J& a Figura 25, apresenta o grafico boxplot construido pela relagéo do valor do

esta analise, considerou-se a distancia Euclidiana como medida de dissimilaridade e os

grafos foram gerados através da AGM.
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Figura 25:Valores do indice de Silhueta segundo valores dos grupos obtidos.

Fonte: Os autores.




62

Ao utilizar o indice de Rand, para comparar os resultados do algoritmo PAM e o

algoritmo CLARA frente aos algoritmos de Deteccdo de Comunidades apresenta-se a

Figura 26.
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Figura 26:Comparagdo dos algoritmos PAM e CLARA em relacéo indice de Rand.
Fonte: Os autores.

Para este experimento foi utilizada a distancia Euclidiana e para geracdo dos

grafos para os algoritmos de Deteccdo de Comunidades utilizou-se o quartil dos objetos

tomados dois a dois. Através da Figura 26 é possivel observar que, quando comparado o

algoritmo de Deteccdo de Comunidades Fast Greedy com os algoritmos PAM e CLARA,

observa-se que o desempenho do algoritmo CLARA frente ao Fast Greedy, € melhor em

relacdo ao desempenho do algoritmo PAM frente ao Fast Greedy. Ja em relacdo a analise

dos algoritmos PAM e CLARA quando comparados ao algoritmo Walktrap, ndo foram

observadas diferencas relevantes na troca do algoritmo PAM pelo algoritmo CLARA

frente ao algoritmo de Deteccdo de Comunidades Walktrap.

Em sintese, estes resultados mostram que, para as bases de dados estudadas nesta

dissertacdo, o algoritmo PAM e CLARA quando aplicados a conjunto de dados de médio

a pequeno porte ndo diferem quanto aos seus resultados, em relacdo ao indice de Silhueta.
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Em relagdo ao indice de Rand, quando é comparado o desempenho dos algoritmos PAM
e CLARA, frente aos algoritmos de Detec¢do de Comunidades: Fast Greedy e Walktrap,
verificou-se uma maior similaridade entre os grupos formados pelo algoritmo CLARA e
as comunidades do algoritmo Fast Greedy, do que pelos grupos formados pelo algoritmo
PAM e as comunidades do algoritmo Fast Greedy. No que se refere a comparacdo das
comunidades geradas pelo algoritmo Walktrap e os grupos gerados pelos algoritmos PAM
e CLARA ndo foram observadas diferencas relevantes que evidenciassem ganho de
qualidade, na troca dos algoritmos PAM e CLARA.

VI11.2.4 Apresentacao dos resultados — Comparacdo da AGM e Quartis

De modo a avaliar o impacto dos algoritmos de agrupamento e de Deteccéo de
Comunidades quanto a criacdo de grafos, de maneira distinta, gerados através da AGM e
atraveés dos quartis, esta subsecgéo apresenta as solucdes da aplicacdo dos algoritmos.

Para tal, em um primeiro momento, ¢ realizada a geracdo dos grafos através do
quartil, das distancias dos objetos tomados dois a dois, para as 29 bases de dados. Em
seguida, sdo aplicados os algoritmos de Detec¢do de Comunidades e de agrupamento para
cada um dos grafos gerados. Posteriormente, sdo aplicados os indices de Silhueta e de
Rand, de modo a analisar a qualidade das comunidades geradas pelos algoritmos de
Deteccdo de Comunidades (Fast Greedy e Walktrap) e dos agrupamentos gerados pelos
algoritmos agrupamento (k-means, PAM e CLARA). J& em um segundo momento, é
realizada a geracao dos grafos através da arvore geradora minima, para as 29 bases de
dados. Posteriormente, sao aplicados os algoritmos de Deteccdo de Comunidades e de
agrupamento para cada um dos grafos gerados através da AGM. E por fim, aplica-se 0s
indices de Silhueta e de Rand.

Os procedimentos, descritos acima, visam analisar se grafos gerados de maneira
distinta, a partir de uma mesma base de dados, resultam em algum ganho em relacédo as
solucdes produzidas dos algoritmos de agrupamento e Deteccdo de Comunidades, no que
se refere ao indice de Silhueta e de Rand.

A Figura 27 apresenta o grafico boxplot obtido através da distribuicdo das 29
Silhuetas médias, derivadas da aplicacdo dos algoritmos: Fast Greedy, Walktrap, PAM e
k-means, nas 29 bases de dados. Os boxplots em verde sumarizam o0s resultados

produzidos pelos algoritmos tendo como dado de entrada os grafos gerados via quartil, ja
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os boxplots em azul sumarizam os resultados produzidos pelos algoritmos a partir dos

grafos gerados via AGM.
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Figura 27: Comparacéo dos algoritmos através do indice de Silhueta
com criagdo dos grafos via quartis e AGM.
Fonte: Os autores

No que se refere ao algoritmo de Deteccdo de Comunidade Fast Greedy foi
observada uma maior dispersdo dos resultados quando o grafo € construido através dos
quartis, quando comparado aos mesmos resultados produzidos através da AGM.

Para o algoritmo Walktrap houve ganhos, mesmo que pequenos, quanto a
qualidade do algoritmo em relacdo ao indice de Silhueta quando aplicado a grafos gerados
via quartil em detrimento a grafos gerados via AGM.

Em relacdo aos algoritmos de Agrupamento: o algoritmo PAM apresentou
melhores solucBes, no que se refere ao valor da mediana para AGM. No algoritmo
CLARA, as melhores solucdes apresentadas foram através dos quartis. E por fim, o

algoritmo k-means apresentou melhores solugdes atraves da AGM.
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J& no que se refere a qualidade dos resultados dos algoritmos de Deteccdo de
Comunidades e de agrupamento, quanto as soluc¢des produzidas em relacéo ao indice de
Rand, quando aplicado a grafos gerados via quartil e grafos gerados através da AGM,
destaca-se que para os algoritmos Fast Greedy e Walktrap quando comparados as suas
comunidades, em relacdo ao indice Rand, observa-se que quando o grafo é construido
através dos quartis houve uma maior dispersao do conjunto de dados do que, em relacao,
aos grafos gerados através da AGM.

Mais especificamente, ao comparar o algoritmo Fast Greedy com o algoritmo
k-means, observa-se uma maior dispersdo do conjunto de dados, para grafos gerados
através do quartil. Resultado oposto é visto quanto a comparacdo do algoritmo Fast
Greedy em relacdo ao algoritmo de agrupamento PAM, sendo observada uma maior
dispersdo do conjunto de dados quando esse algoritmo € aplicado a grafos gerados através
da AGM, e sendo observado maiores valores para o indice de Rand em comparacgéo a

grafos gerados atraves do quartil.

VI1.2.,5 Apresentacdo dos resultados — Comparacdo dos tempos computacionais

A presente subse¢do traz uma comparacdo dos algoritmos quanto aos seus tempos
de computacionais. Para estes experimentos computacionais foram utilizados grafos
gerados atraves do quartil das distancias dos objetos tomados dois a dois e utilizando
como medida de dissimilaridade as distancias Euclidiana e de Manhattan. A Tabela 12
apresenta os tempos computacionais de execucdo, em segundos, obtidos pelos algoritmos
para cada base de dados. Para estes calculos é utilizada a distancia Euclidiana, como

medida de dissimilaridade.



66

Tabela 12: Tempos computacionais dos algoritmos utilizando: quartil e AGM e a distancia Euclidiana

Tempos Computacionais de Execucéo dos Algoritmos

Utilizando o quartil para gerar o grafo

Utilizando a AGM para gerar o grafo

Base de Dados Fast |\\aiktrap | PAM | CLARA | k Fast | \\aiktrap | PAM | CLARA| K
Gl’eedy a tl’ap -means Greedy a trap -means
ANA_CENTRO
OESTE 0,02 0,00 000/ 000 000 0,00 0,00| 001] 0,00 0,00
ANA NORDESTE 0,00 0,00 0,00/ 000| 000/ 000 0,00| 0,00] 0,00 0,00
ANA NORTE 0,02 0,00 000/ 000 000 0,00 0,00| 0,00| 0,00 0,00
ANA SUDESTE 0,00 0,00| 000 002 002 002 0,00| 0,00] 0,00 0,00
ANA SUL 0,00 0,00| 0,00 000| 000/ 000 0,00| 0,00] 0,00 0,00
ENADE_CENTRO
OESTE 2,48 411] 633 632| 000 222 411| 617| 621 0,17
ENADE NORDESTE 2,20 402| 657| 17| 002] 221 400| 6,09| 626 0,00
ENADE NORTE 295 412] 625| 631 000 217 414| 616| 628 0,00
ENADE SUDESTE 2.15 3901| 603 617 o000 218 397| 607 617 0,00
ENADE SUL 2.30 413| 625| 633 000 237 417] 611] 612 0,30
ENEM_POR_ESCOLA
CENTRO OESTE 292 425| 634 639 000 206 433| 656| 652 0,00
ENEM_POR_ESCOLA
NORDDESTE 2,09 424| 606| 621 000 206 423] 638| 653 0,01
ENEM_POR_ESCOLA
NORTE 2.08 430| 625| 617 001| 216 423] 605 612 0,00
ENEM_POR_ESCOLA
SUDESTE 0,66 174| 217] 222|000 046 165| 210 220 0,00
ENEM,_POR_ESCOLA
SUL 0,68 175 212|  226| 000/ 048 155| 214 220 0,00
IES ALUNO 0,02 001] 0,07 006| 000| 000 0,03| 001 o001 0,00
IES CENTRO_OESTE 0,00 0,00 000] 000 000 000 0,00 000 0,00 0,00
IES DOCENTES 0,00 006| 0,03| 003 000| 002 0,03| 003 003 0,00
IES GERAL 0,01 005| 0,03 003 000/ 000 004| 002 001 0,00
IES NORDESTE 0,00 0,00| 0,00 000 002| 000 0,00 000 0,00 0,00
IES NORTE 0,00 0,00 000] 000 000 0,00 0,00 000 0,00 0,00
IES SUDESTE 0,00 0,00| 0,01] 002 000/ 000 0,00 000 0,00 0,00
IES SUL 0,00 0,00| 0,00 000l 000/ 000 0,00 000 0,00 0,00
PIBIC 1 0,00 0,00| 0,00 000l 000/ 000 0,00| 000 0,00 0,00
PIBIC 2 0,02 006| 003| 003 o000 001 007| 003 003 0,00
Produtividade 1 0,00 001| 0,04 000l 000/ 000 0,02| 002 002 0,00
Produtividade 2 0,00 0,00| 0,00 000l 000/ 000 0,00 000 0,00 0,00
Produtividade 3 0,00 0,00| 0,00 000l 000/ 000 0,00| 000 0,00 0,00
Produtividade 4 0,05 017] 0,09] 008| 000| 003 0.16] 009] 0,07 0,00

Fonte: Os autores
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Na Tabela 12 os valores destacados em negrito representam os maiores valores de
tempo de processamento observados para cada algoritmo. Observa-se que 0s tempos
computacionais, para os grafos gerados através do quartil, ficaram entre 0 e 6,57
segundos. Ja os tempos computacionais de execu¢do dos algoritmos gerados a partir da
AGM, das distancias dos objetos tomados dois a dois e, utiliza como medida de
dissimilaridade a distancia Euclidiana, ficaram entre 0 e 6,56 segundos.

A Tabela 13 apresenta 0s tempos computacionais de execugdo, em segundos,
obtidos pelos algoritmos para cada base de dados, e utiliza a distancia de Manhattan,
como medida de dissimilaridade. Os tempos computacionais de execucdo dos algoritmos
ficaram entre 0 e 6,33 segundos, em relacdo aos grafos gerados através dos quartis. Ja
para os grafos gerados através da AGM os tempos computacionais ficaram entre
0 e 6,56 segundos.

No que tange aos tempos computacionais de execu¢do dos algoritmos de
agrupamento e de Deteccdo de Comunidades, no geral, o algoritmo k-means apresentou
melhores resultados frente aos algoritmos de Deteccdo de Comunidade e aos PAM e

CLARA (algoritmos de agrupamento).
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Tabela 13: Tempos computacionais dos algoritmos utilizando: Quartil e AGM e a distancia de Manhattan
Tempos Computacionais de Execucéo dos Algoritmos
Utilizando o quartil para gerar o grafo Utilizando a AGM para gerar o grafo
Base de Dados | Fast | \\o1irap | PAM | CLARA| K Fast | \walktrap | PAM | CLARA| Kk
Greedy alktrap -means | .o dy alktrap -means
ANA
CENTRO OESTE 0,00 0,00| 0,00 0,00 0,00 0,00 0,00| 0,00 0,00 0,00
ANA NORDESTE 0,00 0,00| 0,00 0,00 0,00 0,00 0,02| 0,00 0,00 0,00
ANA NORTE 0,00 0,00| 0,00 0,00 0,00 0,00 0,02| 0,00 0,00 0,00
ANA SUDESTE 0,00 0,00| 0,00 0,00 0,00 0,00 0,00| 0,00 0,00 0,00
ANA_SUL 0,00 0,00| 0,00 0,01 0,00 0,00 0,00| 0,00 0,00 0,00
ENADE
CENTRO OESTE 2,56 4,06| 6,22 6,31 0,00 2,37 4,14| 6,11 6,14 0,13
ENADE
NORDESTE 2,22 4,00| 6,23 6,21 0,00 2,35 4,00| 6,01 6,16 0,00
ENADE_NORTE 2,19 4,06| 6,33 6,27 0,01 2,22 4,23| 6,05 6,06 0,00
ENADE_SUDESTE 2,29 3,96| 6,07 6,25 0,00 2,14 3,98| 6,08 6,08 0,00
ENADE SUL 2,60 4,05| 6,08 6,16 0,00 2,25 4,32| 6,10 6,31 0,26
ENEM_POR
ESCOLA
CENTRO_OESTE 2,22 4,25| 6,26 6,20 0,00 2,13 4,39| 6,56 6,41 0,02
ENEM
POR ESCOLA
NORDDESTE 2,13 4,19| 6,26 6,20 0,00 2,15 4,33| 6,21 6,21 0,01
ENEM
POR ESCOLA
NORTE 2,00 4,43| 5,92 6,21 0,00 2,03 441| 6,11 5,93 0,00
ENEM
POR ESCOLA
SUDESTE 0,52 1,75| 2,11 2,25 0,00 0,40 1,66| 2,16 2,10 0,00
ENEM
POR ESCOLA
SUL 0,52 167 212 2,13 0,00 0,46 1,57| 2,18 2,19 0,00
IES_ALUNO 0,02 0,03| 0,05 0,07 0,00 0,00 0,03| 0,03 0,02 0,00
IES
CENTRO OESTE 0,00 0,00| 0,00 0,02 0,00 0,00 0,00| 0,00 0,00 0,00
IES_ DOCENTES 0,02 0,03] 0,01 0,03 0,00 0,00 0,05| 0,03 0,03 0,00
IES_GERAL 0,02 0,04| 0,02 0,04 0,00 0,02 0,03| 0,01 0,03 0,00
IES_ NORDESTE 0,00 0,00f 0,00 0,00 0,00 0,00 0,00| 0,00 0,00 0,00
IES NORTE 0,00 0,00f 0,00 0,00 0,00 0,00 0,01] 0,00 0,00 0,00
IES_ SUDESTE 0,00 0,02| 0,00 0,00 0,00 0,00 0,00| 0,00 0,00 0,00
IES SUL 0,00 0,00f 0,00 0,00 0,00 0,00 0,00| 0,00 0,02 0,00
PIBIC 1 0,00 0,00f 0,00 0,00 0,00 0,00 0,00| 0,00 0,00 0,00
PIBIC 2 0,01 0,05| 0,03 0,04 0,00 0,01 0,07| 0,03 0,05 0,00
Produtividade 1 0,02 0,01 0,02 0,01 0,00 0,00 0,02| 0,00 0,00 0,02
Produtividade 2 0,00 0,00f 0,00 0,00 0,00 0,00 0,00| 0,00 0,00 0,00
Produtividade 3 0,00 0,00f 0,00 0,00 0,00 0,00 0,00| 0,00 0,00 0,00
Produtividade 4 0,03 0,16| 0,09 0,09 0,00 0,01 0,17| 0,08 0,19 0,00
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V11.3 Conclusdes

Nesta dissertagdo foram realizados experimentos em 29 bases de dados ligadas a
educacdo, visando realizar um estudo computacional comparativo entre trés algoritmos
de agrupamento (k-means, PAM e CLARA) e dois algoritmos de Deteccdo de
Comunidades (Fast Greedy e Walktrap) . A comparacao entre os algoritmos, quanto as
estruturas de grupos e comunidades formados, foi feita através do célculo de indices,
Silhueta e Rand, associados aos critérios de validag&o.

Mais especificamente, 0s objetivos dos experimentos propostos para esta
dissertacdo estiveram pautados em: construir redes através das bases de dados reais de
duas maneiras distintas (através dos quartis das distancias dos objetos e da AGM);
segmentar as bases de dados a partir da aplicacdo dos algoritmos de agrupamento
(k-means, CLARA e PAM) e de Deteccdo de Comunidades (Fast Greedy e Walktrap);
avaliar as solugdes produzidas pelos cinco algoritmos, tendo por base o célculo de indices
associados aos critérios de validacéo relativo e externo, sejam eles: Silhueta e indice de
Rand; comparar e avaliar os resultados produzidos pelos algoritmos de agrupamento e de
Deteccdo de Comunidades; verificar se a troca do algoritmo PAM pelo CLARA acarretaria
alguma mudanca significativa de qualidade, no que tange aos indices de Silhueta e Rand
e por fim, avaliar o impacto dos algoritmos de agrupamento e de Deteccdo de
Comunidades quanto a criacdo de redes geradas através da AGM e através dos quartis das
distancias dos objetos.

Quando a anélise se concentrou em verificar se ha diferenca na troca dos
algoritmos PAM e CLARA, percebe-se que, para as bases de dados estudadas, quando
utilizado a medida dissimilaridade, distancia de Manhattan, os resultados os algoritmos
CLARA e PAM néo apresentam grandes alteracdes.

Em sintese, os resultados mostram que, para as bases de dados estudadas nesta
dissertacdo, o algoritmo PAM e CLARA quando aplicados a conjunto de dados de porte
pequeno e médio ndo diferem quanto aos seus resultados, em relacdo ao indice de
Silhueta. Em relagdo ao indice de Rand, quando é comparado o desempenho dos
algoritmos PAM e CLARA, frente aos algoritmos de Deteccdo de Comunidades:
Fast Greedy e Walktrap, apresentasse maior similaridade entre os grupos formados pelo

algoritmo CLARA e as comunidades do algoritmo Fast Greedy, do que 0s grupos
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formados pelo algoritmo PAM e as comunidades do algoritmo Fast Greedy. No que se
refere a comparacdo das comunidades geradas pelo algoritmo Walktrap e os grupos
gerados pelos algoritmos PAM e CLARA, ndo foram observadas diferengas relevantes que
evidenciassem ganho de qualidade na troca desses dois algoritmos.

Quando a anélise foi realizada através da relacdo do valor do indice de Silhueta
em relac@o ao nimero de grupos k, produzidos pelos algoritmos, observou-se que maiores
valores de k resultaram em melhores valores para o indice de Silhueta, na aplicacdo dos
algoritmos quando ¢é utilizado a distancia Euclidiana como medida de dissimilaridade e
quando os grafos foram gerados através do quartil das distancias dos objetos tomados
dois a dois. Quando é utilizada a mesma medida de dissimilaridade, mas o grafo foi
gerado atraves da AGM, observou-se melhores resultados concentrados em grupos com
k=3.

Para trabalhos futuros sera considerada a aplicacdo do algoritmo de agrupamento
k-means com o k variando, em um intervalo, de 2 a 5 e aplicar os algoritmos de Detec¢édo
de Comunidade: Fast Greedy e Walktrap, posteriormente a esta etapa e a partir de dos
resultados gerados comparar 0 numero de comunidades geradas pelo algoritmo de
agrupamento k-means e os algoritmos de Deteccdo de Comunidades, em especifico
verificar se coincide 0 numero de agrupamento e 0 ndmero de comunidades
gerados. Recomenda-se, ainda, utilizar outro indice de validacdo a exemplo, o indice de

Dunn.
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Anexo |
O presente anexo apresenta 0 Quadro 5 com os valores para o indice de Rand para

as 29 bases de dados, assim como 0 valor de k.
Para este experimento foi utilizada como medida de dissimilaridade a distancia
Euclidiana e a geracdo dos grafos via quartil.

Quadro 5: Comparacdo dos Algoritmos através do indice

ANA_CENTRO_OESTE.csv 3 0,77419 0,70107 0,75698 0,66451 0,93978
ANA_NORDESTE.csv 3 0,79089 0,54865 0,82774 0,64016 0,83478
ANA_NORTE.csv 2 0,77966 1,00000 1,00000 0,77966 0,77966
ANA_SUDESTE.csv 3 1,00000 0,70968 0,90322 0,70967 0,90322
ANA_SUL.csv 3 0,92333 0,76000 0,76000 0,78333 0,78333
ENADE_CENTRO_OESTE.csv | 2 0,83876 0,67254 0,56293 0,64573 0,60680
ENADE_NORDESTE.csv 3 0,54729 0,71795 0,71389 0,71142 0,70749
ENADE_NORTE.csv 3 0,64587 0,71534 0,70686 0,66566 0,66786
ENADE_SUDESTE.csv 2 0,62021 0,63379 0,54101 0,66503 0,55941
ENADE_SUL.csv 2 0,72261 0,55667 0,52832 0,63582 0,58492
ENEM_POR_ESCOLA

CENTRO_OESTE.csv 2 0,70700 0,93424 0,63587 0,73470 0,55216
ENEM_POR_ESCOLA

NORDDESTE.csv 3 0,82044 0,78348 0,71641 0,92401 0,78983
ENEM_POR_ESCOLA

NORTE.csv B 2 0,63364 0,90490 0,96461 0,64405 0,63463
ENEM_POR_ESCOLA

SUDESTE.csv 3 0,68451 0,71389 0,67132 0,61822 0,74013
ENEM_POR_ESCOLA

SUL.csv 2 0,73602 0,85602 0,73366 0,85750 0,93030
IES_ALUNO.csv 6 0,80808 0,80196 0,82605 0,80742 0,78341
IES_CENTRO_OESTE.csv 2 0,71795 0,71794 0,84615 0,53846 0,84615
IES_DOCENTES.csv 4 0,72453 0,74322 0,67485 0,70223 0,58650
IES_GERAL.csv 3 0,84048 0,79227 0,72790 0,86238 0,81011
IES_NORDESTE.csv 3 0,90336 0,84751 0,66666 0,83244 0,67819
IES_NORTE.csv 4 0,80882 0,69118 0,72058 0,66176 0,67647
IES_SUDESTE.csv 3 0,67247 0,62891 0,61504 0,72396 0,66415
IES_SUL.csv 3 0,92877 0,51567 0,06296 0,52421 0,66096
PIBIC_1.csv 4 0,93230 0,93230 0,81538 1,00000 0,82769
PIBIC_2.csv 3 0,79710 0,77283 0,89408 0,91906 0,88263
Produtividade_1.csv 4 0,79001 0,94591 0,94832 0,83685 0,83419
Produtividade_2.csv 4 0,74703 0,73518 0,75494 0,76679 0,76284
Produtividade_3.csv 4 0,74000 0,93000 0,87000 0,79000 0,75666
Produtividade_4.csv 2 0,73102 0,59906 0,63757 0,70458 0,75751
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O presente anexo apresenta 0 Quadro 6 com a comparacdo dos tempos
computacionais dos algoritmos, em segundos, para as 29 bases de dados, utilizando como
medida de dissimilaridade a distancia Euclidiana e a geragdo dos grafos via quartil.

Quadro 6: Comparacdo dos tempos Computacionais de Execucao dos Algoritmos

Tempos Computacionais de Execucdo dos Algoritmos

Fast

Base de Dados Greedy |Walktrap| PAM | CLARA | k-means
ANA CENTRO_OESTE.csv 0,02 0,00 0,00 0,00 0,00
ANA NORDESTE.csv 0,00 0,00 0,00 0,00 0,00
ANA NORTE.csv 0,02 0,00 0,00 0,00 0,00
ANA SUDESTE.csv 0,00 0,00 0,00 0,02 0,02
ANA SUL.csv 0,00 0,00 0,00 0,00 0,00
ENADE_CENTRO_OESTE.csv 2,48 4,11 6,33 6,32 0,00
ENADE_NORDESTE.csv 2,20 4,02 6,57 6,17 0,02
ENADE_NORTE.csv 2,25 4,12 6,25 6,31 0,00
ENADE_SUDESTE.csv 2,15 3,91 6,03 6,17 0,00
ENADE_SUL.csv 2,30 4,13 6,25 6,33 0,00
ENEM_POR_ESCOLA_CENTRO_OESTE.csv 2,22 4,25 6,34 6,39 0,00
ENEM POR ESCOLA NORDDESTE.csv 2,09 4,24 6,06 6,21 0,00
ENEM POR ESCOLA NORTE.csv 2,08 4,30 6,25 6,17 0,01
ENEM POR ESCOLA SUDESTE.csv 0,66 1,74 2,17 2,22 0,00
ENEM POR ESCOLA SUL.csv 0,68 1,75 2,12 2,26 0,00
IES_ALUNO.csv 0,02 0,01 0,07 0,06 0,00
IES CENTRO_OESTE.csv 0,00 0,00 0,00 0,00 0,00
IES DOCENTES.csv 0,00 0,06 0,03 0,03 0,00
IES_GERAL.Csv 0,01 0,05 0,03 0,03 0,00
IES NORDESTE.csv 0,00 0,00 0,00 0,00 0,02
IES NORTE.csv 0,00 0,00 0,00 0,00 0,00
IES SUDESTE.csv 0,00 0,00 0,01 0,02 0,00
IES_SUL.csv 0,00 0,00 0,00 0,00 0,00
PIBIC 1.csv 0,00 0,00 0,00 0,00 0,00
PIBIC_2.csv 0,02 0,06 0,03 0,03 0,00
Produtividade 1.csv 0,00 0,01 0,04 0,00 0,00
Produtividade 2.csv 0,00 0,00 0,00 0,00 0,00
Produtividade 3.csv 0,00 0,00 0,00 0,00 0,00
Produtividade 4.csv 0,05 0,17 0,09 0,08 0,00
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O presente anexo apresenta o0 Quadro 7 com a comparagdo dos tempos
computacionais dos algoritmos, em segundos, para as 29 bases de dados, utilizando como
medida de dissimilaridade a distancia Manhattan e a geragéo dos grafos via quartil.

Quadro 7: Comparacdo dos tempos Computacionais de Execucéo dos Algoritmos

Tempos Computacionais de Execucdo dos Algoritmos

Fast
Base de Dados Greedy | Walktrap | PAM | CLARA | k-means
ANA CENTRO_OESTE.csv 0,00 0,00 0,00 0,00 0,00
ANA NORDESTE.csv 0,00 0,00 0,00 0,00 0,00
ANA NORTE.csv 0,00 0,00 0,00 0,00 0,00
ANA SUDESTE.csv 0,00 0,00 0,00 0,00 0,00
ANA SUL.csv 0,00 0,00 0,00 0,01 0,00
ENADE_CENTRO OESTE.csv 2,56 4,06 6,22 6,31 0,00
ENADE _NORDESTE.csv 2,22 4,00 6,23 6,21 0,00
ENADE_NORTE.csv 2,19 4,06 6,33 6,27 0,01
ENADE_SUDESTE.csv 2,29 3,96 6,07 6,25 0,00
ENADE_SUL.csv 2,60 4,05 6,08 6,16 0,00
ENEM_POR_ESCOLA_CENTRO _OESTE.csv 2,22 4,25 6,26 6,20 0,00
ENEM_POR_ESCOLA_NORDDESTE.csv 2,13 4,19 6,26 6,20 0,00
ENEM_POR_ESCOLA_NORTE.csv 2,00 4,43 5,92 6,21 0,00
ENEM_POR_ESCOLA _SUDESTE.csv 0,52 1,75 2,11 2,25 0,00
ENEM_POR_ESCOLA SUL.csv 0,52 1,67 2,12 2,13 0,00
IES_ ALUNO.csv 0,02 0,03 0,05 0,07 0,00
IES CENTRO_OESTE.csv 0,00 0,00 0,00 0,02 0,00
IES DOCENTES.csv 0,02 0,03 0,01 0,03 0,00
IES GERAL.csv 0,02 0,04 0,02 0,04 0,00
IES_ NORDESTE.csv 0,00 0,00 0,00 0,00 0,00
IES _NORTE.csv 0,00 0,00 0,00 0,00 0,00
IES SUDESTE.csv 0,00 0,02 0,00 0,00 0,00
IES SUL.csv 0,00 0,00 0,00 0,00 0,00
PIBIC 1.csv 0,00 0,00 0,00 0,00 0,00
PIBIC 2.csv 0,01 0,05 0,03 0,04 0,00
Produtividade 1.csv 0,02 0,01 0,02 0,01 0,00
Produtividade 2.csv 0,00 0,00 0,00 0,00 0,00
Produtividade 3.csv 0,00 0,00 0,00 0,00 0,00
Produtividade 4.csv 0,03 0,16 0,09 0,09 0,00

Fonte: Os autores.
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O presente anexo apresenta o Quadro 8 com
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a comparacdo dos tempos

computacionais dos algoritmos, em segundos, para as 29 bases de dados, utilizando como

medida de dissimilaridade a distancia Euclidiana e a geragéo dos grafos via AGM.

Quadro 8: Comparacdo dos tempos Computacionais de Execucao dos Algoritmos

Tempos Computacionais de Execucao dos Algoritmos

Fast

Base de Dados Greedy | Walktrap | PAM | CLARA | k-means
ANA CENTRO_OESTE.csv 0,00 0,00 0,01 0,00 0,00
ANA NORDESTE.csv 0,00 0,00 0,00 0,00 0,00
ANA NORTE.csv 0,00 0,00 0,00 0,00 0,00
ANA SUDESTE.csv 0,02 0,00 0,00 0,00 0,00
ANA SUL.csv 0,00 0,00 0,00 0,00 0,00
ENADE_CENTRO OESTE.csv 2,22 4,11 6,17 6,21 0,17
ENADE_NORDESTE.csv 2,21 4,00 6,09 6,26 0,00
ENADE_NORTE.csv 2,17 4,14 6,16 6,28 0,00
ENADE_SUDESTE.csv 2,18 3,97 6,07 6,17 0,00
ENADE_SUL.csv 2,37 4,17 6,11 6,12 0,30
ENEM_POR_ESCOLA_CENTRO _OESTE.csv 2,06 4,33 6,56 6,52 0,00
ENEM_POR_ESCOLA_NORDDESTE.csv 2,06 4,23 6,38 6,53 0,01
ENEM_POR_ESCOLA _NORTE.csv 2,16 4,23 6,05 6,12 0,00
ENEM_POR_ESCOLA _SUDESTE.csv 0,46 1,65 2,10 2,20 0,00
ENEM_POR_ESCOLA_SUL.csv 0,48 1,55 2,14 2,20 0,00
IES_ ALUNO.csv 0,00 0,03 0,01 0,01 0,00
IES CENTRO_OESTE.csv 0,00 0,00 0,00 0,00 0,00
IES DOCENTES.csv 0,02 0,03 0,03 0,03 0,00
IES_ GERAL.csv 0,00 0,04 0,02 0,01 0,00
IES NORDESTE.csv 0,00 0,00 0,00 0,00 0,00
IES _NORTE.csv 0,00 0,00 0,00 0,00 0,00
IES SUDESTE.csv 0,00 0,00 0,00 0,00 0,00
IES SUL.csv 0,00 0,00 0,00 0,00 0,00
PIBIC 1.csv 0,00 0,00 0,00 0,00 0,00
PIBIC 2.csv 0,01 0,07 0,03 0,03 0,00
Produtividade 1.csv 0,00 0,02 0,02 0,02 0,00
Produtividade 2.csv 0,00 0,00 0,00 0,00 0,00
Produtividade 3.csv 0,00 0,00 0,00 0,00 0,00
Produtividade 4.csv 0,03 0,16 0,09 0,07 0,00

Fonte: Os autores.
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Anexo IV

O presente anexo apresenta o0 Quadro 9 com a comparagcdo dos tempos
computacionais dos algoritmos, em segundos, para as 29 bases de dados, utilizando como
medida de dissimilaridade a distdncia Manhattan e a geracdo dos grafos via AGM.

Quadro 9: Comparacdo dos tempos Computacionais de Execucéo dos Algoritmos

Tempos Computacionais de Execucdo dos Algoritmos

Fast

Base de Dados Greedy |Walktrap | PAM | CLARA | k-means
ANA CENTRO_OESTE.csv 0,00 0,00| 0,00 0,00 0,00
ANA NORDESTE.csv 0,00 0,02| 0,00 0,00 0,00
ANA NORTE.csv 0,00 0,02| 0,00 0,00 0,00
ANA SUDESTE.csv 0,00 0,00| 0,00 0,00 0,00
ANA SUL.csv 0,00 0,00| 0,00 0,00 0,00
ENADE CENTRO OESTE.csv 2,37 4,14] 6,11 6,14 0,13
ENADE NORDESTE.csv 2,35 4,00| 6,01 6,16 0,00
ENADE_NORTE.csv 2,22 4,23| 6,05 6,06 0,00
ENADE_SUDESTE.csv 2,14 3,98| 6,08 6,08 0,00
ENADE_SUL.csv 2,25 4,32| 6,10 6,31 0,26
ENEM_POR ESCOLA CENTRO_OESTE.csv 2,13 4,39| 6,56 6,41 0,02
ENEM_POR ESCOLA NORDDESTE.csv 2,15 4,33| 6,21 6,21 0,01
ENEM_POR ESCOLA NORTE.csv 2,03 441| 6,11 5,93 0,00
ENEM_POR_ESCOLA SUDESTE.csv 0,40 166 2,16 2,10 0,00
ENEM_POR _ESCOLA SUL.csv 0,46 157| 2,18 2,19 0,00
IES_ALUNO.csv 0,00 0,03| 0,03 0,02 0,00
IES CENTRO_OESTE.csv 0,00 0,00| 0,00 0,00 0,00
IES DOCENTES.csv 0,00 0,05| 0,03 0,03 0,00
IES GERAL.csv 0,02 0,03| 0,01 0,03 0,00
IES NORDESTE.csv 0,00 0,00| 0,00 0,00 0,00
IES NORTE.csv 0,00 0,01| 0,00 0,00 0,00
IES SUDESTE.csv 0,00 0,00 0,00 0,00 0,00
IES SUL.csv 0,00 0,00| 0,00 0,02 0,00
PIBIC 1.csv 0,00 0,00| 0,00 0,00 0,00
PIBIC 2.csv 0,01 0,07| 0,03 0,05 0,00
Produtividade 1.csv 0,00 0,02| 0,00 0,00 0,02
Produtividade 2.csv 0,00 0,00| 0,00 0,00 0,00
Produtividade 3.csv 0,00 0,00/ 0,00 0,00 0,00
Produtividade 4.csv 0,01 0,17| 0,08 0,19 0,00

Fonte: Os autores.




