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RESUMO

Modelagem Estocastica de Algoritmos de Filtragem Adaptativa com Restricao de

Norma /¢,

Um dos principais desafios na utilizagao de algoritmos de filtragem adaptativa é a
emulagao (ou identificagao) eficiente de um sistema em um ambiente ruidoso. Isso pode
ser facilitado em aplicacdes onde a resposta do sistema ao impulso é esparsa, o que
permite acelerar a taxa de convergéncia se estratégias adequadas forem utilizadas. Neste
contexto, métodos que impdem restricdes de norma sao amplamente utilizados. Esta
tese propbée um novo modelo capaz de prever 0 desempenho do algoritmo ¢y-Least Mean
Square (LMS) no caso de plantas ndo estacionarias sujeitas a uma perturbagao marko-
viana de primeira ordem. O modelo teérico oferece uma equacao analitica que prevé o
desvio médio quadratico assintético em termos da variancia da perturbagao markoviana.
Também € proposto um novo algoritmo que utiliza uma aproximacao linear por partes da
fungao de penalizagao de norma. Este algoritmo tem como casos particulares diversos
outros algoritmos previamente propostos. Por fim, &€ proposto um modelo teérico para
este algoritmo, o qual obtém formulas analiticas tanto para o seu desempenho assintdtico
(com um erro absoluto inferior a 0,2 dB) quanto para o valor 6timo do parametro que
regula a intensidade do termo de regularizacdo de norma.

Palavras-chave: Filtragem Adaptativa Consciente da Esparsidade, Algoritmo /y-LMS,
Andlise de Rastreamento, Modelos Estocasticos.



ABSTRACT

Stochastic Modeling of Adaptive Filtering Algorithms with /, Norm
Constraint

One of the main challenges in using adaptive filtering algorithms is the efficient
emulation (or identification) of a system in a noisy environment. This task can be facilitated
in applications where the system’s impulse response is sparse, allowing for faster con-
vergence rates if appropriate strategies are employed. In this context, norm-constrained
methods are widely used. This thesis proposes a new model capable of predicting the
performance of the ¢y-LMS algorithm in the case of nonstationary plants subject to a
first-order Markovian disturbance. The theoretical model provides an analytical expres-
sion that predicts the asymptotic mean-square deviation in terms of the variance of the
Markovian perturbation. A new algorithm is also proposed, which employs a piecewise
linear approximation of the norm penalty function. This algorithm generalizes several
previously proposed algorithms as special cases. Finally, a theoretical model is developed
for this algorithm, yielding analytical formulas for both its asymptotic performance (with an
absolute error below 0.2 dB) and for the optimal value of the parameter that controls the
strength of the norm regularization term.

Keywords:
Sparsity-Aware Adaptive Filtering, ¢o-LMS Algorithm, Tracking Analysis, Stochastic

Models.
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1- Introducao

A estimativa de um sistema 6timo € um tipico problema de engenharia, cujos sinais
encontram-se comumente sujeitos a ruido de medicao imprevisivel [1]. Tal estimativa &
normalmente denominada “identificagao de sistemas”, 0 que compreende a determinagao
de um modelo matematico que descreva o comportamento de um sistema baseado nos
seus respectivos sinais de entrada e saida [2]. Algoritmos de filtragem adaptativa, foco
deste trabalho, tém um papel fundamental na implementacao de estimadores em tempo
real de plantas variantes no tempo, sendo extensivamente utilizados em aplicagoes tais
como identificacao de sistemas, cancelamento de eco, equalizagao de canais, cancela-
mento de interferéncia inter-simbdlica e controle ativo de ruido [3]-[5]. Em anos recentes,
os algoritmos adaptativos tém experimentado uma expansao em aplicagdes como telefo-
nia sem fio, sistemas de audioconferéncia e sistemas de suporte a audicao [6].

As diversas solugdes de filtragem adaptativa compartilham uma estrutura em
comum, na qual uma fungao custo é otimizada de modo iterativo [7]. A escolha da funcao
custo adotada na derivagao do algoritmo tem grande impacto na eficiéncia dos algoritmos
de filtragem adaptativa resultantes [3]. Na verdade, a selegdo da mesma € um dos
maiores desafios em filtragem adaptativa [8]. O algoritmo LMS é um dos mais simples
e populares algoritmos de filtragem adaptativa. Ele utiliza uma fungao custo quadratica,
apresentando as desejaveis propriedades de convergir para a solugao de Wiener caso o
passo de aprendizagem encontre-se numa determinada faixa, ter uma estrutura simples
e demandar baixo custo computacional [9], [10]. A estas caracteristicas se soma o fato
de que fungdes custo quadraticas apresentam tratabilidade matematica, convexidade e
desempenho étimo quando os sinais e o ruido sao gaussianos [8].

Em diversas aplicagées (como em sistemas acusticos, sismicos, quimicos e de
comunicacgoes [11], [12]), as respostas ao impulso dos sistemas a identificar sao sabi-
damente esparsas. Tal esparsidade significa que poucos coeficientes destas respostas
apresentam magnitude elevada, enquanto que os demais tém magnitude desprezivel (ou
mesmo nula). Atualmente, ha duas abordagens maduras de exploragcao da esparsidade
para obter melhora no desempenho dos algoritmos tradicionais: os métodos proporcionais

e 0s métodos com restricdo de norma [13]. No escopo desta Ultima abordagem, o algo-
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ritmo /y-LMS é um dos mais populares [14]. As abordagens “conscientes da esparsidade”
tém gerado um continuo interesse de pesquisa na Ultima década [15]. Afinal, o projeto de
algoritmos de filtragem adaptativa para filtros longos com baixa laténcia e alta taxa de
convergéncia para aplicacdes como cancelamento de eco é algo tao importante quanto
desafiador [16].

A adocao destes algoritmos na pratica € normalmente mediada por diretrizes
e garantias oferecidas por modelos estocasticos (como, por exemplo, a indicacao da
regiao de estabilidade ou a predicao de desempenho assintético), os quais suscitam
grande interesse na literatura especializada. Assim, modelos estocasticos sao uteis no
estabelecimento de relagbes de causa e efeito, bem como oferecem uma compreensao

mais profunda do comportamento de um algoritmo de filtragem adaptativa [17].

1.1- Objetivos deste trabalho

Diferentes modelos tedricos tém sido mobilizados para analisar o algoritmo /-
LMS [18], [19]. Um deles, proposto em [19], é particularmente expressivo, porque é capaz
de gerar expressoes analiticas para o desempenho assintético, cujos termos estabelecem
relagoes interpretaveis de causa e efeito relacionados ao comportamento do algoritmo.
Por essa razao, esse modelo estocastico sera o foco desta tese, a qual pretende estendé-
lo para novas configuragdes nas quais opera o algoritmo /,-LMS (notadamente, em
contextos nao estacionarios), assim como para uma versao generalizada do algoritmo.

Assim, podemos elencar o0s seguintes objetivos principais:

1. Adaptar o modelo estocastico proposto por [19] para modelar a identificacao de uma
planta esparsa que varia no tempo, consoante um processo markoviano de primeira

ordem;

2. Deduzir uma equacao analitica que descreva o desempenho assintético do algoritmo

¢y-LMS operando numa planta nao estacionaria;

3. Propor uma versao generalizada de algoritmos de filtragem adaptativa com penalizagao

de norma, na qual a fungao de penalizagao de norma € linear por partes;
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4. Deduzir uma equagao analitica que descreva o desvio quadratico médio assintético

da versao generalizada do algoritmo ¢,-LMS (que denominamos GPRL-LMS);

5. Deduzir, por meio de algumas simplificagdes, uma equacgao analitica que permita
determinar o valor 6timo do parametro que regula a intensidade da regularizagao

por norma da versao generalizada proposta do algoritmo proposto GPRL-LMS.

1.2- Estrutura deste trabalho

Este trabalho € estruturado do seguinte modo: o Capitulo 2 apresenta a fundamen-
tacao tedrica dos algoritmos adaptativos conscientes da esparsidade. O Capitulo 3 propoe
um modelo estocastico inédito capaz de prever o desempenho assintético do algoritmo
£p-LMS, o qual é comparado com resultados de simulagoes. Ja o Capitulo 4 propde
uma versao generalizada de algoritmos de filtragem adaptativa com penalizagao por
norma, propée um novo modelo estocastico capaz de prever seu desempenho assintético,
e encontra formulas fechadas tanto para o seu desempenho assintético quanto para
o parametro de intensidade que regula o termo de penalizagao de norma. Por fim, o
Capitulo 5 encerra as conclusdes desta tese, assim como delineia futuras dire¢des de

pesquisa.

1.3- Publicacoes associadas

Ao longo desta pesquisa, o seguintes artigos foram publicado em revistas interna-

cionais:

* Silva, Lucas Paiva et al., Tracking Analysis of the ¢y-LMS Algorithm, Circuits,
Systems, and Signal Processing, vol. 43, p. 7867-7893, Aug. 2024.

O fator de impacto (em 2023) € de 1,8 e Qualis CAPES (referente ao Quadriénio
2017-2020) encontra-se no estrato A2.
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+ Silva, Lucas Paiva et al., A Novel Stochastic Model for the Steady-state Performance

of Norm-penalized Adaptive Algorithms. Digital Signal Processing, vol.166, 2025.

Este artigo possui Qualis A1 (referente ao Quadriénio 2017-2020) e fator de

impacto 3,0 (em 2024).

1.4- Notacao Matematica

Ao longo deste trabalho, matrizes sao denotadas por letras mailsculas em negrito
(por exemplo, A). Ja vetores, sempre do tipo coluna, sdo denotados por letras minlsculas
em negrito (como w). Para escalares, reservamos letras minusculas sem negrito (por
exemplo, d). O operador (-)” indica transposigdo matricial, enquanto que E[] denota o
operador de valor esperado (ou esperanca estatistica). Ademais, Tr[A] denota o traco
da matriz quadrada A e V., f denota o gradiente de f com relagao ao vetor w. Por fim,

|w|, denota a norma ¢, do vetor w (ou seja: |wl|, = (3, |wk|q)1/q).
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2- Fundamentacao Teorica

A filtragem adaptativa desempenha um papel central em diversas aplicacdes
de processamento de sinais digitais, sobretudo em ambientes onde o sistema a ser
modelado apresenta comportamento dinamico ou estrutura esparsa [20]. Esse € o
caso, por exemplo, de sistemas de comunicacao em redes digitais, sensores inteligentes,
dispositivos e aplicagcdoes em aprendizado de maquina embarcado, como redes neurais
convolucionais otimizadas para execugao em tempo real [21]-[24].

Nesse contexto, o sistema a ser identificado — ou planta — costuma variar
ao longo do tempo, seja por alteracoes nas condicoes do ambiente, seja pela propria
evolugao temporal dos dados de entrada [25]. Para lidar com isso, os métodos utilizados
devem ter complexidade computacional reduzida, apresentar taxa de convergéncia alta e
pouca sensibilidade a efeitos de ponto fixo [26].

Diante desses desafios, uma estratégia amplamente empregada é o uso de
algoritmos adaptativos voltados a estimativa da resposta do sistema ao longo do tempo.
Esta tese se dedica a esse tipo de abordagem, explorando técnicas supervisionadas
para ajustar os parametros do modelo com base em dados de entrada e saida. O
desenvolvimento de solugdes eficazes envolve etapas classicas da identificagao de
sistemas, como o planejamento experimental, a selecdo de uma estrutura do modelo, a
estimativa de parametros e a validagao do algoritmo adotado [27].

Considere o problema de rastrear o comportamento de uma planta digital inserida
em uma rede de comunicagao, seja d(k) a saida desejada do sistema. Assumindo
linearidade, invariancia no tempo e uma resposta ao impulso finita e desconhecida cujos
coeficientes encontram-se armazenados no vetor w*(k) € RY, podemos modelar sistema

supracitado por meio da relacdo

onde
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contém N coeficientes desconhecidos a identificar,
T
() = [a(k) alk—1) a(k—2) ... a(k—N+1)] (3)

contém N amostras de entrada consecutivas e v(k) € R denota o ruido de medi¢ao. O
modelo (1) permite-nos assumir que a solugao estimada por uma estrutura transversal
sera adequada num regime de pequenos desvios, uma hipdtese tradicional em problemas
estatisticos de processamento de sinais [28].

A identificacao de sistemas (1) € costumeiramente empreendida por meio de um
filtro adaptativo de uma estrutura transversal w(k) € RV cuja saida y(k) € R na k-ésima
iteracao

y(k) = w’ (k)z(k) (4)

Figura 1 — Diagrama em blocos da estrutura de um algoritmo adaptativo supervisionado
de identificagao de sistemas.

Uma solucao de baixo custo para este problema reside no apelo a algoritmos

iterativos que adaptam continuamente w(k), ou seja:

w(k+1) =w(k) + Aw(k), (5)
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onde o termo Aw(k) depende da discrepancia atual entre o sinal de referéncia d(k) e a
saida do filtro y(k). Denotamos este sinal de discrepancia como o erro e(k) € R, cujo
computo é

e(k) = d(k) —y(k), (6)

0 que caracteriza os algoritmos tratados neste trabalho como supervisionados, ja que
d(k) € um sinal conhecido que atua continuamente na supervisao do treinamento do filtro.
Esta configuragao esta inserida na modalidade de métodos de identificagdo conhecidos
como de erro de predicao minima, os quais sao guiados pelos sinais exteriores do
comportamento do sistema [29]. A Figura 1 apresenta o diagrama em blocos da estrutura

adaptativa que sera doravante considerada.
2.1- O algoritmo LMS

O algoritmo LMS foi o pioneiro dos algoritmos de filtragem adaptativa. Ele conjuga
a minimizagao do quadrado do erro instantaneo (ou seja, a fungao custo) com o método
de otimizacao conhecido como gradiente estocastico. Assim, a atualizacao (5) é particu-

larizada para:
wh+ 1) = w(k) = Vi |50 )

onde 3 € R, € um parametro ajustavel, responsavel por caracteristicas tais como taxa de
convergéncia e desempenho assintético. Como o gradiente sinaliza a dire¢cao de subida
mais ingreme de uma fungao, o sinal de negativo é adotado porque pretende-se caminhar
na dire¢cdo de minimizagao desta fungao. O algoritmo LMS pode entéo ser explicitamente

escrito como
w(k +1) = w(k) — Be(k) V) le(k)] = w(k) = Be(k) V) [d(k) —w” (k)z(k)]

= w(k+1) = w(k) + B(k)e(k). (8)

Quando o algoritmo é estavel, seu desempenho progressivamente melhora nas
primeiras iteragdes (caracterizando um regime conhecido como transiente), apresentando

um desempenho constante apds o transiente. Esta regido de desempenho constante é
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chamada de regime permanente (ou regime assintético).

Uma métrica de afericao de desempenho que sera bastante (til ao longo desta
tese é o MSD
MSD (em dB) = 10logy, {E [[|w*(k) — w(k)||*] }, (9)

onde o valor esperado € tipicamente computado empiricamente (ou seja, por meio de
simulagdes computacionais), com a meédia advinda de diversos ensaios independentes

de Monte Carlo.

2.2- Algoritmos Conscientes da Esparsidade

Duas grandes familias de algoritmos de filtragem adaptativa pretendem acelerar a
taxa de convergéncia na identificagcdo de sistemas esparsos: i) a familia de algoritmos
proporcionais (inaugurada por [30]), caracterizada por uma adaptacao dos coeficientes
que leva em conta sua magnitude; ii) e a familia de restricao por norma, a qual propicia
uma regularizacao promotora de esparsidade na fungao custo adotada pelo algoritmo [14],

[31]. A seguir, alguns conceitos mobilizados por estas duas familias serao apresentados.

2.2.1 Algoritmos Proporcionais

Em 2000, Duttweiler [30] propds uma ideia bastante frutifera para a evolugao dos
algoritmos conscientes da esparsidade: determinar a diregao de atualizagao utilizando
a estimativa atual do filtro. Assim, o algoritmo Proportionate Normalized Least Mean
Squares (PNLMS) atribui passos de aprendizagem distintos para diferentes coeficientes
adaptativos, com coeficientes de maior magnitude recebendo passos de aprendizagem
maiores [32].

A maioria dos algoritmos proporcionais pode ser colocada como solucionadores
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do seguinte problema de otimizacao com restri¢coes:

1 ) . B
Jmin sl 41) = w(k) | ) Sueito a ep(k) = (1~ Be(k), (10)

onde A € RV*N & uma matriz diagonal cuja diagonal principal é responsavel por alterar
o passo de aprendizagem para cada coeficiente adaptativo, ||w|} £ w? Aw(k) deno-
tando a norma ¢, do vetor w ponderada pela matriz A e com o erro a posteriori ey (k)
sendo definido como o erro recalculado com as informagoes da k-ésima iteracao apds a

atualizagao:

(1>

ep(k) 2 d(k) — w” (k + 1)z (k). (11)

Utilizando a técnica dos multiplicadores de Lagrange, o problema de otimizagao

(10) pode ser transladado para um problema equivalente sem restri¢coes:

min Sl 1) = (k)]s )+ Aleo() = (1= Ae(h)]. (12)

onde ) € R denota o multiplicador de Lagrange. Calculando-se o gradiente de (12) com
relagao a w(k + 1) e igualando-se ao vetor nulo, obtemos:

w(k+1) =w(k) + AA(k)xz(k). (13)

A insercao de (13) na restricao linear de (10) nos permite obter A:

. Be(k) Be(k)
M R T RARE (14)

resultado que, quando inserido em (13), nos fornece a equacao de atualizagao dos
algoritmos proporcionais:

pe(k)A(k)x(k)

T (B ARz (k) (15)

wk+1)=wk)+

com os diferentes algoritmos desta familia geralmente se diferenciando na escolha dos
coeficientes da matriz diagonal A(k). Por exemplo, o algoritmo Improved Proportionate

Normalized Least Mean Squares (IMPNLMS) adota a seguinte férmula para o i-ésimo
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elemento da diagonal principal de A(k) [33]:

|wi (k)]

. 1-— €1
2)|w(k)[1 + e’

Ni(k) = 5N +(1+e) (16)

onde ¢; € [—1,1] é um parametro ajustavel que regula a penalizagao por esparsidade e e,
(também ajustavel) evita divisdes por zero. A Tabela 1 apresenta algumas contribuigées
na literatura efetuadas com relagao aos algoritmos proporcionais, sem pretensao de
exaurir a imensa riqueza tedrica que esta familia de técnicas apresenta. Nesta tese,
estamos interessados numa outra familia de algoritmos, que sera abordada na préxima
secao. !

Tabela 1 — Algumas referéncias que tém contribuicées no ambito da familia de algoritmos
adaptativos proporcionais.

Referéncia | Contribuicao
[35] Algoritmo proporcional em subbandas e com Set-membership
[36] Combinagao adaptativa de filtros proporcionais
[37] Algoritmos proporcionais do tipo sign-Affine Projection Algorithm (AFPA)
[38] Simplificagao do algoritmo APA proporcional
[39] Versao eficiente do APA proporcional
[40] Filtro proporcional minimizador de medidas de diversidade
[41] Algoritmo adaptativo proporcional baseado na norma ¢,
[42] Algoritmo proporcional do tipo APA robusto a interferéncia impulsiva
[43] Algoritmo proporcional para sinais complexos
[44] Algoritmo proporcional para sistemas esparsos em blocos
[45] Algoritmo proporcional para controle ativo de ruido

2.2.2 Algoritmos com Restricao de Norma

A ideia basica dos algoritmos com restrigdo com norma reside na introdugao
explicita de uma penalidade que favorece a esparsidade na fungao custo do algoritmo.

Em termos gerais, temos uma fungao custo dada por

Fau [w(k)] = 3¢2(8) + 7 H[w(K), (17)

'Um estudo comparativo entre as familias ja foi feito em [34], ndo sendo este portanto, o objetivo deste
trabalho.
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onde “RL’ denota “regularizagao por norma” e H|w(k)] € uma fungao que penaliza
solugdes pouco esparsas, a qual se soma a fungao custo quadratica utilizada pelo LMS
(veja a Equagao (7)).

Pertencente a esta familia de técnicas, o algoritmo Zero Attracting Least Mean
Squares (ZA-LMS), proposto originalmente em [31], utiliza a norma ¢; como penalidade

para o vetor de coeficientes:
1
Fza [w(k)] = 562(%:) + lw(k)]1 (18)

Utilizando o gradiente estocastico para otimizar (18), obtemos a equagao de
atualizacao do ZA-LMS:

Uﬂk+1)=ldk%—ﬁvww>%6%k%+vwv%ﬂh = w(k) + fx(k)e(k) - rsignfw(k)], (19)

onde?

k= By (20)

e 0 i-ésimo coeficiente p;(k) do vetor p(k) = signjw(k)] armazena o sinal do i-€simo

coeficiente adaptativo no instante k:

1, sew(k)>0
pi(k) = sign[wi(k)] =< 0, sewi(k)=0 . (21)
-1, sew;(k)<0

Assim, a equacao de atualizagao do algoritmo ZA-LMS

w(k + 1) = w(k) + Bx(k)e(k) — rsign[w(k)], (22)

tem uma interpretagdo intuitiva, ja que o termo adicional —xsignjw(k)] sempre impde
uma atragao para zero. Tal atracdo, embora possa ser vantajosa em termos de taxa
de convergéncia quando o sistema a identificar &€ esparso, da origem a um estimador
enviesado [31], ja que atrai para zero mesmo os coeficientes de alta magnitude.

Uma forma de contornar este viés assintotico reside no apelo a uma fungao custo

2A reescrita do produto 8y por « & um procedimento comum nos algoritmos com restricdo de norma, o
qual também sera utilizado nas derivagoes dos proximos algoritmos.
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reponderada, adotada pelo algoritmo RZA-LMS [31]:

N-1

Frza [w(k)] = 3¢ (K) +7 3 Tog (1+ i (k)| /€, (@3)
=0

onde e é um parametro ajustavel. A penalidade S"N ' log (1 + |w;(k)|/€') se comporta de
modo mais préximo ao da norma® ¢, do que a norma /¢, [46].

A otimizag&o via gradiente estocastico de (23) nos fornece a equacao de atualizagao
do algoritmo RZA-LMS:

w(k +1) =w(k) + fx(k)e(k) — kp(k), (24)

onde o i-ésimo elemento p;(k) de p(k) é descrito por

P (k) = sign[w; (k)]

= T clws(h) (@)

onde ¢ = 1/¢. O vetor adicional p(k) adotado pelo algoritmo RZA-LMS apresenta uma
reducao de sua magnitude quando a magnitude do coeficiente adaptativo € alta, o que
mitiga o viés dos coeficientes de alta magnitude, mantendo o termo de atracao para zero
dos termos de baixa magnitude praticamente intacto.

Ja o algoritmo /¢y-LMS (foco desta tese) pretende minimizar uma aproximagao da

seguinte fungao custo [14]:
1
Fza lw(k)] ~ 562(@ + 7|[w(k)]o, (26)

onde a aproximacao decorre do fato de a minimizagao da norma ¢, ser um problema
NP-dificil. Assim, utiliza-se uma aproximagao da norma ¢, sob a qual, aplicando-se a
otimizacao via gradiente estocastico e utilizando-se uma expansao de Taylor, da origem a

equacao de atualizagao do algoritmo ¢y-LMS:

w(k+1) = w(k) + Be(k)x(k) + rg[w(k)], (27)

3A norma ¢, de um vetor afere o nimero de seus elementos ndo nulos.
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w; (k)
Figura 2 — Funcgao g¢;(k) em termos de w;(k). Na curva em azul
tem-se que oo = 10 e em vermelho a = 5.

sendo o i-ésimo elemento g;(k) € R do vetor gjw(k)] € RY igual a

ai(k) = 202w; (k) — 2asign[w;(k)], |w;(k)| < 1/104. | (28)
0, caso contrario
onde « € R, é um parametro ajustavel, o qual controla o intervalo [-1/«, 1/a] no qual
existe a atracao para zero. O fato de o algoritmo ¢3-LMS somente atrair para zero
os coeficientes que se encontram no intervalo [—1/«,1/«] elimina o problema do viés
assintético na estimacao dos coeficientes de alta magnitude. Uma representagao disto
pode ser notada na Figura 2, na qual observa-se para valores maiores de « (curva
azul), menor € o intervalo de atragao dos coeficientes. Essa é uma razao pelas quais
o algoritmo /3-LMS é extremamente popular e gerou vasto interesse na comunidade
de pesquisadores, tendo sido alvo de inimeras publicagdes?. Cabe ressaltar também
que [47] efetuou uma comparagao das abordagens proporcional e com penalizagao de
norma, revelando que esta ultima apresenta um compromisso melhor entre taxa de
convergéncia e desempenho assintético.
A Tabela 2 expde algumas referéncias relevantes no atual estado da arte acerca

do emprego da norma ¢, em filtragem adaptativa.

*No IEEEXplore, o artigo conta com 375 citagdes. Consulta realizada em 22 de abril de 2025.
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Tabela 2 — Referéncias de relevo que citam o trabalho que propde o algoritmo /y-LMS.

Referéncia | Contribuicao

[48] Algoritmo /y-Proportionate Recursive Least Squares (PRLS) utilizado
em comunicagdes acusticas submersas

[49] Compressao de redes neurais convolucionais através da
regularizagao do /¢,

[50] Algoritmo ¢y3-LMS com tamanho de passo multiplo variavel

[18] Andlise de transiente do algoritmo ¢y-LMS

[51] Extragao cega de componentes esparsos baseado na minimizagao
da norma 4y

[52] Limiar suavizado da norma ¢, para recuperagao esparsa acelerada

[53] Filtros Volterra adaptativos de norma ¢,

[54] Desconvolucao de aproximagao rapida da norma ¢, usando estrutura
Wavelet

[55] Método de super-resolucao ustilizando filtragem adaptativa e norma
{y duplamente suavizada

2.3- Consideracoes Finais

Neste capitulo, alguns topicos fundamentais para a pesquisa a ser empreendida
foram mobilizados, como identificacao de sistemas, filtragem adaptativa e algoritmos
adaptativos conscientes da esparsidade. Esta tese tem por objetivo desenvolver modelos
estocasticos inéditos para predicao do desempenho do algoritmo ¢y,-LMS no contexto
de plantas nao estacionarias e prever o desempenho de uma versao generalizada do
algoritmo /y-LMS. A metodologia escolhida para analise é a proposta em [19], porque
fornece solugdes analiticas para o desempenho assintotico do algoritmo. No préximo
capitulo, esta técnica sera utilizada de maneira inédita para prever o MSD assintético do
algoritmo £o-LMS num cenario de identificacao de sistemas no qual a planta a emular é

variante no tempo.
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3- Analise Assintotica de Rastreamento do Algoritmo £,-LMS

3.1- Introducao

Neste capitulo, sera introduzido um modelo estocastico inédito capaz de prever
o desempenho assintotico do algoritmo ¢,-LMS num cenario de nao estacionariedade.
Como na configuragao sob analise o vetor de coeficientes étimo se altera ao longo
do tempo, podemos dizer que estamos analisando a capacidade de rastreabilidade do
algoritmo ¢y-LMS. Este tipo de analise é importante na oferta de garantias de desempenho
ou de estabilidade, porque algoritmos de filtragem adaptativa que apresentam um bom
comportamento em ambientes estacionarios ndo necessariamente apresentam uma
boa habilidade de rastreamento em ambientes com plantas variantes no tempo [56].
Segundo [57], o rastreamento é o fator chave dos algoritmos adaptativos de todas as
modalidades, pois a ndo estacionariedade reconhecidamente traz uma espécie de “atraso”
no processo adaptativo de emulagao do vetor desconhecido [58], caracteristica sob
a qual valores muito pequenos de 3 (passo de adaptacao do algoritmo ou fator de
aprendizagem) podem implicar reducao do desempenho assintético, ja que um filtro com
menor adaptabilidade tem menor capacidade de rastreamento. Em termos gerais, o
desempenho assintético advindo do gradiente estocastico se deteriora com o aumento
de 3, enquanto que o desempenho assintético induzido pela variagao temporal da planta
desconhecida se deteriora com a reducao de  [59], de modo que nao raro existe um
passo de aprendizagem que otimiza o desempenho assintético na configuragao nao
estacionaria. Este tipo de fendbmeno nao existe na configuracao estacionaria, sob a
qual o desempenho assintético progressivamente melhora com a redugao de 3 (com
a desvantagem de a taxa de convergéncia se tornar progressivamente menor), ja que
apenas o ruido advindo do gradiente estocastico encontra-se presente quando nao ha
variagao no filiro 6timo a estimar. Como cenarios ndo estacionarios sdo comuns na
pratica, algoritmos com fatores de passo deterministicamente decrescentes ao longo do
tempo (que otimizariam o desempenho num contexto estacionario) tém uso limitado na

pratica [60].
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Em resumo, o propdsito da analise de rastreamento de algoritmos de filiragem
adaptativa esta na caracterizacao de sua habilidade de rastreamento em ambientes nao
estacionarios [61]. Iremos assumir que o vetor de coeficientes 6timo varia no tempo
de acordo com a equacao de passo aleatorio, que sob algumas hipoteses estatisticas

equivale a um modelo markoviano de primeira ordem, descrita em [61]:
w”(k+1) = w(k) + q(k), (29)

onde q(k) € o vetor de ruido branco aleatdrio.
Tal modelo € encontrado em algumas aplicacdes realisticas, tais como sistemas
de transmissao, processamento de sinais acusticos e cancelamento de eco acustico [62]-

[65], nao sendo portanto adotado apenas por mera conveniéncia analitica.

3.2- Analise de Primeira Ordem

Como dito no Capitulo 1, iremos aderir a técnica de modelagem estocastica pre-
conizada por [19]. Devido a grande sofisticagao do comportamento de aprendizado dos
algoritmos de filtragem adaptativa, todos os modelos utilizam hipéteses simplificadoras
(mesmo para o LMS, algoritmo mais simples), e nossa andlise da capacidade de rastrea-
mento do algoritmo #y-LMS nao sera diferente.

A analise de primeira ordem almeja identificar o comportamento médio dos coefici-
entes adaptativos. Seja a equacao de atualizacao do algoritmo ¢y-LMS, aqui reproduzida

por conveniéncia:’

w(k+1) = w(k) + Be(k)x(k) + rglw(k)], (30)

a qual pretende manter préximo de w*(k) a estimativa w(k). Tal proximidade pode ser

matematicamente capturada no vetor de desvios w(k) na k-ésima iteracao:
w(k) £ w*(k) — w(k). (31)

Por meio de manipulagdes matematicas, a equagao de atualizagao (30) pode ser

"Note que « é o parametro que controla a intensidade do termo de regularizagéo, promovendo a esparsi-
dade.
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reescrita em termos do vetor de desvios:
w(k +1) = w(k) — Be(k)x(k) — rglw(k)] + q(k), (32)

onde o modelo de variagao temporal do filtro 6timo (29) foi utilizado.
Utilizando o modelo de regressao linear ruidosa (1) para o sinal desejado, podemos

também expressar o sinal de erro em termos do vetor de desvio:
e(k) = w7 (k)x(k) + v(k), (33)
de modo que (32) pode ser reescrita como:
w(k+1) = [I - pz(k)e’ (k)] w(k) - Bv(k)z(k) — rglw(k)] + q(k), (34)

uma equacao a diferencas estocastica variante no tempo cujo comportamento é bastante
complexo de ser analisado [60]. Entretanto, ela nos permite estabelecer a seguinte

recursao em termos de valores médios do seguinte modo:

E [w(k+1)] = E{[I - px(k)z” (k)] @(k)} — BE [v(k)z (k)] — xE {glw(k)]} +E[q(k)] .
(39)
com as constantes J e « podendo “sair” do operador de valor esperado devido a sua
linearidade.

O resultado (35) é bastante complexo para o cémputo tedrico da evolugao do vetor
médio E [w(k)], podendo ser simplificado mediante o concurso de hip6teses estatisticas
simplificadoras. A primeira delas é relativa ao vetor aleatorio de perturbagao g(k):

H, (Hipotese referente a perturbagao g(k)): o vetor g(k) € RY é de média zero,

independente e identicamente distribuido, com matriz de autocorrelagao
Ry(k) =E [q(k)q" (k)] = 01N, (36)

onde I denota a matriz identidade de dimensées N x N e ag denota a variancia do
ruido.

Comentario: H, é extensamente utilizada na anélise de rastreamento de al-
goritmos de filtragem adaptativa [59], [66]-[68], sendo valida em diversas aplicagoes
realisticas [62]-[65].
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Outra hipotese que utilizaremos é relacionada ao ruido de medigao v(k) presente
no sinal de referéncia d(k) (segundo (1)):

H, (Hipotese referente ao ruido v(k)): o sinal v(k) € de média zero, € estatis-
ticamente independente das demais variaveis aleatérias, com suas amostras sendo
estatisticamente independentes e indenticamente distribuidas (i.i.d.).

Comentario: Embora H,, nao seja valida quando fendmenos fisicos nao lineares
(tais como saturacao e intermodulacdo [66]) encontram-se presentes, trata-se de uma
hipdtese no mais das vezes fisicamente plausivel e ubiqua na literatura referente a
algoritmos de filtragem adaptativa [18], [69], sendo adotada mesmo em simulagdes de
identificacdo de algoritmos adaptativos que n&o utilizam a estrutura transversal (como
exemplo, [70] utiliza um sinal de ruido que adere a H, com uma estrutura de identificacao
Infinite Impulse Response (IIR)). Cabe notar que a referéncia [71] efetua uma analise
chamada de esperanca exata sem utilizar H,,, a qual entretanto sé é factivel para filtros de
comprimento pequeno. Por fim, [72] ressalta que H, assume a corre¢ao do modelo linear,
assim como o fato de que o comprimento da solugao 6tima de Wiener para a estrutura
transversal coincide com a ordem da planta desconhecida.

A adocao de H, e de Hi, permite-nos simplificar (35), dando origem a
E[w(k+1)] = E{[I - Sa(k)z" (k)] @(k)} - <E {glw(k)]}, (37)

equagdo cujo termo E { [T — Bz (k)z” (k)] w(k)} exige o computo de momentos conjuntos
entre o sinal de entrada z(k) e os coeficientes adaptativos. Tal computo pode ser bastante
facilitado com a introducao de uma nova hipétese:

Hj (Hipotese da independéncia). O vetor x(k) € estatisticamente independente de
w(k) (e, por conseguinte, de w(k)).

Comentarios: A hipdtese da independéncia atraiu muita atencao a partir de [58],
sendo quase onipresente nas analises teoricas de algoritmos de filtragem adaptativa.
Importa ressaltar que tal hipétese nao é, ao contrario das demais, fisicamente plausivel.
Ela costuma ser adotada por tratabilidade matematica, ja que em estruturas transversais
(como as analisadas nesta tese), vetores de entrada z(k) em instantes sucessivos
compartilham quase a totalidade das amostras em comum (ainda que deslocadas),
caracterizando o que [73] denomina de “coeréncia deterministica”. Assim, o vetor x(k)

contém diversas amostras que foram utilizadas nas iteragcoes anteriores para atualizar o
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filtro adaptativo, de modo que é inexato assumir independéncia estatistica entre z(k) e
w(k). Por essa razdo, em [60] tal hip6tese é chamada de heuristica da independéncia. Ela
geralmente produz predigées acuradas para valores baixos de 3, o que pode ser justificado
pelo fato de que a estimagcao empreendida pelo algoritmo de filtragem adaptativa atua
como um filtro passa-baixas em relagao ao sinal de entrada [72].
Assim, acrescentando a aplicacao de H, e H, a aproximagao Hj, a recursdo (37)
se reduz a
E[@(k + 1)] = E [@(k)] — fRaw(k) — vE {glw(k)]}, (38)

onde
R, £ E [z(k)z” (k)] (39)

€ a matriz de autocorrelacao do vetor de entrada x(k).
Para facilitar o encontro de formulas analiticas, iremos classificar os coeficientes

w?(0) € R da planta 6tima no instante inicial w*(0) € RY em trés grupos:

Cr = {i|l/a < |w;(0)|} (coeficientes de alta magnitude), (40)
Cs = {i|0 < |w;(0)| < 1/a} (coeficientes de baixa magnitude), (41)
Co = {iwr(0) =0} (coeficientes nulos), (42)

Doravante, ) sera o numero de coeficientes nao nulos (isto &, Q = |C;, UCg]|). As
esperangas estatisticas com a néo linearidade g¢[-] serdo simplificadas mediante recurso
a seguinte hipotese, introduzida em [19]:

H,. (Hipo6tese referente a fungao de atracdo g[-]). Para todo i € Cr UCs, O
coeficiente w; (k) tem o mesmo sinal que seu valor 6timo correspondente (isto &, w} (k)).
Ademais, assume-se que ele esta fora do termo de atragdo ¢[-| quando i € C;, estando
sob atragao caso contrario.

Comentario: H, foi uma inovacdo da metodologia de [19], a qual estamos apli-
cando a configurac@o nao estacionaria. Ela pode ser justificada caso assumamos valores
baixos de 5 e o0 regime permanente, porque neste caso os coeficientes adaptativos
oscilam pouco em torno de seus valores médios. Como o termo de atragao é restrito
ao intervalo [-1/a, 1/a] (vide (28)), tal hipétese nao € muito forte. Ademais, cabe res-
saltar que a analise neste capitulo é restrita ao regime permanente, situagao na qual o

vetor adaptativo encontra-se proximo de seus valores 6timos. Por fim, num contexto de
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perturbacao markoviana (veja a Equacao (29)), tal hipdétese se manteria valida caso a
variancia da perturbagao og fosse suficientemente pequena. Caso esta variacao seja
elevada, possivelmente o filtro adaptativo (que atua num aprendizado amostra a amostra)
dificilmente conseguiria ser util.

A aplicagao de H, em (38), assumindo que o algoritmo converge em regime
permanente, da origem ao resultado seguinte:

i oy RO eCs | )

k=00 0, caso contrario

o que significa que o algoritmo nao introduz um viés na estimativa assintética dos co-
eficientes nulos, tampouco nos de alta magnitude (desvantagem do algoritmo ZA-LMS
abordado no Capitulo 2), embora introduza um viés na estimativa dos coeficientes perten-
centes a Cg. Este viés € contrabalangado por uma menor variabilidade na estimativa, o
que explica parcialmente o melhor desempenho do algoritmo ¢,-LMS caso comparado
a uma versao agnostica com relagao a esparsidade. Cabe ressaltar também que este
viés somente ocorre para os coeficientes w;(k) com i € Cg, sendo os demais coeficientes
estimados de modo nao polarizado.

O resultado (43) é equivalente a Equacgao (14) do artigo [19]. A diferenca de sinal
deriva do fato de definirmos o desvio de modo distinto. Logo, podemos concluir que,
sob a perturbacao markoviana (29), o comportamento de primeira ordem do algoritmo é
idéntico ao do caso estacionario abordado em [19]. O mesmo entretanto nao ocorre na

analise de segunda ordem, alvo da proxima segao.
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3.3- Analise de Segunda Ordem

Quando abordamos estatisticas de segunda ordem dos coeficientes adaptativos,

a analise € bem mais complexa. Ao multiplicarmos (118) por sua transposta, obtemos

bk + 1)@T(k+1) = [1-Ba(k)a” (k)] dk)eT (k) [ - sz(k)z" (k)]
Bu(k) [T - Ba(k)e” (k)] o (k)aT (k)
k[ - pa(k)e” (k)] b (k)g" [w(k)
—Bu(k)z(k)e” (k) [I - fa(k)z" (k)]

+8%02 (k) (k)T (k)

+Brv(k)x(k)xT (k)

—rg [w(k)] @ (k) [I - Bz(k)z" (k)]

+Brv(k)glw(k)]2" (k)

+r2g [w(k)] g [w(k))

+O0lq(k)] + q(k)q" (k), (44)

onde Olq(k)] agrega termos de primeira ordem da perturbagao markoviana g (k).

Aplicando o operador de valor esperado em conjungdo com Hy, e H,, nds obtemos:

E[wk+ 1w (k+1)] = E[woka’ (k)] - OE [wk)w (k)zk)z" (k)]
—0E [z(k)x" (k)w(k)aT (k)]
+B%E [z (k)" (k)@ (k)T (k)z(k)z” (k)]

~wE {w(k)g" [w(k)]} + nBE {2 (k)" (k)@k)g" w(k)]}

+ﬁ202R
—rE {g [w(k)] @" (k) } + BE {glw(k)|@" (k)z(k)z" (k)}
+r’E{g[w(k)] g” [w(k)]} + 021N (45)

Para reduzir a complexidade das equagdes resultantes, iremos adotar a seguinte

hipotese:
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Hgg. (Hipotese referente a brancura do sinal de entrada). O sinal de entrada €
branco e gaussiano.

Comentarios: Hgg € uma hipotese restritiva, porque embora diversos sinais de
entrada sejam gaussianos, na pratica nao costumam ser brancos. Ela foi adotada para
reduzir a complexidade da anadlise e facilitar a extragao de insights acerca dos fatores
qualitativos que influenciam o desempenho do algoritmo ¢,-LMS. Embora tal hip6tese nao
seja ubiqua na literatura, é bastante comum [74]—-[77]. Tal hip6tese implica que a matriz
de autocorrelagao do vetor de entrada x(k) é proporcional a matriz identidade, com uma
constante de proporcionalidade igual a o2, a variancia do sinal de entrada.

Utilizando Hpgg em (45) nos leva a seguinte equagao:

Ry(k+1) = Rg(k) - BE [w(k)w” (k)x(k)z” (k)]
+A°E [z(k)a” (k)w (k)" (k) (k)z" (k)]
—BE [z(k)z” (k) (k)" (k)] — kE {@(k)g" [w(k)]}
+rBE {a(k)a” (k)@ (k)g” [w(k)]} + B20r0rT
—+E {glw(k)]@” (k) } + SrE {glw (k)| (k)z(k)z" (k) }

+r°E {glw(k)lg” [w(k)]} + 01T, (46)
onde
Ry (k) £ E [@(k)w" (k)] , (47)

€ a matriz de autocorrelacao dos desvios.
Ja que Hpgg foi assumida, podemos empregar o teorema da fatoracao de momen-

tos gaussianos [78], o qual pode ser expresso como:
E [z(k)z” (k) Az(k)z (k)] = 2AAA + ATr {AA}, (48)

onde assume-se a decomposicao espectral® E [z(k)z” (k)] = QAQ”.

A aplicagao de (48) permite fazer a seguinte decomposigao:

BE [z(k)a" (k)yw(k)w” (k)a(k)x" (k)] = 28%°03Ra(k) + 203 Tr {Ra(k)} T
= 26202 Rg (k) + B202D(K)I. (49)

2Observe que a decomposicdo espectral apresentada ndo assume a brancura do vetor de entrada, mas
apenas a sua gaussianidade, sendo portanto mais geral do que o necessario neste momento.
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A aplicacao de (49) em (46) da origem a

Ro(k+1) = Ra(k) — fo>Ra(k) + 26%0 Ray(k) + S0 D(k)I
—Bos Ry (k) — kE{w(k)g" [w(k)]} + BroE{w(k)g" [w(k)]}
+3%026%1 — KR {glw(k) JwT (k (k)} + BKE {g[w(k)]ﬁJT(k)}

+x%E {glw(k)]|g” [w(k)]} + 0 ’In, (50)
onde D(k) denota o MSD na k-ésima iteracao:
D(k) 2 E (k) = w*(B)]*] = D E{a?(k)} . (51)
A recursao (50) pode ser equivalentemente descrita como

Ry(k+1) = (1-2802+28%%)Re(k) + B2oiD(k)I + BP0’

—k (1 Bo? )IE {ﬁ; k)g" [w(k)]} — k(1 — Bo2)E {glw(k)]w” (k)}

+r°E {glw(k)lg" [w(k)]} + oo1, (52)
ou
Ry(k+1) = (1-2802A0)Ry (k) + B20iD(K)I + 202020
—HA()]E{’LIJ k)g” [w(k)]} — kAGE {glw(k)|w” (k)}
+r*E {glw(k)lg” [w(k)]} + 02I (53)
onde
Ao 21— Bo2. (54)

Aplicando o operador de trago em ambos os lados de (53) para obter uma recursao

escalar, temos:

D(k+1) = (1-280%200)D(k)+ B%6END(k) + NB*0202

—2kA\oE {w k)glw(k ]} -I-/<:2IE{||g[w(k:)]||2} -I-Nag, (55)
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ou
D(k+1) = (1-2802A0+ B%03N)D(k) + Np%0p02 + Noa
~265 A0 {@7 (k)g[w(k)]} + #°E { | glw(k)]|?} . (56)
Seja a simplificacao seguinte:
1—2802 +23% 2 + 20IN = 1-280%+ B4N +2)o?

= 1-Bo; (2- B(N +2)07)

= 1- fo?Ay, (57)
onde

Ay 2 (2-B(N +2)07). (58)

Aplicando-se (57) em (56), obtemos:

D(k+1) = (1-po2An)D(k)+ Np%0lo2+ No;
—2kAoE {@” (k)g[w (k)] } + <°E {|lglw(k)]|*}, (59)

um resultado importante que sera utilizado futuramente. Entretanto, como a fungéo g|]
tem impacto distinto em coeficientes diferentes (devido a H,), retornemos ao i-ésimo

elemento da diagonal principal de Ry (k) em (53):

E[@f(k+1)] = (1-2802A0)E [@? (k)] + B*0iD(k) + B*olo?

—2kAGE {@; (k) g[w; (k)] } + K*E {g? [wi (k)] } + 03. (60)

Neste capitulo, estamos interessados no comportamento assintético do algoritmo
£o-LMS, regido na qual H,, torna-se razoavel. Assim, assumindo que o algoritmo converge

e que estamos em regime assintético, podemos escrever:

B [@i(c0)] £ lim E [@7(k+1)] = lim E [@7(k)], (67)
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resultado que simplifica (60) para:

_ BPopD(00) + Botol — 26AE {wi(c0)glwi(o0)]} + K*E {g?[wi(c0)]} + oF
B 26027 ’
(62)

a qual é generalizagao da Equagao (46) de [19] para a configuragao nao estacionaria sob

E [@F(c0)]

7

consideracgao.

A Equacao (62) pode ser particularizada para cada tipo de coeficiente (a depender
da classe a qual ele pertence: Cy, Cg, ou Cr), porque os termos E {w;(o0)g[w;(c0)]} €
E {g*[w;i(c0)] } diferem bastante para cada um destes conjuntos (de acordo com Hy).

Assim, iremos explicitar os valores que estes termos assumem em cada uma das

classes de coeficientes, utilizando H,:

* ParaieCyp:
E {w;(00)g[wi(o0)]} = 0, (63)

E { g*[wi(c0)]} =0, (64)

ja que sob H, o termo de atragéo € sempre inativo para os coeficientes de alta

magnitude.
* Parai e Cg:

glwi(00)] = g [wi (00) + wi(o0)] (65)

para w;(oc) pequeno (pois assumimos i € Cg):
glwi(00)] & g [w} (00)] + 20%;(0) (66)
Dai:

E {@;(c0)g[wi(o0)]} = E {wi(o0) {glw; (00)] + 20%d;(c0) } }

9lw; (0)]E [;(00)] + 20°E [ (c0)] , (67)

Q



35

onde assumimos as seguintes aproximacdes®:

E [g[wi (00)]] E [wi(00)] ~ g[E [w] (00)]] E [w;(o0)]

&=
=
3
g
RS
3

%

= glwi (0)]E [w;(o0)], (68)

as quais sao justificaveis quando 02 € pequeno.

Comentario: as aproximagodes (68) sao bastante fortes, limitando o escopo desta
analise a configuragdes nas quais ag € baixo. Cabe notar entretanto ser extrema-
mente dificil na pratica um filtro adaptativo acompanhar uma fungao de transferéncia

variante no tempo com ag alto.

Utilizando as aproximacgdes (68), obtemos:

E{g’[wi(0)]} = E{g”[w}(c0)] +4a’w;(c0)g [w}(c0)] + o'} (c0) }

%

g% [w] (00)] + 4a”g [w] (00)] E [@;(00)] + 40’ [} (c0)] , (69)

que € generalizagao da equacao (49) de [19] para o caso nao estacionario.

e Parai e Cy:
=0

E [w;(F)] = E [w; (00)] —E [wi(00)] = —E[wi(c0)] (70)
Como w;(o0) = —w;(co) (assumindo crg pequeno), temos que, para i € Cy, vale:
E [w?(oo)] = E [@7(c0)] . (71)
Assim, ainda considerando i € Cy, temos:

E {w;(00)g [w;(o0)]}

—E {w;(oc)g[wi(oc)]}

—E {2a%w?(00) — 2asign [w;(00)] w;(00) }

= —20°E [w; (00)] — 2aE {sign [w;(c0)] w;(c0)} . (72)

Para podermos simplificar (72), utilizamos a seguinte hipotese:

Hg. Os coeficientes adaptativos w;(k) apresentam distribuicao gaussiana.

3Estas aproximagdes n&o foram necessarias em [19], porque esta referéncia assumiu uma configuragéo
estacionaria.
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Comentario: Hg nao € uma hipotese muito utilizada, sendo necessaria na analise
de alguns algoritmos com fungdes néo lineares na equacao de atualizagao (caso do
£y-LMS). E utilizada geralmente para simplificar a analise (veja, por exemplo, [18],
[72]). Nao é considerada uma hipdtese muito forte, porque pelo teorema central do
limite, em regime assintotico os coeficientes adaptativos sao o resultado de diversas

somas com componentes estocasticos.

Para uma variavel aleatdria gaussiana, temos, por meio do teorema de Price [79]:

2

2
TOZ

E [zsign(z)] =

E [:1:2] . (73)

Assumindo Hg, podemos aplicar (73) em (72), obtendo:

2
E {i(c0)g [wi(o0)]} = —20°E {w;(c0)} + 2ay | WE [w (c0)]

_ _QQQE{wZ?(oo)H% E [w?(co)]

4o

V2r

— —20%E {2(c0)} + E [@?(c0)], (74)

que € a Equagao (50) de [19].

Usando o mesmo raciocinio, temos:
E {92 [wz(oo)]} = 40'E [w?(oo)] —8a° {w;(c0)sign [w;(c0)]}
=1

—_—~—
+40? sign®[w; (co)]

= 4a'E [w?(00)] — 8a® mﬂi[wf(oo)] + 4a?
A [~2 160 ~2 2
= 4a'E [0 ()] — 7 E [@2(c0)] + 4o
ob
= 4a'E [@7(c0)] — % E [@2(c0)] + 42, (75)

que € a equagao (51) de [19].

Com estes resultados, podemos retornar a Equagao (62), fazendo as analises

para os diferentes conjuntos Cg, Cy, € Cy:

* i € Cr,: Partindo de (62):
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2B02AGE [0} (00)] — B%02D(00) — B*oh0z — 03 =0. (76)

e 5€Cq

Partindo de (62):

2803 A0 [w](c0)] = BP0pD(00) + oo — 2k AE {i;(00)glwi(oo)]}
++7E {g*[wi(o0)] } + o
= BPoyD(x) + BPoros + o)
—2kA¢ {g[w} (0)]E [@; (k)] + 2¢°E [@7 (k)] }
+r? {g°[w} (0)] + 4o’ g[w]|E [wi(k)] + 4a'E [@7 (k)] }
= BoyD(0) + BPorol + o
—2680g[w} (0)]E [@;(k)] — da®kAoE [ (k)]
+r2g% [w}] + 4o’ k2 g[w}]E [iw; (k)] + 4a*K2E [@2 (k)] .

(77)

Para simplificar este resultado, iremos langar mao da seguinte hipotese:

H, (Hipbtese referente ao parametro ). O parametro « é suficientemente pequeno,
de modo que poténcias de x com expoente igual a 2 (ou superior) podem ser

desprezadas. Adicionalmente, 2%k < [o2.

Comentario: Esta hipdtese é justificada em [19] com o argumento de valores altos
de x podem introduzir viés significativo na estimativa dos coeficientes, deteriorando

o MSD assintotico. Por essa razao, ~ tem que assumir valores pequenos, na pratica.

Assumindo H,, varios termos da Equacao (77) podem ser desprezados, gerando a

seguinte versao simplificada:

QﬂUnglE [’J)Zz (oo)] = Bzang(oo) + 52050:% + 03

—2kMog[w]E [w; (k)] + k2g?[w}]. (78)
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Como estamos assumindo i € Cg, temos:

Jim B(6(0)] = ~ 55 {afus 0]} ~ g {alui(0)] + 20°E (o)} (79)
Logo:
2B02A0E [0F(0)] = B2oiD(c0) + BPolol + 02
26200 5 2 27 % 80
+ 502 g°[wi] + w7g7[w;], (80)

onde utilizamos a aproximagao 4x2a?Ag[w} (oo)]E [w;(oc)] =~ 0, baseados em H,.

Dai, encontramos:

927

QBGJ%AOIE [ﬁ),?(oo)] — ﬁQUiD(OO) — 6203033 — K2 <1 +——
/80-:(:

) Flwt(0)]—o? = 0. (81)

Como Ag =1 — o2, temos:

2802 A0E [0} (0)] — B%02D(00) — B20l02 — K (1 - % —~ 2> g [wi(0)] — o2 =0.
) (82)

Logo:
2B02A0E [0} (c0)| — B*03D(c0) — B2otos — K (Bi2 - 1) g*lw}] — 03 =0. (83)

que é a Equacao (53) de [19], agora generalizada para 0 caso nao estacionario.
1 €Cy

Ja no caso dos coeficientes nulos, partindo de (62), obtemos:

2802A0E [0} (00)] = BPosD(00) 4 Bropoz — 26A0E {1;(00)g[w;(c0)]}

+rE {g* [wi(c0)] } + 03. (84)

J& que todos os desvios quadraticos E [@?(k)] sdo iguais (devido a Hgg), podemos

w2 Jim /B [@2(k)], (85)

definir



identidade que nos leva a seguinte equacgao quadratica em w:

1603 K2
V2T

w— f%02D(c0) — f20202 — 40’K* — 02 =

28027 — 4rDga’® — 4r%a* +

akAg

+8
v 2T

Como 20k < Bo? (ja que adotamos H,), temos que

8 2
2 (ﬁang — 2k’ Ay — 2(042,%)2 + w> ~ QﬁUng.
m
Logo, obtemos o seguinte resultado:
2602 Agw? + SOZLAOw — B%02D(00) — BP020?% — 4a’K? — 03 =0,
V2

o qual generaliza a Equacao (54) de [19] para o caso nao estacionario.

Fazendo o somatério em C;, UCg, temos:

2680200 Y E[d}(c0)] — f20,QD(c0) — Por0n

1€CrUCg

2
- (ﬁa% ) 1) ¢ = Qo =0

onde
Q= |CsUSE

€ 0 numero de coeficientes nao nulos de w*(0) e

G* &Y g wi(0)].

i€Cgs

Por meio de Hpgg, temos que

1€CUCg
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(86)

(87)

(88)

(89)



de modo que a Equacao (89) se torna

2 2 *
D(OO) 2(N - Q)A0w2 + /BQUI% + 5 (BT':% B 1> G
20 — fQo? 200 — fQo2  2B02A¢ — F203Q
Qo2
T 2B0280 - FPoiQ
ou
_ 2 2 A1 Yk 2
D(co) = 280(N — Q) » n BQoy | K AG Qag

Aq Aq  Poildq  Boilg

Sabendo que

20020 — B202Q = Po(2A¢ —2652Q) = Bo(2(1 — fo2) — BolQ)
= Bo2(2—2B0% — Bo2Q) = Boz (2 — (Q + 2)Bo2),

:AQ
temos
S8akA
2602 Agw? + %w — B204D(0) — B20%02 — 4o’k — 02 = 0,

ou, utilizando (94):

Bk 20(N — Q) BQo?  K2ALG* Qo2

2602 Agw? + ——w — B0l w? + Y+ oz 4 4
poeBo + —prw =P Aq Ag | PPoldg ' Bothg
—B%0202 — 4a’K* — 02 =0,
que nos leva a
S8arApAg
2602 AgAnw? + ————=w — 2320202 A¢ — 402K2A
6 0N \/ﬂ B =0 Q

—KZAGG* — BO’Z%QJE - JSAQ = 0.

Resolvendo esta equacao, temos:

40

(93)

(95)
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_SamAOAQ 1
Vor  4Bo2AcAn
320°A5A% 3_4A2 2 2 2 2
L 1 p K+ 168 UxA()ANUy + 32BU$AOANO¢ AQFL
BT R0AN [ 1830200 AN AYG* K2 + 83204 A0 AN Qo2 + 8802 AgANAga?
B \/§QAQ .
Bo2AN\/T
3202A5A% 3 _4A2 2 2 2 2
N 1 —— k" +168°0, AfANo; + 3280 A0 AnaAgk
BT R0AN | 1830200 AN AYG* K2 + 83204 A0 AN Q02 + 8802 AgANAga?.

(97)

w =

Utilizando (94), obtemos:

200(N — Q)Bay n 8Qa;
200(N —Q)Qa;  28¢(N — Q)Aqa, Qo;
2A0A N 2802A0 A0 AN 28027 — B20Q
8AG(N — Q)a?Ag  4a2(N —-Q) (N —-Q)ANG*  AG* | ,
TB20iA% Bo2Ay BolAgAN B2oiAg

2

4da(N — Ag (4a?BoA
‘QTA??K’J B (TQ +4BoF AN Ag + BoFANALGH

. 20 (28304 Ano2 + B2oAANQ02 + Bo2ANAga?)
2 (ﬁggANAg)G* +4a2Ag (ﬁogAN + M))

™

(98)

0 que é uma equagao bastante extensa. Com o propdsito de simplifica-la, seja

0 & (ﬂagANAgG* +402Ag (,BagAN + A(’WAQ» : (99)
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Aplicando (99) em (98) temos:

20(N — Q)Bo2 + BQoEAN

D o0 =
(00) AvAa
+(N —Q)Qag N (N — Q)o? . Qo?
AN Bo2Ax " 28031~ Bo?) — F0iQ
N—
[ OEERENG EMGSS A = Qe [, 2808 ] |
BQU:%AN ﬁ%‘f%AN z TAN
da(N - Q) [Ag AoAg
a 520;1A?V \/? [/BO}%Af)ANG* +4a?Aq <ﬁU%AN + - P
: \//62 o AR ﬁ(;%ANUg(ﬁUgQ = (100)
0

equagao que pode ser simplificada com a constante:

Ao (N — A ApA
X

de modo que (100) se torna:

(2N — 28No? — 2Q + 26Q0 + 2Q — NQBo? — 2QB02) 5o’

D(o0) = AnAg
+(N —Q)Qo; N (N - Q)og N Qo
Ay BoiAn  2B0i(1 - Boz) — B203Q
ALG* 02N —po2 —NpBo2—-2B02 —Q)a? 2A0A
+ {BZ%AN [/3 N5 IQZQQ NBo3—2803] | 4%72% Bo? + WZNQ}}KQ
28302 A0 Ano2 + 2002ANAgo?
—92,@\/&% FozBoly 7 PozdnBeoy (102)
0

Por meio das definicoes

Hé N 253U§A0AN03+2,BU%ANA00'2, (103)
to
© AgA
* - 2 2 | 28089
o DG AW — Q)a (802 + 22832) on

0
! BlotAN
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a Equacao (102) pode ser simplificada para:

N(2—(Q+2)p03)

D(e0) = Avkg P
L (N-QQo}  (N-Q)j Qo
Ax BoZAy ' 2B02%(1 - Bo2) — B20iQ

+01K% — Ok / K2 + 605, (105)

a qual, apos algumas manipulagdes, nos fornece:

BN, o (N-QQ0 (V- Q) Q0?2
Dloe) = =R +ow Av T BoZAn T 3B02(1=pol)— %010

—Oyk\ /K2 + 0, (106)

que é o principal resultado deste capitulo: uma expressao analitica que prevé o MSD

assintotico do algoritmo ¢y-LMS, quando a planta étima a identificar é variante no tempo
de acordo com (29) e a hipdtese H, é vélida. Podemos dividir a expresséo obtida em

quatro partes:

1. Termo

BoiN
AN

Este termo coincide exatamente com o MSD assintético do algoritmo LMS [80]. Ou
seja, se a soma dos trés termos restantes for negativa, o ¢y-LMS apresentaria (em
teoria) um MSD inferior ao do algoritmo LMS classico (em outras palavras, seria

vantajoso adotar o algoritmo ¢y-LMS).

2. Termo 6 k2

Este termo n&o depende de 03, sendo idéntico ao encontrado na analise do algoritmo

£o-LMS na configuragao estacionaria.

(N-Q)Qo

3. Termo “——= 14 W-Qey Qrg

o
BoTAx T 2B FoR) PPeIQ

Este termo - inédito - € uma expressao analitica que reflete um impacto direto
(rigorosamente aditivo) que a variancia da perturbagao markoviana apresenta no
MSD em regime permanente. Obviamente, fazendo 03 = 0, retornamos ao caso da
analise da configuragao estacionaria. Cabe ressaltar que caso tenhamos todos os

coeficientes a identificar nulos* (isto é, Q = 0), apenas a fracao intermediaria seria

“Cabe ressaltar que os coeficientes nulos a que nos referimos séo os associados ao valor inicial dos
coeficientes da planta desconhecida, ja que a perturbagao markoviana ira necessariamente alterar esta
propriedade.
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~ s~ s No2 s s
nao nula, gerando uma contribuigao igual a ﬁ no MSD assintético. Neste caso,
tal contribuicao seria proporcional ao tamanho do filtro adaptativo. Caso todos os

coeficientes a identificar sejam nao nulos (isto €, @ = N), apenas a Gltima fragao
No2
q

25201 B3] FPelqe tambem

seria nao nula, de modo que o MSD assintético seria

proporcional ao tamanho do filtro.

4. Termo —byk+/K% + 0

Este termo depende tanto de » quanto de o2, porque ¢; depende de o2 (vide (103)).
A constante de proporcionalidade #; € a mesma encontrada na analise do /y-LMS
num contexto estacionario. Ja 0 se degenera na constante 03 de [19] quando
03 = 0, conforme esperado. Este termo demonstra uma contribuicao nao linear e
n&o trivial que a variancia o provoca no MSD em regime assintético. Cabe ressaltar
gue este termo modela um impacto sofisticado no MSD assintético oriundo de um
acoplamento nao linear entre o fator de atracdo (que depende de «) e a variancia

da perturbagao markoviana.

A qualidade das predigbes engendradas pela Equacao (106) deve ser avaliada
por meio de comparacoes com resultados de experimentos computacionais. Nestes
experimentos, o algoritmo é executado num ambiente cujas estatisticas sdo conhecidas,
de modo a possibilitar o calculo de todos os termos da férmula. A proxima secgao se

dedica a efetuar tais comparagoes.

3.4- Resultados

Para aquilatar a acuracia do modelo proposto, diversos cenarios sao simula-
dos, para testar a robustez da equacgao encontrada (Equacao (106)) perante diferentes
configuragdes. Ao longo de todos os cenarios alguns fatores foram mantidos constantes,
sendo eles: numero de iteragdes = 160000, N = 30 e a = 5. A estimativa do desempenho
assintotico foi efetuada por meio da média das ultimas 10000 iteragdes. Testes prelimi-
nares sinalizaram comportamentos similares aos que serdao apresentados para valores
maiores de N.

Com excecao do Cenario 3, que utilizou os 12 primeiros coeficientes da fungao de
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transferéncia do caso 2 (N = 96) da base de dados de [81]°, os coeficientes das plantas
nos demais cenarios sao amostrados de uma distribuicao Gaussiana com média zero e
variancia unitaria, sendo também empregado um sinal de entrada branco, o que coincide
com a hipétese Hpg.

A base de dados da ITU foi escolhida por fornecer perfis de resposta ao impulso
que representam com fidelidade canais reais de comunicagao, tanto em ambientes moveis
quanto fixos. Esses perfis sdo derivados de medi¢cdes experimentais e padronizados por
meio de recomendacodes técnicas amplamente reconhecidas pela comunidade cientifica
e industrial.

Além de garantir reprodutibilidade dos experimentos e facilitar a comparagdo com
outros trabalhos da literatura, essa escolha esta diretamente alinhada com o contexto
desta tese. A identificacao e o rastreamento de plantas refletem de forma realista os
desafios enfrentados em aplicagdes praticas, como cancelamento de eco, equalizagcao
adaptativa e redes digitais com variagcées de canal.

Dessa forma, o uso da base ITU nao apenas fortalece o rigor metodolégico da
validacao, como assegura que 0s experimentos propostos sejam realizados em cenarios
condizentes com o tipo de aplicacao para o qual o algoritmo foi projetado.

Para os experimentos desta tese, foram realizados testes prévios com diferentes
valores de «, e observou-se que valores muito altos limitavam a ag¢ao da penalizagao,
enquanto valores muito baixos afetavam negativamente a capacidade de rastreamento do
algoritmo, eliminando coeficientes potencialmente relevantes.

Dessa forma, foi adotado um valor intermediario, compativel com os encontrados
na literatura, que proporciona um bom equilibrio entre indugao de esparsidade e desem-
penho adaptativo. Isso assegura que apenas coeficientes de baixa magnitude sejam

penalizados, preservando os componentes significativos da planta.

3.5- Cenarios

A Tabela 3 expde os parametros dos diferentes cenarios, assim como a 4 apresenta

suas respectivas plantas.

®A base de dados foi obtida no site da International Telecommunication Union (ITU), uma agéncia da ONU
especializada em tecnologias de informagdo e comunicagao.
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Com a finalidade de verificar o desempenho do modelo sao apresentadas duas
curvas: a tedrica obtida pelo modelo estocastico proposto (vermelha) e a empirica, obtida
mediante a média das ultimas iteragdes (azul). A métrica de avaliagao utilizada foi o
MSD, ja que a analise tedrica apresenta uma férmula fechada para o MSD. No eixo das
abscissas o fator 3 foi escolhido, pois além de sua importancia em relacao a convergéncia
do algoritmo, também € importante observar se a analise tedrica prevé corretamente o

valor de 3 que otimiza o desempenho assintotico.

Tabela 3 — Principais parametros dos cenarios e seus respectivos valores.

Cenario logyo B K o2 o2
1 {—4;-3,75;..;—-1,5} | 107 | 1076 | 5x 107!

2 {—4;-3,75;..;—-1,5} | 107 | 107* | 5x 107!
3 {—4;-3,75;..;—-1,5} | 107 | 107¢ | 5x 1071
4
5

{—4;-3,75;..;—-1,5} | 5x 1072 | 1076 | 5 x 10711
{—4;-3,75;...; 1,2} 107° 1076 | 5 x 1071

Tabela 4 — Plantas dos cenarios.

Cenario Funcao de Transferéncia
1 —0,3069 — 0,9273z"1 + 0,139722
2 0,1530 + 1,44342~! 4 0, 554622
3 Referéncia [81]
4 —0,0208 — 1,5990z "1 + 0, 523622
5 —0,5571 — 0,02942~1 +0,494522

A Fig. 3 exibe os resultados para o Cenario 1, o qual foi utilizado como base
de comparacao com o demais, de modo que as alteragoes seguintes pudessem ser
observadas através de um contraponto. Na Fig. 4 o valor de o2 foi modificado com o
intuito de averiguar a atuacao do algoritmo em uma configuragdo com um maior ruido de
medicao. Assim como na Fig. 5, a perturbacao markoviana og foi aumentada e a planta
da ITU foi utilizada. Esta planta trata-se de uma aplicagao real, na qual foram medidas as
respostas ao impulso de redes digitais com o objetivo de projetar canceladores de eco

e avaliar o desempenho deles por meio de testes laboratoriais. Deste modo, pode-se
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observar um caso pratico no qual a acuracia do modelo € independente da fungao de
transferéncia adotada. Na Fig. 6 o parametro « foi testado com um valor maior. Percebe-
se que houve perda de aderéncia com relagao a curva empirica, justamente pelo fato do
modelo proposto adotar Hi,;, o que faz com que o modelo tenha uma resposta melhor para
valores pequenos de «. Ja na Fig. 7 onde a faixa de valores de $ foi estendida, é possivel

notar que para valores altos 0 modelo perde desempenho em regime permanente.
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Figura 3 — MSD em regime permanente do Cenario 1. Em

vermelho a curva tedrica e em azul a empirica.
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Figura 4 — MSD em regime permanente do Cenario 2. Em

vermelho a curva tedrica e em azul a empirica.
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B
Figura 5 — MSD em regime permanente do Cenario 3. Em
vermelho a curva tedrica e em azul a empirica.
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MSD em regime permanente (dB)

10 107 107
B

Figura 6 — MSD em regime permanente do Cenario 4. Em
vermelho a curva tedrica e em azul a empirica.

MSD em regime permanente (dB)

-65 T

10 107 107
B

Figura 7 — MSD em regime permanente do Cenario 5. Em
vermelho a curva tedrica e em azul a empirica.

Em todos os cenarios, observa-se que o desempenho assintético em termos de
apresenta uma concavidade para cima. Esse comportamento ja foi bastante discutido na
literatura concernente, refletindo o fato de que valores de g muito pequenos prejudicam a

capacidade de rastreamento, enquanto que valores de /5 muito altos penalizam o desem-
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penho assintotico ao induzirem oscilagées de alta magnitude no estimador adaptativo. A
analise tedrica proposta permite obter predi¢cdes precisas para o desempenho assintético
ao longo de uma ampla faixa de valores de 3, assim como consegue prever acuradamente

o valor deste parametro que otimiza o MSD em regime permanente.

3.6- Comentarios Finais

Este capitulo propde um modelo estocastico inédito, baseado na metodologia de
[19], capaz de prever o desempenho assintético do algoritmo 4y-LMS na identificagao
de uma planta sujeita a perturbacdes markovianas de primeira ordem. O modelo foi
comparado com resultados de simulagdes. Dentro de algumas restri¢coes, ele foi capaz
de prever com acuracia o desempenho assintético do algoritmo, e ainda sinalizar com
razoavel precisao qual seria o valor 6timo de 3 para otimizagdo do MSD em regime
permanente. O préximo capitulo propée uma generalizacao do algoritmo ¢y-LMS (a
qual contempla outros algoritmos de penalizagao de norma, como casos particulares),
propée uma equagao analitica capaz de prever seu desempenho em regime permanente
e também, apds algumas aproximagoes, propde uma formula fechada capaz de computar

o valor 6timo de « que otimiza o desempenho do algoritmo em regime permanente.
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4- Modelagem Estocastica do Algoritmo de Penalizacao de

Norma Generalizada

Como vimos, algoritmos de filtragem adaptativa convencionais, tais como o LMS,
o Normalized Least Mean Squares (NLMS), o APA e o Recursive Least Squares (RLS)
nao levam em conta a esparsidade da planta a identificar, negligenciando a estrutura
inerente ao problema de identificagcao de sistemas. Tal esparsidade pode ser utilizada
para melhorar a taxa de convergéncia destes algoritmos, ou entdao o seu desempenho
assintético [82].

O Capitulo 2 explica que algoritmos regularizados por normas de esparsidade
apresentam menor custo computacional, podendo obter um melhor compromisso entre
taxa de convergéncia e desempenho assintético, tornando-os uma opgao viavel, na
pratica.

Uma penalizagao baseada na norma ¢; apresenta problemas relativos ao viés
nas estimativas, fazendo a ado¢ao de uma penalidade nao convexa, tal como a norma
¢y ou anorma ¢, (para 0 < ¢ < 1), frequentemente uma alternativa interessante [83],
[84]. Como a minimizacdo de uma funcdo custo com uma penalidade de norma ¢,
€ um problema NP-dificil, a norma ¢, é tipicamente aproximada usando técnicas tais
como uma fungao baseada em soma de logaritmos, na correntropia (a qual quantifica a
similaridade local entre duas variaveis aleatérias) ou uma aproximagao baseada numa
funcao exponencial [85]. Uma abordagem comum - adotada pelo algoritmo ¢y-LMS -
aproxima a norma ¢, por meio de funcdes diferenciaveis em quase todas as partes,
permitindo que o problema de otimizacao associado (ndo convexo) seja tratado com
métodos de gradiente estocastico [82].

Neste capitulo, propomos uma penalizagao por norma linear por partes capaz de
aproximar, com uma precisao arbitraria, diversos termos de penalizagao de norma previa-
mente introduzidos na literatura. ldealmente, o desenvolvimento de um novo algoritmo
deve vir acompanhado por um modelo analitico capaz de predizer o seu desempenho.
Entretanto, como vimos no Capitulo 3, a modelagem do desempenho de algoritmos de

filtragem adaptativa € uma tarefa bastante desafiadora, especialmente porque o seu pro-
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cesso de adaptacao é governado por equagoes a diferencgas estocasticas e nao lineares,
as quais dependem do sinal de referéncia e de dados de entrada estocasticos de um
modo nao linear e variante no tempo. Como resultado, a analise de desempenho de
algoritmos de filtragem adaptativa € complexa, e analises exatas sao raras (veja, por exem-
plo, [66], [69]) e tipicamente limitadas a casos especificos. Dada esta contextualizagao,

as contribuicoes deste capitulo podem ser sucintamente descritas como:

1. Proposta de um algoritmo adaptativo generalizado de regularizagao de norma que
utiliza um termo de penalizacao linear por partes, o qual pode aproximar alguns

algoritmos previamente propostos tao acuradamente quanto desejado;
2. Executar uma analise estocastica do desvio quadratico médio do algoritmo proposto;

3. Obter uma férmula fechada que descreve o desempenho assintético do algoritmo

proposto;

4. Apos a aplicagao de heuristicas de simplificagao para a expressao obtida, obter
uma formula fechada que determina o valor 6timo do parametro «, o qual, como

vimos, regula a intensidade do termo de regularizagao.

A relevancia para a obtencao de uma férmula capaz de especificar a intensidade
do termo de regularizagao advém do fato de que este termo, na pratica, € um elemento
critico para que filtros adaptativos regularizados por norma obtenham um bom desempe-
nho [34]. Adicionalmente, cumpre enfatizar que, como o algoritmo proposto inclui diversos
algoritmos previamente publicados como casos particulares, os resultados tedricos obti-
dos neste capitulo também se aplicam a estes algoritmos.

Este capitulo € organizado do seguinte modo: a Secao 4.1 introduz o algoritmo
proposto Generalized Piecewise Linear Regularization Least Mean Squares (GPLR-LMS).
Um modelo estocastico € desenvolvido na Segao 4.2, provendo uma férmula fechada que
descreve o desvio quadratico médio do algoritmo GPLR-LMS. A Secao 4.3 apresenta
simplificagcdes no modelo estocastico capazes de permitir a obtencao de uma formula
fechada para a determinagdo da magnitude do termo de penalizacdo. Os resultados
do modelo estocastico proposto, comparados com curvas de desempenho do algoritmo
obtidas por meio de simulagcdes computacionais, sao discutidos na Sec¢ao 4.4. Por fim, a

Secao 4.5 contém as conclusdes respectivas do capitulo.
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4.1- Algoritmo GPLR-LMS

Como vimos no Capitulo 2, a equagao de atualizagao do algoritmo ¢y,-LMS pode
ser descrita como

w(k+1) = w(k) + Be(k)x(k) + rglw(k)], (107)

onde diferentes escolhas da funcéo gjw(k)] podem dar origens a algoritmos distintos.
Neste capitulo, a fungao g[w(k)] é considerada uma funcao linear por partes impar, com
P segmentos de reta. Assim, assuma limiares (ajustaveis pelo projetista) ¢; € R, (para
i € {1,2,...,P}) e as definicbes seguintes para os conjuntos' C; associado com os

indices do vetor w(k):

Cy = {i|wi(k):0}7
G = {i|0<wik) <t}

C_l = {’L’ -t < ’LUZ(]C) < 0},

C, = {’L | t1 < wz(k:) < tg},
C_g = {’L| — 19 < wz(k‘) < —tl},
Cp = {Z | tp_1 < wz(k) < tp},
Cop = {i| —tp <w;i(k) < —tp_1},

CL = {iflwi(k)| > tp},

onde Cy, contém os coeficientes de alta magnitude, para os quais g[w;(k)| (para i € Cr)
assume o valor zero?. Adicionalmente, note que tp — oo = |Cr| = 0. Assumindo que
icCj(paraje{-P,—P+1,...,-1,0,1,...,P — 1, P}), 0 i-ésimo elemento de g[w(k)]
pode ser escrito como a seguinte equacao linear (com relacao ao j-ésimo segmento de
reta):

gj [wz(k)] = ajwi(k‘) + bj, parai € Cj. (108)

Um exemplo de uma funcao linear por partes que respeita a condigao (108) é

"Por simplicidade, o indice &, quando referenciado aos conjuntos C;, sera omitido.
2Essa hipétese é razoavel num contexto de penalizagao de norma, sendo comum em algoritmos adaptati-
vos conscientes de esparsidade.
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Figura 8 — Exemplo de uma fungéo linear por partes g[w;(k)] com P = 3.

Tabela 5 — Exemplos de algoritmos que se ajustam ao paradigma proposto neste artigo.

Optmized Zero Attracting LMS (OZ-LMS) [86]

Algoritmo Escolha de parametros
KO'LMS [14] al = b%, tl = %, P=1
ZA-LMS [31] ar =0, bl =—1, t; — o0, P=1

b1 =0,a1<0,P=1

Improved ¢y LMS (ILMS) [87] t, = a;/le, b1 =0,by = —as, ty = \/% P=2

apresentado na Figura 8.
Como assume-se que o termo de penali

consideradas validas:

Note também que, como os conjuntos C_

a seguinte restrigao:

|Col +|C1UCU...UCp|+|C1UC_2U...UC_p|+|CL| = N.

zagao € impar, as seguintes simetrias sao

(109)
(110)

p,C_pt1,...,Cp e Cr sdo disjuntos, vale

(111)

Notavelmente, o paradigma proposto generaliza alguns algoritmos previamente

propostos, como demonstrado pelos exemplos
Tabela 5 nao exaure todos os algoritmos que

de acuracia por meio do paradigma proposto.

da Tabela 5. E importante destacar que a
podem ser emulados com qualquer grau

Por exemplo, seja o algoritmo RZA-LMS,
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introduzido em [31]. Sua funcao de penalidade pode ser descrita como:

sign[wi (k)]

1+ elwi(k)] 112)

grza-Lms|wi(k)] =

onde
1, paraz >0

sign(z) ¢ 0, paraz=0 - (113)
-1, paraz <0
‘!“ T T T T T T T T T
: ' -®-LMS
[ _ RZA-LMS
| () | = 3 = Aprox. RZA-LMS (P = 100)
. = % = Aprox. RZA-LMS (P = 1000)
10 E Aprox. RZA-LMS (P = 10000)
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Figura 9 — Comparagao do comportamento do MSD dos algoritmos LMS e RZA-LMS
e aproximagoes (com o termo de penalizagao sendo linear por partes) do algoritmo
RZA-LMS com diferentes valores de P (com P < {100, 1000, 10000}). As configuragoes
do experimentos sao as mesmas da Figura 1 de [31].

Embora a penalidade imposta pelo algoritmo RZA-LMS (veja a Equacao (112))
nao seja linear por partes, ela é impar e pode ser aproximada por uma funcao linear
por partes. Para demonstrar isso, um experimento de [31] é replicado, com 5 = 0.05,
k=5 x 107* e ¢ = 10. Tanto o sinal de entrada quanto o ruido observado s&o brancos e
seguem distribuigbes gaussianas, com variancias o2 = 1 e o2 = 103, respectivamente.
O vetor 6timo (e desconhecido) de coeficientes a identificar consiste de 16 coeficientes

nulos, a excegao do quinto, o qual apresenta uma magnitude unitaria. Considere uma
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aproximacao linear por partes com P segmentos de igual comprimento que interpolam a
funcdo grza.Lms[wi(k)], no intervalo (0,10). A Figura 9 apresenta a evolugdo do MSD para
os algoritmos LMS, RZA-LMS e a aproximacao linear por partes da fungao de penalizagao
do algoritmo RZA-LMS, usando P segmentos de reta. Note que as medida que P
aumenta, as versoes aproximadas crescentemente emulam o algoritmo RZA-LMS, e com
P = 10000 o desempenho da versao aproximada €, para efeitos praticos, equivalente ao
do algoritmo RZA-LMS. Isto significa que os resultados tedricos deste capitulo também
se aplicam, no limite, ao algoritmo RZA-LMS, cuja funcao de penalizagao de norma nao

pode ser considerada, em termos rigorosos, linear por partes.

4.2- Analise de Regime Permanente do Algoritmo GPLR-LMS

O fato de a funcéo de penalizagéo adotada pelo algoritmo GPLR-LMS apresentar
varios segmentos de reta requer uma atualizagao das definigées dos conjuntos C., Cs e
Co definidos no Capitulo 3. Assim, neste capitulo consideraremos que os coeficientes

otimos necessariamente pertencem a um dos trés conjuntos distintos:

CL = {i||lw}| > tp} (coeficientes de alta magnitude), (114)
Cs = {il0 < |w}| < tp} (coeficientes de baixa magnitude), (115)
Co = {i|w} =0} (coeficientes nulos), (116)

ondeCs 2 C_pUC_py 1 U...UC1UC U...Cp. Note que |[CL, UCsUCy| = N. As

cardinalidades destes conjuntos serdao denotadas como:

QLEIC],Qs = Cs|,Qs = [Cs. (117)

Como ponto de partida para uma analise do comportamento médio do algoritmo,

seja a seguinte recursdo do vetor de desvios®:

w(k+1) = [In — a(k)z’ (k)] w(k) — Bv(k)z(k) — nglw(k)]. (118)

3Observe que esta equacgao é muito similar & Equagéo (38), que consta no Capitulo 3.
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Todas as hipoteses utilizadas no Capitulo 3 serdao mobilizadas para uma analise
média do comportamento de primeira e segunda ordens dos coeficientes do vetor de
desvio w(k). No entanto, o fato de a fungao g[w; (k)] ser linear por partes, admitindo
diversos segmentos de reta, demanda uma pequena alteragdo em Hy, de modo que neste
capitulo sera adotada a hipotese H, especificada a seguir:

Hy (Hipdtese referente a fungéo de atragéo g[-]). O coeficiente adaptativo w; (k)
compartilha o mesmo segmento de reta (isto &, a fungéo g;[w;(k)] - vide Equagéo (108))
que o coeficiente étimo desconhecido correspondente. Ademais, assume-se que ele esta
fora do termo de atragao g[-] quando i € Cy,, estando sob atragcdo caso contrario.

Comentario: Embora Hj seja uma hipotese muito forte durante o transiente do
algoritmo, é razoavel esperar que apds a convergéncia ela seja uma aproximagao valida.
Cabe ressaltar que valores elevados de 8 podem implicar aumento da variancia dos
coeficientes adaptativos, o que pode prejudicar a validade de Hé. Na pratica, como
veremos, tal impacto negativo nao foi observado nas simulagoes.

Aplicando-se o operador de valor esperado em (118) e aduzindo a aplicagao de

Hgg, Hj, H, e Hg nos leva a:
E[w(k +1)] = E[@(k)] — Bo2E [w(k)] — kE{glw(k)]}, (119)

onde o2, como no Capitulo 3, denota a variancia do sinal de entrada x(k).
Assumindo que o algoritmo converge, iremos a seguir calcular limy_, o E [w; (k)]
para o0s conjuntos Cy, Cs and C,, assumindo que o algoritmo opera em regime permanente

(operagao assintética).

* Parai e Cy:

Notando que g(z) tem o sinal contrario de = no intervalo (—t,t;) e usando Hy,

chegamos a:
khm E [w;(k)] = 0, para i € Cy. (120)
—00
» Parai € Cs:
Usando Hy:
kli}m B(T:%E [UN}Z(/{Z)] = —H,gj[w,»(k)] = —K [ajwi(k) + bj] (121)

= —kajw; — kbj + ka;E [@;(k)]. (122)
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e Parai € Cr: Neste caso, H, leva a
lim E [w;(k)] =0, parai € Cr. (124)

k— o0

Comentario: Note que a estimativa do algoritmo adaptativo com penalizagao de
norma é enviesada no caso de coeficientes pertencentes a Cs (veja a Equacgao (123)).
Entretanto, este viés leva a uma reducao benéfica na variancia do estimador quando o
vetor desconhecido a ser estimado é suficientemente esparso.

A primeira contribuicao deste capitulo, a qual depende das hipoteses Hgg, H,,, Hij,
Hg e H,, esta descrita no Teorema 1 a seguir. Este teorema prové uma férmula fechada
para o desvio quadratico médio assintético, obtida a partir das hipéteses previamente
explicitadas.

Teorema 1. Considere o desvio quadratico médio assintético D(co) como:

D(c0) £ lim D(k) = lim E [||w(k )||2] . (125)

k—o0 k—o0

Esta métrica assintética pode ser computada usando a seguinte formula fechada:

D(o0) = C4 — /(G — 400G + 46 43 (126)
Cl 22

cujas variaveis (1, (2, (3 € (4 serao definidas na prova do Teorema 1, apresentada a
sequir.

Demonstragcao: Apds multiplicar ambos os lados da Equagao (118) por sua versao
transposta e aplicando o operador de valor esperado, em conjunto com Hgg, H, e Hj,

obtém-se:

Ry(k+1) = Rg(k)— BE [w(k)w (k)z(k)z' (k)] + BE [z(k)z” (k)@ k)@’ (k)z(k)z” (k)]

—BE [w(k)z" (k)yw(k)w" (k)] — xE {’ﬂ’(k‘)gT [w(k)] }
+#BE {a(k)z” (k)w(k)g" [w(k)]} + 202
—kE {glw(k)w” (k)} + BKE {g[w(k)]ﬁ)T(k):n(k)wT(k)}

++’E {glw(k)]g” [w(k)]} ,
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onde
Ry (k) 2 E [w(k)w” (k)] (128)

denota a matriz de correlagao dos desvios.
A aplicagao de Hg, em conjuncao com o Teorema da fatoragdo de momentos

gaussianos [78] implica a seguinte identidade:
E [z(k)z” (k) Az(k)x" (k)] = 2AAA + ATr{AA}, (129)

onde A é a matriz diagonal que contém na sua diagonal principal os autovalores da matriz
de autocorrelagdo da matriz R, = E[z(k)x” (k)].
A aplicacao da Equacao (129), em conjungao com Hpgg, permite a seguinte

decomposigao:
B°E [z(k)x” (k)w(k)w” (k)z(k)z" (k)] = 28203 Ry (k) + B02D(k)I y. (130)
A combinacao de (130) com (127) engendra

Ry(k+1) = (1—2802A¢)Rg(k) + B202D(k)I + B020T
—kAE {w(k)g" [w(k)]} — kAR {g[w (k)@ (k) }

+r°E {g[w(k))g" [w(k)]} . (131)

Quando o operador de “trago” € aplicado em ambos os lados de (131), chega-se

D(k+1) = (1-po2AN)D(k) + Np*c202

~2kAE {@” (Mglw(h)]} + nE {[lglw(R)]]*} (132)

Expressando a identidade matricial (131) em termos do i-ésimo elemento da

diagonal principal de Ry (k) leva a:

E[@f(k+1)] = (1-2802A0)E [@}(k)] + p*02D(k) + p*ol0?

—2600E {;(k)g; [wi(k)]} + £°E { g5 [wi(k)]} (133)
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a qual, em operagao assintética, se torna na seguinte identidade:

L PoAD(oo) + Foto? — 2eA0E {i(00)g; i (00)]} + KB { gZlui(o0)]
E [@}(c0)] = 3507Ag .

(134)

Comentario: Observe que a Equagao (62) € similar a (134), sendo as diferencas

o fato de haver uma variancia da perturbagcao markoviana em (62) e haver uma funcao de

penalizacao mais sofisticada em (134), a qual implicara manipulagoes algébricas bem
mais desafiadoras.

Utilizando as hipoteses Hgg, H,, Hj, Hg e HJ, a férmula (134) é calculada para

0s conjuntos Cy, Cg e C, a seguir.

* Paraie(C:
E {w;(k)g;[wi(k)]} = 0, (135)

» Parai € Cs:
gilwi(k)] = ajwi(k) +b; = ajw; — a;w;(k) +bj, (136)
= gjlw;] — ajwi(k). (137)
E {di(k)g;[wi(k)]} = E[di(k)] g; [wi] — a;E [@F ()], (138)

E{gi[wi(k)]} = g;wi]—2a;9; [w]]E[di(k)] + oK [@F (k)] . (139)
e Parai e Cy:

E[@;(k)] = 0, (140)
E[@7 (k)] = E[w(k)]. (141)

K3

Quando i € Cy, vale* gi(z) = g_1(z) = ayz + bysign(z). Logo, usando Hg e o

Teorema de Price [79] d& lugar a:

E{@i(k)gi[wi(k)]} = E{wi(k) [arw] — a1w;(k) + bisign[w;(k)]]}  (142)

= —aiE[@} (k)] — b \/? JE [@2(k)]. (143)

*Sob o ponto de vista da expressao analitica, embora os dominios das fungdes gi (z) e g—1(z) sejam
claramente distintos.
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Finalmente, E {¢? [w;(k)]}, para i € Cy, pode ser formulado como:

E{g [wik)]} = E{{arwi(k) +bisign [wi(k)]}* |
= &’k [wf(k)]+b%+2a1b1%,/xa (@2 (k)] (144)

Comentdrio: escolhendo a; = 202 e by = —2a, a Equagéo (143) (respectivamente
(144)) é equivalente a Equacgao (50) (respectivamente, (51)) em [19].
Tendo estes resultados, podemos revisitar a Equacgao (134), pode efetuar a analise
para os conjuntos Cg, C_ € Cp.
e i€ Cr:
2802 AE [@2(00)] — f202D(00) — 20202 = 0. (145)

Logo, somando todos os coeficientes C , obtém-se:

280200 Y B[} (c0)] — QLo D(c0) — B2QLoyo? = 0. (146)
i€Cyr,
* i €Cg:
(280200 — 2k;0g — a3k*)E [07(00)] = B20pD(c0) + BPotol + kg [wi]  (147)

—(2680g;[w]] + 2a;%g;[wf])E [@;(c0)] -
Aplicando-se (123), obtém-se:

2 3
FotD(oc0) + B0202 + (k2 + 200 2]

Bo2—ka;

E [@? = 14
(@i ()] 280200 — 2ka;A¢ — a5r? ’ (148)
ou
~92 s s ﬁ2‘73092: .
E [wi (OO)] =ny,;D(00) + 13, + UT’ para i € Cs, (149)
3,i
onde
B!
i = =5 (150)
UER)
(12 + 220 ) g2 ]
B2 (151)
34

(1>

260200 — 2ka; Ay — aj2n2, (152)

S
13,i
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* Parai e Cy:

Considere a seguinte defini¢cao:

W

2 \/E [@2(k)], parai € Co. (153)

Combinando as Equacgoes (134), (143) e (144) implica que:

T’ + 7w + T3 — 820, D(00) = 0, (154)
onde
7 2 2B0%Ag — QHA()CLl — K%a?, (155)
ﬁQ =S —QHAle - — 2a1b1/£ \/7 (156)
nys & —plolos 252 (137)

Comentario: Note que para i € C; o termo E [@7 (k)] se degenera em w, ndo
dependendo de i, pois os coeficientes desse conjunto se encontram todos na mesma
faixa de atracao.

A partir da Equacgao (154), podemos determinar uma férmula analitica para w:

_ Tt V113 — 47, 3 — B2o2D(c0)]
2m

, (158)

o qual revela um acoplamento sofisticado entre o MSD assintético D(o0) e w. Cabe
ressaltar que a férmula revela que o MSD nao depende apenas de coeficientes adaptativos
de alta magnitude mas também daqueles penalizados pela regularizagéo de norma, cujas
variancias sao influenciadas pelos coeficientes lineares e angulares dos segmentos de
reta associados a fun¢ao de penalizagao definida pelo projetista.

A combinacao dos resultados prévios nos permite obter uma férmula fechada para

o MSD assintotico, a qual pode ser descrita como:

) =Y E[if(0)] + > E[w(c0)] + Y E[if(c0)], (159)

i€Co i€Cg ieCr,
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ou, apds a aplicacao das Equacoes (146), (149) e (158):

2 2 = e 2
D(oc) = 5QLUID(;Z)O+ FQLoy + Qo ( M2 £ /105 4772%[1773 BQUQLD(OO)]>
820202
i€Cs i€Cs "3,i

implicando a seguinte igualdade:

2ﬁ% (1 . BQLU% N QO?QO-i _ Z "ﬁ,z) D(OO)

Qo7 24 B

_ BQuoln} oy P 2773 S (s, + Boyos
AoQoT; P Qo7 icCe ! 3,
= /7 — 4y [7ls — B201D(o)). (161)

Para facilitar as manipulagdes algébricas seguintes, considere as definicoes a

seguir:
s 2T pQLo:  QuBo;
= — [ 1- — = - il 162
G1 Qo 27q 7 Z;; m, ( )
BQLoTT 2y 27 Foyos
G & et — - 5T — |, 163
2 AoQoTly " M2 Qo2 zg;s " 3,0 (19)
G & T AT, (164)
G = 480y (165)
Logo:
C1D(c0) + G2 = =1/ (3 + (4 D(00), (166)
cuja solucao analitica € dada por (126), completando a prova do Teorema 1. [ |

Comentario: A Equagao (126) revela a sofisticagao dos fatores que concorrem
para o desempenho do algoritmo GPLR-LMS. Desafortunadamente, a férmula analitica
obtida € demasiadamente complexa, o que dificulta a extragao de percepgoes simples
acerca de impactos de escolhas de parametros por parte do projetista. Por outro lado,
especialmente quando sao adotados filtros com comprimentos muito longos, a formula

(126) requer muito menos custo computacional para prever o desempenho assintético do
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algoritmo do que simulagées computacionais baseadas em ensaios independentes de
Monte Carlo. Na proxima se¢ao, algumas aproximagoes serao introduzidas para facilitar a
obtengao de uma férmula fechada para o valor de  que otimiza 0 desempenho assintético

do algoritmo.

4.3- Modelo estocastico simplificado

Esta secao introduz uma versao simplificada do modelo estocastico apresentado
na Segao 4.2. O modelo simplificado € mobilizado para obter uma formula fechada para
o valor 6timo de x que garante desempenho assintotico do algoritmo GPLR-LMS. As
simplificag6es serdo primariamente baseadas na adogao adicional de H,, discutida no
Capitulo 3.

Logo, consideremos as seguintes definicdes simplificadas:

T £ 2B07A, (167)
T = X1k, (168)
2
x1 = —2A0b1\/;, (169)
X2 £ 28074, (170)
M 2 —plool, (171)
X3 2 [f;—% (172)
. X
XJ é 52;_%’ (173)
/ 1
YA — 174
771,1 X3+Xj’§2 ( )
2
o A 60- X2
s _P%aX2 175
Bo2X;
e 20 176
2
’ K
i A (177)

Xj + XjK*



65

Y & -a (178)
i 2 xe+XE (179)
A QOXl
X4 = (180)
spriag (1- 2o )
Qox1x3
v, & <A 181
1 8/620'%A%, ( )
. QoX1X;j
v; £ —85204 A2 (182)
L
G = Z\IJm—i-\I' K3 (183)

Para efeitos de simplificagao adicional do termo (j, a seguinte aproximagao sera
efetuada:
Uik + 068 = Uk (184)

A aplicacao de (184) em (183) resulta em:

1 Uy — 1
L Z _ Qs _ Qsx4 _ 7 (185)
xw T xan Uik XaW1k Qok
com
U
Qe XL (186)
— QsXx4
Com relacao a (2, as aproximagoes seguintes serao adotadas:
_ 2y 2m B2op08
G o~ Tt —m2 - L w2
T2 Qo ZEZC;S " M3,
N 4oz Ao(=FPop03) 1 2(280200)% 1 Z i 52. :
X1 K Qox1 K . Xi T XGR
_Q(QBU:%AO)Q l ﬁQU:%UQ (187)

— 2'
Qoxi K e X2 +HX;H

Usando as aproximagoes: X; + ¥;x? &~ X; € X2 +X; x? & y2, as seguintes expressoes sdo
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obtidas:

4330402 1 85%02A2 1 < 1 62 )
/P K — T v =0 —
Co X1 E o

L

X1 K Qox1 K ieCs XJ
N 8/32 A2 Z (_4530§A003 B 83108 A2a? QS) 1
CQoxi = X1 Qox1x2 K
50, =0
1
G & My — AT = Xk + Qs (189)
com
2 83301 A¢02, (190)
i 2 48°7 0. (191)

Comentario: Cumpre notar que ¢} ndo depende de x, podendo ser considerada
uma constante quando efetuamos uma otimizacao em relagao a «.
A conjugacao das simplificagées pregressas, permite expressar o MSD assintético

como

00) & —2
¢ 2(

O resultado (192) é a base para o Teorema 2, a seguir explicitado, que € a segunda
contribuicao (em termos de modelagem estocastica) deste capitulo:

Teorema 2. A identidade (192) implica que o valor de s que otimiza o compor-
tamento assintédtico do algoritmo pode ser computado por meio da seguinte formula

fechada:

\/_ Qe (24(24 + \/Q2 Q4Q5 9395 — QQZ)
Kétimo = QS(QQ Q4Q5) ) (193)

cujos termos 4, Q5 e Qg serdo definidos na demonstracao do Teorema, a qual é efetuada
a sequir.

Demonstragdo: Quando expressamos D(oc) em termos de «, o resultado é:

G gy 22 | (Xl (s G
D(OO) ( 9 Qle Ii Q()QQ Q Q% Q() + Q2 Qo H,2 (194)

~ - -~

20y 2Q5 £Q6
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1
D(00) = k% — QQy — Q(Q)/f?\/ Q5 + Q6E~ (195)

Para determinar o valor étimo de «, cumpre-nos calcular a derivada parcial de (195) com

Logo:

relagao a «, dando origem a:

0D(00) 9 Q206
=24k — 20 Qs + Qg /K2 + . 196
e 4K 0rV Qs + Q6 /K 0 (196)

Impondo a condi¢ao de que 8%(50) seja nulo de modo a encontrar o MSD minimo,

obtém-se a identidade (193), completando a prova do Teorema 2. |

Comentarios: O principal resultado desta secao é a Equacao (193), a qual é
bastante genérica porque, como vimos, diversos algoritmos sao casos especiais do
algoritmo GPLR-LMS proposto (veja a Tabela 5). Esta generalidade, entretanto, tem um
custo: a formula obtida € algebricamente complexa, embora tenha o potencial de permitir
a obtengao de politicas que especifiquem valores de « variantes no tempo, desde que
determinadas aproximagoes sejam feitas, as quais garantam que grandezas tipicamente
observaveis durante a execugao do algoritmo (tais como o sinal de erro ou os proprios
valores atuais dos coeficientes adaptativos) sejam utilizadas para modular os valores de
. Tal politica de variagao pode ser benéfica em configuragdes nas quais a esparsidade

da planta a identificar & variante no tempo.

4.4- Resultados

As principais contribuicoes deste capitulo sao: i) a proposicao de um algoritmo
bastante flexivel GPLR-LMS, o qual generaliza diversos algoritmos prévios na literatura; i)
a obtengao de uma férmula analitica que prediz o desempenho assintético do algoritmo;
iii) a obtencao de uma férmula analitica que permite computar o valor 6timo de « (kgtimo)
gue otimiza o desempenho assintético do algoritmo GPLR-LMS. As férmulas encontradas
- Equagdes (126) e (193) - demandaram algumas hipoteses estatisticas, de modo que é
necessario coteja-las com resultados de experimentos computacionais. Em consonancia

com a literatura cientifica em filtragem adaptativa, os resultados destes experimentos
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serao chamados de resultados empiricos, a despeito de terem sido obtidos num ambiente
puramente computacional.

Para validar os modelos analiticos propostos, sera apresentado um conjunto
de simulagdes comparando as previsoes tedricas com os resultados empiricos. Essas
simulagoes tém como objetivo avaliar o impacto de parametros-chave, incluindo a variancia
do ruido branco Gaussiano aditivo o2, a taxa de aprendizado 3 e a variancia do sinal de
entrada o2, também assumido como seguindo uma distribuigdo gaussiana branca. Ao
variar sistematicamente esses parametros, avalia-se a precisao das expressoes teoricas
do MSD e sua capacidade de descrever o comportamento do algoritmo sob diferentes
condicoes de operacao. Ao longo desta secao, utilizamos a selecao de parametros
a1 = 0,9091, as = 0,0178, az = 0,0039, by = —1, by = —0,1087, b = —0,039, t; = 1, t5 = 5,
ts =10e P = 3.

Esses valores adotados para os parametros «a;, b;, t; € P, que definem a fungéo
penalizante linear por partes utilizada nesta segao, foram extraidos com base na curva da
penalizagao do algoritmo RZA-LMS proposto em [31] (ver Figura 10). Estes valores foram
definidos de forma a aproximar, com boa precisao grafica e numérica, o comportamento
da fungao do RZA-LMS para o valor de ¢ = 10, 0 mesmo adotado nos experimentos do
artigo original. Outros parametros escolhidos (e mantidos constantes) obedeceram aos
mesmos critérios metodoldgicos explicados na segao 3.4.

Para avaliar a capacidade do modelo teérico em acompanhar o desempenho
assintético do algoritmo para diferentes valores de 3, foi criado um cenario utilizando o
segundo modelo de [81] (V. = 96), com 100 zeros concatenados ao final. A variancia
do ruido aditivo foi ¢2 = 1079, a intensidade do fator de penalizagdo de norma foi
x =107, o nimero de iteragdes foi fixado em 50.000, e a variancia do sinal de entrada
Gaussiano branco foi 02 = 1. O resultado pode ser observado na Figura 11. Nota-se
uma concordancia notavelmente alta entre os resultados empiricos e os valores previstos
teoricamente (com erro maximo inferior a 0,1 dB), demonstrando a elevada precisao da
formula analitica proposta (Equacao (126)) para o MSD em regime permanente, com
diferentes valores de §.

Para avaliar se 0 modelo tedrico captura o impacto da variancia do sinal de
entrada o2, foram realizadas simulagdes utilizando o segundo modelo de [81] (com a
concatenagao de 100 zeros ao final), com o2 = 1072, k = 107, 3 = 0,005 e o2 variando

no intervalo de 0,1 a 1,5. O numero de iteragcdes em cada execucao do algoritmo foi
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= = =RZA-LMS
Aprox. Linear por Partes

Funcao de penalizagao por norma

Figura 10 — Comparagéo entre o termo de penalizagao de norma do algoritmo RZA-
LMS [31] (linha vermelha tracejada, com ¢ = 10, ver Equacao (112)) e a aproximagao
linear por partes adotada nas simulagdes desta se¢ao (linha azul continua). O valor de ¢
foi escolhido de forma a se alinhar com as simulagdes apresentadas em [31].
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Figura 11 — MSD em regime permanente (em dB), empirico (azul) e tedrico (vermelho),
em funcao de 5. O MSD empirico foi obtido a partir de K = 100 execugdes independentes
de Monte Carlo. Em cada execucao, foi calculada a média das ultimas 1000 iteracoes.
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Figura 12 — MSD em regime permanente (em dB), empirico (azul) e tedrico (vermelho), em
funcao de o2. O MSD empirico foi obtido a partir de K = 1000 execugdes independentes
de Monte Carlo. Em cada execugao, foi calculada a média das ultimas 1000 iteragoes.

fixado em 50.000. A comparacao entre os resultados teéricos (ver Equagao (126)) e
aqueles obtidos por meio de simulagao pode ser observada na Figura 12. As simulagées
revelam um comportamento ndo mondtono do MSD assintético em relagdo a o2, o qual é
adequadamente capturado pelo modelo analitico proposto.

A capacidade da formula analitica (126) de modelar o impacto da variagao na
variancia do ruido o2 é avaliada na Figura 13. Neste experimento, o sistema a ser
identificado & o Modelo 3 de [81] (IV = 96), seguido por 10 zeros. A variancia do ruido
varia de 1075 a 10~2. A variancia do sinal de entrada gaussiano branco é unitaria, = 10~
e 8 = 0,01. O numero de iteracdes realizadas pelo algoritmo em cada execucao é de
50.000. Observa-se uma forte concordancia entre o modelo tedrico e os resultados
experimentais na Figura 13, com uma discrepancia maxima observada de 0,17 dB.

Adicionalmente, é examinada a escolha 6tima do peso de penalizagao «, o qual
equilibra a promocao de esparsidade e o desempenho de convergéncia no processo de
adaptagao. O valor 6timo de « é obtido de forma analitica (por meio da Equagéo (193)) e
validado por meio de resultados numéricos, demonstrando seu papel na minimizagao do
desvio quadratico médio assintético.

Nas Figuras 14—17, adotam-se os valores ¢2 = 107%, 3 = 0,001 e 02 = 1. Um
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Figura 13 — MSD(em dB) em regime permanente empirico (em azul) e teérico (em
vermelho), como uma fungéo de o2. O MSD empirico foi obtido por meio de K = 100
ensaios independentes de Monte Carlo. Em cada ensaio de Monte Carlo, a média das
tltimas 1000 iteracdes foi computada.
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Figura 14 — MSD em regime permanente (em dB), empirico (circulos azuis) e tedrico
(curva vermelha), como uma funcao de . O valor teérico 6timo de ~ computado pela
Equagao (193) é indicado por uma linha verde vertical tracejada. O MSD empirico foi
obtido por meio de K = 100 ensaios independentes de Monte Carlo. Em cada ensaio de
Monte Carlo, a média das ultimas 10000 iteragdes foi computada.
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Figura 15 — MSD em regime permanente (em dB), empirico (circulos azuis) e tedrico
(curva vermelha), como uma fungao de . O valor teérico 6timo de ~ computado pela
Equagao (193) é indicado por uma linha verde vertical tracejada. O MSD empirico foi
obtido por meio de K = 100 ensaios independentes de Monte Carlo. Em cada ensaio de
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Figura 16 — MSD em regime permanente (em dB), empirico (circulos azuis) e tedrico
(curva vermelha), como uma funcao de . O valor teérico 6timo de ~ computado pela
Equagao (193) é indicado por uma linha verde vertical tracejada. O MSD empirico foi
obtido por meio de K = 100 ensaios independentes de Monte Carlo. Em cada ensaio de
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as ultimas 10000 iteragoes foi computada.
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Figura 17 — MSD em regime permanente (em dB), empirico (circulos azuis) e tedrico
(curva vermelha), como uma fungao de «. O valor tedrico 6timo de ~ computado pela
Equacao (193) é indicado por uma linha verde vertical tracejada. O MSD empirico foi
obtido por meio de K = 100 ensaios independentes de Monte Carlo. Em cada ensaio de
Monte Carlo, a média das ultimas 10000 iteragoes foi computada.

total de 60.000 iteragOes foi realizado em cada execugao do algoritmo. A Figura 14
apresenta o MSD assintotico quando o sistema € o primeiro modelo de [81] (IV = 64),
concatenado com 10 zeros. A Figura 15 foi gerada utilizando o segundo sistema de [81]
(N = 96), concatenado com 20 zeros. A Figura 16 utilizou o quarto modelo de referéncia
de [81] (N = 128), concatenado com 40 zeros. Por fim, a Figura 17 utilizou o quinto
modelo de [81] (IV = 96), concatenado com 50 zeros finais. O objetivo principal dessas
figuras nao é avaliar diretamente o ganho em dB nem a taxa de convergéncia, mas
sim demonstrar como a férmula analitica proposta (isto €, a Equagao (193)) determina
com precisao o valor 6timo de  que otimiza o desempenho assintético. Importa notar
que os parametros da funcao de penalizagao linear por partes podem ser otimizados,
dependendo da aplicagao, para melhorar ainda mais o ganho assintético, como é comum

em algoritmos adaptativos com penalizagao por norma.
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4.5- Conclusoes

Este capitulo propde um algoritmo adaptativo com penalizagdo de norma gene-
ralizado, chamado de GPLR-LMS. Também desenvolve modelos estocasticos capazes
de estimar o desempenho assintético deste algoritmo. Também é introduzido um mo-
delo estocastico simplificado para derivar uma expressao analitica para o valor 6timo do
parametro x, o0 qual assegura o melhor desempenho assintotico do algoritmo proposto.
Por meio de uma série de aproximacdes e suposicdes razoaveis, conseguimos reduzir a
complexidade do modelo e obter uma equacgao em forma fechada para «giime, facilitando
sua aplicagao, para o projetista.

Os resultados da analise destacam os compromissos inerentes a escolha de
e evidenciam o delicado equilibrio entre viés e desempenho assintotico. Embora as
formulas obtidas fornegam uma aproximagao util, elas também revelam os desafios
enfrentados ao se tentar modelar as sofisticadas capacidades de aprendizagem dos
algoritmos adaptativos. Essas percepgdes sao essenciais para o0 avango da compreensao
e da otimizagao de algoritmos de filtragem adaptativa em ambientes ruidosos e sistemas

esparsos.
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5- Conclusoes e Trabalhos Futuros

A ubiquidade da esparsidade em diversos sistemas motiva o estudo de algoritmos
adaptativos de identificacao de sistemas que penalizem solugdes pouco esparsas, para
evitar uma perda de desempenho. Assim, a literatura cientifica sobre algoritmos adapta-
tivos com penalizagao de norma é muito extensa. Esta tese enfocou em algoritmos de
fitragem adaptativa com penalizagao de norma, os quais tendem a apresentar melhor
compromisso entre desempenho assintético e taxa de convergéncia.

O algoritmo 4y-LMS é um dos mais eficazes na promogao de uma estimativa pouco
enviesada de uma resposta ao impulso esparsa. A literatura, entretanto, nao elucida
as habilidades e caracteristicas de seu comportamento quando a planta a identificar
€ variante no tempo. Nesta tese, tal lacuna foi preenchida assumindo que a planta a
identificar encontra-se submetida a uma perturbagcao markoviana. Sob esta hipdtese
(e mais outras, tais como a de que o sinal de entrada é branco), utilizou-se um modelo
estocastico capaz de oferecer uma formula fechada nao matricial que prediz o desempe-
nho assintético (em termos de desvio quadratico médio) do algoritmo /5-LMS. A férmula
encontrada consiste de quatro termos. O primeiro deles consiste exatamente no MSD
assintotico do algoritmo LMS. O segundo deles independe da nao estacionariedade da
planta. O terceiro termo reflete uma contribuicdo rigorosamente aditiva que a variancia da
perturbag&o markoviana apresenta no MSD assintético. Ja o Gltimo termo (—far /2 + 65)
sinaliza uma contribui¢ao sofisticada induzida pela variancia da perturbagao markoviana.
Além disso, para a maioria dos cenarios simulados, o erro do modelo tedrico na previsao
do desvio quadratico médio permanece abaixo de 1 dB, mesmo quando o passo de
aprendizagem varia em varias ordens de magnitude.

O Capitulo 4 generaliza diversos algoritmos de filtragem adaptativa com penalizagao
de norma propondo uma penalizacao de norma linear por partes. Mesmo quando algo-
ritmos que ndo utilizam uma penalizagao linear por partes podem ser emulados, com
uma acuracia pré-estabelecida, pelo paradigma proposto (como mostramos no caso
do algoritmo RZA-LMS, vide Figura 10). O fato de o algoritmo proposto ser bastante
flexivel (permitindo a inclusao de um numero qualquer de segmentos de reta no termo

de penalizagao de norma) torna sua modelagem muito desafiadora, exigindo extensas
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manipulagdes algébricas. Mesmo a escolha de hipdteses € uma arte, que deve levar
em consideragao a obtengao de férmulas ao mesmo tempo acuradas e concisas. As
hip6teses adotadas permitiram encontrar uma férmula analitica escalar capaz de prever
o MSD assintético do algoritmo GPLR-LMS, dando origem ao Teorema 1 do Capitulo
4. Apos algumas simplificagcdes (bem como a adogcao da hipdtese H,), conseguimos
obter (no Teorema 2) uma formula analitica que permite computar o valor 6timo de « que
otimiza o desempenho assintético do algoritmo. Todas as formulas foram extensamente
cotejadas com resultados de experimentos computacionais, revelando uma boa aderéncia
a eles, com um desvio maximo na faixa de 0,1 dB.

Entendemos que futuras diregées promissoras de pesquisa residem na modela-
gem de versdes normalizadas do algoritmo /,-LMS e no projeto otimizado de fungdes
penalizadoras de norma mediante informacoes a priori eventualmente disponiveis sobre
os sistemas nos quais o algoritmo GPLR-LMS ira operar. Isso pode permitir o ajuste
automatico dos segmentos da funcao penalizante durante a operacgao, levando a um
comportamento mais eficiente em cenarios variantes no tempo.

Além disso, reconhece-se como limitagdo desta contribuicdo a complexidade
analitica das expressoes finais, que, apesar de rigorosas, envolvem um numero elevado
de variaveis, aproximacdes e simplificagdes intermediarias. Como consequéncia, a
extragao de insights diretos sobre o comportamento do algoritmo pode se tornar restrita
em certas situacoes.

Assim, uma possivel extensdo futura consiste na exploragdo de abordagens
alternativas, como métodos de analise assintética, simplificagées guiadas por simulagao
ou mesmo técnicas baseadas em aprendizado de maquina interpretavel, com o objetivo
de tornar os modelos analiticos mais acessiveis e Uteis como ferramenta de projeto e
ajuste de algoritmos adaptativos.

Por fim, também se considera promissor o uso de respostas simuladas (como
canais acusticos artificiais ou sistemas digitais controlados) para estudar o impacto de
diferentes configuracdes da fungao g[-] e, assim, fundamentar o projeto dos segmentos
lineares com base em desempenho tedrico e experimental. Essas possibilidades podem

beneficiar-se diretamente dos modelos analiticos desenvolvidos nesta tese.
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