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RESUMO

Regressão Simbólica Aplicada à Interrogação de Grades de Perı́odo Longo

utilizando Reflectometria Óptica no Domı́nio do Tempo

A regressão simbólica tem despertado o interesse por parte da comunidade
cientı́fica devido à capacidade de automatização do processo de descoberta do conhe-
cimento, contribuindo para a extração de “insights” e formulação de hipóteses, eco-
nomizando tempo no processo de inferência, bem como recursos preciosos para os
pesquisadores. Os modelos simbólicos (equações analı́ticas) são mais facilmente inter-
pretáveis do que os modelos de aprendizado de máquina convencionais pois, ao invés
de simplesmente ajustar parâmetros em uma equação predefinida, como em regressões
lineares ou polinomiais, a regressão simbólica utiliza algoritmos para descobrir formatos
funcionais mais flexı́veis, com maior robustez na descrição do mapeamento entre variável
dependente e variáveis independentes. Nesta dissertação, a regressão simbólica foi
aplicada à interrogação óptica de um sensor, objetivando a obtenção de expressões
analı́ticas capazes de prever a concentração salina de uma solução. A linguagem de
programação Python será utilizada para modelagem e simulações, por meio da biblioteca
PySR. Foi obtida uma fórmula bem mais concisa do que outra previamente proposta, com
um erro padrão de 0,54 g/L e com um erro absoluto médio de 0,38 g/L.

Palavras-chave: Regressão simbólica; Interrogação de sensores ópticos; Aprendi-
zagem de máquina.



ABSTRACT

Symbolic Regression Applied to Long-Period Grating Interrogation using

Optical Time-Domain Reflectometry

Symbolic regression has aroused interest on the part of the scientific community
due to its ability to automate the knowledge discovery process, contributing to the absorp-
tion of “insights” and formulation of hypotheses, while saving time and valuable resources
during inference. Symbolic models (analytical equations) are generally more interpretable
than conventional machine learning models because, instead of merely fitting parameters
to a predefined equation as in linear or polynomial regressions. Symbolic regression uses
algorithms to discover more flexible functional forms, with greater robustness in describing
the mapping between dependent and independent variables. In this dissertation, symbolic
regression was applied to the optical interrogation of a sensor, aiming to obtain analytical
expressions capable of predicting the salinity concentration of a solution. The Python
programming language was used for modeling and simulation through the PySR library. A
significantly more concise formula than a previously proposed model was obtained, with a
standard error of 0.54 g/L and a mean absolute error of 0.38 g/L.

Keywords: Symbolic regression, Interrogation of optical sensors, Machine learning.
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FTB Fiber Termination Box - Caixa de Terminação de Fibra

GB Gigabyte - Unidade de Medida de Armazenamento Digital

GECCO Genetic and Evolutionary Computation Conference - Conferência de

Computação Genética e Evolutiva
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Máquina

SFBG Sensing Fiber Bragg Grating - Rede de Bragg de Fibra Sensorial

SLED Superluminescent Diode - Diodo Emissor de Luz Superluminescente

SMF Single Mode Fiber - Fibra Monomodo

SOI Silicon-on-Insulator - Silı́cio Sobre Isolante

SR Symbolic Regression - Regressão Simbólica
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1- INTRODUÇÃO

1.1- CONTEXTUALIZAÇÃO

Sistemas fı́sicos ou sistemas complexos são rotineiramente aplicados e alvo de

controle, seja na pesquisa cientı́fica, na engenharia e na matemática aplicada. A extração,

por meio de modelagem computacional, de equações que regem os dados, ou mesmo a

obtenção de seus respectivos padrões de comportamento, tem o potencial de aprofundar

nossa compreensão acerca destes sistemas [1]. Simulações computacionais de sistemas

fı́sicos costumeiramente partem de modelos estabelecidos e codificados em equações

diferenciais, algébricas ou em combinações dessas, as quais incorporam por vezes

primeiros princı́pios (ou seja, princı́pios fundamentais) tais como balanço de força ou de

energia. Tais simulações revelam soluções que, na maioria das vezes, não apresentam

uma expressão analı́tica sucinta. Por óbvio, expressões analı́ticas mais simples facilitam a

extração de insights ou percepções (tais como, relações de causa e efeito ou correlações

inversas entre determinado atributo e a variável de interesse) acerca do sistema em foco.

Tais insights são mais facilmente extraı́dos quando modelos com alta interpretabilidade

encontram-se disponı́veis. Esta é uma propriedade importante em ciência e tecnologia;

afinal, um oráculo que prediz corretamente a função de toda proteı́na, ou as séries de rotas

bioquı́micas em um determinado animal, ou mesmo que antecipe resultados de ensaios

de tração teria um grande impacto na ciência e na tecnologia. Entretanto, dificilmente,

neste caso os cientistas estariam completamente satisfeitos, já que normalmente eles

almejam compreender como tal oráculo efetuou as suas predições [2].

Recentemente, avanços em aprendizagem de máquina têm se valido de dados

experimentais com o objetivo de efetuar uma descoberta automática de modelos concisos

e interpretáveis [3]. Uma das frentes mais promissoras destes avanços consiste na

regressão simbólica, a qual conjuga otimização evolucionária (vale dizer, programação

genética) multiobjetivos com o propósito de oferecer uma ferramenta de descoberta de

conhecimento orientado a dados [4].

Grosso modo, a regressão simbólica consiste na manipulação de expressões ma-
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temáticas para a descoberta de funções capazes de descrever um determinado conjunto

de dados. Poder-se-ia pensar que a regressão simbólica inaugura um novo paradigma, o

qual pretende revelar uma relação matemática subjacente não trivial, somente a partir de

dados observados, sem o concurso de conhecimento a priori ou de princı́pios fundamen-

tais [5]. Cumpre entretanto ressaltar que não é possı́vel a descoberta de novas teorias

sem a imposição de determinadas hipóteses acerca do processo, de vieses indutivos ou

de algumas restrições (de fato, este é um dogma fundamental da teoria de aprendizado

estatı́stico, o qual é coerente com o chamado teorema da ausência de “free lunch”) [6, 7].

A capacidade humana de, por meio de indução, extrair relações matemáticas a

partir dos dados é bastante limitada, com os casos históricos tais como a formulação das

leis de Newton ou de Kepler exigindo grande engenhosidade por parte do cientista. Em

contraposição, o uso de ferramentas automatizadas com grande expressividade pode

permitir a descoberta de fórmulas interpretáveis [8] a partir de uma base de dados, seja

ela experimental, seja ela advinda de uma simulação computacional. Neste último caso, a

obtenção de uma fórmula concisa capaz de emular uma relação entre os dados de entrada

e o resultado de uma modelagem computacional pode evitar simulações desnecessárias

no futuro, economizando tempo no processo de inferência e recursos escassos.

Em resumo, quando as soluções que emulam bem o mapeamento entrada-saı́da

são interpretáveis, elas podem facilitar a extração de relações de causa e efeito, realçar o

impacto de determinado atributo ou mesmo facilitar o controle futuro de determinados

sistemas. Um exemplo de formulação interpretável é uma representação por meio de

uma fórmula matemática concisa (o que não costuma ocorrer, por exemplo, quando redes

neurais são adotadas) [2]. Portanto, é correto afirmar que a regressão simbólica pode ser

usada como um mecanismo de interpretabilidade.

A aplicação e o resultado das técnicas de regressão simbólica é dependente do

sistema fı́sico alvo. Neste trabalho, pretendemos modelar de maneira eficiente um sistema

de interrogação de sensores ópticos proposto por Juca em [9, 10]. Para contextualizar

melhor o leitor, cumpre explicar o que seriam: i) a interrogação; ii) a modalidade de

sensoriamento adotada e iii) a grandeza a ser estimada.

Concisamente, a interrogação é uma técnica de interpretação dos dados adqui-

ridos por um sensor, a qual geralmente dá origem a uma estimativa de uma grandeza

desejável. Tipicamente, dados egressos de um sensor são processados de forma a

dar origem à estimativa de uma variável de interesse, tal como pressão ou temperatura.
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Tal tipo de estimativa desperta grande atratividade por parte da indústria e da pesquisa

cientı́fica.

Mais especificamente, o sensor adotado nesta dissertação é um sensor óptico, o

qual se vale do efeito de grades de difração inscritas em fibras ópticas, particularmente, as

grades de perı́odo longo (LPGs, do inglês, long period gratings) fabricadas com a técnica

de arco elétrico, como descrito em [9]. As técnicas de interrogação óptica, especialmente,

aquelas que envolvem fibras ópticas, desempenham um papel fundamental na indústria e

na pesquisa devido à sua alta sensibilidade e precisão na medição de diversas quantida-

des fı́sicas, como temperatura, pressão e concentração de substâncias quı́micas [11, 12].

A flexibilidade e facilidade de integração das fibras ópticas permitem seu uso em uma

ampla gama de aplicações industriais e de pesquisa, tendo como exemplo à aplicabilidade

em campos como medicina e biologia para monitoramento em tempo real de parâmetros

biológicos e diagnóstico médico [13].

Por sua vez, a variável de interesse, cuja estimativa será o objeto de todo o

processo de interrogação desta dissertação, é a salinidade de uma solução. A estimativa

da salinidade de uma solução é fundamental em diversas aplicações industriais, espe-

cialmente na indústria alimentı́cia, onde a qualidade e o sabor dos produtos podem ser

afetados pela concentração de sal [14, 15]. Na indústria de tratamento de água, a salini-

dade é um parâmetro crı́tico para garantir a eficiência dos processos de dessalinização e

purificação [16]. Além disso, em setores como o de petróleo e gás, a salinidade da água

produzida é um indicador-chave para a avaliação da viabilidade econômica da operação.

Em resumo, a estimativa precisa da salinidade é essencial para garantir a qualidade dos

produtos, a eficiência dos processos e a sustentabilidade das operações industriais [17].

Por fim, cabe ressaltar que a base de dados mensurados que alimentará as técnicas de

regressão simbólica foi disponibilizada pelos autores de [9, 10].

1.2- OBJETIVO

O sensoriamento de salinidade pode ser efetuado por meio de interrogação óptica.

O principal objetivo deste trabalho consiste na obtenção de fórmulas concisas que consi-

gam estimar a salinidade de soluções por meio de dados adquiridos via sensoriamento
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óptico. A obtenção de tais fórmulas facilitaria a disseminação de técnicas de interrogação

óptica para este propósito.

1.3- ESTRUTURA DO TRABALHO

Os próximos capı́tulos encontram-se estruturados do seguinte modo:

A estrutura desta dissertação encontra-se na Figura 1. O Capı́tulo 1 contém a

introdução desta dissertação. O Capı́tulo 2 contém os fundamentos teóricos acerca dos

sensores nos quais são inscritas as grades. Por sua vez, o Capı́tulo 3 expõe informações

relevantes sobre o método de regressão simbólica e suas aplicações contemporâneas

diversas, motivando a proposta desta dissertação. Já o Capı́tulo 4 apresenta os resultados

experimentais, evidenciando a robustez do método de regressão simbólica seguida dos

resultados desta pesquisa. Por fim, o Capı́tulo 5 estabelece as conclusões, bem como as

linhas de investigação consideradas mais promissoras desta dissertação.

Figura 1 – Diagrama de blocos da estrutura desta dissertação.
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1.4- PUBLICAÇÃO ASSOCIADA A ESTA DISSERTAÇÃO

Souza, Bruno Santana de et al, “Optical Interrogation by Symbolic Regression

for Water Salinity Prediction”, XXI Simpósio Brasileiro de Micro-Ondas e Optoeletrônica

(SBMO 2024), Bento Gonçalves - RS, p. 244-348, 2024.

Cabe ressaltar que o artigo recebeu uma premiação no SBMO 2024, tendo sido

considerado o segundo melhor artigo na área de optoeletrônica.
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2- FUNDAMENTOS TEÓRICOS DE INTERROGAÇÃO ÓPTICA

Na introdução, vimos que as técnicas de interrogação óptica, especialmente aque-

las empregando fibras ópticas, têm um papel crucial tanto na indústria quanto na pesquisa

devido à sua capacidade de medir com alta sensibilidade e precisão várias propriedades

fı́sicas, como temperatura, pressão e a concentração de substâncias quı́micas [11].

Desde a década de 1960, percebeu-se que as fibras ópticas poderiam ser uma

alternativa vantajosa para o sensoriamento. Tal vantagem pode ser exemplificada por um

sensor fotônico desenvolvido em 1967 que continua disponı́vel no mercado, oferecendo

“desempenho incomparável na medida de vibrações sem contato” [18]. Este sensor ilustra

o fato de que, em diversas aplicações, sensores eletrônicos tradicionais não superam os

sensores de fibra óptica devido à suas vantagens, dentre elas: imunidade a interferências

eletromagnéticas e de radiofrequência, inércia quı́mica1 [13, 19], resistência a choque e a

abrasão [9], alta sensibilidade, leveza, confiabilidade a longo prazo2, operação segura

em ambientes onde existam materiais perigosos, resistência à corrosão quı́mica, alta

largura de banda, alta robustez, possibilidade de realização de sensoriamento remoto e

possibilidade de multiplexação de sensores, tendo em vista que codificam a informação

mensurada em termos de comprimento de onda [9, 20].

Posteriormente, com o desenvolvimento de fibras ópticas monomodo, começou-se

a pensar em sua inserção em interferômetros, o que prometia grandes vantagens na área

de engenharia em relação aos seus antecessores de espaço livre montados em mesas

ópticas [18].

Sensores a fibra óptica recaem em duas categorias amplas. Na primeira delas,

conhecida como sensores extrı́nsecos, a fibra simplesmente guia a luz para uma região

de sensoriamento, onde o sinal óptico incide em outro meio no qual é modulado 3. A
1Consiste na resistência de uma substância reagir com outras substâncias; tal caracterı́stica permite a

monitorização de reações quı́micas sem interferir nas condições do processo, garantindo dados confiáveis,
o que gera estabilidade em processos industriais, outro viés é a capacidade da inércia quı́mica evitar a
degradação do sensor, mantendo a precisão das medições, favorecendo o desempenho em altas temperatu-
ras.

2A confiabilidade a longo prazo justifica um investimento inicial mais alto devido aos benefı́cios econômicos
e operacionais ao longo do tempo, caracterizando boa relação custo-benefı́cio [12].

3Os parâmetros que podem ser modulados de um sinal óptico são: amplitude, frequência, fase e
polarização.
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luz é então coletada pela mesma ou por outra fibra após ser modulada pelo parâmetro

de interesse e retornada a uma localização remota para efeitos de processamento. Em

contraste, “sensores intrı́nsecos” mantêm a luz dentro da fibra, de modo que o parâmetro

externo modula a onda eletromagnética à medida em que ela se propaga na fibra [18].

Três equipamentos importantes para a interrogação óptica são o analisador de

espectro óptico (OSA, do inglês Optical Spectrum Analyzer ) [21, 22], Braggmeter e

o reflectômetro óptico no domı́nio do tempo (OTDR, do inglês Optical Time Domain

Reflectometer ). Cabe ressaltar que o uso do OTDR com a finalidade de interrogação

simboliza uma metodologia inovadora, portanto, o mesmo não é tradicionalmente utilizado

para essa finalidade.

Por sua vez, o OSA é um instrumento utilizado para analisar e caracterizar o

espectro óptico de um sinal de luz. Ele é capaz de medir a intensidade de luz em

diferentes comprimentos de onda ao longo do espectro óptico, permitindo uma análise

detalhada da distribuição espectral da luz. Os OSAs são frequentemente adotados em

diversas aplicações, incluindo telecomunicações, pesquisa em fibras ópticas, análise de

lasers, entre outras, onde a compreensão precisa do espectro óptico é essencial para o

projeto, operação e manutenção de sistemas ópticos complexos.

Braggmeters medem o comprimento de onda de Bragg de sensores FBGs (do

inglês, Fiber Bragg Gratings) [23, 24]. Em 2017, o modelo FS22 da marca HBM foi

projetado para interrogar sensores FBGs em ambientes industriais adversos. Este equi-

pamento oferece medições estáticas e dinâmicas com taxas de amostragem de até 1000

S/s, dependendo do modelo. Em termos de capacidade de medição, braggmeters são

comumente utilizados para medir deformação [25], pressão, torque, vibração, temperatura

etc.

O OTDR é um equipamento óptico crucial para inspecionar fibras ópticas em

redes de comunicação. Funcionando como um radar óptico, ele emite pulsos de luz na

fibra e mede o tempo e a intensidade dos sinais refletidos, permitindo a identificação

de eventos de reflexão, como conectores, emendas e falhas, ao longo da fibra. Essa

análise detalhada da fibra ajuda os técnicos a localizar e solucionar problemas, garantindo

um desempenho ideal da rede óptica. O objetivo de um OTDR é detectar, localizar e

medir perdas em qualquer ponto de um enlace de fibra óptica. O OTDR precisa acessar

apenas uma extremidade do enlace e atua como um sistema de radar unidimensional.

Ao disponibilizar um detalhamento do traço óptico das fibras em teste, é possı́vel obter
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uma representação gráfica de todo o enlace de fibra óptica. Além da operação normal do

equipamento, identificou-se a possibilidade de realização de interrogação óptica a partir

dele [26, 27].

A abordagem do uso do dispositivo OTDR com a finalidade de interrogação foi

proposta por Yuan et al. em 2013 [28], no referido artigo um sistema de medição por

fibra óptica baseado em reflexão de Fresnel para monitoramento remoto foi proposto

para medição do ı́ndice de refração usando a técnica de reflectometria óptica no domı́nio

do tempo como método de interrogação. O ı́ndice de refração circundante a uma longa

distância pôde ser medido facilmente usando esse sistema de sensor, que operava com

base no teste de intensidade de reflexão Fresnel da interface fibra amostra. Esse sistema

constituiu uma configuração simples e fácil de manusear. Resultados experimentais

mostraram que o alcance desta medição pôde atingir cerca de 100,8 km, e o das sensibi-

lidades do ı́ndice de refração foram de 38,71 dB/RIU a 304,89 dB/RIU (Refractive Index

Unit ou Unidade de Índice de Refração). Já em 2011, Bravo et al. [29] propuseram e

demonstraram experimentalmente um sistema no qual o equipamento comercial OTDR

modelo FTB-7423B-B interrogou um sensor localizado a 253 km de distância conectado

por uma fibra monomodo (Single Mode Fiber - SMF28). Em 2005, Falate [30] apresentou

uma nova técnica para analisar um sensor LPG, onde a sensibilidade da grade foi deter-

minada pelas variações na amplitude do pico de ressonância do comprimento de onda.

Para medir essas variações de amplitude, utilizou-se um reflectômetro de domı́nio óptico.

Realizou-se medições de curvatura para aplicar esse método e avaliar a sensibilidade da

grade em relação a esse parâmetro fı́sico. A técnica ofereceu vantagens como medições

reflexivas que não são afetadas pela temperatura e a possibilidade de usar múltiplos sen-

sores LPGs, simultaneamente. Em 2003, Valente et al [31]. propuseram e demonstraram

o uso de um dispositivo comercial de reflectometria óptica no domı́nio do tempo com

multiplexação4 simultânea no tempo e no comprimento de onda de sensores de grade de

Bragg de fibra óptica. A realização de tais sistemas proporcionou uma maneira barata de

interrogar várias centenas de sensores em uma fibra única.

Uma dimensão importante para avaliação de uma proposta de interrogação óptica

consiste no custo da solução. É sabido que um equipamento OTDR, frequentemente

presente em laboratórios de óptica, caracteriza-se por ser menos dispendioso em relação

a um OSA [21, 22]. Assim, um sistema de interrogação óptica que utilize um OTDR é

4É a técnica de combinar múltiplos sinais em um único meio de transmissão, otimizando o uso de recursos.
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preferı́vel a um que exija um OSA [9]. Embora existam OSAs portáteis que apresentam

boa relação custo-benefı́cio no curto prazo; contudo, possuem comumente a desvantagem

econômica ao longo prazo comparativamente ao OTDR, o qual oferece maior durabilidade

e menor necessidade de manutenção.

Nesta dissertação, nos restringiremos a sensores baseados em grades de difração,

sendo elas as FBGs e as LPGs, inclusive sensores hı́bridos, que consistem na combinação

de ambos.

No caso da atuação como um sensor de deformação, um sensor FBG possui

caracterı́sticas únicas. Por exemplo, quando a fibra é esticada ou comprimida, o sensor

FBG irá medir deformação. Isso acontece porque a deformação de uma fibra óptica

ocasionará uma variação da constante fotoelástica da fibra e uma mudança no perı́odo

da microestrutura, o que resulta numa variação do comprimento de onda de Bragg.

Em termos conceituais, o comprimento de onda de Bragg é um parâmetro carac-

terizador do sensor FBG. Este parâmetro precisa ser detectado com precisão a fim de

determinar parâmetros fı́sicos, tais como temperatura ou deformação.

A sensibilidade a mudanças de grandezas fı́sicas como temperatura, desloca-

mentos ou até mesmo à presença de elementos quı́micos junto às fibras ópticas [32],

vinculam-se a categorização de sensores de modulação de frequência. Alterações nessas

grandezas fı́sicas modificam a frequência da luz retroespalhada ou refletida (caracterı́stica

comumente presente nos sensores de grade de Bragg), tal variação pode então ser

detectada e traduzida.

O principal contribuinte para uma mudança no comprimento de onda de Bragg

é a variação do ı́ndice de refração da sı́lica, induzido pelo efeito termo-óptico. Também

há uma contribuição da expansão térmica, a qual altera o perı́odo da microestrutura [9].

Este efeito é, no entanto, marginal devido ao baixo coeficiente de expansão térmica da

sı́lica [33].

Além disso, a tecnologia do sensor FBG demonstra uma grande capacidade de

multiplexação e uma habilidade em promover medições absolutas [34]. Isto o torna uma

alternativa às tecnologias de sensores elétricos convencionais [35, 36, 34].

Em termos descritivos, o sensor FBG é uma microestrutura periódica que atua

como um espelho seletivo de comprimento de onda [37]. Isso significa que, se a luz de

uma fonte de banda larga for injetada na fibra óptica, apenas a luz dentro de uma região

espectral muito estreita, centrada no comprimento de onda de Bragg, será refletida. A
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luz remanescente irá continuar seu caminho pela fibra óptica sem perda considerável,

mantendo assim, sua capacidade de interrogação [38]. O sensor FBG é uma estrutura

recı́proca e, como tal, sempre irá refletir o mesmo comprimento de onda de Bragg,

independente do sentido da luz.

O comprimento de onda de Bragg λB é essencialmente definido pelo perı́odo

da microestrutura ou periodicidade espacial da modulação do ı́ndice de refração, cuja

notação é Λ. Além disso, está relacionado com o ı́ndice de refração efetivo do modo de

núcleo correspondente a: neff. Essa relação pode ser observada através da equação [39]:

λB = 2neffΛ. (1)

Devido aos efeitos fotoelástico e termo-óptico, tanto esforços mecânicos longitu-

dinais quanto variações na temperatura provocam o deslocamento do comprimento de

onda de Bragg. A variação, (isto é, deslocamento) do comprimento de onda de Bragg em

função de variações no comprimento da fibra (∆ℓ) e de variações de temperatura (∆T ) é

regida pela equação [9]:

∆λB = 2

(
Λ
∂neff

∂l
+ neff

∂Λ

∂l

)
∆l + 2

(
Λ
∂neff

∂T
+ neff

∂Λ

∂T

)
∆T. (2)

Por outro lado, a resposta de um sensor LPG a mudanças de temperatura pode

ser modelada matematicamente através da equação:

∆λ =
∂λ

∂T
∆T (3)

Correspondentemente a uma equação comumente usada para descrever a relação

entre a mudança de temperatura e o deslocamento no comprimento de onda ressonante

∆λ.

Nesse contexto de utilização da LPG como um sensor de temperatura é de

particular importância o fato de esse “dispositivo óptico” acoplar a luz do modo de

núcleo fundamental com os modos de casca em co-propagação, cuja atenuação é

consideravelmente maior quando comparada à de sensores FBGs, devido a grandes

perdas de espalhamento na interface com a casca.

Os sensores LPGs têm uma ampla gama de aplicações bem documentadas devido
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às suas altas sensibilidades e baixa retrorreflexão 5. Para permitir o acoplamento de luz,

os ı́ndices de refração efetivos dos modos devem satisfazer a condição de casamento de

fase [40], dada por:

β1 − β2 = ∆β =
2π

Λ
, (4)

onde Λ é o perı́odo espacial do LPG, β1 e β2 são as constantes de propagação dos

modos sendo acoplados [41], e ∆β é a constante de propagação diferencial.

Como a principal resposta do sensor LPG a potenciais medidas está no domı́nio

espectral, a interrogação do sensor de fibra óptica é tradicionalmente realizada por meio

da análise do espectro de transmissão do dispositivo (também chamada de análise

espectral ou análise harmônica) especialmente usando um analisador de espectro óptico

ou dispositivos de interrogação especı́ficos [21].

2.1- ÍNDICE DE REFRAÇÃO E A LPG

LPGs são muito sensı́veis ao ı́ndice de refração do meio externo circundante,

tornando-os muito úteis como elemento central para a construção de sensores quı́micos

e biomédicos [42]. A mudança no ı́ndice do ambiente altera o ı́ndice efetivo do modo

de casca e isso, por sua vez, leva a deslocamentos do comprimento de onda nas

ressonâncias do espectro de transmissão dos sensores LPGs.

Para a produção de sensores, essa caracterı́stica de sensibilidade ao ı́ndice de

refração vem sendo explorada pela indústria, visando, por exemplo, realizar a medição do

nı́vel de um fluı́do dentro de um recipiente ou monitorar a concentração da solução de

uma substância num processo quı́mico. Adicionalmente, LPGs podem ser usadas em

sensores que realizam o monitoramento em tempo real da concentração de material em

solução aquosa e de materiais que estejam em locais potencialmente explosivos, para o

controle de qualidade da produção industrial [43].

Via de regra, sensores quı́micos e biológicos requerem alguma forma de camada

sensı́vel para melhorar a capacidade de detecção [44] caracterizando um “artifı́cio” que

consiste na aplicação de uma camada adicional na casca da fibra, promovendo alteração
5Fenômeno que consiste num tipo especı́fico de reflexão da luz que ocorre quando os raios luminosos

incidem numa superfı́cie e regressam à fonte de luz.
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no ı́ndice de refração do sensor e, consequentemente, na resposta espectral [45].

A resposta espectral relaciona-se com parâmetros externos (tais como: tempe-

ratura, ı́ndice de refração, etc) de forma precisa, convergindo ao conceito de “modelo

simbólico”, tendo em vista que a saı́da do algoritmo é uma expressão simbólica que

pode ser usada para prever a resposta espectral do sensor LPG, dado um conjunto de

condições externas.

O sensor LPG admite a aplicação de técnica que seja um modelo matemático

simples e robusto, que considera todos os parâmetros espectrais do LPG, como largura

de banda, comprimento de onda de ressonância e deslocamento espectral [46].

O autor Esposito em 2021, vide Tabela 1, propõe um trabalho, o qual objetiva

fornecer uma análise abrangente sobre as soluções de última geração sobre sensores

quı́micos baseados em LPG e resumir as limitações atuais e as possibilidades futuras de

pesquisa. Adicionalmente, o autor discorre sobre “Técnicas de aumento da sensibilidade”

e “materiais sensı́veis”. O autor é eficaz na abordagem sobre o princı́pio de funcionamento

de sensores LPGs, inclusive desenvolve uma representação esquemática de sensor

quı́mico de fibra óptica composto por um LPG revestido com um material sensı́vel, tais

como materiais polieletrolı́ticos (ou seja, são polı́meros), para a captura do analito alvo (o

qual pode ser uma substância ou um componente quı́mico) [47].

Em termos de aprimoramentos para melhoria de sensibilidade, Zhao em 2018

destaca que essa obtenção pode ser realizada por LPGs trabalhando em proximidade

de um ponto de viragem de correspondência de fase6, corroborando para a amplificação

da resposta espectral. Além disso, a diminuição de espessura da casca acaba por

ser outro fator preponderante. Portanto, a sensibilidade do sensor LPG geralmente

é melhorada corroendo o diâmetro da casca ou selecionando o perı́odo ideal. Além

disso, a combinação dos dois métodos para melhorar a sensibilidade do sensor também

é estudada e as caracterı́sticas do sensor são melhoradas alterando a estrutura do

LPG ou o material revestido. Quando esta última abordagem considera a espessura do

filme, a translação do modo pode ser induzida para aumentar ainda mais e melhorar a

sensibilidade. Por fim, os sensores LPGs são amplamente utilizados na detecção biológica

e quı́mica. Esses dispositivos são sensı́veis a alterações no ı́ndice de refração [48]. Os

respectivos artigos contendo detalhes contributivos e evidenciando, inclusive, aplicações

relevantes estão elucidados na tabela 1.
6Refere-se a uma condição especı́fica na qual a ressonância de acoplamento entre o modo núcleo e os

modos da casca sofre uma inversão de tendência.
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Tabela 1 – Comparação de trabalhos relacionados contendo abordagem ampla, exclusiva e recente acerca
de sensores LPGs com aplicabilidade diversa. LPGs: Long Period Gratings.

Referência Contribuição Aplicações
Esposito, F., 2021 [47] O artigo promove uma revisão completa so-

bre o projeto, caracterização e fabricação
de sensores quı́micos de fibra óptica base-
ado em tecnologia de sensor LPG.

Monitoramento de parâmetros
ambientais, gases perigosos, sa-
linidade, qualidade de alimentos
e ı́ons de metais pesados.

Zhao, X., 2018 [48] Proporciona uma revisão abrangente
dos princı́pios dos sensores LPGs,
suas aplicações em sensores e
telecomunicações, e as tendências
futuras. Destaca a versatilidade desses
sensores e a capacidade de medição de
vários parâmetros.

Monitoramento biológico,
quı́mico, umidade, gases,
ı́ndice de refração, detecção de
ph.

2.2- TÉCNICAS POPULARES DE INTERROGAÇÃO ÓPTICA

A busca por sistemas de medição que combinem precisão e robustez tem levado

ao desenvolvimento de várias técnicas de interrogação óptica, cada uma com suas

particularidades e vantagens.

2.2.1 INTERROGAÇÃO ÓPTICA BASEADA EM SISTEMAS HÍBRIDOS

No campo de sensores ópticos, a grande vantagem da utilização de FBGs, face

aos LPGs, consiste na possibilidade de serem lidos em reflexão [49]. A interrogação de

sensores baseados nessas tecnologias permite a utilização de microcontroladores no

processamento pós-óptico, simplificando desta forma o processo de interrogação [50]. O

uso da reflexão nos sensores FBGs torna sua integração com microcontroladores mais

eficiente, reduzindo perdas ópticas, pois necessita apenas de uma única extremidade da

fibra conectada à fonte e ao interrogador; outrossim, permite multiplexação facilitada por

propiciar que múltiplos sensores sejam escritos em sequência por toda a extensão da

mesma fibra ao utilizar um único interrogador. Cumpre destacar, o menor consumo de

energia e maior robustez em aplicações de longo alcance (viabilizando a integração, por

exemplo, do arduino ESP32 a sensores FBGs para transmitir dados em tempo real via

Wi-Fi [51], Bluetooth ou LoRa).

É sabido que a combinação de potencialidades de detecção dos sensores LPGs,
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Tabela 2 – Comparação de trabalhos relacionados à Modelos Hı́bridos (FGB / LPG) pertinentes à aplicabili-
dade diversa. LPGs: Long Period Gratings - Grades de Perı́odo Longo. MZI: Mach-Zehnder Interferometer -
Interferômetro Mach-Zehnder.

Referência Tipo de Grade (Técnica) Monitoramento
Possetti, G.R.C., et al., 2009 [54] Emprega-se 2 (dois) sensores LPGs

induzidos por um arco com perı́odo
de 520 µm formando um Inter-
ferômetro de Mach-Zehnder, (do
inglês, Mach–Zehnder interferome-
ter ou MZI), além de 2 (dois) sais
inorgânicos e 1 (um) orgânico (NaCl,
KCl, NaCOOH), foram considerados
concentrações na faixa de 0-150 g/L.

Monitora a medição de sa-
linidade em uma solução
aquosa. (Compara-se o uso
da técnica de refractometria
de fibras com medições obti-
das usando um refractômetro
de Abbe, bem como via con-
dutividade térmica.)

Marin, E., et al., 2012 [55] Propõe-se um sensor feito de uma
grade dupla, ou seja, 1 (um) FBG
padrão e 1 (um) LPG fotoescritos na
mesma faixa da fibra.

Monitoramento de um pro-
cesso de fabricação tendo
aplicação na indústria de
equipamento.

Gouveia, A.J.G., 2008 [49] Aborda um sistema hı́brido de grade
em fibra. Sendo 1 (um) LPG e 2
(dois) FBGs são utilizados como es-
quema de medição simultânea.

Supervisiona parâmetros
fı́sicos ou biológicos e
quı́micos.

Enriquez, D.A.C., et al., 2012 [56] Desenvolve-se a configuração de
uma grade de Bragg hı́brida junta-
mente com um sensor de grade de
perı́odo longo.

Inspeção e gestão da quali-
dade da água com aplicabili-
dade na indústria de alimen-
tos e bebidas.

Berrettoni, C., et al., 2015 [53] Foi proposto e demonstrado expe-
rimentalmente um novo sistema de
detecção de fibra óptica utilizando
uma configuração hı́brida, ou seja,
(FBG / LPG).

Aplicação em monitoramento
quı́mico e biológico.

com as vantagens de interrogação advindas dos FBGs, são desejáveis por possibilitar a

medição simultânea de dois parâmetros (como por exemplo: deformação e temperatura),

conforme salientado em [52, 49]; outro exemplo, consiste na medição simultânea de

temperatura e ı́ndice de refração, devidamente destacado em [53], inclusive, existem

sistemas com essa proposição, vide Tabela 2.

Dentre o conjunto de vantagens de FBGs duplos, destaca-se a sensibilidade

aprimorada, a qual ocorre porque o sinal diferencial entre os FBGs aumenta a resposta

às variações de parâmetros externos, tais como temperatura, deformação, pressão

e alteração nos ı́ndices de refração, considerando o FBG com inclinação (do inglês,

tilt) [57, 58]; compensação de temperatura, visto que um FBG pode atuar como referência,

ajudando a separar o efeito da temperatura do da deformação medida [59].
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2.2.2 TÉCNICAS DE INTERROGAÇÃO BASEADAS EM FILTROS ÓPTICOS

Técnicas de interrogação de filtros ópticos empregam um filtro de inclinação para

traduzir alterações no comprimento de onda em variações de intensidade. Esses métodos

são dependentes das intensidades conhecidas de transmissão e rejeição dos filtros

ópticos, as quais variam conforme o comprimento de onda. Ao mensurar tais variações

de intensidade, torna-se possı́vel realizar medições quantitativas de diversas grandezas,

tais como temperatura, deformação e pressão [60].

Especificamente, para sensores de temperatura baseados em FBG, os filtros

ópticos utilizados incluem: i) Twin FBG, ii) Grade de fibra de longo perı́odo, também

conhecida como LPG e iii) Grade de fibra de Bragg com chirp CFBG.

2.2.3 TÉCNICAS DE INTERROGAÇÃO BASEADAS EM INTERFERÔMETROS DE

LUZ

Técnicas de interrogação baseadas em interferômetros de luz oferecem várias

vantagens, incluindo a capacidade de alcançar uma sensibilidade ajustável e maior do

que sistemas de medição de ı́ndice de refração convencionais [61]; alta resolução e

ampla largura de banda [60, 62]. No entanto, estas técnicas também vêm com algumas

desvantagens. Dentre elas, o intervalo limitado de deslocamentos (quando comparado

com o OSA, o qual pode operar sobre uma ampla faixa espectral 7, permitindo medições

em uma ampla gama de comprimentos de onda com alta precisão). Outra desvantagem

consiste nas mudanças de ı́ndice de refração ou variações de fase (que podem ser

medidos antes que a resposta do sistema se torne ambı́gua ou não linear). Isso ocorre

porque o princı́pio de funcionamento dos interferômetros está baseado na interferência

coerente da luz, que pode resultar em padrões altamente oscilatórios e periodicidade

limitada, o que significa possibilidade de inadequação à medição de certos parâmetros

além de um certo intervalo. Além disso, as técnicas de interferometria são altamente sus-
7Um OSA como o Yokogawa AQ6370D cobre uma faixa espectral tı́pica de 600 nm a 1700 nm. Comparati-

vamente superior em relação ao interferômetro de Fabry-Pérot, o qual pode operar em faixas de 50 nm a 100
nm, enquanto um interferômetro de Michelson pode ser ainda mais restrito.
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cetı́veis às flutuações ambientais, comumente referidas como efeitos de desvanecimento

do sinal, pois, conforme a luz avança pelo núcleo da fibra óptica, uma porção diminuta de

energia penetra na casca em forma de uma onda evanescente, cuja intensidade decresce

exponencialmente à medida que se distancia da interface entre a casca e o ambiente

circundante. Em geral, a profundidade de penetração dessa onda no meio externo é da

ordem de centenas de nanômetros [63]. Fatores externos, como vibrações, correntes de

ar e variações de temperatura podem fortemente impactar a precisão e confiabilidade das

medições obtidas por meio dessas técnicas [60].

Portanto, os autores de [64] são assertivos ao afirmarem que a aplicação dos

sensores interferométricos é frequentemente restrita devido à dependência de temperatura

e pela demodulação de sinal complexa.

2.2.4 FBGs GÊMEOS EM TÉCNICA DE INTERROGAÇÃO

A primeira grade de Bragg gêmea (ou Twin Bragg Grating) foi desenvolvida em

1980 sendo, na época, uma abordagem relativamente inovadora no campo da engenharia

elétrica e optoeletrônica. São empregadas para aumentar a precisão e a estabilidade das

medições, compensando as variações térmicas e outros tipos de interferências.

Esta técnica, envolve o uso de dois sensores FBGs com comprimentos de onda

de Bragg análogos, conforme a Figura 2. Tal semelhança equipara-se ao espectro de

reflexão de ambas no tocante ao processo de fabricação [12, 65].

Um único FBG do conjunto funciona como um filtro, enquanto o outro atua como

um sensor [65]. A potência de saı́da depende do desacoplamento dos espectros de Bragg

do filtro e do FBG sensoriador [12].

Trata-se de uma técnica de interrogação em que um espectro de banda larga de

luz é projetado pela fonte de banda larga (BBS - Broadband Source) em uma fibra de

modo único em direção a um FBG sensorial (SFBG - Sensing Fiber Bragg Grating).

O espectro, em seguida, chega ao filtro FBG, que reflete um comprimento de

onda especı́fico de acordo com seu comprimento de onda de Bragg. Já que o filtro e o

sensor FBG são idênticos e têm o mesmo comprimento de onda de Bragg, a potência

que atinge o SFBG é minimizada em condições ambientais normais. Assim, a potência
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Figura 2 – Configuração de FBGs Gêmeas.

refletida pelo SFBG também é reduzida, resultando em uma saı́da de tensão mı́nima no

fotodiodo. Contudo, quando há uma variação na medição (como temperatura ou tensão),

o comprimento de onda de Bragg do SFBG se desloca, causando o desacoplamento dos

espectros de Bragg do SFBG e do filtro FBG. A potência refletida e a tensão de saı́da

tornam-se então dependentes do grau de desacoplamento dos espectros [12].

Segundo Allil et al. 2021 [66], a técnica FBG gêmea sendo aplicada para interrogar

FBGs consegue a vantagem de melhorar a resolução e permite o uso de algoritmo de

correlação cruzada, visando medir o atraso temporal. No mesmo sentido, Faisal [60]

enfatiza que o método oferece uma resposta rápida e alta resolução.

Dentre o conjunto de vantagens, destacam-se:

• A alta precisão, haja vista que duas FBGs comumente reduzem erros, ao variar

muito a separação do espectro da referência e do outro FBG sensor (exposto a uma

variável externa), teoricamente, alinhados, o produtório entre eles começa a ter uma

redução significativa, e consequentemente, corrobora para a precisão do parâmetro

medido;

• Estabilidade ao longo prazo, pois a configuração do FBG gêmeos constitui duas gra-

des sujeitas a mesma condição ambiental, considerando que entram em operação

na mesma época, fazendo com que o sistema de medição seja mais robusto e

estável;

• Mı́nima interferência cruzada, tendo em vista que dois FBGs estreitamente combi-

nados minimizam a interferência entre diferentes elementos sensores do sistema;



31

• Monitoramento em tempo real, pois o uso da técnica permite o monitoramento

simultâneo de vários parâmetros, com tempos de resposta rápidos e saı́da contı́nua

de dados, é ideal para aplicações que exigem medições dinâmicas, como monitora-

mento da integridade estrutural ou controle de processos industriais.

Por outro lado, no conjunto de desvantagens, destacam-se:

• A complexidade do sistema de interrogação em comparação com a configuração

de FBG individual, podendo exigir um processamento de sinal mais avançado para

interpretar os sinais diferenciais com precisão;

• Faixa de medição limitada, essa limitação se dá pela correspondência das duas gra-

des. Se a faixa de condições ambientais (por exemplo, temperatura ou deformação)

exceder o que os FBGs podem compensar, o sistema poderá perder precisão,

não obstante, a faixa de medição pode ser aumentada usando dois FBGs com

caracterı́sticas espectrais mais amplas;

• Dependência das condições ambientais, pois, embora os FBGs gêmeos possam

compensar a temperatura, eles ainda dependem de fatores ambientais, como

vibrações mecânicas, umidade e pressão. Às vezes, isso pode afetar o desempenho

geral, especialmente se as condições ambientais variarem muito;

• Maior complexidade na fabricação das grades, isso ocorre, pois diferentemente

da grade única, fabricar duas grades idênticas com caracterı́sticas precisas é um

processo mais complexo e alcançar caracterı́sticas espectrais para as duas grades

acaba sendo desafiador, aumentando o tempo e custo de fabricação. Aspectos

esses dependentes da técnica utilizada para fazer as grades. Na técnica ponto a

ponto, gera uma incerteza do instrumento de medida, não havendo uma garantia que

a grade seja idêntica. É uma técnica mais cara e o processo de fabricação é mais

longo quando comparado com outras técnicas. Outra modalidade de fabricação

das grades consiste na chamada máscara de fase, onde aplica-se uma variação

de laser muito forte na fibra, posteriormente a grade passa por uma máscara de

fase, a qual modula o feixe UV e ao fazer isso a precisão aumenta em relação a

técnica ponto a ponto. Essa por sua vez, é uma técnica cujo tempo de fabricação é

menor [67];

• Demandas de processamento de sinais, pois ocorre da técnica requerer algoritmos
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de processamento de sinais mais avançados, visando extrair dados significativos da

configuração do FBG gêmeos e isso pode exigir mais poder de processamento e

equipamentos especializados para análises precisas em tempo real.

2.2.5 TÉCNICA DE INTERROGAÇÃO BASEADA EM OSA

A técnica de interrogação baseada em OSA é um método comumente usado para

sensores FBGs e LGPs, particularmente, em ambientes de pesquisa em laboratório.

A integração de um OSA, que opera com sinais transmitidos, e um sensor FBG,

que utiliza sinais refletidos, requer a inclusão de componentes ópticos adequados. Um dos

principais elementos para essa combinação é o acoplador óptico, que divide a potência

óptica entre diferentes caminhos. Um acoplador 3 dB, por exemplo, pode direcionar parte

do sinal para o OSA enquanto permite que a outra parte seja refletida e analisada pelo

FBG. Dessa forma, é possı́vel monitorar simultaneamente as caracterı́sticas espectrais

da luz transmitida e refletida.

Esta técnica envolve medir diretamente o comprimento de onda de Bragg do

sensor FBG. Ele utiliza uma fonte de luz de banda larga, como uma fonte de emissão

espontânea amplificada (ASE - Amplified Spontaneous Emission) ou um diodo superlumi-

nescente (SLED - Superluminescent Light Emitting Diode) e um OSA para análise [60],

o qual tem a propriedade de medir diretamente o espectro de reflexão do sensor FBG

caracterizando a metodologia mais simples, proporcionando ao profissional visualizar

os espectros refletidos do FBG e possibilitando a detecção e análise das mudanças no

comprimento de onda de Bragg.

Nesta técnica, a luz da fonte de banda larga é lançada em uma fibra de modo

único (SMF - Single Mode Fiber ) para um FBG de detecção (SFBG), o qual reflete um

comprimento de onda especı́fico conhecido como comprimento de onda de Bragg ou

comprimento de onda central [12]. Conforme a temperatura do ambiente ao redor da

SFBG muda, o comprimento de onda de Bragg também se altera de maneira correspon-

dente [68].

O OSA pode ser integrado a um computador pessoal (PC - Personal Computer )

para a programação da leitura do espectro e para a visualização da temperatura ao redor
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do sensor FBG [12, 68].

O tempo de resposta de um OSA está diretamente relacionado à sua resolução

espectral, sendo que resoluções mais finas, como 5 pm, exigem tempos de varredura

(resposta) mais longos em comparação com resoluções mais amplas, como 20 pm. Em

aplicações que demandam monitoramento em tempo real, a utilização do OSA portátil

com resolução de 5 pm pode ser uma desvantagem em ambientes industriais que es-

timam a salinidade, onde variações rápidas na concentração salina exigem medições

ágeis. A demora na aquisição de dados pode comprometer ajustes operacionais imedia-

tos, afetando a eficiência do controle de salinidade e a resposta à possı́veis variações

indesejadas.

2.3- PROCEDIMENTOS PARA INTERROGAÇÃO DE SENSORES ALTERNATIVOS OU

INOVADORES

Consoante [69], o sensoriamento óptico baseado em interrogação de fase com

holograma de interferência de Young usando um dispositivo de microespelho digital

constitui um método originalmente caracterizado pela interrogação de fase para aplicações

em sensores ópticos. Trata-se de um método interferométrico com caracterı́stica distintiva

na geração de uma sequência de hologramas de entrada e a obtenção da sequência de

hologramas perturbada na saı́da pelo transdutor óptico.

O método de medição de fase inclui o projeto de um sensor de holograma para

transdutores ópticos, operando tanto em transmissão quanto em reflexão. Demonstrou-

se excelente estabilidade na medição, com uma redução significativa na deriva e sem

limitações pelo ruı́do do laser ou do estágio de detecção. Além disso, alcançou nı́veis de

ruı́do e resolução de fase de ponta, posicionando-o no estado da arte.

No âmbito das FBGs, o estudo proposto por Li et al. 2024 emprega o AWG

(Arrayed Waveguided Grating - Grade de guia de onda em matriz) como elemento central

do sistema de interrogação, beneficiando-se da ausência de componentes mecânicos

móveis para garantir uma taxa de interrogação mais rápida. Além disso, explora-se,

proficientemente, o efeito termo-óptico dos materiais SOI (silicon-on-insulator) para ajustar

o comprimento de onda do AWG, o que amplia a sobreposição espectral do dispositivo.
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O sistema demonstra uma versatilidade marcante ao possibilitar a efetiva interrogação de

sinais como pressão, tensão e vibração [70].

Em [71], propõe-se o desenvolvimento de um sistema de interrogação, que explora

a resposta de temperatura de um diodo laser multimodo, a fim de interrogar LPGs. Sistema

esse capaz de interrogar ao longo de uma janela de 10 nm, com erros de medição

atingindo valores mı́nimos tão baixos quanto 0,4 nm, para o comprimento de onda central

da grade, e 0,4 dB para sua atenuação. Dado seu baixo custo e dimensões reduzidas, o

sistema desenvolvido apresenta potencial para aplicações de campo de mudanças lentas,

tais como o monitoramento de reações quı́micas prolongadas, por exemplo, corrosão,

monitoramento ambiental de longo prazo, como o monitoramento da intrusão salina em

aquı́feros costeiros, ou processos de resfriamento lento ou aquecimento lento, como a

cura de materiais.

Ainda no âmbito dos sensores LPGs, os autores de [72] demonstraram uma

técnica de interrogação óptica usando as medições das amplitudes do primeiro e segundo

harmônicos do sinal no domı́nio elétrico. Tratou-se de uma metodologia auto-referenciada

por ser independente da fonte de potência óptica; em outras palavras, apresentou insensi-

bilidade a flutuações de potência óptica. Nesse contexto, o procedimento de interrogação

apresentado nesse trabalho utilizou o modelo matemático desenvolvido e demonstrado

pelo autor de [73]. O sistema proposto interrogou o sensor resolvendo uma equação

analı́tica simples, que pôde ser realizada com um microprocessador de baixo a médio

alcance. Assim, calculou o comprimento de onda de ressonância do LPG associado a um

parâmetro externo e mostrou-se eficiente em medições em tempo real. Para evidenciar

a abordagem de interrogação, foram realizadas as medições do ı́ndice de refração de

várias soluções. Por conseguinte, o processo experimental satisfez o monitoramento em

tempo real e representou um avanço tecnológico de baixo custo em relação às medições

tradicionais.

2.4- ESCOPO DESTA DISSERTAÇÃO

Nesta dissertação, aplicaremos técnicas de regressão simbólica à estimativa de

salinidade de soluções, na linha das referências que constam na Tabela 3. A estimativa da
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salinidade de soluções diversas é de extrema importância para a indústria tendo em vista

que a salinidade afeta diretamente a qualidade e a eficiência de processos industriais

em setores como a produção de alimentos, a fabricação de produtos quı́micos e a

dessalinização da água. Além disso, a precisão na determinação da salinidade é crucial

para garantir a conformidade com padrões regulatórios, evitar danos a equipamentos

e garantir a segurança e qualidade dos produtos finais. A capacidade de estimar a

salinidade com precisão permite um controle mais eficaz dos processos industriais,

reduzindo custos operacionais e maximizando a produtividade.

No que concerne a primeira referência da Tabela 3, a produção de bobinas de

microfibra exige técnicas de fabricação avançadas, muitas vezes envolvendo controle

rigoroso de parâmetros como tensão, alinhamento e consistência do diâmetro. Isso

pode aumentar os custos de produção e os tempos de fabricação. A demora em fazer

o sensor proposto decorre da inserção da bobina de microfibra, caracterizando pouca

resistência, pois ficam suscetı́veis a quebras ou deformações quando submetidas a forças

externas. Além disso, o alto custo de manutenção e vulnerabilidade a pequenos defeitos.

Experimentalmente, existe um elemento ressonador de microfibra, o qual está em volta

de um cilindro PMMA e no entorno, coberta com um material epóxi de baixo ı́ndice de

refração curável por UV (Luvantix, PC373) e totalmente curada usando uma lâmpada UV

(Lightning cure, LC8) para reduzir qualquer perda desnecessária causada pela diferença

no ı́ndice de refração entre o PMMA e a microfibra. A folga entre as bobinas adjacentes

é de 7,36 µm e o diâmetro da haste de suporte após ser coberto com o epóxi de baixo

ı́ndice de refração é de 1,3 mm [74].

A segunda referência Zhang et al. 2019, evidenciada na Tabela 3, explicita que

o efeito do ı́ndice de refração com a salinidade da água vai ser semelhante. A técnica

apresenta o uso clássico do interferômetro de Michelson, onde dois feixes laser percorrem

diferentes trajetos ópticos e, ao se recombinarem, geram um padrão de interferência que

depende da diferença de caminho entre os dois feixes.

Isso torna o sistema altamente eficiente para a demodulação de sinais, uma vez

que a diferença de caminho óptico entre os dois braços do interferômetro permite uma

maior sensibilidade e precisão na detecção de alterações externas. Por se tratar de um

setup que utiliza um interferômetro de Michelson, em outras palavras, um jogo de espelhos

e laser, que atravessa um reservatório que contém um lı́quido, trata-se inclusive de um

sensor óptico e não tem fibra, sendo esse sensor feito diretamente no laser, possuindo
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Tabela 3 – Comparação do Sensoriamento de Salinidade para os Trabalhos de Pesquisa
Relacionados em Instrumentação Óptica.

Referência Esquema/Técnica
Yin et al., 2018 [74] Requer um processo de fabricação longo e delicado.

Zhang et al., 2019 [75] Baseado na diferença de caminho óptico de feixes laser
usando uma configuração de interferômetro de Michelson.

Sun et al., 2019 [76] Baseado em FBG revestida com poli-umida lamelar.

um setup muito grande devido a montagem, também não é portátil e necessita de controle

para o ar (dielétrico), visto que o laser está passando num ambiente interno e não permite

medição remota.

Na terceira referência, conforme a Tabela 3, sensores ópticos baseados em FBGs

revestidos com poli-imida lamelar são particularmente eficazes na medição de salinidade

devido à sensibilidade aumentada proporcionada pela casca. A poli-imida lamelar protege

o sensor FBG contra agentes corrosivos, como a água salgada (consolidando proteção

contra danos fı́sicos e quı́micos ao sensor), ao mesmo tempo em que amplifica a resposta

do sensor FBG às mudanças no ı́ndice de refração causadas pela variação da salinidade;

favorecendo, portanto, à aplicação em processos industriais.

A análise dos gráficos apresentados no estudo demonstra, primeiramente, que o

sensor lamelar apresenta um tempo de resposta relativamente longo para estabilização

completa em medições de salinidade. Esse comportamento é atribuı́do ao processo de

formação da camada sensı́vel em contato com a solução salina, o que pode levar aproxi-

madamente 6 horas. Tal caracterı́stica, embora possa ser uma limitação em aplicações

que demandam respostas rápidas, é compensada pela alta precisão e estabilidade das

medições em condições controladas. Em segundo lugar, o artigo evidencia que o compri-

mento de onda apresenta uma variação inicial acentuada nos primeiros instantes, seguida

por uma estabilização gradativa à medida que o equilı́brio térmico e óptico é alcançado no

novo meio (ou seja, quando o sensor muda de ar para água). Por fim, os dados apresen-

tados graficamente indicam que a acurácia do sensor sofre uma deterioração significativa

em condições de salinidade elevada. Ademais, enquanto o sensor mantém uma resposta

precisa e consistente em nı́veis de salinidade baixos a moderados, observa-se uma

crescente discrepância entre os valores medidos e os valores de referência, conforme a

salinidade aumenta.
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2.5- CONSIDERAÇÕES FINAIS AOS MÉTODOS DE INTERROGAÇÃO POPULARES

E INÉDITOS

A principal vantagem de usar métodos alternativos de interrogação é a redução

de custos, juntamente, com a portabilidade e a automação mais fácil. Os métodos de

interrogação que utilizam filtragem óptica requerem algum processamento para extrair

adequadamente as informações de alto nı́vel de interesse [77]. Segundo [77], o pro-

cedimento de interrogação de sensor fazendo uso de filtros ópticos concomitante com

métodos computacionais caracterizam-se pela simplicidade, consolidando eficácia meto-

dológica. O sistema proposto em [77] foi capaz de identificar a temperatura a partir da

saı́da do sensor, caracterizando um sistema de interrogação capaz de fornecer o valor

preciso da temperatura sem medir diretamente o deslocamento do comprimento de onda

de ressonância ou realizar qualquer cálculo de Fourier. Nesta dissertação, o objetivo

é prever a salinidade de uma solução, por meio de medidas obtidas por interrogação

óptica. Pretende-se obter a estimativa da variável de interesse por meio de uma fórmula

analı́tica, a ser obtida via regressão simbólica. A regressão simbólica é o tema do próximo

capı́tulo [78].
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3- REGRESSÃO SIMBÓLICA - FUNDAMENTOS

3.1- A REGRESSÃO SIMBÓLICA

A regressão simbólica começou seus primeiros desenvolvimentos como uma

ferramenta para a ciência nas décadas de 1970 e 1980 [79]. A ideia de uma máquina

capaz de oferecer insights para os seres humanos foi discutida no trabalho pioneiro de

Donald Michie em 1988 [80, 81]. Algoritmos de aprendizagem de máquina (ML, do inglês

machine learning) foram classificados por Michie em três classes: ML fraco, ML forte e

ML ultraforte. Algoritmos de ML classificados como “fracos” identificam o caso em que o

aprendizado de máquina produz um desempenho preditivo aprimorado com quantidades

crescentes de dados [2, 80]. A regressão simbólica está inserida na modalidade ML fraco

já que é incapaz de extrapolar a predição para regiões de dados de entrada diferentes

das do conjunto de treinamento. Em termos de popularidade, desde os anos 2010 [82], a

regressão simbólica tem sido consideravelmente implementada como uma ferramenta de

extração automática de fórmulas que regem determinados sistemas ou fenômenos.

Grosso modo, algoritmos de regressão simbólica almejam sintetizar fórmulas

analı́ticas, automaticamente, podendo por conseguinte ser interpretados como técnicas

especı́ficas de mineração de dados. Tais fórmulas, que implementam um determinado

conjunto discreto de primitivas (como funções exponenciais, cossenos ou tangentes

hiperbólicas), devem emular a transformação entre os dados de entrada e de saı́da, de

modo a aderir aos dados tanto quanto possı́vel [83].

Mais especificamente, as técnicas de regressão simbólica adotadas ao longo

desta dissertação representam expressões matemáticas por meio de estruturas de dados

especı́ficas, conhecidas como “árvores unárias-binárias”. Nessas árvores, os nós internos

representam operadores (como a adição numérica), enquanto que os seus terminais

são operandos (como variáveis ou constantes) [84, 5]. A partir de uma inicialização

aleatória de possı́veis fórmulas candidatas (representadas por árvores), técnicas de

regressão simbólica refinam progressivamente essas fórmulas, aplicando às árvores

(que as representam) algoritmos genéticos. Os algoritmos genéticos consistem num
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exemplo de técnicas “meta-heurı́sticas bioinspiradas”, as quais inspiram-se em soluções

já existentes no mundo dos seres vivos (como a evolução natural das espécies) como

ferramentas de otimização matemática para problemas desafiadores encontrados na

ciência e na engenharia.

Em 2021, o SRBench foi proposto como uma grande referência para a regressão

simbólica. O projeto (ainda existente) consiste em promover incentivos a novas metodo-

logias e fomentar o uso de novos conjuntos de dados tangı́veis1 e sintéticos2. Em sua

criação, o SRBench apresentou 14 métodos de regressão simbólica, 252 conjuntos de

dados do PMLB3 (Penn Machine Learning Benchmarks) e 7 outros métodos de ML.

Em 2022, a SRBench anunciou a competição Interpretable Symbolic Regression

for Data Science, que foi realizada na conferência GECCO em Boston (MA), durante

a qual houve a comparação de diferentes métodos de acordo com propriedades, tais

como: seleção de caracterı́sticas; redescoberta de expressões exatas; insensibilidade a

mı́nimos locais; extrapolação e sensibilidade ao ruı́do. A biblioteca de regressão simbólica

em Python (PyRS) ficou em segundo lugar nessa competição. Devido à sua grande

competitividade, facilidade para replicar resultados e potência, essa biblioteca será a

utilizada nesta dissertação.

A utilização da regressão simbólica como ferramenta de modelagem baseada em

dados abre caminho para o desenvolvimento de sensores fundamentais para a geração

de modelos de processo em linha, os quais são inteligı́veis, acurados e refletem fielmente

as caracterı́sticas do processo investigado [89]. Alguns trabalhos relevantes que exploram

a regressão simbólica encontram-se descritos na Tabela 4.

A regressão simbólica funciona melhor em conjuntos de dados de baixa dimensão,

mas, pode-se também estender essa abordagem para espaços de dimensões superiores

utilizando a “Destilação Simbólica” de Redes Neurais, conforme explicado em [87], que

enfoca problemas de N corpos. É possı́vel usar regressão simbólica, essencialmente,

para converter uma rede neural a uma equação analı́tica. Assim, essas ferramentas

apresentam simultaneamente uma maneira explı́cita e poderosa de interpretar redes

neurais profundas [87, 90]. Essa interpretabilidade não diz respeito à precisão das
1Dados tangı́veis também são chamados de “Dados do Mundo Real”, ou seja, dados observacionais

coletados de processos fı́sicos [85].
2Dados sintéticos são dados gerados computacionalmente a partir de funções estáticas ou

simulações [85].
3É um repositório de benchmarks de aprendizado de máquina mantido pela Universidade da Pensilvânia.

O PMLB fornece uma coleção diversificada de conjuntos de dados para a avaliação e comparação de
algoritmos de aprendizado de máquina, incluindo regressão simbólica.
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Tabela 4 – Comparação autoral e contributiva para os trabalhos de pesquisa relacionados à regressão
simbólica. QSAR: Quantitative Structure-Activity Relationships - Relações de Atividades de Estruturas
Quantitativas. QSPR: Quantitative Structure-Property Relationships - Relações de Propriedades de Estruturas
Quantitativas. FIGP: Filter-Introduced GP - Programação Genética Introduzida por Filtro. GP: Genetic
Programing - Programação Genética. SR: Symbolic Regression - Regressão Simbólica. PySR: Symbolic
Regression in Python and Julia. SciMED: Scientist-Machine Equation Detector - Detector de Equação
Cientista-Máquina.
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futuro através da combinação de SR via GP também com redes
neurais de topologia complexa, na tentativa de explorar a grande
capacidade do aprendizado profundo.
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influência das operações permitidas pela biblioteca na precisão das
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Figura 3 – Versatilidade da técnica de regressão simbólica.

estimativas nos dados de teste. Outro incentivo para o gerenciamento da complexidade

são as restrições computacionais. Por exemplo, dispositivos de Internet das Coisas (IoT

- Internet of Things) restringem o tempo de avaliação de um modelo aceitável, mesmo

que isso comprometa a precisão do modelo. Em resumo, as razões para controlar a

complexidade do modelo variam, assim como a noção de complexidade [91].

As abordagens de regressão simbólica baseadas em computação evolutiva bus-

cam encontrar funções analiticamente tratáveis, diferenciando-se dos algoritmos tradicio-

nais de regressão determinı́stica, que apenas ajustam parâmetros [92]. Os algoritmos

evolutivos de regressão simbólica procuram não apenas ajustar parâmetros, mas também

determinar a forma funcional mais apropriada do modelo a partir de dados de entrada

e resposta (saı́da), utilizando um conjunto de operadores matemáticos e operandos

predefinidos, enquanto minimizam as métricas de erro.

A Figura 3 elucida que a regressão simbólica não assume uma estrutura de modelo

especı́fica. Ademais, visa à estrutura subjacente dos dados, explorando um espaço

combinacional e vasto de expressões matemáticas, mas não é infinito matematicamente,

pois ao se limitar a profundidade das árvores e operadores, existe uma quantidade finita,

embora muito elevada, de combinações.

Dados ruidosos são aqueles que contêm informações pouco relevantes, erros

ou variações aleatórias que não representam o padrão real do fenômeno estudado.
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Figura 4 – Exemplificação de cenários gráficos para a regressão simbólica com a presença
de dados ruidosos.

Em alguns casos, o ruı́do pode esconder padrões úteis, dificultando a identificação de

relações reais nos dados. No entanto, em outros casos, métodos apropriados podem

filtrar o ruı́do e extrair informações valiosas, confirmando a positiva ressalva de que em

certos modelos, uma pequena quantidade de ruı́do pode até ajudar na generalização.

Na Figura 4 é possı́vel observar representações gráficas para a regressão simbólica

com a presença de dados ruidosos. A função real representa a relação verdadeira en-

tre as variáveis de entrada e saı́da em um problema de aprendizado de máquina. No

cenário em que o dado ruidoso apresenta proximidade em relação a função real (ou

seja, maior aderência aos dados), caso o nı́vel de ruı́do seja baixo ou se os dados forem

pré-processados corretamente, o modelo pode identificar o padrão subjacente e fazer

boas previsões. Contrariamente, caso haja distanciamento da função real, se houver

um nı́vel de ruı́do muito alto ou se o modelo não tiver técnicas adequadas 4 para lidar

com o mesmo, os padrões verdadeiros podem ser ofuscados, resultando em um modelo

impreciso e menos eficiente.

3.1.1 REGRESSÃO SIMBÓLICA E A BIBLIOTECA PySR

A biblioteca PySR (do inglês, PySymbolicRegression) foi desenvolvida com o

objetivo de democratizar e popularizar a regressão simbólica nas ciências. Trata-se de

uma biblioteca de código aberto para regressão simbólica prática. Ao aproveitar um
4Normalização e padronização são técnicas que podem ser utilizadas no pré-processamento dos dados.

Geralmente a escolha das diversas técnicas existentes dependem do tipo de ruı́do especı́fico.
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poderoso algoritmo evolutivo multipopulacional, uma solução única de loop evolução-

simplificação-otimização, um back-end distribuı́do de alto desempenho e integração com

pacotes de aprendizagem profunda, o PySR é capaz de acelerar a descoberta de modelos

simbólicos interpretáveis a partir de dados [79].

O modelo multipopulacional, também chamado de “modelo de ilhas” pode ser

adotado para gerenciar uma solução candidata, dentro do espaço de busca da otimização

simbólica, para refinamento adicional em iterações subsequentes do processo de pes-

quisa; com isso, evitam-se ótimos locais [93].

Até que o armazenamento final em buffer seja concretizado, ocorre uma avaliação

baseada em dados, com a equação s e sua aptidão correspondente f sendo denota-

das por (f, s). O par ordenado (f, s) refere-se a um par de informações concernente

às soluções exploradas. Essas ilhas evoluem de forma independente, permitindo a

exploração paralela de diferentes regiões no espaço de equações [93]. Por conseguinte,

no final de um número especificado de rodadas de evolução, a migração entre as ilhas é

realizada [79].

O objetivo é permitir a especialização através da evolução separada de populações

únicas, permitindo ocasionalmente que alguns membros migrem entre eles, para compar-

tilhar essa especialização. Na Figura 5, é possı́vel visualizar a representação de “ilhas”

independentes de expressões, cada uma em evolução, bem como a migração a posteriori

entre ilhas. Esta figura corresponde ao laço externo na lógica de programação do pacote

PySR.

A simplificação vincula-se a complexidade, a qual desempenha um papel significa-

tivo na regressão simbólica. Embora o ideal seja sempre apresentar os modelos na forma

mais simples, isso pode ser computacionalmente inviável. Por isso, uma comparação

baseada no comportamento das funções, considerando restrições simbólicas, pode ser

mais eficaz, pois essas restrições permanecem consistentes independentemente das

diferentes formas de representação das expressões [94].

Quanto a aplicabilidade da referida biblioteca, destaca-se, de acordo com a

literatura atualizada [79]:

1. Usa-se PySR para descobrir uma nova parametrização simbólica para formação de

cobertura de nuvens [95];

2. Usa-se PySR para descobrir modelos populacionais interpretáveis de fontes de
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Figura 5 – Exemplificação da migração entre “ilhas” correspondente ao laço externo da
biblioteca PySR.

ondas gravitacionais [96].

3. Usa-se PySR junto com outras técnicas de ML para descobrir especificações de

transferência de elétrons em vários materiais [97];

4. Combina-se PySR com análise dimensional para descobrir novas relações as-

trofı́sicas [98];

5. Demonstra-se o uso da PySR para extrair equações dinâmicas aprendidas por uma

equação diferencial neural [99];

6. Utiliza-se a PySR na economia, para encontrar regras eficazes que governem o

comércio internacional [100].

3.1.2 REDES NEURAIS PARA REGRESSÃO SIMBÓLICA

A referência [101] propôs uma linha de pesquisa que investigou o potencial de

redes neurais profundas em resolver o problema combinatório da regressão simbólica. A

sugestão foi de uma rede neural totalmente conectada e simples, substituindo as funções
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de ativação padrão por blocos de construção simbólicos (por exemplo: sen(x), cos(x), +,

Identidade(x)).

Após o treinamento do modelo, foi possı́vel extrair, automaticamente, uma fórmula

simbólica a partir da arquitetura e dos pesos da rede. Esse método herdou a capacidade

das redes neurais de lidar com dados de alta dimensão e se ajustou bem ao número de

pares de entrada e saı́da. No entanto, demandou extensões especı́ficas consoante [102]

para lidar com funções que envolveram operações de divisão entre blocos de construção

elementares e a inclusão do resultado de ativações exponenciais e logarı́tmicas em

gradientes “explosivos” e questões numéricas.

Conforme [103], uma vez que uma expressão é amostrada, ela é simplificada

usando as especificações construı́das na biblioteca de manipulação simbólica SymPy.

Esse método de amostragem nos permite determinar com precisão ao restringir o espaço

de busca controlando a profundidade das árvores e o conjunto de operadores admissı́veis,

juntamente com suas probabilidades anteriores de ocorrência na expressão gerada [104].

Um exemplo recente e concreto em astronomia é a redescoberta da lei de Newton

da gravitação a partir de observações de dados do mundo real, dados de planetas e

luas em nosso Sistema Solar dos últimos 30 anos. Vários estudos demonstraram a

extração de modelos simbólicos de dados experimentais de sistemas mecânicos, em

astronomia e em sistemas quânticos. Os modelos simbólicos podem ser melhorados para

propor medidas fı́sicas razoáveis em modelos de sistemas desconhecidos que avançam

compreensão cientı́fica [2].

3.1.3 ALGORITMOS GENÉTICOS E A INTELIGÊNCIA ARTIFICIAL

Algoritmos genéticos consistem numa técnica de busca muito utilizada para en-

contrar soluções aproximadas em problemas que envolvem otimização e busca. Eles

consistem numa classe particular de algoritmos evolutivos que utilizam técnicas prove-

nientes da biologia evolutiva, tais como: hereditariedade, mutação, seleção natural e

cruzamento.

Na virada do século XXI, o poder computacional se tornou mais acessı́vel, via-

bilizando o treinamento de algoritmos de inteligência artificial com maior quantidade de
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cruzamento (à esquerda) e mutação (à direita).

dados em uma velocidade de processamento maior. Novas pesquisas no campo recupe-

raram força e financiamento, e o aprendizado de máquina começou a ser utilizado em

aplicações práticas por empresas e pesquisadores [105]. Com o progresso dos métodos

e algoritmos de AI, a simulação e os dados experimentais assumirão um papel ainda mais

significativo em projetos práticos consonante ao presságio relatado em Drikakis (2023),

abarcando aplicações exigentes na ciência e tecnologia [106].

Dentre as ferramentas de aprendizado de máquina, a escolha do tipo do algoritmo

que melhor se adeque aos objetivos é importante, visto que o algoritmo dita como

o modelo se comporta, aprende, e como é estruturado após o treinamento [105]. No

conjunto dos algoritmos mais populares estão o de árvores de decisão, florestas aleatórias,

XGBoost, redes neurais, além de outros.

O conjunto de indivı́duos denominado “população”, com representatividade em

árvores são gerados, aleatoriamente, conforme a Figura 6. A evolução populacional

tem inı́cio em T(0) ou (tempo = 0), em virtude da Programação Genética (PG - Genetic

Programming), a qual baseia-se nos princı́pios da evolução biológica para resolver pro-

blemas de otimização e busca. Ou seja, através de operações evolucionárias, utilizando

um conjunto de “regras de transição”. A representação matemática abaixo:

{ri : f → f |i ∈ N} (5)
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é definida sobre o espaço da árvore [84]. A equação indica um conjunto de operadores

ri que atuam sobre uma função f , onde i é ı́ndice que pertence a um subconjunto dos

números naturais N .

Conforme Calabrese et al. 2022 [107], os operadores genéticos para a evolução

dos indivı́duos são reprodução, cruzamento e mutação. O operador de reprodução con-

siste em copiar um indivı́duo escolhido por sua pontuação de aptidão na nova população

sem qualquer transformação.

Na operação de mutação, uma subárvore selecionada é substituı́da por outra

subárvore gerada, aleatoriamente, com uma certa probabilidade [86], conforme a Fi-

gura 6, à direita. Outrossim, Heider et al. 2023 afirmam que operações de mutação

podem modificar tanto um único nó quanto uma subárvore completa [108]. Usando-se,

especificamente, o método de mutação pontual (ou seja, um nó na árvore de expressão

S é escolhido, aleatoriamente, e substituı́do por outro valor viável [87]), no contexto da

regressão simbólica, os parâmetros são substituı́dos por parâmetros, e funções são

substituı́das por funções com o mesmo número de argumentos.

Um operador de cruzamento envolve troca de conteúdo entre dois indivı́duos,

por exemplo, trocando uma subárvore aleatória de um indivı́duo com outra subárvore

aleatória de outro indivı́duo [109], conforme ilustrado na Figura 6, à esquerda.

O operador de cruzamento introduz variação na população criando descendentes

que incluem algumas partes de seus pais, escolhidos por método de seleção.

Em suma, no contexto da etapa de seleção, os indivı́duos são rastreados de

acordo com sua aptidão, haja vista que é mais fácil para um indivı́duo que possui maior

aptidão aparecer na próxima geração. Indivı́duos com maior aptidão evoluem por meio de

cruzamento e mutação [110].

O operador de mutação é uma alteração estocástica de um ou mais genes.

Introduz a exploração de novos espaços na superfı́cie de fitness para evitar a convergência

prematura do programa. Cada operador é realizado com uma certa probabilidade [111].

Em particular, a probabilidade do operador de mutação Pm não pode ser maior do que

0,1 [112], enquanto a do operador de cruzamento Pc normalmente varia entre 0,6 e

0,9 [113]. A estimativa do operador de reprodução Pr geralmente é complementar à soma

dos percentuais probabilı́sticos de cruzamento e mutação. Entre as probabilidades dos
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operadores mantém-se a seguinte relação [107]:

Pr + Pc + Pm = 1 (6)

Em sua maioria, os desafios enfrentados no campo do aprendizado de máquina

podem ser simplificados como problemas de otimização. Grande parte dos métodos

populares para essa tarefa pode ser interpretada como uma busca pela minimização,

resolvida por meio da modelagem de uma estrutura capaz de mapear os dados de entrada

com a saı́da, conforme [114]. Por exemplo, árvores de decisão de regressão usam essa

configuração e procuram aproximar relações matemáticas complexas, as quais podem

ser representadas por estruturas de dados que minimizem o erro entre suas decisões e

as respostas esperadas.

Em sı́ntese, o algoritmo de regressão simbólica retorna um modelo “padrão”

após um treinamento de aprendizado de máquina. Cabe ressaltar que cada método de

aprendizado de máquina busca realizar a tarefa por meios diferentes, partindo de um

espaço de busca contendo um conjunto de modelos possı́veis, e o modelo final é obtido

minimizando uma função de custo sobre os dados disponı́veis.

3.2- INTERPRETABILIDADE

A interpretabilidade é um atributo de determinadas soluções de aprendizagem de

máquina altamente valorizada pela comunidade cientı́fica. Ela permite, por exemplo, que

a tomada de decisões em determinados sistemas de suporte sejam baseadas em regras

explı́citas e suficientemente simples de entender e interpretar.

3.2.1 MÉTODOS CAIXA PRETA, CAIXA CINZA e CAIXA BRANCA

Técnicas de aprendizado de máquina são métodos que produzem modelos que

são funções das entradas e produzem saı́das, onde costumeiramente o funcionamento
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interno do modelo está oculto ou ininteligı́vel para ser analisado [115]. Enquanto os

modelos Gray-Box incorporam algum conhecimento da fı́sica dos fenômenos em estudo,

os modelos Black-Box dependem apenas de abordagens baseadas em dados [116].

Nos modelos do tipo Black-Box, a lógica interna é representada em parâmetros

complexos, como pesos em uma rede neural. Além disso, há dificuldade de compreender

a tomada de decisão. Por outro lado, estes modelos possuem elevado desempenho predi-

tivo, devido à capacidade de capturar relações complexas nos dados. Inclusive possuem

capacidade de lidar com sistemas não lineares e reduzem problema de overfitting, quando

o modelo é bem treinado. No panorama de aplicações adequadas para esse sistema,

cuja arquitetura é oculta, podemos destacar a predição de padrões complexos em termos

de uma variável de interesse (temperatura, salinidade, densidade etc.).

Os modelos de White-Box, por sua vez, apresentam alta interpretabilidade, pois

as decisões podem ser diretamente compreendidas através de fórmulas matemáticas

ou representações gráficas. Frequentemente, tais modelos são obtidos a partir de

princı́pios fundamentais. Ademais, possuem processos internos que oferecem trans-

parência e compreensibilidade. No âmbito de aplicações especı́ficas (como em medicina),

regulamentações que exijam explicabilidade tornam esses modelos mais viáveis. Porém,

eles não funcionam bem com dados de alta dimensionalidade, caracterizando baixa

escalabilidade; além disso, podem tomar decisões simplistas ou imprecisas em cenários

complexos [117].

Os modelos de Gray-Box permitem algum grau de visualização ou explicação

sobre como as decisões são tomadas. Tratam-se de uma abordagem intermediária

entre os modelos de Black-Box (opacos e altamente complexos) e os de White-Box

(transparentes e facilmente interpretáveis). Eles combinam desempenho preditivo robusto

com interpretabilidade parcial, o que os torna especialmente úteis em cenários onde

é necessário um equilı́brio entre precisão e explicação. A presença de explicabilidade

efetivamente gera confiança para aplicações em setores crı́ticos, tal como: medicina [118]

e engenharia. Ou seja, aplica-se em cenários onde a precisão é importante, mas a

explicação também é essencial.
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3.3- COMENTÁRIOS FINAIS

Este capı́tulo descreve concisamente os conceitos fundamentais das técnicas de

regressão simbólica. Parte significativa destas técnicas geram equações compreensı́veis

através de programação genética, capturando relações complexas nos dados. Podemos

interpretá-las como ferramentas de aprendizado de máquina, o qual aprimora as equações

simbólicas para obtenção de interpretabilidade e acurácia. Sendo a programação genética

um caso particular de algoritmo genético, a mesma tem foco em evoluir uma estrutura

de dados que representa as equações candidatas. Na abordagem a ser utilizada nesta

dissertação, tal estrutura de dados é representada em uma árvore unária-binária. Por

conseguinte, ao final do processo de aprendizado, são obtidas equações candidatas

capazes de emular a relação do mapeamento entre entrada e saı́da.

Outra vertente do capı́tulo atual consiste no embasamento teórico proveniente

da biblioteca PySR, a qual realiza regressão simbólica para encontrar expressões ma-

temáticas que descrevem dados, visando a simplificação. Ao mesmo tempo, a biblioteca

SymPy permite adicionalmente simplificar e manipular simbolicamente essas equações.

Combinadas, essas ferramentas auxiliam na descoberta e análise de modelos ma-

temáticos com maior explicabilidade.

Os diferentes métodos de aprendizagem de máquina são categorizados como

caixas brancas, caixas cinzas e caixas pretas, de acordo com o grau de interpretabilidade

que eles proporcionam. Métodos de aprendizado profundo e redes neurais são métodos

populares de aprendizagem de máquina, que são costumeiramente classificados como

métodos do tipo “caixa-preta”, dada a baixa interpretabilidade do processo de formação de

suas saı́das. No próximo capı́tulo, iremos descrever a proposta de um sistema completo

de interrogação óptica baseado em regressão simbólica.
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4- METODOLOGIA E RESULTADOS

4.1- MÉTODO DE INTERROGAÇÃO ÓPTICA ORIGINAL

A referência [10] propõe um sistema compacto de sensoreamento de salinidade

capaz de obter boa acurácia, mesmo quando o sensoriamento é remoto ou quando há

baixa concentração de sais. O sensor utilizado é um LPG fabricado com o método do

arco elétrico ponto a ponto. O interrogador é baseado em reflectometria óptica no domı́nio

do tempo, com extração de caracterı́sticas motivada por extratores tipicamente utilizados

em processamento de áudio. O sensor se encontra a 4 km da fonte de luz, ilustrando a

capacidade intrı́nseca de sensoreamento remoto.

O procedimento experimental utiliza um OTDR Anritsu MT9083A2-073. Uma

pequena seção de fibra óptica, integrada ao sensor LPG, foi inserida em um invólucro

retangular fabricado com impressora 3D. O LPG foi escrito em fibra monomodo padrão. O

perı́odo de grating é de 530 µm, de sorte a produzir uma banda de atenuação na mesma

banda espectral que a fonte de luz do OTDR, cujo comprimento de onda se encontra

próximo aos 1550 nm1. O OTDR fornece a leitura de um espectro de transmissão, o qual

espera-se conter a informação relacionada à variável fı́sica de interesse (concentração

salina). A Figura 7 mostra o esquema da configuração usada no estágio experimental

de [10].
1Como a estrutura fı́sica de interrogação não é uma contribuição deste trabalho, sugerimos fortemente a

leitura de [10], para maiores detalhes acerca do procedimento experimental.

OTDR

LPG

Figura 7 – Diagrama da configuração experimental.
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Para efeitos de extração de caracterı́sticas, a referência [10], motivada por extra-

tores tipicamente utilizados em processamento de sinais de áudio, propõe a adoção de

quatro extratores {x̂1, x̂2, x̂3, x̂4}, obtidos a partir do espectro de transmissão:

x̂1 =

∑N
n=1 P (ℓn) ℓn∑N
n=1 P (ℓn)

, (7)

x̂2 =
1

N

N∑
n=1

P 2 (ℓn) , (8)

x̂3 =

∑N
n=1 |x1 − ℓn|P (ℓn)∑N

n=1 P (ℓn)
, (9)

x̂4 =

N∑
n−2

|P (ℓn)− P (ℓn−1)|2 , (10)

onde ℓn é a abscissa do n-ésimo ponto selecionado do traço, isto é, a distância do OTDR

para o n-ésimo ponto na região relevante do traço, P (ℓn) é a potência refletida originando

no ponto ℓn, e N é o número de pontos na região selecionada. Os valores {x̂1, x̂2, x̂3, x̂4}

são normalizados para o intervalo [0, 1] dando origem às variáveis normalizadas respecti-

vas {x̃1, x̃2, x̃3, x̃4}.

A fórmula final de regressão proposta por [10] pode ser descrita como:

y = 576.000 + 279.017 · x̃0 − 2073.524 · x̃1 − 1265.795 · x̃2

+298.787 · x̃3 − 30.722 · x̃2
0 + 1591.529 · x̃2

1 − 291.119 · x̃2
2

−99.631 · x̃3
1 + 2029.320 · x̃3

2 − 67.432 · x̃4
0 + 11.132 · x̃6

0 (11)

−191.084 · x̃6
1 − 2631.655 · x̃6

2 + 48.744 · x̃7
0 + 1665.088 · x̃7

2

−289.309 · x̃0x̃2 − 17.764 · x̃0x̃
7
2 + 135.788 · x̃3

0x̃
7
2

−39.848 · x̃7
0x̃

2
2 − 547.288 · x̃0x̃

2
3 + 2102.660 · x̃1x̃2

+55.362 · x̃7
1x̃

7
3.

Onde y é a estimativa da salinidade. O erro padrão do modelo é de 0,60 g/L, nos dados

de teste.

A conjunção da metodologia experimental proposta em [10], conjugada com

a Equação (11), dá origem a um método de sensoriamento baseado em fibra óptica

que é compacto, portável, barato, seguro, resistente à corrosão e à oxidação, imune à

interferência eletromagnética, tem um baixo tempo de resposta, permite o sensoriamento

remoto de maneira direta, requer baixa manutenção e usa poucos componentes.
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A Equação (11) é uma equação complexa. Seu formato funcional (soma ponde-

rada de produtos das variáveis de entrada elevadas a expoentes inteiros) é proposto

a priori, sendo um truncamento de uma série de Volterra. O processo de otimização

almeja estimar os coeficientes de uma função cujo formato é preestabelecido. A hipótese

fundamental desta dissertação poderia ser assim resumida: assume-se que a regressão

simbólica seria capaz de apresentar uma equação mais concisa (e, possivelmente, mais

acurada) do que a Equação (11).

4.2- APLICAÇÃO DA REGRESSÃO SIMBÓLICA

Para aplicação da regressão simbólica, será usada a mesma base de dados que

a utilizada em [10]. Ao contrário de [10], não efetuaremos normalização dos descritores,

porque a regressão simbólica é capaz de escalá-los, automaticamente, caso julgue

necessário. Destinamos 80% do conjunto de dados para treinamento, reservando 20%

deles para teste.

Dada a dificuldade do problema, definimos o número de iterações para 15.000, o

que exigiu 353 horas para executar o experimento no seguinte sistema: uma máquina

virtual com 16 CPUs e 64 GB de RAM rodando o sistema operacional Ubuntu 22.04.4

LTS com kernel 5.15.0-107-genérico x86 64. Tanto o número de populações quanto o

tamanho das populações foram fixados em 100, a fim de promover uma maior exploração

do espaço de busca. Vale ressaltar que os valores de referência para estes parâmetros

são 15 (para o número de populações) e 33 (para o tamanho de cada população), que

são insuficientes para obter soluções precisas. Para distorcer a busca por termos de baixa

complexidade nas soluções, definimos a profundidade máxima para árvores candidatas

para 8. O parâmetro maxsize limita a complexidade máxima de equações residentes

no espaço de busca. Seu valor padrão é 20. Como o problema da interrogação é

bastante desafiador para o estimador resultante, as equações de complexidade 20 são

insuficientes para alcançar um bom desempenho. Por essa razão, aumentamos o valor

desse parâmetro para 40. Permitimos os operadores binários de adição, multiplicação,

subtração, divisão e exponenciação. Em relação aos operadores unários, permitiu-se

que a pesquisa usasse as funções cos(x), exp(x), sen(x), log(x), sqrt(x), sinh(x), cosh(x),
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tanh(x), atan(x), asinh(x), e erf(x), onde:

erf(x) ≜
2√
π

∫ x

0
exp

(
−t2

)
dt. (12)

Como ferramenta para a regressão simbólica, foi utilizado o pacote PySR, um dos

mais populares na comunidade acadêmica. O código Python encontra-se no Apêndice B.

Interessantemente, algoritmos de regressão simbólica não oferecem uma solução

única. Eles oferecem diversas fórmulas, ordenadas por sua complexidade, de modo que

o especialista (ou seja, o profissional que vai implementar o processo de inferência via

regressão simbólica) possa escolher o melhor “ponto de operação” em duas dimensões:

i) a complexidade da equação (cujo aumento reduz a interpretabilidade); ii) sua aderência

aos dados (que é incrementada quando a complexidade das fórmulas aumenta). Adicio-

nalmente, a complexidade é definida como o número de nós na árvore.

Fazendo a mudança de variáveis: x̂1 → x0, x̂2 → x1, x̂3 → x2, x̂4 → x3, após

mais de 2 (duas) semanas, ou mais precisamente 353 horas, de execução do sistema de

regressão simbólica, obtivemos algumas fórmulas, com as mais simples sendo descritas

na Tabela 5.2

Dentre as fórmulas obtidas, a fórmula de menor complexidade que obtém um erro

padrão similar à fórmula (11) é:

y = θ1(x0, x2) + θ2(x2) + θ3(x2, x3), (13)

onde

θ1(x0, x2) ≜ −2.43462881636892

×[cos(14.843932 · x2) + 1.6268982]

×cos(3.0025335077485 · x0), (14)

θ2(x2) ≜ sinh(exp(cosh(cos(0.4025822 · x2)))), (15)

θ3(x2, x3) ≜ asinh
[
1176037.4 · cos(1.059711 · x2)

x3

]
. (16)

Assim, temos que a equação (11) (proposta em [10]) e a equação (13) (obtida, de

maneira inédita, por regressão simbólica, nesta dissertação), apresentam um erro padrão

similar.

Podemos efetuar uma breve discussão acerca da equação proposta nesta dissertação
2Todas as fórmulas obtidas, mesmo as mais complexas, encontram-se no Apêndice A.
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Tabela 5 – Fórmulas de complexidade menor ou igual a 13 geradas pelo método de
regressão simbólica. Fórmulas mais complexas (que não cabem nesta tabela) são
apresentadas no Apêndice, no formato SymPy.

Complexidade Fórmula
1 49.9998
3 x

(−0,4818793)
1

5 80, 722305− 89312.336 · x3
6 70, 81623− (ex1)5528,247

7 74, 79686− e153,17398·
√
x3

8 74, 82488− 15, 607775 · senh(2872.4497 · x3)
9 75, 298935− x2 · senh(senh(1636.5731 · x3))

10 50892, 58− 11, 864567 · (3270, 7036 · senh(x3) + x0)

11 (asenh(8, 6985576e7 · senh(55, 199825 · sen(log10(x1)))) + 19, 314484

13 asenh(9, 967798e7 · senh(55, 07948 · sin(log10(x1)))) + 4302, 44− x0

14
1, 33× 108 · asenh(52.427 · senh(sen(log10(x1))))

+

(
20, 67919− 1

cos((0, 7153872 · x0 − x2)

)

30

y = θ1(x0, x2) + θ2(x2) + θ3(x2, x3),

onde:

θ1(x0, x2) ≜− 2.43462881636892× [cos(14.843932 · x2) + 1.6268982]

× cos(3.0025335077485 · x0),
θ2(x2) ≜ sinh(exp(cosh(cos(0.4025822 · x2)))),

θ3(x2, x3) ≜asinh
[
1176037.4 · cos(1.059711 · x2)

x3

]
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(isto é, a Equação (13)), ressaltando os seguintes pontos:

⋆ Embora ambas as equações apresentem desempenho equivalente, haja vista que

o erro quadrático médio de ambas equações não destoam entre si, a equação

proposta (13) é significativamente mais simples, facilitando a compreensão do

fenômeno de interrogação e enfatizando o papel de cada descritor na estimativa.

Observe que a Equação (13) depende tão somente da soma de três termos, com o

primeiro deles sendo dependente de x2 e x0, o segundo sendo dependente apenas

de x2, o terceiro sendo dependentes dos atributos x2 e x3;

⋆ A equação proposta (13) requer menos descritores do que a equação defendida

por [10] (já que x1 não é necessário na equação proposta). Assim, poder-se-ia

conjecturar que a fórmula proposta é menos propensa a overfitting, já que é mais

simples e utiliza menos descritores, com um desempenho similar.

⋆ Cumpre ressaltar a habilidade da regressão simbólica em efetuar automaticamente

um procedimento de seleção de caracterı́sticas, já que ela, automaticamente, descar-

tou o descritor x1, enquanto que este descritor foi utilizado (como x̃2) na formulação

de [10]. Na prática, sabemos que descartar determinados atributos é uma tarefa

bastante desafiadora, que a regressão simbólica, ao penalizar soluções demasiado

complexas, implicitamente, executa [119].

⋆ Cabe enfatizar a capacidade de a regressão simbólica encontrar uma expressão

analı́tica sucinta que adere aos dados que é inviável para o especialista humano,

que dificilmente imaginaria um funcional similar ao da equação proposta (13).

Importa notar adicionalmente que em nossos experimentos não observamos gran-

des discrepâncias entre o erro quadrático médio nos conjuntos de treinamento e de teste.

Essa similaridade é um forte indı́cio de que a técnica de regressão simbólica é razoavel-

mente robusta ao problema de overfitting (isto é, um excesso de aderência aos dados

de treinamento, devido ao ajuste de seus parâmetros, que prejudica a capacidade de

generalização). Entendemos que tal robustez possa ser atribuı́da à otimização, intrı́nseca

às técnicas de regressão simbólica, que almeja encontrar fórmulas concisas, as quais

não conteriam um número suficiente de parâmetros capazes de gerar overfitting.
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4.3- RESULTADOS

A regressão simbólica leva em consideração a Frente de Pareto Ótima de soluções

eficientes considerando a complexidade do modelo (ou seja, o número de nós na árvore

unária-binária) versus ajuste aos dados [4]. Assim, a técnica retorna qualquer expressão

muito simples (com baixa aderência aos dados) ou expressões mais complexas (que,

embora tenham maior precisão, são extremamente complexas para permitir a extração

de insights sobre o fenômeno de interesse). Uma avaliação numérica de resultados da

regressão é mostrada na Tabela 6. Esta, por sua vez, revela que uma equação cuja

complexidade é 30 está bem posicionada para tal troca. Observe que embora a equação

de complexidade 35 apresente um erro absoluto médio menor, obtém um ligeiro aumento

no erro padrão em comparação com a equação cuja complexidade é 30. Isso se deve ao

fato de a Tabela 6 relatar resultados no conjunto de teste (ou seja, em dados que não

foram usados em treinamento), onde uma variação estocástica das métricas de avaliação

é esperada.

Baseando-se nessas considerações, a Equação (13) de complexidade 30 se

destaca como candidata que combina aderência aos dados com menor complexidade.

A Equação (13) proposta apresenta diversas vantagens em comparação com a

Equação original (11). Em primeiro lugar, apresenta um erro absoluto médio mais baixo

e um erro padrão mais baixo (ver Tabela 6) no conjunto de dados de teste. A Figura 8

mostra a situação real e valores estimados de salinidade no conjunto de dados de teste,

revelando uma boa adesão ao ground truth.

Também é mais concisa, exigindo 7 constantes, enquanto a Equação (11) exige

23 constantes (ver Tabela 7 para mais detalhes). Tal consideração é importante, visto

que, na prática, este estimador seria implementado em um sistema embarcado com

capacidades de processamento limitadas. Embora a função θ2(x2) possa parecer exigir

mais recursos computacionais, devido ao cálculo recursivo de várias funções incomuns, é

uma função par de uma única variável, o que permite uma descrição sucinta em termos

de uma série de Taylor unidimensional, sem termos exponenciais ı́mpares. Assim, uma

aproximação em torno da origem pode ser escrita como:

θ̂2(x2) ≈ 53.8256− 148.0121 · x22 + 307.8418 · x42 − 532.4656 · x62, (17)
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Figura 8 – Valores de salinidade da água medidos e estimados em (g/L) no conjunto de
dados de teste. Índice refere-se ao ı́ndice dos dados de entrada e saı́da no conjunto de
teste.
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Tabela 6 – Avaliação numérica dos resultados da regressão. #i denota a complexidade da
equação “número de nós” obtida por meio de regressão simbólica.

Equação / Complexidade Erro Médio Absoluto (g/L) Erro Padrão (g/L)
[10] 0.49 0.60
#25 0.64 1.18
#30 0.38 0.54
#35 0.34 0.58

Tabela 7 – Comparação entre caracterı́sticas das equações. 1 - número de operadores
unários; 2 - número de operadores binários; 3 - dimensão de entrada; 4 - número de
constantes necessárias.

Equação / Complexidade #UO1 #BO2 #ID3 #NC4

[10] 18 51 4 23
#25 11 6 2 5
#30 9 9 3 7
#35 12 10 3 7

que requer 4 constantes, 2 subtrações, 1 adição e 6 multiplicações (em uma implementação

otimizada). A respeito de plataformas embarcadas comerciais, através de emuladores

percebemos que tanto a fórmula (11) quanto a fórmula proposta (13) não são adequados

para implementação em sistemas mais simples (como o Arduino Uno de 8 bits ou Arduino

Mega), mas são viáveis para implementação em sistemas embarcados de 32 bits, como

o ESP32 ou Arduino Due.

A Equação (13) também depende de menos descritores, uma vez que não de-

pende de x1 (ou seja, a potência média). Esse fato ilustra uma vantagem adicional das

técnicas de regressão simbólica: sua capacidade de realizar a seleção de recursos, o que

mitiga o risco de overfitting e reduz o problema de multicolinearidade entre as variáveis.

Além disso, remover recursos menos relevantes torna o modelo resultante mais robusto

ao ruı́do ou informações irrelevantes nos dados, levando a previsões mais confiáveis

ao facilitar a análise exploratória de dados. Para o especialista, a eliminação de x1 traz

um insight importante: isso significa que a potência média provavelmente não é um

parâmetro significativo para prever a salinidade, quando o centroide espectral, a largura

de banda e o fluxo espectral estão disponı́veis.

Outra diferença importante é que a Equação (13) não requer normalização dos

dados de entrada. Essa é uma vantagem interessante, já que normalizar dados de

entrada em técnicas de aprendizado de máquina pode apresentar vários desafios quando

o algoritmo é testado em um conjunto de testes ainda não vistos. Esses desafios incluem
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o potencial de vazamento de dados, em que a normalização vaza inadvertidamente

informações sobre o conjunto de testes, levando a estimativas de desempenho otimistas.

Além disso, a normalização pode influenciar a importância relativa de cada recurso para

a inferência geral. Tal problema é particularmente verificado se a técnica de normalização

(ou padronização) não se ajusta a distribuição de probabilidade subjacente aos dados,

que geralmente é desconhecida [120]. Consequentemente, a ausência de normalização

torna a regressão proposta mais robusta para prever novos dados observacionais [121].

Finalmente, a Equação (13) decompõe o estimador em três componentes aditivos

(enquanto a Equação (11) requer 23 termos), todos os três dependentes de x2 (ou

seja, a largura de banda). Este fato enfatiza a largura de banda como um recurso mais

relevante para a estimativa prevista. Além disso, a variável x0 influencia apenas um

desses termos, assim como o descritor x3. Isso significa que é possı́vel divorciar os

efeitos das variáveis x0 e x3. Além disso, a sensibilidade do estimador a estas variáveis

pode ser mais facilmente calculada, uma vez que as derivadas parciais em relação a elas

são simplificadas.

4.4- COMENTÁRIOS FINAIS

Neste capı́tulo, utilizamos a regressão simbólica para aprimorar um processo de

interrogação óptica. Conseguimos obter, como resultado, uma equação mais simples,

que utiliza menos descritores e que apresenta um desempenho análogo ao da fórmula

proposta em [10], o qual se justifica em virtude da aproximação do erro quadrático

médio, constatado experimentalmente. Entendemos que tal resultado sugere, fortemente,

a adequabilidade da metodologia proposta (isto é, adoção de técnicas de regressão

simbólica conjugada a processos de interrogação óptica).
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5- CONCLUSÕES E TRABALHOS FUTUROS

A estimativa de salinidade em soluções apresenta grande potencial de aplicação

na área industrial. A interrogação óptica surge como uma alternativa para este problema,

com algumas vantagens relevantes, tais como: capacidade de sensoriamento remoto,

segurança, baixo risco de contaminação à solução e robustez a interferências eletro-

magnéticas.

Nesta dissertação, foram utilizadas técnicas de regressão simbólica empregadas

para aprimorar uma sistema de interrogação óptico baseado em reflectometria no domı́nio

do tempo para prever a salinidade da água. Descobriu-se uma fórmula encontrada via

regressão simbólica que prevê a salinidade com mais precisão do que a proposta na

literatura pregressa. Sendo mais concisa, a fórmula requer menos constantes, não neces-

sita normalização de dados e fornece alguns insights importantes sobre a importância

relativa dos descritores. Particularmente, é observado que a potência média é um descri-

tor redundante (considerando os outros descritores presentes no conjunto de dados de

entrada) e largura de banda desempenha um papel crucial no processo de interrogação.

Embora a regressão simbólica seja um método que exige recursos computacionais

significativos, os autores acreditam que múltiplas execuções do método de regressão

simbólica usando o método de validação cruzada K-fold permitiria uma avaliação es-

tatı́stica mais rigorosa quanto à precisão das fórmulas, a importância de cada variável e a

presença ou ausência de sobreajuste. Ao analisar a validação cruzada para a regressão

simbólica não é tão direta quanto para regressores neurais (já que em cada execução do

método as fórmulas resultantes podem ser notavelmente distintas), os autores entendem

que tal conjunção permitiria a extração de insights importantes para uma abordagem

robusta de soluções baseadas em regressão simbólica.

Finalmente, os autores acreditam que as técnicas de regressão simbólica são par-

ticularmente promissoras para o aprimoramento dos diferentes processos de interrogação

óptica, entendendo que a aplicação descrita neste artigo é um estudo de caso que

fortalece essa hipótese. Isto é especialmente notável para técnicas de interrogação alter-

nativas ou novas, considerando a importância que a redução dos custos de interrogação

pode ter promovendo uma implantação generalizada de sistemas baseados em sensores
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de fibra óptica.
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A- APÊNDICE

A.1- CÓDIGO PYTHON

from pysr import *

import numpy as np

arr = np.loadtxt( "desc.csv" , delimiter = ’,’ , dtype = float)

X = arr[ : , [ 1 , 2 , 3 , 4 ] ]

y = arr[ : , 0 ]

model = PySRRegressor(

progress=False,

niterations=200000,

populations=100,

population_size=100,

maxdepth=8,

annealing=True,

alpha=0.1,

maxsize=40,

warm_start=True,

model_selection=’score’, # ’accuracy’, ’best’, or ’score’

nested_constraints={"cos":{"cos": 0},"cos":{"sin": 0},"sin":{"cos": 0},

"sin":{"sin": 0},"exp":{"exp": 0},"log10":{"log10": 0},"erf":{"erf": 0}},

binary_operators=["+", "*","-","^"],

unary_operators=[

"cos",
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"exp",

"sin",

"inv(x) = 1/x",

"log10",

"sqrt",

"sinh",

"cosh",

"tanh",

"atan",

"asinh",

"erf",

],

extra_sympy_mappings={"inv": lambda x: 1 / x},

)

model.fit(X, y)

A.2- FÓRMULAS OBTIDAS

As fórmulas obtidas pelo sistema de regressão simbólica, no estilo SymPy, são

descritas a seguir. Cada proposta é apresentada no formato x, y,"z", com x sendo a

complexidade, y sendo o MSE (no conjunto de treinamento) e z consistindo na fórmula

propriamente dita.

Complexity,Loss,Equation

1,666.6665,"49.9998"

3,199.08224,"(x1 ^ -0.4818793)"

5,71.383286,"(80.722305 - (x3 * 89312.336))"

6,66.567154,"(70.81623 - (exp(x1) ^ 5528.247))"

7,51.868397,"(74.79686 - exp(sqrt(x3) * 153.17398))"

8,46.006725,"(74.82488 - (sinh(x3 * 2872.4497) * 15.607775))"

9,42.029163,"(75.298935 - (sinh(sinh(x3 * 1636.5731)) * x2))"
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10,34.885628,"(50892.58 - ((sinh(x3 * 3270.7036) + x0) * 11.864567))"

11,3.588265,"(asinh(sinh(sin(log10(x1)) * 55.199825) * 8.6985576e7) + 19.314484)"

13,2.9818504,"(asinh(sinh(sin(log10(x1)) * 55.07948) * 9.967798e7) + (4302.44 - x0))"

15,2.5330517,"((asinh(sin(log10(x1)) * 3.3557775e9) + ((-4328.284 + x0) * log10(x1)))

+ -122.61706)"

16,1.8107678,"(asinh(sinh(sin(log10(x1)) * 55.120033) * 1.6341915e8)

+ (16.934017 - (cos(x0) * 5.580241)))"

17,0.6518277,"(asinh(sinh(sin(log10(x1)) * 51.342773) * 1.4060733e8)

+ (20.700397 - inv(cos(x0 - x2))))"

18,0.48998857,"(asinh(sinh(sin(log10(x1)) * 51.58133) * 1.3050332e8)

+ (21.118917 - asinh(inv(-0.44342083 - sin(x2)))))"

19,0.43575343,"(asinh(sinh(sin(log10(x1)) * 52.427002) * 1.3298419e8)

+ (20.67919 - inv(cos((x0 * 0.7153872) - x2))))"

20,0.410569,"(asinh(sinh(sin(log10(x1)) * 51.71754) * 1.1981211e8)

+ (21.177692 - asinh(inv(-0.4284867 - sin(x1 ^ -0.1971107)))))"

21,0.3633313,"(asinh(sinh(sin(log10(x1)) * 52.77625) * 1.14869464e8)

+ (20.635637 - inv(cos((x0 * 0.56013745) - (x1 ^ -0.21567109)))))"

22,0.35819045,"(asinh(sinh(sin(log10(x1)) * 52.907684) * 1.1328165e8)

+ (20.506447 - inv(sinh(cos((x0 * 0.56013745) - (x1 ^ -0.21562037))))))"

23,0.2926612,"(asinh(sinh(sin(log10(x1)) * 51.677727) * 1.5618773e8)

+ (20.656149 - asinh(inv(cos(-2.0262372 - x2)) - sin(x1 ^ -0.42998666))))"

24,0.21937193,"(asinh(sinh(sin(log10(x1)) * 50.94194) * 1.8341722e8)

+ ((20.876968 - inv(cos((x0 * 0.62737405) - x2))) + sin(x1 ^ -0.429771)))"

25,0.1957585,"(asinh(sinh(sin(log10(x1)) * 51.411648) * 1.5986416e8) +

((19.609394 - inv(cos((x0 * 0.65818006) - x2))) + exp(sin(x1 ^ -0.42918566))))"

27,0.18565384,"(asinh(sinh(sin(log10(x1)) * 51.59716) * 1.5047323e8)

+ ((19.525272 - inv(cos((x0 * 0.6831185) - x2)))

+ sqrt(sinh(exp(sin(x1 ^ -0.42908016))))))"

28,0.18453838,"(asinh(sinh(sin(log10(x1)) * 51.58133) * 1.4917754e8)

+ ((19.519094 - inv(cos((x0 * 0.6831186) - x2)))

+ (sinh(exp(sin(x1 ^ -0.42908016))) ^ 0.5232409)))"

30,0.15076181,"(((asinh(sin(log10(x1)) * 1.8899657e9)

+ ((-45.43336 + cos(x0 * -2.1426246)) * log10(x1))) + -124.98491)
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- (exp(cos(log10(x1) * 106.39591)) * sin(x1 ^ -0.41782326)))"

31,0.14740913,"(((asinh(sin(log10(x1)) * 2.0232978e9)

+ ((-45.437958 + cos(x0 * 2.1294265)) * log10(x1))) + -125.07586)

- (exp(erf(cos(log10(x1) * -106.37373))) * sin(x1 ^ -0.4176216)))"

32,0.14113979,"(((asinh(sin(log10(x1)) * 2.0705837e9)

+ ((-45.437958 + cos(x0 * 2.1294265)) * log10(x1))) + -125.08714)

- ((sinh(cos(log10(x1) * -106.369255)) - -1.1311253) * sin(x1 ^ -0.41759008)))"

33,0.13434596,"(((asinh(sin(log10(x1)) * 2.0511625e9)

+ ((-45.431664 + cos(x0 * -2.1426246)) * log10(x1))) + -125.08697)

- (((cos(log10(x1) * -106.37373) * 1.3084371)

- -1.0785301) * sin(x1 ^ -0.4176297)))"

34,0.13434583,"(((asinh(sin(log10(x1)) * 2.0511625e9)

+ ((-45.431664 + cos(x0 * -2.1426246)) log10(asinh(x1)))) + -125.08697)

- (((cos(log10(x1) * -106.37373) * 1.3084371) - -1.0785301) * sin(x1 ^ -0.4176297)))"

35,0.11753266,"(((asinh(sin(log10(x1)) * 2.0232978e9)

+ ((-45.426105 + cos(x0 * 2.1748984)) * log10(x1))) + -125.05383)

- ((cosh(cos(x1 * 72652.42)) + cos(log10(x1) * 106.37469)) * sin(x1 ^ -0.41759813)))"

36,0.11338293,"(((asinh(sin(log10(x1)) * 1.9488641e9)

+ ((-45.437958 + cos(x0 * -2.171961)) * log10(x1)))

+ -125.073235) - ((cosh(cos(x1 * -72691.18))

+ sinh(cos(log10(x1) * 106.38756))) * sin(x1 ^ -0.41767934)))"

37,0.09415784,"(((asinh(sin(log10(x1)) * 2.0544187e9) +

((-45.406048 + cos(x0 * -2.1382205)) * log10(x1))) + -125.07741)

- ((cosh(cos(73009.57 * x1)) * (cos(log10(x1) * 106.39591) + 0.8357919))

* sin(x1 ^ -0.41747266)))"

38,0.09415781,"(((asinh(sin(log10(x1)) * 2.0544187e9)

+ ((-45.406048 + cos(x0 * -2.1382205)) * log10(sin(x1)))) + -125.07586)

- ((cosh(cos(73009.57 * x1)) * (cos(log10(x1) * 106.39591) + 0.8357919))

* sin(x1 ^ -0.41747266)))"

39,0.08891192,"(((asinh(sin(log10(x1)) * 1.9817834e9)

+ ((-45.430363 + cos(x0 * 2.1836994)) * log10(x1)))

-125.044426)

- ((cosh(cos(73098.02 * x1)) * (cos(log10(x1) * 106.37992) - cos(log10(x1))))
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* sin(x1 ^ -0.41743696)))"

40,0.088911645,"(((asinh(sin(log10(x1)) * 1.9817834e9)

+ ((-45.430363 + cos(x0 * 2.1836994)) * log10(atan(x1)))) + -125.044426)

- ((cosh(cos(73098.02 * x1)) * (cos(log10(x1) * 106.37992) - cos(log10(x1))))

* sin(x1 ^ -0.41743696)))"
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